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Prefaţă
Aceast  carte a evoluat din materialul dezvoltat de mai mul i ani de Anand Raja-ă ț
raman i Jeff Ullman pentru un curs de un sfert la Stanford.ș  Cursul
CS345A, intitulat „Web Mining”, a fost conceput ca un curs avansat de absolvire,
de i a devenit accesibil i interesant pentru studen ii avansa i.ș ș ț ț
Când Jure Leskovec s-a al turat facult ii din Stanford, am reorganizat materialulă ăț
considerabil. A introdus un nou curs CS224W privind analiza re elei iț ș
a ad ugat material la CS345A, care a fost renumerotat CS246.ă  Cei trei autori
a introdus, de asemenea, un curs de proiect pe scar  larg  de minerit de date, CS341.ă ă  Cartea acum
con ine material predat în toate cele trei cursuri.ț

Despre ce este cartea
La cel mai înalt nivel de descriere, aceast  carte este despre extragerea datelor.ă  In orice caz,
se concentreaz  pe extragerea datelor de cantit i foarte mari de date, adic  date atât de mariă ă ăț
nu se încadreaz  în memoria principal .ă ă  Datorit  accentului pus pe dimensiune, multe dintre noiă
exemple sunt despre Web sau date derivate de pe Web. Mai departe, cartea
ia un punct de vedere algoritmic: extragerea datelor este despre aplicarea algoritmilor
la date, mai degrab  decât folosind date pentru a „antrena” un motor de înv are automat  a unoraă ă ăț
fel. Principalele subiecte tratate sunt:
1. Sisteme de fi iere distribuite i map-reduce ca instrument pentru crearea paralelelorș ș
algoritmi care reu esc pe cantit i foarte mari de date.ăș ț
2. C utarea similarit ii, inclusiv tehnicile cheie ale minhashingului i localit ii-ă ă ăț ș ț
hashing sensibil.
3. Prelucrarea fluxului de date i algoritmi specializa i pentru tratarea datelorș ț
care ajunge atât de repede încât trebuie procesat imediat sau pierdut.
4. Tehnologia motoarelor de c utare, inclusiv PageRank Google, link-spamă
detec ie i abordarea centrelor i autorit ilor.ăț ș ș ț
5. Exploatarea de obiecte frecvente, inclusiv reguli de asociere, co uri de pia ,ăș ț
Algoritmul A-Priori i îmbun t irile sale.ă ăș ț
6. Algoritmi pentru gruparea unor seturi de date foarte mari, de înalt  dimensiune.ă
iii
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7. Dou  probleme cheie pentru aplica iile Web: gestionarea publicit ii iă ăț ț ș
sisteme de recomandare.
8. Algoritmi pentru analiza i extragerea structurii graficelor foarte mari,ș
în special graficele re elelor sociale.ț
9. Tehnici pentru ob inerea propriet ilor importante ale unui set de date mare de c treă ăț ț
reducerea dimensionalit ii, inclusiv descompunerea cu valoare singular  iă ăț ș
indexarea semantic  a cortului.ă
10. Algoritmi de înv are automat  care pot fi aplica i unor date foarte mari, de exempluă ăț ț
ca perceptroni, ma ini vector-suport, descenden  în gradient i decizieăș ț ș
copaci.
11. Re ele neuronale i înv are profund , inclusiv cele mai importante cazuri speciale:ă ăț ș ț
re ele neuronale convolu ionale i recurente i memorie pe termen scurtț ț ș ș
re ele.ț

Condi ii prealabileț
Pentru a aprecia pe deplin materialul din aceast  carte, v  recomand m urm toareleă ă ă ă
premise:
1. O introducere în sistemele de baze de date, care acoper  SQL i programele conexeă ș
sisteme ming.
2. Un curs de nivel secundar în structuri de date, algoritmi i discreteș
matematica.
3. Un curs de nivel secundar în sisteme software, inginerie software iș
limbaje de programare.

Exerci iiț
Cartea con ine exerci ii ample, cu unele pentru aproape fiecare sec iune.ț ț ț  Noi
indica i exerci ii mai grele sau p r i de exerci ii cu punct de exclamare.ăț ț ț ț  The
cele mai grele exerci ii au un dublu punct de exclamare.ț

Asisten  pe webăț
Accesa i http://www.mmds.org pentru diapozitive, teme pentru teme, cerin e de proiect-ț ț
mentele i examenele de la cursurile legate de aceast  carte.ăș
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Gradiance Automated Homework
Exist  exerci ii automatizate bazate pe aceast  carte, folosind r d cina Gradiance-ă ă ă ăț
tehnologia întreb rilor, disponibil  la www.gradiance.com/services.ă ă  Elevii pot
introduce i o clas  public  creând un cont la acel site i intrând în clasă ă ăț ș
cu cod 1EDD8A1D. Instructorii pot folosi site-ul f cându- i un cont acoloă ș
i apoi prin e-mail asisten  la gradiance dot com cu numele lor de conectare,ăș ț

numele colii lor i o cerere de utilizare a materialelor MMDS.ș ș

Mul umiriț
Coperta este de Scott Ullman.
Dorim s  mul umim Foto Afrati, Arun Marathe i Rok Sosic pentru criticiă ț ș
lecturile unui proiect al acestui manuscris.
Erori au fost raportate i de Rajiv Abraham, Ruslan Aduk, Apoorv Agar-ș
wal, Aris Anagnostopoulos, Yokila Arora, Stefanie Anna Baby, Atilla Soner
Balkir, Arnaud Belletoile, Robin Bennett, Susan Biancani, Richard Boyd, Ami-
tabh Chaudhary, Leland Chen, Hua Feng, Marcus Gemeinder, Anastasios Goun-
aris, Clark Grubb, Shrey Gupta, Waleed Hameid, Saman Haratizadeh, Julien
Hoachuck, Przemyslaw Horban, Hsiu-Hsuan Huang, Jeff Hwang, Rafi Kamal,
Lachlan Kang, Ed Knorr, Haewoon Kwak, Ellis Lau, Greg Lee, David Z. Liu,
Ethan Lozano, Yunan Luo, Michael Mahoney, Sergio Matos, Justin Meyer,
Bryant Moscon, Brad Penoff, John Phillips, Philips Kokoh Prasetyo, Qi Ge,
Harizo Rajaona, Timon Ruban, Rich Seiter, Hitesh Shetty, Angad Singh, San-
Deep Sripada, Dennis Sidharta, Krzysztof Stencel, Mark Storus, Roshan Sum-
baly, Zack Taylor, Tim Triche Jr., Wang Bin, Weng Zhen-Bin, Robert West,
Steven Euijong Whang, Oscar Wu, Xie Ke, Christopher T.-R. Da, Nicolas
Zhao i Zhou Jingbo.ș  Erorile r mase sunt ale noastre, desigur.ă
JL
AR
JDU
Palo Alto, CA
Iulie, 2019
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Capitolul 1
Exploatarea datelor
În acest capitol introductiv începem cu esen a mineritului de date iț ș
o discu ie despre modul în care mineritul de date este tratat de diferitele discipline careț
tribut acestui domeniu. Acoperim „Principiul lui Bonferroni”, care este într-adev r un avertismentă
despre utilizarea excesiv  a capacit ii de extragere a datelor.ă ăț  Acest capitol este, de asemenea, locul unde
rezum m câteva idei utile care nu sunt minerite de date în sine, dar sunt folositoareă
în elegerea unor concepte importante de data mining.ț  Acestea includ
TF.IDF m sur  a importan ei cuvintelor, comportamentul func iilor hash i a indexurilor,ă ă ț ț ș
i identit i care implic  e, baza logaritmilor naturali.ă ăș ț  În cele din urm , oferim ună

schi a subiectelor tratate în bilan ul c r ii.ăț ț ț

1.1 Ce este Data Mining?
În anii 1990, „exploatarea datelor” era un nou concept interesant i popular.ș  În jurul
În 2010, oamenii au început s  vorbeasc  despre „big data”.ă ă  Ast zi, termenul popular esteă

„ tiin a datelor”.Ș ț  Cu toate acestea, în tot acest timp, conceptul a r mas acela i:ă ș
utiliza i cel mai puternic hardware, cele mai puternice sisteme de programare iț ș
cei mai eficien i algoritmi pentru rezolvarea problemelor din tiin , comer , asisten  medical ,ă ă ăț ș ț ț ț
guvern, umaniste i multe alte domenii ale efortului uman.ș
1.1.1 Modelare
Pentru mul i, extragerea datelor este procesul de creare a unui model din date, adesea de c treăț
procesul de înv are automat , pe care îl men ion m în sec iunea 1.1.3 i îl discut mă ă ă ăț ț ț ș
mai complet în capitolul 12. Cu toate acestea, mai general, obiectivul de extragere a datelor
este un algoritm. De exemplu, discut m hashingul sensibil la localitate în capitolul 3ă
i o serie de algoritmi de extragere a fluxurilor în capitolul 4, dintre care niciunul nu implicăș

un model. Cu toate acestea, în multe aplica ii importante, partea dificil  este crearea deăț
model i, odat  ce modelul este disponibil, algoritmul de utilizare a modelului esteăș
direct.
1
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CAPITOLUL 1. EXTRACTAREA DE DATE
Exemplul 1.1: lua i în considerare problema detect rii e-mailurilor care sunt phishingăț
atacuri. Cea mai comun  abordare este de a construi un model de e-mailuri de phishing,ă
poate examinând e-mailurile pe care oamenii le-au raportat recent ca fiind phishing
atacuri i c utarea cuvintelor sau frazelor care apar neobi nuit de des înăș ș
acele e-mailuri, cum ar fi „prin ul nigerian” sau „verifica i contul”.ț ț  Modelul ar putea
fii greut i asupra cuvintelor, cu greut i pozitive pentru cuvintele care apar frecvent înă ăț ț
e-mailuri de phishing i greut i negative pentru cuvintele care nu.ăș ț  Apoi algoritmul
detectarea e-mailurilor de phishing este simpl .ă  Aplica i modelul la fiecare e-mail, adic  sumă ăț
greut ile cuvintelor din acel e-mail i spun c  e-mailul este phishing dac  i numaiă ă ăț ș ș
dac  suma este pozitiv .ă ă  G sirea celor mai bune greut i este o problem  dificil , noiă ă ă ăț
va prelua în sec iunea 12.2.ț  ✷
1.1.2 Modelare statistică
Statisticienii au fost primii care au folosit termenul „minerit de date”. Ini ial, „dateț
minerit ”sau„ dragare de date ”a fost un termen derogatoriu referitor la încerc rile de aă
extrage i informa ii care nu au fost acceptate de date.ț ț  Sec iunea 1.2 ilustreazăț
genul de erori pe care le po i face încercând s  extragi ceea ce nu este într-adev r în date.ă ăț
Ast zi, „exploatarea datelor” a luat un sens pozitiv.ă  Acum, statisticienii v dă
extragerea datelor ca construc ie a unui model statistic, adic  un suportăț
distribu ie din care sunt extrase datele vizibile.ț
Exemplul 1.2: S  presupunem c  datele noastre sunt un set de numere.ă ă  Aceste date sunt mult



mai simplu decât datele care ar fi extrase de date, dar va servi ca exemplu. A
statisticianul ar putea decide c  datele provin dintr-o distribu ie gaussian  iă ăț ș
utiliza i o formul  pentru a calcula parametrii cei mai probabili ai acestui Gauss.ăț  Media
i devia ia standard a acestei distribu ii gaussiene caracterizeaz  completăș ț ț

distribu ie i ar deveni modelul datelor.ț ș  ✷
1.1.3 Înv area automată ăț
Exist  unii care consider  c  mineritul de date este sinonim cu înv area automat .ă ă ă ă ăț
Nu exist  nicio îndoial  c  unele date mining folosesc în mod adecvat algoritmi de laă ă ă
înv are automat .ă ăț  Practican ii de înv are automat  folosesc datele ca un set de instruire,ă ăț ț
pentru a instrui un algoritm de unul dintre numeroasele tipuri utilizate pentru înv area automat , cum ar fiă ăț
ca re ele Bayes, ma ini vector-suport, arbori de decizie, modele ascunse Markov,ț ș
i o mare varietate de al ii.ș ț

Exist  situa ii în care utilizarea datelor în acest mod are sens.ă ț  Tipic
cazul în care înv area automat  este o abordare bun  este atunci când nu avem prea pu in  ideeă ă ă ăț ț
ce spun datele despre problema pe care încerc m s  o rezolv m.ă ă ă  De exemplu, ea
este destul de neclar despre ce este vorba despre filme care îi face pe anumi i pasiona i de film sauț ț
nu-mi place. Astfel, r spunzând la „provocarea Netflix” de a concepe un algoritm careă
prezice evalu rile filmelor de c tre utilizatori, pe baza unui e antion de r spunsuri ale acestora,ă ă ăș
algoritmii de înv are automat  s-au dovedit destul de reu i i.ă ăț ș ț  Vom discuta despre
form  simpl  a acestui tip de algoritm în sec iunea 9.4.ă ă ț
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Cu toate acestea, înv area automat  poate fi necompetitiv  în situa iile în care putemă ă ăț ț
descrie i obiectivele mineritului mai direct.ț  Un caz interesant este
încercarea lui WhizBang! Laboratoarele 1 pentru a utiliza înv area automat  pentru a localiza oameniiă ăț
CV-uri pe web. Nu a reu it s  fac  mai bine decât algoritmii proiecta iă ăș ț
de mân  pentru a c uta câteva dintre cuvintele i frazele evidente care apar înă ă ș
CV tipic. Din moment ce to i cei care au privit sau au scris un CV au unț
o idee destul de bun  despre ce con in CV-uri, nu a existat niciun mister despre ceă ț
face ca o pagin  Web s  fie un CV.ă ă  Astfel, nu a existat niciun avantaj
înv area asupra proiect rii directe a unui algoritm pentru a descoperi CV-uri.ă ăț
O alt  problem  cu unele metode de înv are automat  este c  acestea sunt deseoriă ă ă ă ăț
produce un model care, de i poate fi destul de precis, nu este explicabil.ș  În unele
cazuri, explicabilitatea nu este important .ă  De exemplu, dac  întreba i Google de ceă ț
a clasificat un Gmail ca spam, de obicei spune ceva de genul „arat  ca altulă
mesaje pe care oamenii le-au identificat ca spam. ” Adic , e-mailul se potrive teă ș
orice model de spam Google a dezvoltat în acea zi, f r  îndoial , folosind ună ă ă
tehnic  din arsenalul algoritmilor de înv are automat .ă ă ăț  Aceast  explica ieă ț
este probabil satisf c tor.ă ă  Chiar nu ne pas  ce face Google, atâta timp cât esteă
ia decizia corect  de spam / non-spam.ă
Pe de alt  parte, lua i în considerare o companie de asigur ri auto care creează ă ăț
un model al riscului asociat fiec rui ofer i aloc  prime diferiteă ăș ș
fiecare, dup  model.ă  Dac  prima dvs. cre te, s-ar putea s  dori i oă ăș ț
explica ie a ceea ce face noul model i de ce a schimbat estimareaț ș
riscul t u.ă  Din p cate, în multe metode de înv are automat , în special „adâncă ă ăț
înv are ”, în care modelul implic  strat peste strat de elemente mici, fiecare dintre eleă ăț
care ia o decizie pe baza intr rilor din stratul anterior, s-ar putea s  nu fieă ă
este posibil s  se dea o explica ie coerent  a ceea ce face modelul.ă ăț
1.1.4 Abord ri computa ionale ale model riiă ăț
Spre deosebire de abordarea statistic , informaticienii tind s  priveasc  dateleă ă ă
mineritul ca o problem  algoritmic .ă ă  În acest caz, un model al datelor este pur i simpluș
r spunsul la o interogare complex  despre aceste date.ă ă  De exemplu, având în vedere setul
din numerele din Exemplul 1.2, am putea calcula media i standardul acestoraș
deviere. Re ine i c  este posibil ca aceste valori s  nu fie parametrii Gaussianuluiă ăț ț
care se potrive te cel mai bine datelor, de i aproape sigur vor fi foarte apropiate dacăș ș
dimensiunea datelor este mare, iar sursa datelor este cu adev rat gaussian .ă ă
Exist  multe abord ri diferite pentru modelarea datelor.ă ă  Avem deja
a men ionat posibilitatea construirii unui proces aleator prin care dateleț
s-ar fi putut genera. Cele mai multe alte abord ri ale model rii pot fi descriseă ă
ca oricare
1. Rezumând datele succint i aproximativ sauș
2. Extragerea celor mai proeminente caracteristici ale datelor i ignorarea celorlalte.ș
1 Aceast  pornire a încercat s  foloseasc  înv area automat  pentru a extrage date pe scar  larg  i a angajat pe mul iă ă ă ă ă ă ăț ș ț
dintre cei mai buni oameni care înva  ma ina s  fac  acest lucru.ă ă ăț ș  Din p cate, nu a reu it s  supravie uiasc .ă ă ăș ț
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Vom explora aceste dou  abord ri în sec iunile urm toare.ă ă ăț
1.1.5 Rezumare
Una dintre cele mai interesante forme de rezumare este ideea PageRank, care
Google a reu it Google i pe care îl vom aborda în capitolul 5. În acest formularș ș
de minerit Web, întreaga structur  complex  a Web-ului este rezumat  printr-ună ă ă
num r unic pentru fiecare pagin .ă ă  Acest num r, „PageRank” al paginii, esteă
(simplificând oarecum) probabilitatea ca un mers aleatoriu pe grafic
ar fi la acea pagin  la un moment dat.ă  În mod remarcabil, acest clasament reflect  foarte multă
Ei bine, „importan a” paginii - gradul în care ar face c ut torii tipiciă ăț
ca pagina respectiv  a revenit ca r spuns la interogarea lor de c utare.ă ă ă
O alt  form  important  de rezumat - gruparea - va fi acoperit  în capitolulă ă ă ă
ter 7. Aici, datele sunt privite ca puncte într-un spa iu multidimensional.ț  Puncte
care sunt „aproape” în acest spa iu sunt atribuite aceluia i cluster.ț ș  Clusterele
ele însele sunt rezumate, poate prin oferirea centrului clusterului iș
distan a medie fa  de centroidul de puncte din cluster.ăț ț  Acest grup
rezumatele devin apoi rezumatul întregului set de date.
Exemplul 1.3: A avut loc o faimoas  instan  de grupare pentru a rezolva o problemă ă ăț
cu mult timp în urm  la Londra i s-a f cut în întregime f r  calculatoare.ă ă ă ăș  2 Medicul
John Snow, care se ocupa de un focar de holer , a trasat cazurile pe o hart  aă ă
ora .ș  O mic  ilustra ie care sugereaz  procesul este prezentat  în Fig. 1.1.ă ă ăț
Figura 1.1: Plotarea cazurilor de holer  pe o hart  a Londreiă ă
Cazurile s-au grupat în jurul unor intersec ii de drumuri.ț  Aceste inter-
sec iunile erau loca iile pu urilor care deveniser  contaminate;ăț ț ț  oamenii care
2 A se vedea http://en.wikipedia.org/wiki/1854 Broad Street focar de holera.
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au tr it în apropierea acestor fântâni, s-au îmboln vit, în timp ce oamenii care tr iau mai aproape de fântâni careă ă ă
nu a fost contaminat nu s-a îmboln vit.ă  F r  capacitatea de a grupaă ă
date, cauza holerei nu ar fi fost descoperit .ă  ✷
1.1.6 Extragerea caracteristicilor
Modelul tipic bazat pe caracteristici caut  cele mai extreme exemple de fenomeneă
nume i reprezint  datele prin aceste exemple.ăș  Dac  sunte i familiariza i cuă ț ț
Re elele Bayes, o ramur  a înv rii automate i un subiect pe care nu îl abord m în acest sensă ă ă ăț ț ș
carte, tii cum este reprezentat  o rela ie complex  între obiecteă ăș ț
g sirea celor mai puternice dependen e statistice dintre aceste obiecte i utilizareaă ț ș
numai cei care reprezint  toate conexiunile statistice.ă  Unele dintre cele importante
tipurile de extragere a caracteristicilor din date pe scar  larg  pe care le vom studia sunt:ă ă
1. Elemente frecvente. Acest model are sens pentru datele care constau din „
kets ”de seturi mici de articole, ca în problema co ului de pia  pe care o vom faceăș ț
discuta i în capitolul 6. C ut m seturi mici de elemente care apar împreună ă ăț
în multe co uri, iar aceste „obiecte frecvente” sunt caracterizareaș
datele pe care le c ut m.ă ă  Aplicarea ini ial  a acestui tip de minerit a fostăț
co uri de pia  adev rate: seturi de articole, cum ar fi hamburger i ketchup,ă ăș ț ș
c  oamenii tind s  cumpere împreun  atunci când fac check-out la casa de marcată ă ă
a unui magazin sau super market.
2. Elemente similare. Adesea, datele dvs. arat  ca o colec ie de seturi iă ț ș
obiectivul este de a g si perechi de seturi care au o frac iune relativ mare deă ț
elementele lor în comun. Un exemplu este tratarea clien ilor la oț
magazin de linii precum Amazon ca set de articole pe care le-au cump rat.ă  În ordine
pentru ca Amazon s  le recomande altceva care le-ar putea pl cea, Amazon poateă ă
c uta i clien i „similari” i recomanda i multe dintre acesteaă ț ț ș ț
clien ii au cump rat.ăț  Acest proces se nume te „filtrare colaborativ ”.ăș
Dac  clien ii erau singuri, adic  nu cump rau decât un fel deă ă ăț
lucru, atunci ar putea func iona gruparea clien ilor.ț ț  Cu toate acestea, din moment ce clien iiț
tind s  aib  interese în multe lucruri diferite, este mai util s  g se ti,ă ă ă ă ș
pentru fiecare client, un num r mic de al i clien i care sunt similariă ț ț
în gusturile lor i reprezint  datele prin aceste conexiuni.ăș  Discutam
similaritate în capitolul 3.

1.2 Limite statistice privind exploatarea datelor
Un tip obi nuit de problem  de extragere a datelor implic  descoperirea evenimentelor neobi nuiteă ăș ș
ascunse în cantit i masive de date.ăț  Aceast  sec iune este o discu ie despreă ț ț
problem , inclusiv „Principiul lui Bonferroni”, un avertisment împotriva utiliz rii excesive de zelă ă



de minerit de date.
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1.2.1 Con tientizarea informa iilor totaleș ț
În urma atacului terorist din 11 septembrie 2001, s-a observat c  există ă
patru persoane înscrise în diferite coli de zbor, înv ând cum s  piloteze reclameă ăș ț
aeronave, de i nu erau afiliate cu nicio companie aerian .ăș  A fost presupus
c  informa iile necesare pentru prezicerea i stingerea atacului erau disponibile înă ț ș
date, dar c  nu exista atunci nicio modalitate de a examina datele i de a detecta suspiciunileă ș
evenimente cious. R spunsul a fost un program numit TIA sau Total Informationă
Con tientizarea, care a fost menit  s  extrag  toate datele pe care le-a putut g si, inclusivă ă ă ăș
chitan e de card de credit, înregistr ri hoteliere, date de c l torie i multe alte tipuri de informa iiă ă ăț ș ț
pentru a urm ri activitatea terorist .ă ă  Acum integrarea informa iilor -ț
ideea de a rela iona i combina diferite surse de date pentru a ob ine informa ii care suntț ș ț ț
nu este disponibil din nicio surs  - este adesea un pas cheie pe calea spre rezolvareă
o problem  important .ă ă
TIA a provocat în mod natural o mare îngrijorare în rândul sus in torilor confiden ialit ii iă ăț ț ț ș
ject a fost în cele din urm  ucis de Congres.ă  Scopul acestei c r i nu este acela de aă ț
discuta i problema dificil  a compromisului de confiden ialitate-securitate.ăț ț  Cu toate acestea, perspectiva
TIA sau un sistem ca acesta ridic  multe întreb ri tehnice cu privire laă ă
sibilitate. În aceast  sec iune, dorim s  ne concentr m pe o anumit  problem  tehnic :ă ă ă ă ă ăț
dac  v  uita i în date pentru prea multe lucruri în acela i timp, ve i vedeaă ă ț ș ț
lucruri care par interesante, dar care sunt de fapt pur i simplu artefacte statistice i auș ș
nici o semnifica ie.ț  Adic , dac  v  c uta i datele pentru activit i care arată ă ă ă ă ăț ț
comportament terorist, nu ve i g si multe activit i inocente - sau chiară ăț ț
activit i ilicite care nu sunt teroriste - care vor duce la vizite ale poli ieiăț ț
i poate mai r u decât doar o vizit ?ă ăș  R spunsul este c  totul depinde de cumă ă

defini i în mod restrâns activit ile pe care le c uta i.ă ăț ț ț  Statisticienii au v zută
aceast  problem  în multe moduri i au o teorie, pe care o introducem în urm toareaă ă ăș
sec iunea, pentru a evita acest tip de eroare.ț
1.2.2 Principiul lui Bonferroni
S  presupunem c  ave i o anumit  cantitate de date i c uta i evenimenteă ă ă ăț ș ț
Tain tip în datele respective. V  pute i a tepta s  apar  evenimente de acest tip, chiar dacă ă ă ăț ș
datele sunt complet aleatorii i num rul de apari ii al acestor evenimenteăș ț
va cre te pe m sur  ce cre te dimensiunea datelor.ă ăș ș  Aceste întâmpl ri sunt „false” înă
simt c  nu au alt  cauz  decât datele întotdeauna aleatoriiă ă ă
un num r de caracteristici neobi nuite care arat  semnificativ, dar nu sunt.ă ăș  O teoremă
de statistici, cunoscut  sub numele de corec ia Bonferroni ofer  un mod statistic s n tosă ă ă ăț
pentru a evita majoritatea acestor r spunsuri pozitive false la o c utare prin date.ă ă
F r  a intra în detaliile statistice, oferim o versiune informal , Bon-ă ă ă
principiul ferroni, care ne ajut  s  evit m tratarea evenimentelor aleatorii ca i cum ar fi eleă ă ă ș
au fost reale. Calcula i num rul a teptat de apari ii ale evenimentelor care sunte iăț ș ț ț
c utând, presupunând c  datele sunt aleatorii.ă ă  Dac  acest num r este semnificativă ă
cu mult mai mare decât num rul de instan e reale pe care spera i s  le g si i, atunci trebuieă ă ăț ț ț
a tepta i-v  c  aproape orice ve i g si ca fiind fals, adic  mai degrab  un artefact statistică ă ă ă ăș ț ț
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decât dovezi despre ceea ce c uta i.ă ț  Aceast  observa ie este informală ăț
afirma ie a principiului lui Bonferroni.ț
Într-o situa ie precum c utarea terori tilor, în care ne a tept m s  existeă ă ăț ș ș
pu ini terori ti care ac ioneaz  în acela i timp, principiul lui Bonferroni spune c  noiă ăț ș ț ș
poate detecta terori ti doar c utând evenimente atât de rare încât suntăș
este pu in probabil s  apar  în date aleatorii.ă ăț  D m mai jos un exemplu extins.ă

1.2.3 Un exemplu al principiului lui Bonferroni
S  presupunem c  se crede c  exist  ni te „r uf c tori” acolo i c  vremă ă ă ă ă ă ă ăș ș
pentru a le detecta. S  presupunem în plus c  avem motive s  credem c  periodi-ă ă ă ă
cally, r uf c torii se adun  la un hotel pentru a- i complota r ul.ă ă ă ă ăș  S  facem urm toareleă ă
ipoteze despre dimensiunea problemei:
1. Exist  un miliard de oameni care ar putea fi r uf c tori.ă ă ă ă
2. Toat  lumea merge la un hotel într-o zi din 100.ă
3. Un hotel g zduie te 100 de persoane.ă ș  Prin urmare, exist  100.000 de hoteluri - suficient pentruă
de ine 1% dintr-un miliard de oameni care viziteaz  un hotel într-o zi dat .ă ăț



4. Vom examina înregistr rile hotelului timp de 1000 de zile.ă
Pentru a g si r uf c tori în aceste date, vom c uta oameni care, pe dou  diferiteă ă ă ă ă ă
zile, erau amândoi la acela i hotel.ș  S  presupunem, totu i, c  nu exist  cu adev rată ă ă ăș
r uf c tori.ă ă ă  Adic  toat  lumea se comport  la întâmplare, decidând cu probabilitate 0,01ă ă ă
s  vizita i un hotel într-o anumit  zi i, dac  da, alege i unul dintre cele 10ă ă ăț ș ț  5 hoteluri de la
Aleatoriu. Am g si vreo pereche de oameni care s  par  r uf c tori?ă ă ă ă ă ă
Putem face un calcul aproximativ simplu dup  cum urmeaz .ă ă  Probabilitatea de
oricare dou  persoane care decid ambele s  viziteze un hotel într-o zi dat  este de .0001.ă ă ă  The
ansa ca ace tia s  viziteze acela i hotel este aceast  probabilitate împ r it  la 10ă ă ă ăș ș ș ț  5 ,

num rul de hoteluri.ă  Astfel, ansa ca ace tia s  viziteze acela i hotel peăș ș ș
o zi dat  este 10ă  −9 . ansa ca ace tia s  viziteze acela i hotel pe doiăȘ ș ș
zile diferite diferite este p tratul acestui num r, 10ă ă  −18 . Re ine i c  hotelurileăț ț
poate fi diferit în cele dou  zile.ă
Acum, trebuie s  lu m în considerare câte evenimente vor indica faptele rele.ă ă  Un eveniment"
în acest sens este o pereche de oameni i o pereche de zile, astfel încât cei doi oameniș
au fost la acela i hotel în fiecare dintre cele dou  zile.ăș  Pentru a simplifica aritmetica, nota iț
c  pentru n mare, (ă  n
2 ) este de aproximativ n 2 /2. Vom folosi aceast  aproximare în ceă
urmeaz .ă  Astfel, num rul de perechi de persoane este (ă  10 9

2 ) = 5 × 10 17 . Numarul
de perechi de zile este ( 1000

2 ) = 5 × 10 5 . Num rul a teptat de evenimente care arată ăș
la fel ca r ul de a face este produsul num rului de perechi de oameni, al num rului deă ă ă
perechi de zile i probabilitatea ca oricare pereche de oameni i pereche de zileș ș
este o instan  a comportamentului pe care îl c ut m.ă ă ăț  Acest num r esteă
5 × 10 17 × 5 × 10 5 × 10 −18 = 250, 000
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Adic  vor exista un sfert de milion de perechi de oameni care ar tau r iă ă ă
lucr tori, de i nu sunt.ă ș
Acum, s  presupunem c  exist  cu adev rat 10 perechi de r uf c tori acolo.ă ă ă ă ă ă ă  Politia
va trebui s  investigheze un sfert de milion de alte perechi pentru a g si realulă ă
r uf c tori.ă ă ă  Pe lâng  p trunderea în via a a jum tate de milion de nevinova iă ă ăț ț
oameni, munca implicat  este suficient de mare încât aceast  abordare a g siriiă ă ă
r uf c torii probabil nu este fezabil.ă ă ă

1.2.4 Exerci ii pentru sec iunea 1.2ț ț
Exerci iul 1.2.1: Folosind informa iile din sec iunea 1.2.3, care ar fiț ț ț
num rul de perechi suspectate dac  au fost aduse urm toarele modific ri datelor ( iă ă ă ă ș
toate celelalte numere au r mas a a cum erau în acea sec iune)?ă ș ț
(a) Num rul de zile de observa ie a fost ridicat la 2000.ă ț
(b) Num rul de persoane observate a fost crescut la 2 miliarde ( i au existată ș
deci 200.000 de hoteluri).
(c) Am raportat o pereche ca suspect  doar dac  se aflau în acela i hotel la hotelă ă ș
aceea i or  în trei zile diferite.ăș
! Exerci iul 1.2.2: S  presupunem c  avem informa ii despre scopul supermarketuluiă ăț ț
urm riri de 100 de milioane de oameni.ă  Fiecare persoan  merge la supermarket de 100 de oriă
într-un an i cump r  10 din cele 1000 de articole pe care le vinde supermarketul.ă ăș  Noi credem
c  o pereche de terori ti vor cump ra exact acela i set de 10 articole (poateă ăș ș
ingrediente pentru o bomb ?) la un moment dat în cursul anului.ă  Dac  c ut m perechi deă ă ă
oameni care au cump rat acela i set de articole, ne-am a tepta ca vreunul dintre acesteaă ș ș
oamenii g si i erau cu adev rat terori ti?ă ăț ș  3

1.3 Lucruri utile de tiutș
În aceast  sec iune, oferim scurte introduceri la subiecte pe care le pute i sau le pute iă ț ț ț
nu a i v zut în studiul dvs. de alte cursuri.ăț  Fiecare va fi util în studiu
de minerit de date. Ei includ:
1. M sura TF.IDF a importan ei cuvântului.ă ț
2. Func iile Hash i utilizarea acestora.ț ș
3. Stocarea secundar  (disc) i efectul acesteia asupra timpului de rulare al algoritmilor.ă ș
4. Baza e a logaritmilor i identit ilor naturale care implic  aceast  constant .ă ă ă ăș ț
5. Legile puterii.
3 Adic , presupunem ipoteza noastr  c  terori tii vor cump ra cu siguran  un set de 10 obiecte în comună ă ă ă ăș ț
la un moment dat pe parcursul anului. Nu vrem s  abord m problema terori tilor sau nuă ă ș
neap rat ar face acest lucru.ă
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1.3.1 Importan a cuvintelor în documenteț
În mai multe aplica ii de extragere a datelor, ne vom confrunta cu problemaț
clasificarea documentelor (secven e de cuvinte) dup  subiectul lor.ăț  De obicei, subiecte
sunt identificate prin g sirea cuvintelor speciale care caracterizeaz  documentele despreă ă
acel subiect. De exemplu, articolele despre baseball ar tinde s  aib  multeă ă
apari ii de cuvinte precum „minge”, „liliac”, „pitch”, „alergare” i a a mai departe.ț ș ș  Odat  ce noiă
au documente clasificate pentru a determina c  sunt despre baseball, nu este greuă
s  observ m c  astfel de cuvinte apar neobi nuit de frecvent.ă ă ă ș  Cu toate acestea, pân  cândă
am f cut clasificarea, nu este posibil s  identific m aceste cuvinte caă ă ă
caracteristic .ă
Astfel, clasificarea începe adesea prin analizarea documentelor i g sireaăș
cuvinte semnificative din acele documente. Prima noastr  presupunere ar putea fi c  cuvinteleă ă
care apar cel mai frecvent într-un document sunt cele mai semnificative. In orice caz,
acea intui ie este exact opus  adev rului.ă ăț  Cele mai frecvente cuvinte vor
cel mai sigur sunt cuvintele obi nuite precum „cel” sau „ i”, care ajut  la construireaăș ș
idei, dar nu au nici o însemn tate.ă  De fapt, cele câteva sute
cele mai frecvente cuvinte în englez  (numite stop words) sunt adesea eliminateă
documente înainte de orice încercare de clasificare a acestora.
De fapt, indicatorii subiectului sunt cuvinte relativ rare. Cu toate acestea, nu
toate cuvintele rare sunt la fel de utile ca indicatori. Exist  anumite cuvinte, pentruă
exemplu „f r  a aduce atingere” sau „de i”, care apar rar într-o colec ie deă ă ș ț
documente, dar nu ne spune nimic util. Pe de alt  parte, un cuvânt de genulă

„Chukker” este probabil la fel de rar, dar ne sugereaz  c  este vorba despre documentă ă
sportul poloului. Diferen a dintre cuvintele rare care ne spun ceva iț ș
cei care nu au leg tur  cu concentrarea cuvintelor utile în doar aă ă
pu ine documente.ț  Adic , prezen a unui cuvânt ca „de i” într-un document o faceă ț ș
nu face s  fie teribil mai probabil s  apar  de mai multe ori.ă ă ă  In orice caz,
dac  un articol men ioneaz  „chukker” o dat , este probabil s  ne spun  ce s-a întâmplat înă ă ă ă ăț
„primul chukker”, apoi „al doilea chukker” i a a mai departe.ș ș  Adic  cuvântul esteă
probabil s  se repete dac  apare deloc.ă ă
M sura formal  a cât de concentrat este în relativ pu ine documenteă ă ț
apari iile unui cuvânt dat se nume te TF.IDF (Term Frequency times In-ț ș
vers. Frecven a documentului).ț  În mod normal, se calculeaz  dup  cum urmeaz .ă ă ă  S  presupunem c  noiă ă
au o colec ie de N documente.ț  Defini i fț  ij pentru a fi frecven a (num rul deăț
apari ii) ale termenului (cuvântului) i din documentul j.ț  Apoi, defini i termenul de frecven ăț ț
TF ij s  fie:ă
TF ij =
f ij
max k f kj

Adic , termenul frecven  al termenului i din documentul j este fă ăț  ij normalizat prin împ r ireă ț
prin num rul maxim de apari ii al oric rui termen (poate excluzând stopă ăț
cuvinte) în acela i document.ș  Astfel, termenul cel mai frecvent din documentul j
prime te un TF de 1, iar al i termeni ob in frac ii ca frecven  a termenului pentru aceastaăș ț ț ț ț
document.
IDF pentru un termen este definit dup  cum urmeaz .ă ă  S  presupunem c  termenul i apare în nă ă  i din
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cele N documente din colec ie.ț  Apoi IDF i = log 2 (N / n i ). TF.IDF
Scorul pentru termenul i din documentul j este apoi definit ca fiind TF ij × IDF i . Termenii
cu cel mai mare scor TF.IDF sunt adesea termenii care caracterizeaz  cel mai bineă
subiectul documentului.
Exemplul 1.4: S  presupunem c  depozitul nostru este format din 2ă ă  20 = 1.048.576 documente.
S  presupunem c  cuvântul w apare în 2ă ă  10 = 1024 din aceste documente. Atunci IDF w =
log 2 (2 de 20 /2 10 ) = log 2 (2 10 ) = 10. Să consider m un document j în care w apare 20ă
ori, i acesta este num rul maxim de ori în care apare orice cuvântăș
(poate dup  eliminarea cuvintelor stop).ă  Apoi TF wj = 1 i scorul TF.IDFș
pentru w din documentul j este 10.
S  presupunem c  în documentul k, cuvântul w apare o dat , în timp ce maximulă ă ă
num rul de apari ii al oric rui cuvânt din acest document este 20. Atunci TFă ăț  wk = 1/20,
iar scorul TF.IDF pentru w din documentul k este 1/2. ✷
1.3.2 Func ii Hashț



Cititorul a auzit probabil de tabele hash i poate le-a folosit în Javaș
clase sau pachete similare. Func iile hash care fac fezabile tabelele hashț
sunt, de asemenea, componente esen iale într-o serie de algoritmi de extragere a datelor, undeț
tabelul hash ia o form  necunoscut .ă ă  Vom revizui elementele de baz  aici.ă
În primul rând, o func ie hash h ia o valoare de cheie hash ca argument i produceț ș
un num r de g leat  ca rezultat.ă ă ă  Num rul cupei este un num r întreg, în mod normal înă ă
intervalul 0 la B - 1, unde B este num rul de cupe.ă  Hash-tastele pot fi de orice
tip. Exist  o proprietate intuitiv  a func iilor hash pe care le „randomizeaz ”ă ă ăț
chei hash. Pentru a fi precis, dac  hash-cheile sunt trase aleatoriu dintr-un rezonabilă
popula ie de posibile taste hash, atunci h va trimite numere aproximativ egaleț
de chei hash pentru fiecare dintre g le ile B.ă ț  Ar fi imposibil s  se fac  acest lucru dac , pentruă ă ă
de exemplu, popula ia de posibile chei hash a fost mai mic  decât B. O astfel deăț
popula ia nu ar fi „rezonabil ”.ăț  Cu toate acestea, pot exista reac ii mai subtileț
fii de ce o func ie hash nu reu e te s  realizeze o distribu ie aproximativ uniformă ăț ș ș ț
în g le i.ă ț
Exemplul 1.5: S  presupunem c  tastele hash sunt numere întregi pozitive.ă ă  Un lucru comun i simpluș
func ia hash este de a alege h (x) = x mod B, adic  restul când x esteăț
împ r it la B. Aceast  alegere func ioneaz  bine dac  popula ia noastr  de chei hash este totă ă ă ă ăț ț ț
numere întregi pozitive. 1 / Bth din num rul întreg va fi atribuit fiec rei g le i.ă ă ă ț
Totu i, s  presupunem c  popula ia noastr  este num rul întreg i B = 10. Numai atunciă ă ă ăș ț ș
g le ile 0, 2, 4, 6 i 8 pot fi valoarea lui h (x), iar func ia hash esteă ț ș ț
distinct non-aleatoriu în comportamentul s u.ă  Pe de alt  parte, dac  am ales B = 11,ă ă
atunci am descoperi c  1/11 din num rul întreg este trimis la fiecare dintre cele 11ă ă
g le i, deci func ia hash ar func iona bine în acest caz.ă ț ț ț  ✷
Generalizarea Exemplului 1.5 este c  atunci când tastele hash sunt numere întregi, alegeă
B, deci are orice factor comun cu toate (sau chiar cele mai multe dintre) posibile hash-
tastele vor avea ca rezultat distribuirea non-aleatorie în cupe. Astfel, este în mod normal
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am preferat s  alegem B pentru a fi un prim.ă  Aceast  alegere reduce ansa de aă ș
comportament non-aleatoriu, de i trebuie totu i s  lu m în considerare posibilitatea ca toateă ăș ș
tastele hash au B ca factor. Desigur, exist  multe alte tipuri de hashă
func ii care nu se bazeaz  pe aritmetica modular .ă ăț  Nu vom încerca s  rezum mă ă
op iunile de aici, dar unele surse de informa ii vor fi men ionate înț ț ț
note bibliografice.
Ce se întâmpl  dac  cheile hash nu sunt întregi?ă ă  Într-un sens, toate tipurile de date au valori
care sunt compuse din bi i, iar secven ele de bi i pot fi întotdeauna interpretate caț ț ț
tegers. Cu toate acestea, exist  câteva reguli simple care ne permit s  convertim comună ă
tipuri la numere întregi. De exemplu, dac  tastele hash sunt iruri, converti i fiecare caracteră ș ț
la echivalentul s u ASCII sau Unicode, care poate fi interpretat ca o mic  inte-ă ă
ger. Suma i numerele întregi înainte de a împ r i la B. Atâta timp cât B este mai mic decâtăț ț
suma tipic  a codurilor de caractere pentru popula ia de iruri, distribu iaă ț ș ț
în g le i va fi relativ uniform.ă ț  Dac  B este mai mare, atunci putem parti ionaă ț
caracterele unui ir în grupuri de mai multe caractere fiecare.ș  Trateaz  concantul-ă
na iunea codurilor pentru caracterele unui grup ca un singur întreg.ț  Suma iț
numere întregi asociate cu toate grupurile unui ir i se împart la B ca înainte.ș ș
De exemplu, dac  B este în jur de un miliard, sau 2ă  30 , atunci gruparea caracterelor patru la
un timp ne va da întregi pe 32 de bi i.ț  Suma mai multor dintre acestea va fi distribuită
destul de uniform într-un miliard de g le i.ă ț
Pentru tipuri de date mai complexe, putem extinde ideea utilizat  pentru conversieă
iruri la numere întregi, recursiv.ș

• Pentru un tip care este o înregistrare, fiecare dintre ale c rui componente are propriul tip,ă
converti recursiv valoarea fiec rei componente într-un num r întreg, folosindă ă
algoritm adecvat pentru tipul componentei respective. Suma i numerele întregiț
pentru componente i converti i suma întreag  în cupe împ r indă ăș ț ț
de B.

• Pentru un tip care este o matrice, un set sau o pung  de elemente de un singur tip,ă
converti i valorile tipului elementelor în numere întregi, însuma i num rul întreg iăț ț ș
împarte la B.
1.3.3 Indici
Un index este o structur  de date care face eficient  recuperarea obiectelor date deă ă
valoarea unuia sau mai multor elemente ale acelor obiecte. Cea mai frecvent  situa ieă ț
este una în care obiectele sunt înregistr ri, iar indexul se afl  pe unul dintre câmpurile dină ă
acel record. Având o valoare v pentru acel câmp, indexul ne permite s  prelu m toateă ă
înregistr ri cu valoarea v în acel câmp, f r  a fi nevoie s  prelua i toate înregistr rile dină ă ă ă ăț



fi ierul.ș  De exemplu, am putea avea un fi ier de (nume, adres , telefon) triple,ăș
i un index pe câmpul telefonic.ș  Având în vedere un num r de telefon, indexul ne permiteă

pentru a g si rapid înregistrarea sau înregistr rile cu acel num r de telefon.ă ă ă
Exist  multe modalit i de a implementa indexuri i nu vom încercaă ăț ș
cerceteaz  problema aici.ă  Notele bibliografice ofer  sugestii în continuareă
citind. Cu toate acestea, un tabel hash este un mod simplu de a construi un index. Campul
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sau câmpurile pe care se bazeaz  indexul formeaz  cheia hash pentru o func ie hash.ă ă ț
Aplic m func ia hash aplicat  valorii cheii hash pentru fiecare înregistrare,ă ăț
iar înregistrarea în sine este plasat  în cupa al c rei num r este determinat deă ă ă
func ie hash.ț  Bucket-ul ar putea fi o list  de înregistr ri din memoria principal  sau un discă ă ă
bloc, de exemplu.
Apoi, având o valoare hash-key, o putem hash, g si g leata i trebuieă ă ș
c uta i doar acea bucket pentru a g si înregistr rile cu acea valoare pentru cheia hash.ă ă ăț  Dacă
alegem num rul de g le i B pentru a fi comparabil cu num rul de înregistr riă ă ă ăț
în fi ier, atunci vor fi relativ pu ine înregistr ri în orice bucket i o vom faceăș ț ș
g si i pu ine, dac  exist , înregistr ri în g leat  cu o cheie hash care nu este cea care suntem noiă ă ă ă ă ăț ț
c uta.ă  Astfel, c utarea înregistr rilor dorite este destul de eficient , comparată ă ă ă
cu c utarea întregului fi ier pentru înregistr ri cu cheia hash dorit .ă ă ăș
−1
B
17
0
h (800 555 1212)− −
Înregistreaz  cuă  h (telefon) = 17
Matrice de
g leată ă
anteturi
.
.
.
.
.
.
Sally Jones Maple St 800 555 1212− −

Figura 1.2: Un tabel hash folosit ca index; numerele de telefon sunt t iate în cupe,ă
iar întreaga înregistrare este plasat  în cupa al c rei num r este valoarea hash aă ă ă
telefonul
Exemplul 1.6: Figura 1.2 sugereaz  cu ce are un index de memorie principal  a înregistr riloră ă ă
numele, adresa i câmpurile de telefon ar putea ar ta astfel.ăș  Aici, indexul este la telefon
câmpul i g le ile sunt liste legate.ăș ț  Ar t m telefonul 800-555-1212 hashed laă ă
cupa cu num rul 17. Exist  o serie de anteturi pentru cup , al c ror al i-lea element esteă ă ă ă
capul unei liste legate pentru cupa numerotat  i.ă  Ar t m, în extinsă ă
, unul dintre elementele listei legate. Con ine o înregistrare cu nume,ț
adresa i câmpurile de telefon.ș  Aceast  înregistrare este de fapt una cu num rul de telefonă ă
800-555-1212. Alte înregistr ri din acel compartiment pot avea sau nu acest telefonă
num r.ă  tim doar c  orice num r de telefon pe care îl au este un telefon careă ăȘ
hashes la 17. ✷
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1.3.4 Depozitare secundară
Este important, atunci când avem de-a face cu date la scar  larg , s  avem un bună ă ă
în elegerea diferen ei de timp luate pentru efectuarea calculelor atunci cândț ț
datele sunt ini ial pe disc, spre deosebire de timpul necesar dac  datele sunt ini ial înăț ț
memoria principala. Caracteristicile fizice ale discurilor sunt un alt subiect pe care
am putea spune multe, dar vom spune doar pu in i vom l sa cititorul interesatăț ș
urma i notele bibliografice.ț
Discurile sunt organizate în blocuri, care sunt unit ile minime pe care le operează ăț
sistemul de operare folose te pentru a muta datele între memoria principal  i disc.ăș ș  De exemplu,
sistemul de operare Windows utilizeaz  blocuri de 64K octe i (adic  2ă ăț  16 = 65.536 octe iț
mai exact). Este nevoie de aproximativ zece milisecunde pentru a accesa (muta i disculț
merge i la pista blocului i a tepta i ca blocul s  se roteasc  sub cap)ă ăț ș ș ț
i citi i un bloc de disc.ș ț  Aceast  întârziere este de cel pu in cinci ordine de m rime (un factoră ăț



de 10 5 ) mai lent decât timpul necesar citirii unui cuvânt din memoria principal , deci dac  totulă ă
vrem s  facem este s  acces m câ iva octe i, avem un avantaj cople itoră ă ă ț ț ș
date din memoria principal .ă  De fapt, dac  vrem s  facem ceva simplu fiec rui octetă ă ă
a unui bloc de disc, de exemplu, trata i blocul ca o g leat  a unui tabel hash i c uta iă ă ăț ș ț
o valoare particular  a cheii hash dintre toate înregistr rile din acel compartiment, atunciă ă
timpul necesar pentru mutarea blocului de pe disc în memoria principal  va fi mult mai mareă
decât timpul necesar pentru a face calculul.
Prin organizarea datelor noastre astfel încât datele aferente s  fie pe un singur cilindru (ă
colec ie de blocuri accesibile la o raz  fix  ă ăț de la centrul discului iș
prin urmare accesibil f r  a muta capul discului), putem citi toate blocurileă ă
pe cilindru în memoria principal  în considerabil mai pu in de 10 milisecundeă ț
pe bloc. Pute i presupune c  un disc nu poate transfera date în memoria principală ăț
la mai mult de o sut  de milioane de octe i pe secund , indiferent de cât sunt aceste dateă ăț
organizat. Aceasta nu este o problem  atunci când setul de date este un megabyte.ă  Dar a
setul de date de o sut  de gigaocte i sau un terabyte prezint  probleme doar la accesareă ăț
s  nu mai vorbim de nimic util cu el.ă

1.3.5 Baza logaritmilor naturali
Constanta e = 2.7182818 ·· ·  are o serie de propriet i speciale utile.ăț  În
în special, e este limita de (1 + 1
X

) x ca x merge la infinit. Valorile acestui lucru
expresia pentru x = 1, 2, 3, 4 sunt aproximativ 2, 2,25, 2,37, 2,44, deci ar trebui
consider  c  este u or s  crezi c  limita acestei serii este în jur de 2,72.ă ă ă ăș
Unele algebre ne permit s  ob inem aproxim ri la multe aparent complexeă ăț
expresii. Lua i în considerare (1 + a)ț  b , unde a este mic. Putem rescrie expresia
ca (1 + a) (1 / a) (ab) . Apoi înlocui i a = 1 / x i 1 / a = x, deci avem (1+ț ș  1
X

) x (ab) ,
care este
((1 +
1
X)
x )
ab

Deoarece a este presupus mic, x este mare, deci subexpresia (1 + 1
X

) x va fi aproape
la valoarea limitativ  a e.ă  Putem astfel s  aproxim m (1 + a)ă ă  b , pentru a mic, ca
e ab .
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Identit i similare sunt valabile atunci când a este negativ.ăț  Adic , limita la care se îndreapt  xă ă
infinitate de (1 - 1
X

) x este 1 / e. Rezult  c  aproximarea (1 + a)ă ă  b = e ab

se men ine chiar i atunci când a este un num r negativ mic.ăț ș  Altfel spus, (1 - a) b este
aproximativ e −ab când a este mic.
Unele alte aproxim ri utile decurg din expansiunea Taylor a lui eă  x .
Adic  eă  x = ∑

∞
i = 0 x i / i !, sau e x = 1 + x cu 2 /2 + x cu 3 /6 + x cu 4 / deschisă 24 + °. Cand
x este mare, seria de mai sus converge încet, de i converge deoareceș
n! cre te mai repede decât xș  n pentru orice constant  x.ă  Cu toate acestea, atunci când x este mic, fie
pozitiv sau negativ, seria converge rapid i doar câ iva termeni suntș ț
necesar pentru a ob ine o bun  aproximare.ăț
Exemplul 1.7: Fie x = 1/2. Apoi
e 1/2 = 1 +
1
2
+
1
8
+
1
48
+
1



384+ ·· ·
sau aproximativ e 1/2 = 1,64844.
Fie x = 1.−  Apoi
e −1 = 1 - 1 +
1
2 -
1
6
+
1
24 -
1
120
+
1
720 -
1
5040+ ·· ·
sau aproximativ e -1 = 0,367786. ✷
1.3.6 Legile puterii
Exist  multe fenomene care raporteaz  dou  variabile printr-o lege a puterii, adic  aă ă ă ă
rela ie liniar  între logaritmii variabilelor.ăț  Figura 1.3 sugerează
o astfel de rela ie.ț  Dac  x este axa orizontal  i y este axa vertical , atunciă ă ăș
rela ia este logț  10 y = 6 - 2 log 10 x.
Exemplul 1.8: S-ar putea s  examin m vânz rile de c r i de pe Amazon.com i s  l s m x să ă ă ă ă ă ă ăț ș
resenta i rangul c r ilor dup  vânz ri.ă ă ăț ț  Atunci y este num rul de vânz ri al x-leaă ă
cea mai bine vândut  carte într-o anumit  perioad .ă ă ă  Implica ia graficului din Fig. 1.3ț
ar fi faptul c  cea mai bine vândut  carte a vândut 1.000.000 de exemplare, cea de-a 10-a cea mai bine vândută ă ă
cartea a vândut 10.000 de exemplare, cea de-a 100-a cea mai bine vândut  carte a vândut 100 de exemplare i a a mai departeă ș ș
pentru toate rangurile dintre aceste numere i dincolo.ș  Implica ia de mai susț
rangul 1000, vânz rile sunt o frac iune dintr-o carte, este prea extrem  i, de fapt, am face-oă ăț ș
a tepta i ca linia s  se aplatizeze pentru ranguri mult mai mari decât 1000. Mai mult,ăș ț
panta liniei din Fig. 1.3 este probabil mult prea abrupt  pentru a descrie vânz rile de c r i,ă ă ă ț
de i o linie care scade mai pu in precipitat ar fi aproape de ceea ce se întâmpl  înăș ț
practic .ă  ✷
Forma general  a unei legi a puterii referitoare la x i y este log y = b + a log x.ă ș
Dac  ridic m baza logaritmului (baza nu conteaz  de fapt înă ă ă
ecua ie), s  spunem e, la valorile de pe ambele p r i ale acestei ecua ii, ob inem y =ă ăț ț ț ț
e b e a log x = e b x a . Deoarece e b este doar „o constant ”, s  o înlocuim cu constantă ă ă
c. Astfel, o lege a puterii poate fi scris  ca y = cxă  a pentru unele constante a i c.ș
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1
10 100 1000 10.000
1
10
100
1000
10.000
100.000
1.000.000
10.000.000
Figura 1.3: O lege a puterii cu o pant  de -2ă
Exemplul 1.9: În Fig. 1.3 vedem c  când x = 1, y = 10ă  6 i când x =ș
1000, y = 1. Efectuând prima înlocuire, vedem 10 6 = c. Al doilea
substitu ia ne d  1 = c (1000)ăț  a . Deoarece acum tim c = 10ș  6 , al doilea
ecua ia ne d  1 = 10ăț  6 (1000) a , din care vedem a = 2.−  Adic  legeaă
exprimat prin Fig. 1.3 este y = 10 6 x −2 sau y = 10 6 / x 2 . ✷
Vom întâlni în aceast  carte multe moduri în care legile puterii guverneaz  fenomenele.ă ă
Aici sunt cateva exemple:
1. Gradele nodurilor din graficul web: ordona i toate paginile dup  num rul deă ăț
linkuri c tre acea pagin .ă ă  Fie x pozi ia unei pagini în aceast  ordonare iăț ș
fii y num rul de linkuri c tre pagina a x-a.ă ă  Apoi y în func ie de xț
seam n  foarte mult cu Fig. 1.3.ă ă  Exponentul a este pu in mai mare decâtț
−2 afi at acolo;ș  a fost g sit mai aproape de 2.1.ă
2. Vânz rile de produse: Comanda i produse, s  spunem c r i de pe Amazon.com, de la acesteaă ă ăț ț



vânz ri în ultimul an.ă  Fie y num rul de vânz ri din a x-a cea mai populară ă ă
ular carte. Din nou, func ia y (x) va ar ta ceva asem n tor cu figura 1.3.ă ă ăț  noi
va discuta consecin ele acestei distribu ii a vânz rilor în sec iunea 9.1.2,ăț ț ț
unde prelu m problema „cozii lungi”.ă
3. Dimensiunile site-urilor web: num ra i num rul de pagini de pe site-urile web i comanda iă ăț ș ț
site-urilor dup  num rul paginilor lor.ă ă  Fie y num rul de pagini de laă
al X-lea site. Din nou, func ia y (x) urmeaz  o lege a puterii.ăț
4. Legea lui Zipf: Aceast  lege a puterii se referea ini ial la frecven a cuvinteloră ț ț
într-o colec ie de documente.ț  Dac  comanda i cuvinte dup  frecven  i l sa i-o pe yă ă ă ăț ț ș ț
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Efectul Matei
Adesea, existen a legilor puterii cu valori ale exponentului mai mari decâtț
1 sunt explicate prin efectul Matei. În Cartea biblic  a lui Matei,ă
exist  un verset despre „boga ii devin mai boga i”.ă ț ț  Multe fenomene prezint  acest lucruă
comportament, în cazul în care ob inerea unei valori ridicate a unor propriet i cauzeaz  acest lucruă ăț ț
proprietate de m rit.ă  De exemplu, dac  o pagin  Web are mai multe linkuri, atunciă ă
este mai probabil ca oamenii s  g seasc  pagina i pot alege s  se conecteze la aceastaă ă ă ăș
una dintre paginile lor, de asemenea. Ca un alt exemplu, dac  o carte se vinde bineă
pe Amazon, atunci este probabil s  fie promovat atunci când clien ii merg laă ț
Site-ul Amazon. Unii dintre ace ti oameni vor alege s  cumpere i cartea,ăș ș
crescând astfel vânz rile acestei c r i.ă ă ț
fie de câte ori apare al x-lea cuvânt din ordine, atunci ve i ob ineț ț
o lege a puterii, de i cu o pant  mult mai mic  decât cea din Fig. 1.3.ă ăș
Observa ia lui Zipf a fost c  y = cxăț  −1/2 . Interesant este c  o serie de alteleă
tipuri de date respect  aceast  lege special  a puterii.ă ă ă  De exemplu, dac  comand mă ă
state din SUA dup  popula ie i s  fie popula ia a x-aă ăț ș ț
cel mai populat stat, atunci x i y respect  legea Zipf aproximativ.ăș
1.3.7 Exerci ii pentru sec iunea 1.3ț ț
Exerci iul 1.3.1: S  presupunem c  exist  un depozit de zece milioane de documente.ă ă ăț  Ce
(pân  la cel mai apropiat num r întreg) este IDF pentru un cuvânt care apare în (a) 40 de documenteă ă
(b) 10.000 de documente?
Exerci iul 1.3.2: S  presupunem c  exist  un depozit de zece milioane de documente iă ă ăț ș
cuvântul w apare în 320 dintre ele. Într-un anumit document d, maximul
num rul de apari ii al unui cuvânt este 15. Aproximativ ce este TF.IDFă ț
scor pentru w dac  acel cuvânt apare (a) o dat  (b) de cinci ori?ă ă
! Exerci iul 1.3.3: S  presupunem c  tastele hash sunt extrase din popula ia tuturoră ăț ț
numere întregi negative care sunt multipli ai unei constante c i func ia hash h (x)ș ț
este x mod 15. Pentru ce valori ale lui c va fi o func ie hash adecvat , adic  aă ăț
o gam  larg  aleatorie de taste hash va fi împ r it  aproximativ în mod egal în g le i?ă ă ă ă ăț ț
Exerci iul 1.3.4: În termeni de e, da i aproxim ri laăț ț
(a) (1,01) 500 (b) (1,05) 1000 (c) (0,9) 40

Exerci iul 1.3.5: Utiliza i expansiunea Taylor a lui eț ț  x pentru a calcula, la trei zecimale
locuri: (a) e 1/10 (b) e −1/10 (c) e 2 .
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1.4 Schi a c r iiăț ț
Aceast  sec iune ofer  rezumate scurte ale capitolelor r mase ale c r ii.ă ă ă ăț ț
Capitolul 2 nu se refer  la extragerea datelor în sine.ă  Mai degrab  ne prezintă ă
sisteme de programare care faciliteaz  prelucrarea în paralel a unor cantit i masive deă ăț
date. Discut m arhitectura cloud-computing, care utilizeaz  un num r mareă ă ă
de procesoare conectate. Discut m în detaliu sistemele de programare bazate peă
MapReduce i ofer  algoritmi baza i pe MapReduce pentru o serie de obi nuiteăș ț ș
opera ii folosind în procesarea seturilor de date masive.ț
Capitolul 3 este despre g sirea unor articole similare.ă  Punctul nostru de plecare este c  articoleleă
pot fi reprezentate prin seturi de elemente, iar seturi similare sunt cele care au un
mare parte din elementele lor în comun. Tehnicile cheie ale minhashing-ului
i se explic  hashingul sensibil la localitate.ăș  Aceste tehnici au numeroase

aplica ii i ofer  adesea solu ii surprinz tor de eficiente la problemele care seă ăț ș ț
per  imposibil  pentru seturi masive de date.ă ă
În capitolul 4, lu m în considerare datele sub forma unui flux.ă  Diferen aț



între un flux i o baz  de date înseamn  c  datele dintr-un flux se pierd dac  o face iă ă ă ăș ț
nu face i ceva despre asta imediat.ț  Exemple importante de fluxuri sunt
fluxuri de interog ri de c utare la un motor de c utare sau clicuri pe un site Web popular.ă ă ă  În
în acest capitol, vedem câteva dintre aplica iile surprinz toare ale hashing-ului pe care le facăț
gestionarea datelor fluxului este fezabil .ă
Capitolul 5 este dedicat unei singure aplica ii: calculul PageRank.ț
Acest calcul este ideea care a f cut ca Google s  se disting  de alte c ut riă ă ă ă ă
i este înc  o parte esen ial  a modului în care motoarele de c utare tiu ce paginiă ă ăș ț ș

este probabil ca utilizatorul s  vrea s  vad .ă ă ă  Extensiile PageRank sunt, de asemenea, esen iale înț
lupta împotriva spamului (numit  eufemistic „optimizarea motorului de c utare”) iă ă ș
vom examina cele mai noi extensii ale ideii în scopul combaterii
spam.
Apoi, Capitolul 6 introduce modelul de co  de pia  al datelor iăș ț ș
probleme de reguli de asociere i de g sire a unor obiecte frecvente.ăș  În pia -ăț
model de co , datele constau dintr-o mare colec ie de co uri, fiecare dintre eleș ț ș
are un set mic de articole. Oferim o secven  de algoritmi capabili de g sireă ăț
toate perechile frecvente de obiecte, adic  perechi de obiecte care apar împreun  în multeă ă
co uri.ș  O alt  secven  de algoritmi este util  pentru g sirea majorit iiă ă ă ă ăț ț
obiecte frecvente mai mari decât perechile, cu eficien  ridicat .ă ăț
Capitolul 7 examineaz  problema grup rii.ă ă  Presupunem un set de articole
cu o m sur  a distan ei care define te cât de aproape sau de departe este un articol de altul.ă ă ț ș
Scopul este de a examina o cantitate mare de date i de a le împ r i în subseturiăș ț
(clustere), fiecare cluster format din elemente care sunt toate aproape una de alta, încă
departe de elementele din celelalte clustere.
Capitolul 8 este dedicat publicit ii on-line i problemelor de calculăț ș
aceasta genereaz .ă  Introducem no iunea de algoritm on-line - unul în care aț
un r spuns bun trebuie dat imediat, mai degrab  decât s  a tept m pân  când avemă ă ă ă ăș
a v zut întregul set de date.ă  Ideea raportului competitiv este un alt lucru important
concept acoperit în acest capitol; este raportul dintre performan a garantat  aăț
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un algoritm online comparat cu performan a algoritmului optimț
care este permis s  vad  toate datele înainte de a lua orice decizie.ă ă  Aceste idei sunt
folosit pentru a oferi algoritmi buni care corespund ofertelor de c tre agen ii de publicitate pentru dreptul laă ț
afi a i anun ul ca r spuns la o interogare împotriva interog rilor de c utare care ajung la ună ă ăș ț ț
motor de c utare.ă
Capitolul 9 este dedicat sistemelor de recomandare. Multe aplica ii webț
implic  sf tuirea utilizatorilor cu privire la ceea ce le-ar putea pl cea.ă ă ă  Provocarea Netflix este una
exemplu, în cazul în care se dore te prezicerea ce filme ar dori un utilizator sau Ama-ș
problema zonului de a prezenta un produs unui client pe baza informa iilor despreț
ce ar putea fi interesa i s  cumpere.ăț  Exist  dou  abord ri de baz  pentruă ă ă ă
recomandare. Putem caracteriza articolele dup  caracteristici, de exemplu, stelele unuiă
film i recomand  articole cu acelea i caracteristici ca cele pe care le cunoa te utilizatorulăș ș ș
a place. Sau ne putem uita la al i utilizatori cu preferin e similare cu cele aleț ț
utilizator în cauz  i vede i ce le-a pl cut (o tehnic  cunoscut  sub numele de colaborareă ă ă ăș ț
filtrare).
În capitolul 10, studiem re elele sociale i algoritmii pentru analiza lor.ț ș
Exemplul canonic al unei re ele sociale este graficul prietenilor de pe Facebook,ț
unde nodurile sunt oameni i marginile conecteaz  doi oameni dac  sunt prieteni.ă ăș
Graficele direc ionate, cum ar fi urm ritorii de pe Twitter, pot fi, de asemenea, privite ca socialeăț
re ele.ț  Un exemplu obi nuit de problem  care trebuie abordat  este identificareaă ăș
„Comunit i”, adic  mici seturi de noduri cu un num r neobi nuit de mare deă ă ăț ș
marginile dintre ele. Alte întreb ri despre re elele sociale sunt întreb ri generaleă ăț
despre grafice, cum ar fi calcularea închiderii tranzitive sau a diametrului unui grafic,
dar sunt îngreunate de dimensiunea re elelor tipice.ț
Capitolul 11 analizeaz  reducerea dimensionalit ii.ă ăț  Ni se ofer  un foarte mareă
matrice, de obicei rar. Gândi i-v  la matrice ca reprezentând o rela ieăț ț
între dou  tipuri de entit i, de exemplu, evalu rile filmelor de c tre spectatori.ă ă ă ăț  Intuitiv,
exist  un num r mic de concepte, mult mai pu ine concepte decât există ă ăț
filme sau spectatori, care explic  de ce anumitor spectatori le plac anumite filme.ă  Noi
ofer  mai mul i algoritmi care simplific  matricile prin descompunerea lor într-ună ăț
produs de matrici care sunt mult mai mici într-una din cele dou  dimensiuni.ă  unu
matricea coreleaz  entit i de un fel cu num rul mic de concepte i altulă ă ăț ș
rela ioneaz  conceptele cu cel lalt tip de entitate.ă ăț  Dac  este f cut corect, produsulă ă
dintre matricile mai mici vor fi foarte apropiate de matricea original .ă
Capitolul 12 discut  algoritmii pentru înv area automat  din seturi de date foarte mari.ă ă ăț



Tehnicile acoperite includ perceptroni, ma ini vector-suport, g sirea modurilorăș
altele prin coborârea în gradient, modelele cele mai apropiate i arborii de decizie.ș
În cele din urm , Capitolul 13 introduce re elele neuronale i înv area profund , în specială ă ăț ș ț
lar. Pe lâng  ideea general  a unei re ele neuronale, acest capitol acoperă ă ăț
cazurile importante importante ale re elelor neuronale convolu ionale, neuronale recurenteț ț
re ele i re ele de memorie pe termen scurt.ț ș ț
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1.5 Rezumatul capitolului 1
♦ Data Mining: Acest termen se refer  la aplicarea instrumentelor puternice ale computeruluiă
tiin  pentru a rezolva probleme din tiin , industrie i multe alte aplica iiă ăș ț ș ț ș ț

zone. În mod frecvent, cheia unei aplica ii de succes este construirea unui modelț
a datelor, adic  un rezumat sau o reprezentare relativ succint  aă ă
cele mai relevante caracteristici ale datelor.

♦ Principiul lui Bonferroni: Dac  suntem dispu i s  vedem ca o tem  interesantă ă ă ăș
de date despre care se poate a tepta s  existe multe cazuriăș
în datele aleatorii, atunci nu ne putem baza pe faptul c  astfel de caracteristici sunt semnificative.ă
Aceast  observa ie ne limiteaz  capacitatea de a extrage date pentru caracteristici care nu suntă ăț
suficient de rare în practic .ă

♦ TF.IDF: M sura numit  TF.IDF ne permite s  identific m cuvintele dintr-o colec ieă ă ă ă ț
a documentelor care sunt utile pentru determinarea temei fiec rui document.ă
Un cuvânt are un scor TF.IDF ridicat într-un document dac  apare în relativ pu ineă ț
documente, dar apare în acesta i când apare într-un documentș
tinde s  apar  de multe ori.ă ă

♦ Func ii Hash: O func ie hash mapeaz  tastele hash de un anumit tip de dateăț ț
numere de cupe întregi. O func ie hash bun  distribuie posibilulăț
valorile cheie hash aproximativ uniform între g le i.ă ț  Orice tip de date poate
fie domeniul unei func ii hash.ț
♦ Indexuri: un index este o structur  de date care ne permite s  stoc m i s  recuper mă ă ă ă ăș
înregistr ri de date în mod eficient, având în vedere valoarea într-unul sau mai multe dintre câmpurile dină
record. Hashing este o modalitate de a construi un index.

♦ Stocare pe disc: Când datele trebuie stocate pe disc (memorie secundar ),ă
este nevoie de mult mai mult timp pentru a accesa un element de date dorit decât dac  este acela iă ș
datele au fost stocate în memoria principal .ă  Când datele sunt mari, este important
c  algoritmii se str duiesc s  p streze datele necesare în memoria principal .ă ă ă ă ă

♦ Legile puterii: Multe fenomene respect  o lege care poate fi exprimat  caă ă
y = cx a pentru o anumit  putere a, adesea în jurul valorii de -2.ă  Astfel de fenomene includ
vânz rile celei de-a X-a c r i cele mai populare sau num rul de link-uri c tre a X-aă ă ă ăț
cea mai popular  pagin .ă ă

1.6 Referin e pentru capitolul 1ț
[8] este o introducere clar  la elementele de baz  ale exploat rii datelor.ă ă ă  [3] acoper  exploatarea dateloră
în principal din punctul de vedere al înv rii automate i al statisticii.ă ăț ș  The
diferen a dintre abordarea statistic  i abordarea de calcul aăț ș
extragerea datelor este exprimat  în [1].ă
Pentru construc ia func iilor hash i a tabelelor hash, consulta i [5].ț ț ș ț  Detalii despre
M sura TF.IDF i alte aspecte legate de procesarea documentelor pot fiă ș
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g sit în [6].ă  Consulta i [4] pentru mai multe despre gestionarea indexurilor, tabelelor hash i a datelorț ș
pe disc.
Legile puterii referitoare la Web au fost explorate de [2]. Efectul Matei
a fost observat  prima dat  în [7].ă ă
1. L. Breiman, „Modelarea statistic : cele dou  culturi”, tiin a statistică ă ăȘ ț
16: 3, pp. 199-215, 2001.
2. A. Broder, R. Kumar, F. Maghoul, P. Raghavan, S. Rajagopalan, R.
Stata, A. Tomkins i J. Weiner, „Structura graficului pe web”, Com-ș
puter Networks 33: 1-6, pp. 309-320, 2000.
3. MM Gaber, Exploatarea datelor tiin ifice i descoperirea cuno tin elor - Prin-ș ț ș ș ț
ciples and Foundations, Springer, New York, 2010.



4. H. Garcia-Molina, JD Ullman i J. Widom, Sisteme de baze de date: Theș
Edi ia a doua carte complet , Prentice-Hall, Upper Saddle River, NJ,ăț
2009.
5. DE Knuth, The Art of Computer Programming Vol. 3 (Sortare iș
C utare), Edi ia a doua, Addison-Wesley, Upper Saddle River, NJ,ă ț
1998.
6. CP Manning, P. Raghavan i H. Schütze, Introducere în informa iiș ț
Recuperare, Cambridge Univ. Pres , 2008.ă
7. RK Merton, „Efectul Matei în tiin ”, tiin a 159: 3810, pp. 56–ăș ț Ș ț
63, 5 ianuarie 1968.
8. P.-N. Tan, M. Steinbach i V. Kumar, Introducere în exploatarea datelor,ș
Addison-Wesley, Upper Saddle River, NJ, 2005.
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capitolul 2
MapReduce i Noulș
Stiv  de softwareă
Aplica iile moderne de extragere a datelor, deseori numite analize „big-data”, ne necesităț
pentru a gestiona rapid cantit i imense de date.ăț  În multe dintre aceste aplica ii,ț
datele sunt extrem de regulate i exist  o mare oportunitate de a exploata paralelismul.ăș
Exemple importante sunt:
1. Clasarea paginilor Web dup  importan , care implic  o itera ieă ă ăț ț
multiplicare matrice-vector unde dimensiunea este de multe miliarde. Acest
aplica ia, numit  „PageRank”, face obiectul capitolului 5.ăț
2. C ut ri în re elele „prieteni” de pe site-urile de socializare, care implică ă ăț
grafice cu sute de milioane de noduri i multe miliarde de muchii.ș
Opera iunile pe grafice de acest tip sunt prezentate în capitolul 10.ț
Pentru a face fa  unor aplica ii precum acestea, a evoluat o nou  stiv  de software.ă ă ăț ț
Aceste sisteme de programare sunt concepute pentru a ob ine paralelismul lor nu dintr-unț
„Supercomputer”, dar din „clustere de calcul” - colec ii mari de produseț
hardware, inclusiv procesoare conven ionale („noduri de calcul”) conectateț
prin cabluri Ethernet sau comutatoare ieftine. Stiva software începe cu
o nou  form  de sistem de fi iere, numit  „sistem de fi iere distribuit”, care are caracteristiciă ă ăș ș
unit i mult mai mari decât blocurile de disc dintr-un sistem de operare conven ional.ăț ț  Dis-
sistemele de fi iere tributate ofer , de asemenea, replicarea datelor sau redundan a de protejatăș ț
împotriva frecventelor defec iuni media care apar la distribuirea datelorț
mii de noduri de calcul ieftine.
Pe lâng  aceste sisteme de fi iere, multe sisteme diferite de programare la nivel superioră ș
au fost dezvoltate teme. Punctul central al noii stive software este programarea
sistemul numit MapReduce. Implement rile MapReduce permit multe dintreă
cele mai frecvente calcule pe date la scar  larg  care trebuie efectuate pe calculă ă
clustere eficient i într-un mod care este tolerant la defec iunile hardware din timpulș ț
calcul.
21
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Sistemele MapReduce evolueaz  i se extind rapid.ă ș  Ast zi, esteă
lun pentru programele MapReduce care urmeaz  s  fie create din programare la nivel superioră ă
sisteme, adesea o implementare a SQL. Mai mult, MapReduce se dovede te a fiș
un caz util, dar simplu, de idei mai generale i mai puternice.ș  Includem
în acest capitol o discu ie despre generaliz rile MapReduce, mai întâi la sistemeăț
care suport  fluxuri de lucru aciclice i apoi la sisteme care implementeaz  recursiveă ăș
algoritmi.
Ultimul nostru subiect pentru acest capitol este proiectarea unor algoritmi buni MapReduce,
un subiect care adesea difer  semnificativ de problema proiect rii bunuluiă ă
algoritmi paraleli care se execut  pe un supercomputer.ă  La proiectarea MapReduce
algoritmi, de multe ori descoperim c  cel mai mare cost este comunicarea.ă  Noi
investiga i astfel costul comunic rii i ceea ce ne spune despre cele mai eficienteăț ș
Algoritmi MapReduce. Pentru mai multe aplica ii comune ale MapReduce suntemț



capabil s  ofere familiilor de algoritmi care tranzac ioneaz  în mod optim costul comunic riiă ă ăț
împotriva gradului de paralelism.

2.1 Sisteme de fi iere distribuiteș
Majoritatea calculelor se fac pe un singur procesor, cu memoria sa principal , cache iă ș
disc local (un nod de calcul). În trecut, aplica iile care solicitau paralelismț
prelucrarea, cum ar fi calculele tiin ifice de mari dimensiuni, a fost f cut  în scopuri specialeă ăș ț
calculatoare paralele cu multe procesoare i hardware specializat.ș  In orice caz,
prevalen a serviciilor web pe scar  larg  a cauzat din ce în ce mai mult  informatică ă ă ăț
de f cut pe instala ii cu mii de noduri de calcul care func ioneaz  mai multă ăț ț
sau mai pu in independent.ț  În aceste instala ii, nodurile de calcul sunt m rfuriăț
hardware, ceea ce reduce foarte mult costul în compara ie cu paralelele cu destina ie specialăț ț
ma ini.ș
Aceste noi facilit i de calcul au dat na tere unei noi genera ii de programeăț ș ț
sisteme de gramming. Aceste sisteme profit  de puterea paralelismuluiă
i, în acela i timp, evita problemele de fiabilitate care apar atunci cândș ș

hardware-ul const  din mii de componente independente, dintre care oricareă
ar putea e ua în orice moment.ș  În aceast  sec iune, discut m atât caracteristicileă ăț
aceste instala ii de calcul i sistemele de fi iere specializate care au fostț ș ș
dezvoltat pentru a profita de ele.
2.1.1 Organizarea fizic  a nodurilor de calculă
Noua arhitectur  de calcul paralel, uneori numit  cluster computing,ă ă
este organizat dup  cum urmeaz .ă ă  Nodurile de calcul sunt stocate pe rafturi, poate 8–64
pe un raft. De obicei, nodurile de pe un singur rack sunt conectate printr-o re eaț
gigabit Ethernet. Pot exista multe rafturi de noduri de calcul, iar rafturile sunt
conectat de un alt nivel de re ea sau de un comutator.ț  L imea de band  a inter-rack-uluiă ăț
comunicarea este oarecum mai mare decât Ethernet intrarack, dar având în vedere
num rul de perechi de noduri care ar putea avea nevoie s  comunice între rafturi, acestaă ă
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l imea de band  poate fi esen ial .ă ă ăț ț  Figura 2.1 sugereaz  arhitectura unuiă
sistem de calcul la scar .ă  Cu toate acestea, pot exista mult mai multe rafturi i multe alteleș
mai multe noduri de calcul pe rack.
Intrerupator
Rafturi de noduri de calcul
Figura 2.1: Nodurile de calcul sunt organizate în rafturi, iar rafturile sunt interconectate
conectat printr-un comutator
Este un fapt al vie ii c  componentele e ueaz  i cu cât mai multe componente, cum ar fiă ăț ș ș
calculeaz  nodurile i leg turile de comunicare, un sistem are, cu atât mai frecventă ăș
ceva din sistem nu va func iona la un moment dat.ț  Pentru sisteme
cum ar fi Fig. 2.1, principalele moduri de e ec sunt pierderea unui singur nod (de exemplu,ș
discul de la acel nod se blocheaz ) i pierderea unui întreg rack (de exemplu, re eauaă ș ț
conectarea nodurilor sale între ele i la lumea exterioar  e ueaz ).ă ăș ș
Unele calcule importante dureaz  minute sau chiar ore pe mii deă
calculeaz  noduri.ă  Dac  ar trebui s  avort m i s  repornim calculul de fiecare dată ă ă ă ăș
o component  a e uat, atunci calculul s-ar putea s  nu se finalizeze niciodat  cu succes.ă ă ăș
Solu ia la aceast  problem  ia dou  forme:ă ă ăț
1. Fi ierele trebuie stocate redundant.ș  Dac  nu am duplicat fi ierul la mai multeă ș
calcula i nodurile, apoi dac  un nod e ua, toate fi ierele sale ar fi indisponibileăț ș ș
pân  când nodul este înlocuit.ă  Dac  nu am f cut backup deloc a fi ierelor i a fi ieruluiă ă ș ș ș
discul se blocheaz , fi ierele ar fi pierdute pentru totdeauna.ă ș  Discut m despre gestionarea fi iereloră ș
în sec iunea 2.1.2.ț
2. Calculele trebuie împ r ite în sarcini, astfel încât, dac  o sarcin  e uează ă ă ăț ș
pentru a fi executat pân  la finalizare, acesta poate fi repornit f r  a afecta alte sarcini.ă ă ă
Aceast  strategie este urmat  de sistemul de programare MapReduce pe care noiă ă
introduce i în sec iunea 2.2.ț ț
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Implement ri DFSă
Exist  mai multe sisteme de fi iere distribuite de tipul pe care l-am descrisă ș
care sunt folosite în practic .ă  Printre acestea:
1. Sistemul de fi iere Google (GFS), originalul clasei.ș



2. Sistemul de fi iere distribuite Hadoop (HDFS), un DFS open-source utilizatș
cu Hadoop, o implementare a MapReduce (vezi sec iunea 2.2)ț
i distribuite de Apache Software Foundation.ș

3. Colossus este o versiune îmbun t it  a GFS, despre care a fost pu ină ă ăț ț
publicat. Cu toate acestea, un obiectiv al Colossus este de a furniza fi iere în timp realș
serviciu.
2.1.2 Organizarea sistemului de fi iere pe scar  largă ăș
Pentru a exploata calculul cluster, fi ierele trebuie s  arate i s  se comporte oarecum diferită ăș ș
din sistemele de fi iere conven ionale g site pe computere individuale.ăș ț  Acest fi ier nouș
sistem, denumit adesea sistem de fi iere distribuit sau DFS (de i acest termen areș ș
avea alte semnifica ii în trecut), este de obicei folosit dup  cum urmeaz .ă ăț
• Fi ierele pot fi enorme, eventual cu o dimensiune terabyte.ș  Dac  ai doar miciă
fi iere, nu are rost s  folosi i un DFS pentru ele.ăș ț
• Fi ierele sunt rar actualizate.ș  Mai degrab , acestea sunt citite ca date pentru unele calculeă
i, eventual, date suplimentare sunt ad ugate fi ierelor din când în când.ăș ș

De exemplu, un sistem de rezervare a unei companii aeriene nu ar fi potrivit pentru un
DFS, chiar dac  datele au fost foarte mari, deoarece datele sunt modificate astfelă
frecvent.
Fi ierele sunt împ r ite în buc i, care au de obicei 64 de megaocte i.ă ăș ț ț ț
Buc ile sunt reproduse, poate de trei ori, la trei noduri de calcul diferite.ăț
Mai mult, nodurile care de in copii ale unei buc i ar trebui s  fie amplasate pe diferiteă ăț ț
rafturi, deci nu pierdem toate copiile din cauza unei defec iuni a raftului.ț  De obicei, un rack „e ueaz ”ăș
deoarece interconectarea dintre nodurile de calcul de pe rack e ueaz  iăș ș
rack nu mai poate comunica cu nimic din afara sa. În mod normal, ambele
m rimea buc ii i gradul de replicare poate fi decis de c tre utilizator.ă ă ăț ș
Pentru a g si buc ile unui fi ier, exist  un alt fi ier mic numit nod masteră ă ăț ș ș
sau nodul de nume pentru acel fi ier.ș  Nodul master este el însu i replicat i un directorș ș
deoarece sistemul de fi iere în ansamblu tie unde s  g seasc  copiile sale.ă ă ăș ș  Directorul în sine
poate fi replicat i to i participan ii care folosesc DFS tiu unde se afl  directorulăș ț ț ș
copii sunt.
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2.2 MapReduce
MapReduce este un stil de calcul care a fost implementat în mai multe sisteme
, inclusiv implementarea intern  Google (numit  pur i simplu MapReduce)ă ă ș
i populara implementare open source Hadoop care poate fi ob inut ,ăș ț

împreun  cu sistemul de fi iere HDFS de la Apache Foundation.ă ș  Po i s  folose tiăț ș
o implementare a MapReduce pentru a gestiona multe com-
expuneri într-un mod care tolereaz  defec iunile hardware.ă ț  Tot ce trebuie s  scrie iă ț
sunt dou  func ii, numite Map i Reduce.ă ț ș  Sistemul administreaz  paralelaă
executarea i coordonarea sarcinilor care execut  Map sau Reduce.ăș  Sistemul
trateaz , de asemenea, posibilitatea ca una dintre aceste sarcini s  nu poat  fi executat .ă ă ă ă  În
pe scurt, un calcul MapReduce se execut  dup  cum urmeaz :ă ă ă
1. Unora dintre anumite sarcini H r i li se ofer  câte unul sau mai multe buc i dintr-ună ă ăț ț
sistem de fi iere distribuit.ș  Aceste sarcini de hart  transform  bucata într-o secvenă ă ăț
a perechilor cheie-valoare. Modul în care sunt produse perechile cheie-valoare din intrare
datele sunt determinate de codul scris de utilizator pentru func ia Hart .ăț
2. Perechile cheie-valoare din fiecare sarcin  H r i sunt colectate de c tre o maestră ă ă ăț
troller i sortate dup  cheie.ăș  Cheile sunt împ r ite între toate Reduceă ț
sarcini, deci toate perechile cheie-valoare cu aceea i cheie se încheie la acela i Re-ș ș
duce sarcina.
3. Sarcinile de reducere func ioneaz  pe o tast  la un moment dat i combin  toate valorileă ă ăț ș
asociate cu acea cheie într-un fel. Modul de combinare
de valori este determinat de codul scris de utilizator pentru Reduce
func ie.ţ
Figura 2.2 sugereaz  acest calcul.ă

2.2.1 Sarcinile h r iiă ț
Vedem fi ierele de intrare pentru o sarcin  de hart  ca fiind formate din elemente, care pot fiă ăș
orice tip: un tuplu sau un document, de exemplu. O bucat  este o colec ie deă ț
elemente i niciun element nu este stocat pe dou  buc i.ă ăș ț  Din punct de vedere tehnic, toate intr rileă
pentru a harta sarcinile i ie irile din Reducerea sarcinilor sunt în form  de pereche cheie-valoare,ăș ș
dar în mod normal, tastele elementelor de intrare nu sunt relevante i vom avea tendin a săș ț
ignor -i.ă  Insistarea acestui formular pentru intr ri i ie iri este motivat  deă ăș ș
dorin a de a permite compunerea mai multor procese MapReduce.ț



Func ia Hart  ia ca argument un element de intrare i îl produceăț ș
zero sau mai multe perechi cheie-valoare. Tipurile de chei i valori sunt fiecare arbitrare.ș
Mai mult, cheile nu sunt „chei” în sensul obi nuit;ș  nu trebuie s  fie unice.ă
Mai degrab  o sarcin  de hart  poate produce mai multe perechi cheie-valoare cu aceea i cheie, chiară ă ă ș
din acela i element.ș
Exemplul 2.1: Vom ilustra un calcul MapReduce cu ceea ce are
devine exemplul standard de aplica ie: num rarea num rului de apari iiă ăț ț
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Intrare
buc iăț
grup
prin chei
Cheie-valoare
(k, v)
perechi
valorile lor
Cheile cu toate
ie ireș
Combinat
Hartă
sarcini
Reduce
sarcini
(k, [v, w, ...])
Figura 2.2: Schema unui calcul MapReduce
pentru fiecare cuvânt dintr-o colec ie de documente.ț  În acest exemplu, fi ierul de intrare este unș
depozit de documente, iar fiecare document este un element. Func ia Hartăț
pentru acest exemplu folose te chei de tip String (cuvintele) i valori careș ș
sunt numere întregi. Sarcina Hart  cite te un document i îl împarte în ordinea saă ș ș
de cuvinte w 1 , w 2 , ..., w n . Apoi emite o secven  de perechi cheie-valoare în cazul în careăț
valoarea este întotdeauna 1. Adic  rezultatul sarcinii H r i pentru acest document esteă ă ț
secven a de perechi cheie-valoare:ț
(w 1 , 1), (w 2 , 1), ..., (w n , 1)
Re ine i c  o singur  sarcin  de hart  va procesa de obicei multe documente - toateă ă ă ăț ț
documentele într-unul sau mai multe buc i.ăț  Astfel, rezultatul s u va fi mai mult decâtă
secven a pentru documentul sugerat mai sus.ț  Re ine i, de asemenea, c , dac  un cuvânt wă ăț ț
apare de câte ori printre toate documentele atribuite acelei sarcini, apoi acolo
vor fi m perechi cheie-valoare (w, 1) printre ie irile sale.ș  O op iune, pe care o discut măț
în sec iunea 2.2.4, este pentru aceast  sarcin  hart  s  combine aceste perechi m într-o singură ă ă ă ăț
pair (w, m), dar putem face asta doar pentru c , a a cum vom vedea, sarcinile Reduceă ș
aplica i o opera ie asociativ  i comutativ , ad ugat , valorilor.ă ă ă ăț ț ș  ✷
2.2.2 Gruparea dup  cheieă
De îndat  ce toate sarcinile H r ii s-au finalizat cu succes, perechile cheie-valoare suntă ă ț
grupate dup  cheie, iar valorile asociate fiec rei chei sunt formate într-o singură ă ă
lista valorilor pentru acea cheie. Gruparea este realizat  de sistem, indiferentă
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despre ceea ce fac sarcinile H r i i Reducere.ă ț ș  Procesul controlorului principal tieș
câte sarcini de reducere vor exista, s  spunem r astfel de sarcini.ă  Utilizatorul spune de obicei
sistemul MapReduce ce ar trebui s  fie r.ă  Apoi controlerul principal alege un
func ie hash care ia o cheie ca argument i produce un num r bucket de laăț ș
De la 0 la r - 1. Fiecare cheie care este lansat  de o sarcin  de hart  este hashat  i valoarea-cheie a acesteiaă ă ă ă ș
perechea este pus  într-unul dintre r fi iere locale.ă ș  Fiecare fi ier este destinat pentru unul dintre r Reduceș
sarcini. 1
Pentru a efectua gruparea dup  cheie i distribu ie la sarcinile Reduce,ă ș ț
controlerul principal fuzioneaz  fi ierele din fiecare sarcin  de hart  pentru care sunt destinateă ă ăș
o anumit  sarcin  Reduce i alimenteaz  fi ierul fuzionat în acel proces ca un setă ă ăș ș
frecven a perechilor cheie / list  de valori.ăț  Aceasta este, pentru fiecare tast  k, intrarea înă
Reducerea sarcinii care trateaz  cheia k este o pereche de form  (k, [vă ă  1 , v 2 , ..., v n ]), unde
(k, v 1 ), (k, v 2 ), ..., (k, v n ) sunt toate perechile cheie-valoare cu cheia k provenind de la
toate sarcinile H r ii.ă ț
2.2.3 Sarcinile de reducere



Argumentul func iei Reduce este o pereche constând dintr-o cheie i lista sa deț ș
valorile asociate. Ie irea func iei Reduce este o secven  de zero sauăș ț ț
mai multe perechi cheie-valoare. Aceste perechi cheie-valoare pot fi de un tip diferit de
cele trimise de la sarcini de hart  pentru a reduce sarcinile, dar adesea sunt de acela i tip.ă ș
Ne vom referi la aplicarea func iei Reduce la o singur  tast  i a acesteiaă ăț ș
lista de valori asociat  ca reductor.ă
O sarcin  Reduce prime te una sau mai multe chei i listele lor de valori asociate.ă ș ș
Adic , o sarcin  Reduce execut  unul sau mai multe reductoare.ă ă ă  Ie irile de la toateș
sarcinile de reducere sunt îmbinate într-un singur fi ier.ș
Exemplul 2.2: S  continu m cu exemplul de num rare a cuvintelor din Exemplul 2.1.ă ă ă
Func ia Reduce adaug  pur i simplu toate valorile.ăț ș  Ie irea unui reductorș
const  din cuvânt i sum .ă ăș  Astfel, rezultatul tuturor sarcinilor Reduce este un
secven  de (w, m) perechi, unde w este un cuvânt care apare cel pu in o dat  printreă ăț ț
toate documentele de intrare i m este num rul total de apari ii ale w dintreăș ț
acele documente. ✷
2.2.4 Combinatoare
Uneori, o func ie Reduce este asociativ  i comutativ .ă ăț ș  Adică
valorile care trebuie combinate pot fi combinate în orice ordine, cu acela i rezultat.ș
Ad ugarea efectuat  în exemplul 2.2 este un exemplu asociativ iă ă ș
opera ie comutativ .ăț  Nu conteaz  cum comand m sau grup m o list  deă ă ă ă
numerele v 1 , v 2 , ..., v n ; suma va fi aceea i.ș
Când func ia Reduce este asociativ  i comutativ , putem împingeă ăț ș
o parte din ceea ce reducerii fac cu sarcinile H r ii.ă ț  De exemplu, în loc de fiecare
1 Op ional, utilizatorii î i pot specifica propria func ie hash sau alt  metod  de atribuire a cheiloră ăț ș ț
pentru a reduce sarcinile. Cu toate acestea, indiferent de algoritmul utilizat, fiecare cheie este atribuit  unei singureă
una Reduce i sarcina.ț
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Reductoare, sarcini reduse, calculeaz  noduri i înclinareă ș
Dac  dorim un paralelism maxim, atunci am putea folosi o sarcin  de reducereă ă
pentru a executa fiecare reductor, adic  o singur  cheie i lista de valori asociate.ă ă ș
În plus, am putea executa fiecare activitate de reducere la un nod de calcul diferit,
a a c  to i ar executa în paralel.ăș ț  Acest plan nu este de obicei cel mai bun. unu
problema este c  exist  o cheltuial  asociat  cu fiecare sarcin  pe care o cre m, deciă ă ă ă ă ă
s-ar putea s  dorim s  men inem num rul de sarcini Reduce mai mic decât num rulă ă ă ăț
a diferitelor chei. Mai mult, de multe ori exist  mult mai multe chei decât există ă
calculeaz  nodurile disponibile, astfel încât s  nu ob inem niciun beneficiu dintr-un num r mareă ă ăț
de Reduce sarcinile.
În al doilea rând, exist  adesea varia ii semnificative în lungimile valoriiă ț
liste pentru diferite chei, astfel încât reductorii diferi i necesit  diferite perioade de timp.ăț
Dac  facem din fiecare reductor o sarcin  separat  de reducere, atunci sarcinile în sineă ă ă
va prezenta o înclina ie - o diferen  semnificativ  în intervalul de timp fiecareă ăț ț
ia. Putem reduce impactul înclin rii folosind mai pu ine sarcini de reducereă ț
decât exist  reductori.ă  Dac  tastele sunt trimise aleatoriu pentru a reduce sarcinile, noiă
se poate a tepta ca va exista o medie a timpului total necesar deș
diferitele sarcini de reducere. Putem reduce i mai mult distorsiunea folosind mai multș
Reduce i sarcinile decât exist  noduri de calcul.ăț  În acest fel, lung Reduce
sarcinile ar putea ocupa un nod de calcul pe deplin, în timp ce mai multe Reduce mai scurte
sarcinile pot rula secven ial la un singur nod de calcul.ț
Sarcin  de mapare în Exemplul 2.1 producând multe perechi (w, 1), (w, 1), ..., am puteaă
aplica i func ia Reduce în cadrul fiec rei sarcini Map, înainte de ie irile dinăț ț ș
Sarcinile de hart  sunt supuse grup rii i agreg rii.ă ă ăș  Aceste perechi cheie-valoare
ar fi astfel înlocuit cu o pereche cu cheia w i valoare egal  cu suma luiăș
toate cele 1 din toate acele perechi. Adic  perechile cu cheia w generate de un singură
Sarcina h r ii ar fi înlocuit  de o pereche (w, m), unde m este de câte oriă ăț
c  w apare printre documentele gestionate de aceast  sarcin  Hart .ă ă ă ă  Re ine i căț ț
este înc  necesar s  face i grupare i agregare i s  transmite i rezultatulă ă ăț ș ș ț
sarcinile Reduce, deoarece de obicei va exista o pereche cheie-valoare cu cheia w
provenind din fiecare dintre sarcinile H r ii.ă ț
2.2.5 Detalii despre executarea MapReduce
S  analiz m acum mai detaliat cum este executat un program care folose te MapReduce.ă ă ș
Figura 2.3 ofer  o schi  a modului în care procesele, sarcinile i fi ierele interac ioneaz .ă ă ăț ș ș ț  Luând
avantajul unei biblioteci furnizate de un sistem MapReduce precum Hadoop,
programul utilizatorului bifureaz  un proces de control master i un anumit num r de lucr toriă ă ăș
proceseaz  la diferite noduri de calcul.ă  În mod normal, un lucr tor se ocup  de oricare hartă ă ă
sarcini (un lucr tor de pe hart ) sau sarcini de reducere (un lucr tor de reducere), dar nu ambele.ă ă ă



Maestrul are multe responsabilit i.ăț  Una este crearea unui num r deă
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Program
Utilizator
Maestru
Muncitor
Muncitor
Muncitor
Muncitor
Muncitor
Date
Intrare
Fi ierş
Ie ireș
furculiţă
furculiţă
furculiţă
Hartă
atribui
atribui
Reduce
Intermediar
Dosare

Figura 2.3: Prezentare general  a execu iei unui program MapReduceă ț
H r i sarcini i un num r de sarcini Reduce, aceste numere fiind selectateă ăț ș
de c tre programul utilizator.ă  Aceste sarcini vor fi atribuite proceselor lucr torilor de c treă ă
Maestru. Este rezonabil s  crea i o sarcin  de hart  pentru fiecare bucat  din intrareă ă ă ăț
fi ier (e), dar este posibil s  dorim s  cre m mai pu ine sarcini de reducere.ă ă ăș ț  Motivul limit riiă
num rul de sarcini Reduce este acela c  este necesar s  se creeze fiecare sarcin  Hartă ă ă ă ă
un fi ier intermediar pentru fiecare activitate de reducere i, dac  exist  prea multe reduceriă ăș ș
sarcini explodeaz  num rul de fi iere intermediare.ă ă ș
Maestrul ine eviden a st rii fiec rei H r i i Reduce sarcina (inactiv,ă ă ăț ț ț ș
executând la un anumit lucr tor sau finalizat).ă  Un proces muncitor raporteaz  c treă ă
Maestrul când termin  o sarcin , iar o nou  sarcin  este programat  de Maestruă ă ă ă ă
pentru acel proces muncitor.
Fiec rei sarcini de H r i i se atribuie unul sau mai multe buc i din fi ierele de intrare iă ă ăț ț ș ș
execut  pe acesta codul scris de utilizator.ă  Sarcina Hart  creeaz  un fi ier pentruă ă ș
fiecare Reduce i sarcina de pe discul local al Lucr torului care execut  sarcina Hart .ă ă ăț
Maestrul este informat despre loca ia i dimensiunile fiec ruia dintre aceste fi iere i despreăț ș ș ș
Reduce i sarcina pentru care fiecare este destinat.ț  Când o sarcin  Reduce este atribuit  deă ă
Maestru pentru un proces Worker, acelei sarcini i se ofer  toate fi ierele care formeaz  intrarea sa.ă ăș
Activitatea Reduce execut  codul scris de utilizator i î i scrie ie irea într-ună ș ș ș
fi ier care face parte din sistemul de fi iere distribuit din jur.ș ș
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2.2.6 Tratarea defec iunilor noduluiț
Cel mai r u lucru care se poate întâmpla este c  nodul de calcul la care Maestrulă ă
execut  e ueaz .ă ăș  În acest caz, întregul job MapReduce trebuie repornit.
Dar numai acest nod poate aduce întregul proces în jos; alte e ecuri vor fiș
administrat de Master, iar jobul MapReduce se va finaliza în cele din urm .ă
S  presupunem c  nodul de calcul la care se afl  un lucr tor Map nu reu e te.ă ă ă ă ș ș  Acest e ecș
Ureul va fi detectat de c tre Maestru, deoarece îl pic  periodic pe Lucr toră ă ă
procese. Toate sarcinile H r ii care au fost atribuite acestui Lucr tor vor trebuiă ăț
s  fie ref cute, chiar dac  ar fi terminat.ă ă ă  Motivul refacerii H r ii completateă ț
task-uri este c  ie irea lor destinat  sarcinilor Reduce se afl  la acel calculă ă ăș
nod, iar acum nu este disponibil pentru sarcinile Reduce. Maestrul stabile te stareaș
a fiec reia dintre aceste sarcini de H r i s  r mân  inactiv i le va programa pe un Lucr tor cândă ă ă ă ă ăț ș
unul devine disponibil. Maestrul trebuie, de asemenea, s  informeze fiecare sarcin  de reducere că ă ă
loca ia intr rii sale din sarcina hart  respectiv  s-a modificat.ă ă ăț
Gestionarea unei e ecuri la nodul unui lucr tor Reduce este mai simpl .ă ăș  Maestrul
pur i simplu stabile te starea în care se execut  în prezent Reduce sarcinile la inactiv.ăș ș  Aceste
va fi reprogramat pe un alt muncitor Reduce ulterior.
2.2.7 Exerci ii pentru sec iunea 2.2ț ț
Exerci iul 2.2.1: S  presupunem c  execut m programul MapReduce de num rare a cuvinteloră ă ă ăț
descris în aceast  sec iune pe un depozit mare, cum ar fi o copie a Web-ului.ă ț  Vom
folosi i 100 de sarcini de hart  i un num r de sarcini de reducere.ă ăț ș



(a) S  presupunem c  nu folosim un combinator la sarcinile Hart .ă ă ă  Te a tep i acoloș ț
s  fie o distorsiune semnificativ  în timpii prelua i de diferi ii reductoriă ă ț ț
lista lor de valori? De ce sau de ce nu?
(b) Dac  combin m reductoarele într-un num r mic de sarcini de reducere, s  zicem 10ă ă ă ă
sarcini, la întâmplare, v  a tepta i ca distorsiunea s  fie semnificativ ?ă ă ăș ț  Ce se întâmpl  dac  noiă ă
în schimb combina i reductoarele în 10.000 Reduce i sarcinile?ț ț
! (c) S  presupunem c  folosim un combinator la sarcinile 100 Map.ă ă  Te a tep i la o înclinareș ț
a fi semnificativ? De ce sau de ce nu?

2.3 Algoritmi utilizând MapReduce
MapReduce nu este o solu ie pentru fiecare problem , nici m car pentru fiecare problem  careă ă ăț
profitabil poate folosi multe noduri de calcul care func ioneaz  în paralel.ăț  Dup  cum am men ionată ț
în Sec iunea 2.1.2, întregul mediu distribuit de sistem de fi iere are sens numai atunci cândț ș
fi ierele sunt foarte mari i sunt rar actualizate la locul lor.ș ș  De exemplu, nu am face-o
a tepta i s  utiliza i fie un DFS, fie o implementare a MapReduce pentru gestionareăș ț ț
vânz ri cu am nuntul on-line, chiar dac  utilizeaz  un mare comerciant cu am nuntul on-line, precum Amazon.comă ă ă ă ă
mii de noduri de calcul la procesarea cererilor pe Web. Motivul
este c  opera iunile principale pe datele Amazon implic  r spunsul la c ut riă ă ă ă ăț
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pentru produse, înregistrarea vânz rilor i a a mai departe, procese care implic  relativ pu ină ăș ș ț
calcul i care schimb  baza de date.ăș  2 Pe de alt  parte, Amazon ar puteaă
utiliza i MapReduce pentru a efectua anumite interog ri analitice pe cantit i mari de date,ă ăț ț
precum g sirea pentru fiecare utilizator a acelor utilizatori ale c ror modele de cump rare erau cele mai mariă ă ă
similar.
Scopul ini ial pentru care implementarea de c tre Google a MapReduceăț
a fost creat pentru a executa multiplic ri matrice-vector foarte mari ca i cum suntă ș
necesare în calculul PageRank (vezi Capitolul 5). Vom vedea asta
calculele matrice-vector i matrice-matrice se încadreaz  frumos în MapReduceăș
stilul de calcul. O alt  clas  important  de opera ii care poate utiliza MapRe-ă ă ă ț
efectiv sunt opera iile rela ionale-algebr .ăț ț  Vom examina
MapReduce i execu ia acestor opera iuni.ș ț ț
2.3.1 Multiplicarea Matricii-Vector prin MapReduce
S  presupunem c  avem o matrice n × n M, al c rei element din rândul i i coloana j esteă ă ă ș
notat m ij . S  presupunem c  avem i un vector v de lungime n, al c rui jth elementă ă ăș
este v j . Atunci produsul matrice-vector este vectorul x de lungime n, al c rui ithă
elementul x i este dat de
x i =
n

∑
j = 1

m ij v j
Dac  n = 100, nu dorim s  folosim un DFS sau MapReduce pentru acest calcul.ă ă
Dar acest tip de calcul se afl  în centrul clasamentului paginilor web careă
continu  la motoarele de c utare i acolo, n este de ordinul trilioanelor.ă ă ș  3
Permite i-neț
presupune i mai întâi c  n este mare, dar nu atât de mare încât vectorul v nu se potrive te în mainăț ș
memorie i astfel s  fie disponibil pentru fiecare sarcin  de pe hart .ă ă ăș
Fiecare matrice M i vectorul v vor fi stocate într-un fi ier al DFS.ș ș  Noi
presupunem c  coordonatele rând-coloan  ale fiec rui element de matrice vor fi descoperiteă ă ă
erabil, fie din pozi ia sa în fi ier, fie pentru c  este stocat cu explicităț ș
coordonate, ca tripl  (i, j, mă  ij ). De asemenea, asum m pozi ia elementului vă ț  j în
vectorul v va putea fi descoperit în mod analog.
Func ia Map: Func ia Map este scris  pentru a se aplica unui element dinăț ț
M. Totu i, dac  v nu este deja citit în memoria principal  la nodul de calculă ăș
executarea unei sarcini de hart , apoi v este citit mai întâi, în întregime, i ulterior va fiă ș
s  fie disponibil pentru toate aplica iile func iei Map efectuate la aceast  sarcin  Map.ă ă ăț ț
Fiecare sarcin  Hart  va func iona pe o bucat  din matricea M. Din fiecare matriceă ă ăț
elementul m ij produce perechea cheie-valoare (i, m ij v j ). Astfel, to i termeniiț
suma care alc tuie te componenta xă ș  i a produsului matrice-vector va ob ineț
aceea i cheie, i.ș
2 Aminti i-v  c , chiar dac  v  uita i la un produs pe care nu îl cump ra i, Amazon î i aminte te acest lucruă ă ă ă ăț ț ț ș ș
te-ai uitat la el.
3 Matricea este rar , având în medie 10 pân  la 15 elemente diferite de zero pe rând, din moment ceă ă
matrix reprezint  leg turile din Web, cu mă ă  ij diferit de zero dac  i numai dac  exist  un link de laă ă ăș
pagina j la pagina i. Re ine i c  nu exist  nicio modalitate de a putea stoca o matrice dens  a c rei latur  eraă ă ă ă ăț ț
10 12 , deoarece ar avea 10 24 de elemente.
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Func ia Reduce: Func ia Reduce sumeaz  pur i simplu toate valorile ca-ăț ț ș
asociat cu o cheie dat  i.ă  Rezultatul va fi o pereche (i, x i ).
2.3.2 Dac  Vectorul v nu se poate potrivi în memoria principală ă
Cu toate acestea, este posibil ca vectorul v s  fie atât de mare încât s  nu se încadreze înă ă
integral în memoria principal .ă  Nu este necesar ca v s  se încadreze în memoria principal  aă ă
calculeaz  nodul, dar dac  nu, atunci va exista un num r foarte mare deă ă ă
acceseaz  pe disc pe m sur  ce mut m buc i din vector în memoria principal  pentru a le înmul iă ă ă ă ă ăț ț
componente prin elemente ale matricei. Astfel, ca alternativ , ne putem împ r iă ă ț
matricea în dungi verticale de l ime egal  i împarte vectorul într-un egală ăț ș
num rul de dungi orizontale, de aceea i în l ime.ă ăș ț  Scopul nostru este s  folosim suficientă
dungi, astfel încât por iunea vectorului dintr-o band  s  poat  încadra convenabil înă ă ăț
memorie principal  la un nod de calcul.ă  Figura 2.4 sugereaz  aspectul parti ieiă ț
ca i cum matricea i vectorul sunt împ r ite fiecare în cinci dungi.ăș ș ț
M
Matrice
Vectorul v
Figura 2.4: Împ r irea unei matrice i a unui vector în cinci dungiă ț ș
Banda i a matricei înmul e te numai componentele din banda iț ș
a vectorului. Astfel, putem împ r i matricea într-un fi ier pentru fiecare band  iă ăț ș ș
face i acela i lucru pentru vector.ț ș  Fiec rei sarcini de H r i i se atribuie o bucat  dintr-unul dină ă ăț
dungi ale matricei i ob ine întreaga band  corespunz toare a vectorului.ă ăș ț  The
Activit ile de hart  i reducere pot ac iona exact a a cum a fost descris în sec iunea 2.3.1ă ăț ș ț ș ț
pentru cazul în care sarcinile H r ii ob in întregul vector.ă ț ț
Vom lua din nou multiplicarea matrice-vector folosind MapReduce din nou în
Sec iunea 5.2.ț  Acolo, din cauza aplica iei particulare (calculul PageRankț
), avem o constrângere suplimentar  conform c reia vectorul rezultat ar trebui s  fieă ă ă
men ionat în acela i mod ca vectorul de intrare, astfel încât ie irea poate deveniț ș ș
intrare pentru o alt  itera ie a multiplic rii matrice-vector.ă ăț  Vom vedea
acolo c  cea mai bun  strategie implic  parti ionarea matricei M în p trată ă ă ăț
blocuri, mai degrab  decât dungi.ă
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2.3.3 Opera ii rela ionale-algebrăț ț
Exist  o serie de opera ii pe date la scar  larg  care sunt utilizate în baza de dateă ă ăț
întreb ri.ă  Multe aplica ii tradi ionale de baze de date implic  recuperarea de mici dimensiuniăț ț
o mul ime de date, chiar dac  baza de date în sine poate fi mare.ăț  De exemplu, a
interogarea poate solicita soldul bancar al unui anumit cont. Astfel de întreb ri suntă
aplica ii nefolositoare ale MapReduce.ț
Cu toate acestea, exist  multe opera ii pe date care pot fi descrise cu u urin  înă ăț ș ț
termenii primitivelor comune de interogare a bazei de date, chiar dac  interog rile în sineă ă
nu sunt executate în cadrul unui sistem de gestionare a bazelor de date. Astfel, un bun început
punctul pentru explorarea aplica iilor MapReduce este luarea în considerare a standarduluiț
opera iuni asupra rela iilor.ț ț  Presupunem c  sunte i familiariza i cu sistemele de baze de date,ă ț ț
limbajul de interogare SQL i modelul rela ional, dar pentru a revizui, o rela ie esteș ț ț
un tabel cu anteturi de coloan  numite atribute.ă  Se numesc rânduri ale rela ieiț
tupluri. Setul de atribute ale unei rela ii se nume te schema sa.ț ș  De multe ori scriem
o expresie ca R (A 1 , A 2 , ..., A n ) pentru a spune c  numele rela iei este R i al s uă ăț ș
atributele sunt A 1 , A 2 , ..., A n .
De la catre
url1
url2
url1
url3
url2
url3
url2
url4
·· ·
· · ·
Figura 2.5: Leg turile de rela ie const  din setul de perechi de URL-uri astfel încâtă ăț
primul are unul sau mai multe linkuri c tre al doileaă
Exemplul 2.3: În Fig. 2.5 vedem o parte din rela ia Link-uri care descrieț



structura Web-ului. Exist  dou  atribute, De la i Pân .ă ă ăș  Un rând sau
tuplu, din rela ie este o pereche de URL-uri astfel încât s  existe cel pu in un link de laăț ț
primul URL c tre al doilea.ă  De exemplu, primul rând din Fig. 2.5 este perechea
(url1, url2). Acest tuplu spune c  pagina web url1 are un link c tre pagina url2.ă ă  In timp ce
am ar tat doar patru tupluri, rela ia real  a Webului sau por iunea deă ăț ț
care ar fi stocat de un motor de c utare tipic, are trilioane de tupluri.ă  ✷
O rela ie, oricât de mare, poate fi stocat  ca fi ier într-un sistem de fi iere distribuit.ăț ș ș
Elementele acestui fi ier sunt tuplurile rela iei.ș ț
Exist  mai multe opera iuni standard privind rela iile, adesea denumite re-ă ț ț
algebr  na ional , care sunt utilizate pentru a implementa interog ri.ă ă ăț  Întreb rile în sineă
de obicei sunt scrise în SQL. Opera iunile rela ionale-algebr  le vom discutaăț ț
sunt:
1. Selectare: Aplica i o condi ie C fiec rui tuplu din rela ie i produce iăț ț ț ș ț
ca rezultat doar acele tupluri care satisfac C. Rezultatul acestei selec ii esteț
notat σ C (R).
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2. Proiec ie: Pentru unele subseturi S ale atributelor rela iei, produce iț ț ț
din fiecare tuplu doar componentele pentru atributele din S. Rezultatul
din aceast  proiec ie se noteaz  ă ăπț  S (R).
3. Unire, intersec ie i diferen : Aceste opera iuni bine-cunoscute stabiliteăț ș ț ț
se aplic  seturilor de tupluri în dou  rela ii care au aceea i schem .ă ă ăț ș
Exist , de asemenea, versiuni bag (multiset) ale opera iilor în SQL, cuă ț
defini ii oarecum neintuitive, dar nu vom intra în versiunile de sacț
a acestor opera iuni aici.ț
4. Unire natural : având în vedere dou  rela ii, compara i fiecare pereche de tupluri, una dină ă ț ț
fiecare rela ie.ț  Dac  tuplurile sunt de acord cu toate atributele comuneă
la cele dou  scheme, apoi produce i un tuplu care are componente pentru fiecareă ț
a atributelor din fiecare schem  i este de acord cu cele dou  tupluri de pe fiecareă ăș
atribut. Dac  tuplurile nu sunt de acord cu unul sau mai multe atribute partajate, atunciă
nu produce nimic din aceast  pereche de tupluri.ă  Îmbinarea natural  a rela iilor Ră ț
i S este notat R  S. În timp ce vom discuta despre executarea numai a naturii⊲⊳ș

ural se al tur  cu MapReduce, toate echijoins (se al tur  în cazul în care acordul tupluă ă ă ă
condi ia implic  egalitatea atributelor din cele dou  rela ii care nuă ăț ț
neap rat au acela i nume) pot fi executate în acela i mod.ă ș ș  Noi
va da o ilustrare în exemplul 2.4.
5. Gruparea i agregarea:ș  4 Având în vedere o rela ie R, parti ia i tuplurile saleț ț ț
conform valorilor lor într-un set de atribute G, numit grupare
atribute. Apoi, pentru fiecare grup, agrega i valorile în anumite alteț
omagii. Agreg rile permise în mod normal sunt SUM, COUNT, AVG,ă
MIN i MAX, cu semnifica iile evidente.ș ț  Re ine i c  MIN i MAXăț ț ș
necesit  ca atributele agregate s  aib  un tip care poate fi comparat,ă ă ă
de exemplu, numere sau iruri, în timp ce SUM i AVG necesit  ca tipul s  permită ă ăș ș
opera ii aritmetice, de obicei numai numere.ț  COUNT poate fi efectuat
pe date de orice tip. Desemn m o opera iune de grupare i agregare peă ț ș
o rela ie R cu γț  X (R), unde X este o list  de elemente care sunt fiecareă
(a) Un atribut de grupare sau
(b) O expresie  (A), unde  este una dintre cele cinci opera ii de agregareθ θ ț
ca SUM, i A este un atribut care nu se afl  în grupăș
atribute.
Rezultatul acestei opera ii este un tuplu pentru fiecare grup.ț  Acest tuplu are
o component  pentru fiecare dintre atributele de grupare, cu valoarea comună ă
la tupluri din acel grup. De asemenea, are o component  pentru fiecare agregare,ă
cu valoarea agregat  pentru grupul respectiv.ă  Vom vedea o ilustrare în
Exemplul 2.5.
4 Unele descrieri ale algebrei rela ionale nu includ aceste opera ii i chiar eleț ț ș
nu au f cut parte din defini ia original  a acestei algebre.ă ăț  Cu toate acestea, aceste opera iuni sunt a aț ș
important în SQL, c  tratamentele moderne ale algebrei rela ionale le includ.ă ț
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Exemplul 2.4: S  încerc m s  g sim c ile de lungime dou  în Web, folosindă ă ă ă ă ă
rela ia Leg turi din Fig. 2.5.ăț  Adic  vrem s  g sim triplurile URL-uriloră ă ă
(u, v, w) astfel încât exist  o leg tur  de la u la v i o leg tur  de la v la w.ă ă ă ă ăș  Noi



în esen , dorim s  lu m unirea natural  a Link-urilor cu sine, dar mai întâi avem nevoieă ă ă ăț
s  ne imagin m c  este vorba de dou  rela ii, cu scheme diferite, a a c  putem descrieă ă ă ă ăț ș
conexiunea dorit  ca unire natural .ă ă  Imagina i-v  astfel c  exist  dou  exemplareă ă ă ăț
de leg turi, i anume L1 (U1, U2) i L2 (U2, U3).ă ș ș  Acum, dac  calcul m L1  L2,ă ă ⊲⊳
vom avea exact ceea ce ne dorim. Adic  pentru fiecare tuplu t1 din L1 (adică ă
fiecare tupl de leg turi) i fiecare tuplu t2 de L2 (un alt tuplu de leg turi, eventuală ăș
chiar acela i tuplu), vede i dac  componentele lor U2 sunt acelea i.ăș ț ș  Re ine i căț ț
aceste componente sunt a doua component  a t1 i prima component  aă ăș
t2. Dac  aceste dou  componente sunt de acord, atunci produce i un tuplu pentru rezultat, cuă ă ț
schem  (U1, U2, U3).ă  Acest tuplu este format din prima component  a t1,ă
a doua component  a t1 (care trebuie s  fie egal  cu prima component  a t2) iă ă ă ă ș
a doua component  a t2.ă
Este posibil s  nu dorim întreaga cale de lungimea a doua, ci doar perechileă
(u, w) de URL-uri astfel încât s  existe cel pu in o cale de la u la w cu lungimea doi.ă ț  Dacă
deci, putem proiecta componentele medii calculând π U1, U3 (L1  L2).⊲⊳

✷
Exemplul 2.5: imagina i-v  c  un site de socializare are o rela ieă ăț ț
Prieteni (utilizator, prieten)
Aceast  rela ie are tupluri care sunt perechi (a, b) astfel încât b este prietenul lui a.ă ț  Site-ul
ar putea dori s  dezvolte statistici despre num rul de prieteni pe care membrii îi au.ă ă
Primul lor pas ar fi s  calculeze un num r al num rului de prieteni din fiecareă ă ă
utilizator. Aceast  opera ie se poate face prin grupare i agregare, în mod specifică ț ș
γ Utilizator, COUNT (Prieten) (Prieteni)
Aceast  opera ie grupeaz  toate tuplurile dup  valoarea din prima lor component , deciă ă ă ăț
exist  un grup pentru fiecare utilizator.ă  Apoi, pentru fiecare grup, num rul num ruluiă ă
de prieteni ai acelui utilizator este f cut.ă  Rezultatul va fi un tuplu pentru fiecare grup iș
un tuplu tipic ar ar ta ca (Sally, 300), dac  utilizatorul „Sally” are 300 de prieteni.ă ă  ✷
2.3.4 Selec ii de calcul prin MapReduceț
Selec iile nu au nevoie de întreaga putere a MapReduce.ț  Se pot face
cel mai convenabil doar în por iunea de hart , de i s-ar putea face i eleăț ș ș
numai în por ia de reducere.ț  Iat  o implementare MapReduce a selec ieiă ț
σ C (R).
Func ia Hart : Pentru fiecare tuplu t din R, testa i dac  îndepline te C. Dac  da, produce iă ă ăț ț ș ț
perechea cheie-valoare (t, t). Adic , atât cheia, cât i valoarea sunt t.ă ș  Dac  t nuă
satisfac C, atunci mapatorul pentru t nu produce nimic.

Pagina 56
36
CAPITOLUL 2. MAPREDUCE I NOUA PIL  DE SOFTWAREĂȘ
Func ia Reduce: Func ia Reduce este identitatea.ț ț  Pur i simplu treceș
fiecare pereche cheie-valoare la ie ire.ș
Re ine i c  rezultatul nu este exact o rela ie, deoarece are perechi cheie-valoare.ăț ț ț
Cu toate acestea, o rela ie poate fi ob inut  utilizând numai componentele valorice (sauăț ț
numai componentele cheie) ale ie irii.ș
2.3.5 Calcularea proiec iilor prin MapReduceț
Proiec ia se realizeaz  similar cu selec ia.ăț ț  Totu i, pentru c  proiec iaăș ț
poate face ca acela i tupl s  apar  de mai multe ori, func ia Reduce trebuieă ăș ț
elimina duplicatele. Putem calcula π S (R) dup  cum urmeaz .ă ă
Func ia H r i: Pentru fiecare tuplu t din R, construie te un tuplu tăț ț ș  ′ eliminând
din t acele componente ale c ror atribute nu se afl  în S. Ie i i valoarea-cheieă ă ș ț
pereche (t ′ , t ′ ).
Func ia de reducere: pentru fiecare tast  tăț  ′ produs  de oricare dintre sarcinile H r ii,ă ă ț
vor exista una sau mai multe perechi cheie-valoare (t ′ , t ′ ). Dup  ce sistemul grupeaz  tasta-ă ă
perechi de valori dup  tast , func ia Reduce transform  (tă ă ăț  ′ , [t ′ , t ′ , ..., t ′ ]) în (t ′ , t ′ ), deci
produce exact o pereche (t ′ , t ′ ) pentru aceast  cheie tă  ′ .
Observa i c  opera ia Reduce este eliminarea duplicat.ăț ț  Aceast  opera iuneă ț
este asociativ i comutativ, deci un combinator asociat cu fiecare sarcin  de hartă ăș
poate elimina orice duplicat este produs local. Cu toate acestea, Reduce
sunt înc  necesare sarcini pentru a elimina dou  tupluri identice provenite din diferiteă ă
Sarcini de hart .ă
2.3.6 Unire, intersec ie i diferen  prin MapReduceăț ș ț
În primul rând, lua i în considerare unirea a dou  rela ii.ăț ț  S  presupunem c  rela iile R i S auă ă ț ș
aceea i schem .ăș  Activit ilor de hart  li se vor atribui buc i din R sau S;ă ă ăț ț  nu
care conteaz .ă  Sarcinile H r ii nu fac nimic, cu excep ia transmiterii loră ț ț
tupluri ca perechi cheie-valoare la sarcinile Reduce. Acesta din urm  trebuie doar s  elimineă ă
duplicate ca pentru proiec ie.ț
Func ia Hart : Transforma i fiecare tuple de intrare t într-o pereche cheie-valoare (t, t).ăț ț



Func ia de reducere: asociat  cu fiecare tast  t va exista fie una, fieă ăț
dou  valori.ă  Produce i ie ire (t, t) în ambele cazuri.ț ș
Pentru a calcula intersec ia, putem folosi aceea i func ie Map.ț ș ț  In orice caz,
func ia Reduce trebuie s  produc  un tuplu numai dac  ambele rela ii au tuplul.ă ă ăț ț
Dac  tasta t are o list  de dou  valori [t, t] asociate, atunci Reduce iă ă ă ț
sarcina pentru t ar trebui s  produc  (t, t).ă ă  Cu toate acestea, dac  lista de valori asociat  cu cheiaă ă
t este doar [t], apoi unul dintre R i S lipse te t, deci nu vrem s  producem unăș ș
tuplu pentru intersec ie.ț
Func ia Hart : transforma i fiecare tuplu t într-o pereche cheie-valoare (t, t).ăț ț
Func ia Reduce: Dac  tasta t are lista de valori [t, t], atunci produce (t, t).ăț  Altul
altfel, nu produce nimic.
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Diferen a R - S necesit  ceva mai mult  gândire.ă ăț  Singurul mod în care un tuplu
t poate ap rea în ie ire, dac  este în R, dar nu în S. Func ia Hartă ă ăș ț
poate trece tupluri de la R i S, dar trebuie s  informeze func ia Reduceăș ț
dac  tuplul a venit de la R sau S. Vom folosi astfel rela ia caă ț
valoare asociat  tastei t.ă  Iat  o specifica ie pentru cele dou  func ii.ă ăț ț
Func ia Hart : Pentru un tuplu t în R, produce i perechea cheie-valoare (t, R) iăț ț ș
pentru un tuplu t în S, produce i perechea cheie-valoare (t, S).ț  Re ine i c  inten ia este aceeaăț ț ț
valoarea este numele lui R sau S (sau mai bine, un singur bit care indic  dacă ă
rela ia este R sau S), nu întreaga rela ie.ț ț
Func ia de reducere: pentru fiecare tast  t, dac  lista valorilor asociate este [R], atunciă ăț
produce (t, t). Altfel, nu produce nimic.
2.3.7 Calcularea Natural Join prin MapReduce
Ideea din spatele implement rii unirii naturale prin MapReduce poate fi v zut  dac  noiă ă ă ă
uit -te la cazul specific al îmbin rii R (A, B) cu S (B, C).ă ă  5 Trebuie s  g sim tupluriă ă
care sunt de acord asupra componentelor lor B, adic  a doua component  din tupluriă ă
de R i prima component  a tuplurilor de S. Vom folosi valoarea B a tuplurilorăș
din oricare dintre rela ii ca cheie.ț  Valoarea va fi cealalt  component  iă ă ș
numele rela iei, astfel încât func ia Reduce poate ti de unde a venit fiecare tupluț ț ș
din.
Func ia de hart : pentru fiecare tuplu (a, b) din R, produce i perechea cheie-valoareăț ț
(sutien)). Pentru fiecare tuplu (b, c) din S, produce i perechea cheie-valoare (b, (S, c)).ț
Func ia Reduce: Fiecare valoare a tastei b va fi asociat  cu o list  de perechiă ăț
care sunt fie de form  (R, a), fie (S, c).ă  Construi i toate perechile formate dintr-unaț
cu prima component  R i cealalt  cu prima component  S, s  zicem (R, a) iă ă ă ăș ș
(S, c). Ie irea din aceast  list  de chei i valori este o secven  de perechi cheie-valoare.ă ă ăș ș ț
Cheia este irelevant .ă  Fiecare valoare este una dintre triplele (a, b, c) astfel încât (R, a)
i (S, c) sunt pe lista de introducere a valorilor pentru tasta b.ș

Acela i algoritm func ioneaz  dac  rela iile au mai mult de dou  atribute.ă ă ăș ț ț
V  pute i gândi la A ca reprezentând toate acele atribute în schema lui R, dară ț
nu S. B reprezint  atributele din ambele scheme i C reprezint  atributeleă ăș
numai în schema lui S. Cheia pentru un tuplu de R sau S este lista valorilor în toate
atributele care se afl  în schemele R i S. Valoarea pentru un tupluă ș
lui R este numele R împreun  cu valorile tuturor atributelor apar inândă ț
R dar nu la S, iar valoarea pentru un tuplu de S este numele S împreun  cuă
valorile atributelor apar inând lui S, dar nu i lui R.ț ș
Func ia Reduce analizeaz  toate perechile cheie-valoare cu o tast  dat  iă ă ăț ș
combin  acele valori din R cu acele valori ale lui S în toate modurile posibile.ă  Din
fiecare împerechere, tuplul produs are valorile din R, valorile cheie iș
valorile din S.
5 Dac  sunte i familiarizat cu implementarea bazei de date, ve i recunoa te MapReduceă ț ț ș
implementarea join-ului ca clasic  join hash paralel .ă ă
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2.3.8 Gruparea i agregarea dup  MapReduceăș
A a cum am f cut pentru aderare, vom discuta aici doar exemplul minim de grupareăș
agregare, unde exist  un atribut de grupare (A), unul agregată
atribut (B) i un atribut (C) care nu este nici grupat, nici agregat.ș
Fie R (A, B, C) o rela ie la care aplic m operatorul ă γț  A,  (B)θ  (R). Hartă
va efectua gruparea, în timp ce Reduce face agregarea.



Func ia Hart : pentru fiecare tuplu (a, b, c) produce perechea cheie-valoare (a, b).ăț
Func ia Reduce: Fiecare tast  a reprezint  un grup.ă ăț  Aplica i agregareaț
operator  la lista [bθ  1 , b 2 , ..., b n ] a valorilor B asociate cu cheia a. The
ie irea este perechea (a, x), unde x este rezultatul aplic rii  listei.ă θș  Pentru
de exemplu, dac   este SUM, atunci x = băθ  1 + b 2 + · · ·  + b n , iar dac   este MAX, atunci x esteăθ
cel mai mare dintre b 1 , b 2 , ..., b n .
Dac  exist  mai multe atribute de grupare, atunci cheia este lista valoriloră ă
a unui tuplu pentru toate aceste atribute. Dac  exist  mai multe agreg ri, atunciă ă ă
func ia Reduce aplic  fiecare dintre ele la lista de valori asociateăț
o cheie dat  i produce un tuplu format din cheie, inclusiv componenteă ș
pentru toate atributele de grupare dac  exist  mai multe, urmate de rezultateleă ă
fiecare dintre agreg ri.ă
2.3.9 Multiplicarea matricei
Dac  M este o matrice cu elementul mă  ij în rândul i i coloana j, iar N este o matriceș
cu elementul n jk în rândul j i coloana k, atunci produsul P = MN esteș
matricea P cu elementul p ik în rândul i i coloana k, undeș
p ik = ∑ j
m ij n jk
Este necesar ca num rul de coloane ale lui M s  fie egal cu num rul de rânduri deă ă ă
N, deci suma peste j are sens.
Ne putem gândi la o matrice ca la o rela ie cu trei atribute: num rul rândului,ăț
num rul coloanei i valoarea din acel rând i coloan .ă ăș ș  Astfel, am putea vedea
matricea M ca rela ie M (I, J, V), cu tupluri (i, j, mț  ij ) i am putea vedeaș
matricea N ca rela ie N (J, K, W), cu tupluri (j, k, nț  jk ). Pe m sur  ce sunt matricile mariă ă
de multe ori rare (mai ales 0) i, din moment ce putem omite tuplele pentru elementele matriceiș
care sunt 0, aceast  reprezentare rela ional  este adesea una foarte bun  pentru un mareă ă ăț
matrice. Cu toate acestea, este posibil ca i, j i k s  fie implica i în pozi ia aăș ț ț
element matrice din fi ierul care îl reprezint , mai degrab  decât scris explicit cuă ăș
elementul în sine. În acest caz, func ia Hart  va trebui s  fie conceput  pentru aă ă ăț
construi i componentele I, J i K ale tuplurilor din pozi ia datelor.ț ș ț
Produsul MN este aproape o îmbinare natural  urmat  de grupare iă ă ș
adunare. Adic , îmbinarea natural  a lui M (I, J, V) i N (J, K, W), avândă ă ș
numai atributul J în comun, ar produce tupluri (i, j, k, v, w) din fiecare tuplu
(i, j, v) în M i tuplu (j, k, w) în N. Acest tuplu cu cinci componente reprezintăș
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pereche de elemente matrice (m ij , n jk ). Ceea ce ne dorim în schimb este produsul
aceste elemente, adic  tuplul cu patru componente (i, j, k, v × w), pentru că ă
reprezint  produsul mă  ij n jk . Odat  ce avem aceast  rela ie ca rezultat al uneiaă ă ț
Opera iunea MapReduce, putem efectua gruparea i agregarea, cu I iț ș ș
K ca atribute de grupare i suma lui V × W ca agregare.ș  Acea
adic , putem implementa multiplicarea matricii ca cascad  a dou  MapReduceă ă ă
opera iuni, dup  cum urmeaz .ă ăț  Primul:
Func ia Hart : Pentru fiecare element matrice măț  ij , produce i perechea de valori cheieț
(j, (M, i, m ij )). La fel, pentru fiecare element matricial n jk , produce i valoarea cheieț
pereche (j, (N, k, n jk )). Re ine i c  M i N din valori nu sunt matriciăț ț ș
în i i.ș ș  Mai degrab  sunt nume ale matricilor sau, mai exact, un singură
bit care indic  dac  elementul provine de la M sau N (a a cum am men ionată ă ș ț
în ceea ce prive te func ia de hart  similar  pe care am folosit-o pentru îmbinarea natural ) :.ă ă ăș ț
Func ia de reducere: Pentru fiecare tast  j, examina i lista valorilor asociate.ăț ț
Pentru fiecare valoare care vine de la M, s  spunem (M, i, mă  ij ) i fiecare valoare care vineș
din N, s  zicem (N, k, nă  jk ), producem o pereche cheie-valoare cu cheie egal  cu (i, k) iă ș
valoare egal  cu produsul acestor elemente, mă  ij n jk .
Acum, efectu m o grupare i agregare printr-o alt  opera iune MapReduceă ăș ț
aplicat  la ie irea primei opera ii MapReduce.ă ș ț
Func ia Hart : Aceast  func ie este doar identitatea.ă ăț ț  Adic  pentru fiecare intrareă
element cu cheie (i, k) i valoare v, produce exact aceast  pereche cheie-valoare.ăș
Func ia de reducere: Pentru fiecare tast  (i, k), produce i suma listei deăț ț
valorile asociate cu aceast  cheie.ă  Rezultatul este o pereche ((i, k), v), unde v este
valoarea elementului din rândul i i coloana k a matricei P = MN.ș
2.3.10 Multiplicarea matricei cu un singur pas MapReduce
Exist  adesea mai multe modalit i de a utiliza MapReduce pentru a rezolva o problem .ă ă ăț  Tu
poate dori i s  utiliza i doar o singur  trecere MapReduce pentru a efectua multiplicarea matriceiă ăț ț
P = MN. 6 Este posibil s  facem acest lucru dac  depunem mai mult  munc  în cele dou  func ii.ă ă ă ă ă ț
Începe i prin utilizarea func iei Map pentru a crea seturile de elemente matrice care suntț ț
necesar pentru a calcula fiecare element al r spunsului P. Observa i c  un element ală ăț



M sau N contribuie la multe elemente ale rezultatului, deci un element de intrare va
s  fie transformat în mai multe perechi cheie-valoare.ă  Cheile vor fi perechi (i, k), unde i este a
rândul lui M i k este o coloan  a lui N. Iat  un sinopsis al H r ii i Reduceriiă ă ăș ț ș
func ii.ț
Func ia Hart : Pentru fiecare element măț  ij al lui M, produce i toat  valoarea-cheieăț
perechi ((i, k), (M, j, m ij )) pentru k = 1, 2, ... pân  la num rul de coloane deă ă
N. În mod similar, pentru fiecare element n jk din N, produce i toate perechile cheie-valoareț
((i, k), (N, j, n jk )) pentru i = 1, 2, ... pân  la num rul de rânduri de M. Dup  cum este-ă ă ă
în primul rând, M i N sunt într-adev r bi i pentru a spune care dintre cele dou  matrice vine o valoareă ăș ț
din.
6 Cu toate acestea, ar t m în sec iunea 2.6.7 c  dou  pase ale MapReduce sunt de obicei mai bune decâtă ă ă ăț
una pentru multiplicarea matricei.
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Func ia Reduce: Fiecare tast  (i, k) va avea o list  asociat  cu toateă ă ăț
valorile (M, j, m ij ) i (N, j, nș  jk ), pentru toate valorile posibile ale lui j. Reduce
func ia trebuie s  conecteze cele dou  valori din list  care au aceea i valoare deă ă ăț ș
j, pentru fiecare j. O modalitate u oar  de a face acest pas este s  sorta i dup  j valorile care începă ă ăș ț
cu M i sorta i dup  j valorile care încep cu N, în liste separate.ăș ț  Al julea
valorile din fiecare list  trebuie s  aib  a treia component , mă ă ă ă  ij i nș  jk extrase
i multiplicat.ș  Apoi, aceste produse sunt însumate i rezultatul este asociat cuș

(i, k) în ie irea func iei Reduce.ș ț
Pute i observa c  dac  un rând al matricei M sau o coloan  a matricei Nă ă ăț
este atât de mare încât nu se va potrivi în memoria principal , atunci sarcinile de reducere vor fiă
for at s  foloseasc  un sortare extern  pentru a ordona valorile asociate cu o cheie dată ă ă ăț
(i, k). Cu toate acestea, în acest caz, matricele în sine sunt atât de mari, poate 10 20

elemente, c  este pu in probabil s  încerc m acest calcul dac  matricileă ă ă ăț
erau dense. Dac  sunt rare, atunci ne-am a tepta s  fie mult mai pu ine valoriă ăș ț
asociate cu orice cheie i ar fi fezabil s  se fac  suma produseloră ăș
în memoria principal .ă
2.3.11 Exerci ii pentru sec iunea 2.3ț ț
Exerci iul 2.3.1: Proiecta i algoritmi MapReduce pentru a lua un fi ier foarte mare deț ț ș
numere întregi i produc ca ie ire:ș ș
(a) Cel mai mare num r întreg.ă
(b) Media tuturor numerelor întregi.
(c) Acela i set de numere întregi, dar cu fiecare num r întreg care apare o singur  dat .ă ă ăș
! (d) Num rul num rului de numere întregi distincte din intrare.ă ă
În fiecare parte, pute i presupune c  cheia fiec rei perechi de ie ire va fi ignorată ă ăț ș
sau sc pat.ă
Exerci iul 2.3.2: Formularea noastr  de multiplicare matrice-vector a presupus că ăț
matricea M era p trat .ă ă  Generaliza i algoritmul în cazul în care M este unț
matricea r-c pentru un num r de rânduri r i coloane c.ă ș
! Exerci iul 2.3.3: Sub forma algebrei rela ionale implementate în SQL,ț ț
ac iunile nu sunt seturi, ci pungi;ț  adic  tuplurile au voie s  apar  mai mult decâtă ă ă
o singura data. Exist  defini ii extinse ale uniunii, intersec iei i diferen ei pentruă ț ț ș ț
pungi, pe care le vom defini mai jos. Scrie i algoritmi MapReduce pentru calculț
urm toarele opera iuni pe sacii R i S:ă ț ș
(a) Uniunea sacilor, definit  ca fiind punga de tupluri în care apare tuplul tă
suma num rului de ori în care apare în R i S.ă ș
(b) Intersec ia sacului, definit  ca fiind punga de tupluri în care apare tuplul tăț
minimul num rului de ori în care apare în R i S.ă ș
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(c) Diferen a pungii, definit  ca punga de tupluri în care num rul deă ăț
de câte ori apare un tuplu t este egal cu num rul de apari ii în Ră ț
minus de câte ori apare în S. Un tuplu care apare mai mult
ori în S decât în R nu apare în diferen .ăț
! Exerci iul 2.3.4: Selec ia poate fi efectuat  i pe pungi.ăț ț ș  Oferi i un MapReduceț
implementare care produce num rul adecvat de copii ale fiec rui tuplu careă ă
trece condi ia de selec ie.ț ț  Adic , produce perechi cheie-valoare din careă
rezultatul corect al selec iei poate fi ob inut cu u urin  din valori.ăț ț ș ț
Exerci iul 2.3.5: Opera ia rela ional -algebr  R (A, B) ă ă ⊲⊳ț ț ț  B <C S (C, D)
produce toate tuplurile (a, b, c, d) astfel încât tuplul (a, b) este în rela ie R, tuplul (c, d) esteț



în S i b <c.ș  Da i o implementare MapReduce a acestei opera iuni, presupunândț ț
R i S sunt mul imi.ș ț
! Exerci iul 2.3.6: În sec iunea 2.3.5 am sus inut c  eliminarea duplicat este unăț ț ț
opera ie asociativ  i comutativ .ă ăț ș  Dovedi i acest fapt.ț

2.4 Extensii la MapReduce
MapReduce s-a dovedit atât de influent încât a generat o serie de extensii iș
modific ri.ă  Aceste sisteme împ rt esc de obicei o serie de caracteristici cuă ăș
Sisteme MapReduce:
1. Sunt construite pe un sistem de fi iere distribuit.ș
2. Ei gestioneaz  un num r foarte mare de sarcini care sunt instantanee ale unuiă ă
num r mic de func ii scrise de utilizator.ă ț
3. Acestea încorporeaz  o metod  pentru a face fa  majorit ii e ecurilor pe careă ă ă ăț ț ș
apar în timpul execut rii unui job mare, f r  a fi nevoie s  reporni i acest lucruă ă ă ă ț
job de la început.
Începem aceast  sec iune cu o discu ie despre sistemele de „flux de lucru”, careă ț ț
tind MapReduce prin sprijinirea re elelor aciclice de func ii, fiecare func ieț ț ț
implementat printr-o colec ie de sarcini.ț  În timp ce multe astfel de sisteme au fost
implementat (a se vedea notele bibliografice pentru acest capitol), un
alegerea ular este Spark-ul lui UC Berkeley. De asemenea, câ tig  importan  i Googleă ăș ț ș
TensorFlow. Acesta din urm , de i nu este recunoscut în general ca sistem de flux de lucruă ș
de fapt, din cauza direc ion rii sale specifice aplica iilor de înv are automată ă ăț ț ț
are la baz  o arhitectur  de flux de lucru.ă ă
O alt  familie de sisteme utilizeaz  un model grafic de date.ă ă  Se face calculul
la nodurile graficului, iar mesajele sunt trimise din orice nod c tre oricare adiacentă
nodul. Sistemul original de acest tip a fost Google Pregel, care are propriul s u sistemă
propriul mod unic de a face fa  e ecurilor.ăț ș  Dar acum a devenit obi nuitș
implementa i o facilitate de model grafic deasupra unui sistem de flux de lucru i utiliza iț ș ț
sistemul de fi iere din urm  i facilitatea de gestionare a defec iunilor.ăș ș ț
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2.4.1 Sisteme de flux de lucru
Sistemele de flux de lucru extind MapReduce din fluxul de lucru simplu în doi pa i (ș
Func ia Hart  alimenteaz  func ia Reduce) la orice colec ie de func ii, cu ună ăț ț ț ț
grafic aciclic reprezentând fluxul de lucru printre func ii.ț  Adic  exist  ună ă
grafic de flux aciclic ale c rui arce a  b reprezint  faptul c  func ioneaz  ie irea aă → ă ă ăț ș
este o intrare pentru func ia b.ț
Datele transmise de la o func ie la alta sunt un fi ier de elemente ale uneiaț ș
tip. Dac  o func ie are o singur  intrare, atunci aceast  func ie se aplic  fiec ruiaă ă ă ă ăț ț
intrare independent , la fel cum func iile H r i i Reducere sunt aplicate loră ăț ț ș
elemente de intrare individual. Ie irea func iei este un fi ier colectat dinș ț ș
rezultatul aplic rii func iei la fiecare intrare.ă ț  Dac  o func ie are intr ri de laă ăț
mai mult de un fi ier, elementele din fiecare dintre fi iere pot fi combinate în diverseș ș
c i.ă  Dar func ia în sine este aplicat  combina iilor de elemente de intrare, laăț ț
cele mai multe din fiecare fi ier de intrare.ș  Vom vedea exemple de astfel de combina ii atunci cândț
discut m despre implementarea uniunii i aderarea rela ional  în sec iunea 2.4.2.ă ăș ț ț
h
f
g
eu
j
Figura 2.6: Un exemplu de flux de lucru care este mai complex decât alimentarea cu h r iă ț
Reduce
Exemplul 2.6: O sugestie despre cum ar putea ar ta un flux de lucru este în Fig. 2.6.ă
Acolo, cinci func ii, de la f la j, transmit datele de la stânga la dreapta în moduri specifice,ț
deci fluxul de date este aciclic i nicio sarcin  nu trebuie s  furnizeze date înainteă ăș
întreaga sa intrare este disponibil .ă  De exemplu, func ia h î i ia intrarea de la aț ș
fi ier preexistent al sistemului de fi iere distribuit.ș ș  Fiecare dintre elementele de ie ire ale h esteș
a trecut la func iile i i j, în timp ce i ia ie irile atât ale lui f cât i ale hț ș ș ș
intr ri.ă  Ie irea lui j este fie stocat  în sistemul de fi iere distribuit, fie esteăș ș
a trecut la o aplica ie care a invocat acest flux de date.ț  ✷
În analogie cu func iile Map i Reduce, fiecare func ie a unui flux de lucru poateț ș ț
fi executat de mai multe sarcini, c rora li se atribuie o parte din intrareă
functia. Un controler principal este responsabil pentru împ r irea lucr rii întreă ăț
sarcinile care implementeaz  o func ie, eventual prin hashul elementelor de intrare laă ț
decide asupra sarcinii adecvate pentru a primi un element. Astfel, la fel ca sarcinile H r i, fiecare sarcină ăț
implementarea unei func ii f are un fi ier de ie ire cu date destinate fiec ruia dintreăț ș ș



sarcini care implementeaz  func ia (func iile) succesorale a lui f.ă ț ț  Aceste fi iere sunt livrateș
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de c tre controlorul principal la momentul potrivit - dup  finalizarea sarciniiă ă
munca sa.
Func iile unui flux de lucru i, prin urmare, sarcinile, sunt partajate cu MapReduceț ș
atribuie o proprietate important : proprietatea de blocare, prin faptul c  livreaz  numaiă ă ă
ie ire dup  finalizare.ăș  Ca rezultat, dac  o sarcin  e ueaz , aceasta nu a fost livrată ă ă ăș
ie ire c tre oricare dintre succesorii s i din graficul de flux.ă ăș  7
Un controler master poate
prin urmare, reporni i sarcina e uat  la un alt nod de calcul, f r  s  v  face i grijiă ă ă ă ăț ș ț
c  ie irea sarcinii repornite va duplica ie irea care a fost anterioră ș ș
trecut la o alt  sarcin .ă ă
Unele aplica ii ale sistemelor de flux de lucru sunt în mod eficient cascade de MapRe-ț
duce locuri de munca. Un exemplu ar fi îmbinarea a trei rela ii, unde o MapRe-ț
duce job se al tur  primelor dou  rela ii, iar un al doilea job MapReduce se al tură ă ă ă ăț
a treia rela ie cu rezultatul al tur rii primelor dou  rela ii.ă ă ăț ț  Ambele slujbe ar face-o
utiliza i un algoritm precum cel din sec iunea 2.3.7.ț ț
Exist  un avantaj în implementarea unor astfel de cascade ca un singur flux de lucru.ă
De exemplu, fluxul de date între sarcini i replicarea acestuia pot fi gestionateș
de c tre controlerul master, f r  a fi nevoie s  stoca i fi ierul temporar care este în afaraă ă ă ă ț ș
a pus o lucrare MapReduce în sistemul de fi iere distribuit.ș  Prin localizarea sarcinilor la
calculeaz  noduri care au o copie a intr rii lor, putem evita o mare parte dină ă
comunica ie care ar fi necesar  dac  stoc m rezultatul unui MapReduceă ă ăț
job i apoi a ini iat un al doilea job MapReduce (de i Hadoop i alteleș ț ș ș
Sistemele MapReduce încearc , de asemenea, s  localizeze sarcinile de hart  unde se afl  o copie a intr rii loră ă ă ă ă
deja prezent).
2.4.2 Scânteie
Spark este, în centrul s u, un sistem de flux de lucru.ă  Cu toate acestea, este un avans peste
sisteme timpurii de flux de lucru în mai multe moduri, inclusiv:
1. Un mod mai eficient de a face fa  e ecurilor.ăț ș
2. Un mod mai eficient de grupare a sarcinilor între noduri de calcul i planificareș
executarea func iilor.ț
3. Integrarea caracteristicilor limbajului de programare, cum ar fi looping (care tehnologie
îl scoate din clasa fluxului de lucru aciclic al sistemelor) i func ioneazăș ț
biblioteci.
Abstrac ia central  de date a Spark se nume te Rezilient Distribuităț ș
Set de date sau RDD. Un RDD este un fi ier de obiecte de un singur tip.ș  Exemplul principal
a unui RDD pe care l-am v zut pân  acum este fi ierele perechilor cheie-valoare care sunt utilizateă ă ș
în sistemele MapReduce. Acestea sunt, de asemenea, fi ierele care sunt trecute printre func iiș ț
despre care am vorbit în leg tur  cu Fig. 2.6.ă ă  RDD-urile sunt „distribuite” în
sensul c  un RDD este în mod normal divizat în buc i care pot fi inute laă ăț ț
7 Dup  cum vom discuta în sec iunea 2.4.5, proprietatea de blocare este valabil  doar pentru fluxurile de lucru aciclice,ă ăț
iar sistemele care accept  recursivitatea nu o pot folosi pentru a gestiona e ecurile.ă ș
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diferite noduri de calcul. Sunt „rezisten i” în sensul în care ne a tept m s  fieă ăț ș
capabil s  se recupereze dup  pierderea oric ror sau a tuturor buc ilor unui RDD.ă ă ă ăț  Cu toate acestea, spre deosebire de
abstrac ia cheie-valoare-pereche a MapReduce, nu exist  nicio restric ie asupra tipuluiăț ț
a elementelor care cuprind un RDD.
Un program Spark const  dintr-o succesiune de pa i, fiecare dintre ace tia fiind de obiceiă ș ș
aplic  o anumit  func ie unui RDD pentru a produce un alt RDD.ă ă ț  Astfel de opera iuniț
se numesc transform ri.ă  De asemenea, este posibil s  lua i date din împrejurimiă ț
sistem de fi iere, cum ar fi HDFS, i transforma i-l într-un RDD, i pentru a lua un RDD iș ș ț ș ș
returneaz -l la sistemul de fi iere din jur sau pentru a produce un rezultat care este transmis înapoiă ș
la o aplica ie care a numit un program Spark.ț  Ultimele tipuri de opera iuniț
se numesc ac iuni.ț
Nu vom încerca s  enumer m toate transform rile i ac iunile disponibile careă ă ă ș ț
Sunt disponibile. Nici nu ne vom fixa asupra dict rilor unei anumite programeă
limba, deoarece opera iunile Spark sunt concepute pentru a fi exprimabile într-un num răț
a diferitelor limbaje de programare. Cu toate acestea, iat  câteva dintre cele mai frecventeă
opera ii utilizate.ț
Hart , hart  plan  i filtruă ă ă ș



Transformarea H r ii ia un parametru care este o func ie i îl aplică ăț ț ș
func ioneaz  la fiecare element al unui RDD, producând un alt RDD.ăț  Aceast  opera iuneă ț
ar trebui s  ne aminteasc  de Harta MapReduce, dar nu este exact acela i lucru.ă ă ș
În primul rând, în MapReduce, o func ie Map se poate aplica numai unei perechi cheie-valoare.ț
În al doilea rând, în MapReduce, o func ie Map produce un set de perechi cheie-valoare iț ș
fiecare pereche cheie-valoare este considerat  un element independent al rezultatuluiă
Func ia de hart .ăț  În Spark, o func ie Map se poate aplica oric rui tip de obiect, dar eaăț
produce exact un obiect ca rezultat. Tipul obiectului rezultat poate
fi un set, dar asta nu este acela i lucru cu a produce multe obiecte dintr-o singur  intrareăș
obiect. Dac  dori i s  produce i un set de obiecte dintr-un singur obiect, Sparkă ăț ț
v  ofer  o alt  transformare numit  Flatmap, care este similar  cuă ă ă ă ă
Harta MapReduce, dar f r  cerin a ca toate tipurile s  fie valoare-cheieă ă ăț
perechi.
Exemplul 2.7: S  presupunem c  intrarea noastr  RDD este un fi ier de documente, ca în „cuvântul-ă ă ă ș
num r ”din Exemplul 2.1.ă  Am putea scrie o func ie Spark Map care necesit  unaăț
documenteaz  i produce un set de perechi, cu fiecare pereche a formei (w, 1), undeă ș
w este unul dintre cuvintele din document. Cu toate acestea, dac  facem acest lucru, atunci rezultatulă
RDD este o list  de seturi, fiecare set constând din toate cuvintele unui document,ă
fiecare cuvânt asociat cu num rul întreg 1. Dac  vrem s  duplic m func ia Hartă ă ă ă ăț
descris în Exemplul 2.1, atunci trebuie s  folosim transformarea Flatmap a lui Spark.ă
Aceast  opera ie aplicat  RDD a documentelor va produce un alt RDD,ă ăț
fiecare dintre ale c rui elemente este o singur  pereche (w, 1).ă ă  ✷
Spark ofer , de asemenea, o opera iune similar  cu o form  limitat  de hart , numită ă ă ă ă ăț
Filtru. În loc de o func ie ca parametru, transformarea filtrului ia unț
predicat care se aplic  tipului de obiecte din RDD de intrare.ă  Predicatul
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returneaz  adev rat sau fals pentru fiecare obiect, iar RDD-ul de ie ire al unui filtru trans-ă ă ș
formarea const  numai din acele obiecte din RDD de intrare pentru care filtrulă
func ia returneaz  adev rat.ă ăț
Exemplul 2.8: Continuarea exemplului 2.7, s  presupunem c  vrem s  evit m num rareaă ă ă ă ă
cuvinte de oprire: cele mai frecvente cuvinte precum „cel” sau „ i”.ș  Am putea scrie un
func ia de filtrare care a încorporat în ea lista de cuvinte pe care vrem s  le elimin m.ă ăț
Când este aplicat  unei perechi (w, 1), aceast  func ie returneaz  adev rat dac  i numai dac  w nu esteă ă ă ă ă ăț ș
pe list .ă  Apoi putem scrie un program Spark care se aplic  mai întâi Flatmapă
RDD-ul documentelor, producând un RDD R 1 format dintr-o pereche (w, 1) pentru
fiecare apari ie a cuvântului w în oricare dintre documente.ț  Programul atunci
aplic  filtrul de eliminare a cuvintelor de oprire la Ră  1 , producând un alt RDD, R 2 .
Ultimul RDD const  dintr-o pereche (w, 1) pentru fiecare apari ie a cuvântului w în oricareă ț
din documente, dar numai dac  w nu este un cuvânt de oprire.ă  ✷
Reduce
În Spark, opera ia Reduce este o ac iune, nu o transformare.ț ț  Acesta este,
opera ia Reduce se aplic  unui RDD, dar returneaz  o valoare i nu altaă ăț ș
RDD. Reduce ia un parametru care este o func ie care ia dou  elemente aleăț
un anumit tip T i returneaz  un alt element de acela i tip T. Cândăș ș
aplicat unui RDD ale c rui elemente sunt de tip T, Reduce se aplic  în mod repetată ă
la fiecare pereche de elemente consecutive, reducându-le la un singur element. Cand
r mâne un singur element, care devine rezultatul opera iei Reduce.ă ț
De exemplu, dac  parametrul este func ia de ad ugare i aceast  instană ă ă ăț ș ț
din Reduce se aplic  unui RDD ale c rui elemente sunt numere întregi, apoi rezultatulă ă
va fi un singur întreg care este suma tuturor numerelor întregi din RDD. Atâta timp
deoarece parametrul func iei este o func ie asociativ  i comutativ , cum ar fiă ăț ț ș
în plus, nu conteaz  în ce ordine sunt elementele intr rii RDDă ă
combinate. Cu toate acestea, este posibil  i utilizarea unei func ii arbitrare, atâta timp câtă ș ț
suntem mul umi i de combina ia de elemente în orice ordine.ț ț ț
Opera iuni de baze de date rela ionaleț ț
Exist  o serie de opera ii Spark încorporate care se comport  ca rela ional-ă ăț ț
operatori de algebr  pe rela ii care sunt reprezentate de RDD-uri.ă ț  Adic  gândi i-vă ăț
a elementelor RDD-urilor ca tupluri ale unei rela ii.ț  Transformarea Al tur -teă ă
ia dou  RDD-uri, fiecare reprezentând una dintre rela ii.ă ț  Tipul fiec rei RDDă
trebuie s  fie o pereche cheie-valoare, iar tipurile de cheie ale ambelor rela ii trebuie s  fie acelea i.ă ăț ș
Transformarea Unirii caut  apoi dou  obiecte, câte unul din fiecare intrareă ă
RDD-uri, astfel încât valorile cheie s  fie acelea i, s  zicem (k, x) i (k, y).ă ăș ș  Pentru fiecare
o astfel de pereche g sit , Join produce perechea cheie-valoare (k, (x, y)) i ie ireaă ă ș ș
RDD const  din toate aceste obiecte.ă
Opera iunea de grupare a SQL este, de asemenea, implementat  în Spark de c treă ăț



formare GroupByKey. Aceast  transformare ia ca intrare un RDD al c ruiă ă
tipul este perechi cheie-valoare. RDD de ie ire este, de asemenea, un set de perechi cheie-valoare cuș
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acela i tip de cheie.ș  Tipul valorii pentru ie ire este o list  de valori ale intr riiă ăș
tip. GroupByKey î i ordoneaz  intrarea RDD dup  cheie i pentru fiecare tast  k produceă ă ăș ș
perechea (k, [v 1 , v 2 , ..., v n ]) astfel încât v i sunt toate valorile asociate cu
tasta k din intrarea RDD. Observa i c  GroupByKey este exact opera ia careăț ț
este realizat în culise de MapReduce pentru a grupa ie irea dinș
func ia Harta prin tast .ăț
2.4.3 Implementarea scânteii
Exist  o serie de moduri în care implementarea Spark difer  de Hadoop sauă ă
alte implement ri MapReduce.ă  Vom discuta despre dou  îmbun t iri importanteă ă ăț
mente: evaluarea lene  a RDD-urilor i a genealogiei pentru RDD-uri.ăș ș  Înainte s  o facem, noiă
ar trebui s  men ion m un mod în care Spark este similar cu MapReduce: modulă ăț
sunt gestionate RDD-uri mari.
Aminti i-v  c  atunci când aplica i Harta unui fi ier mare, MapReduce împarte acel fi ieră ăț ț ș ș
în buc i i creeaz  o sarcin  de hart  pentru fiecare bucat  sau grup de buc i.ă ă ă ă ă ăț ș ț  The
buc i i sarcinile lor sunt de obicei distribuite între mai multe calcule diferiteăț ș
noduri. La fel, multe activit i Reduce pot rula în paralel pe calcule diferiteăț
noduri i fiecare dintre aceste sarcini ia o por iune din întregul set de perechi cheie-valoareș ț
care sunt transmise de la hart  la reducere.ă  Spark permite, de asemenea, divizarea oric rui RDDă
în buc i, pe care le nume te desp r iri.ă ăț ș ț  Fiecare împ r ire poate fi dat  unui calcul diferită ăț
nod, iar transformarea pe acel RDD poate fi efectuat  în paralel peă
fiecare dintre despic turi.ă
Evaluare lene ăș
Dup  cum sa men ionat în sec iunea 2.4.1, este obi nuit ca sistemele de flux de lucru s  fie exploatateă ăț ț ș
proprietatea de blocare pentru tratarea erorilor. Pentru a face acest lucru, o func ie este aplicat  unuiăț
un singur fi ier intermediar (analog unui RDD) i ie irea acelei func iiș ș ș ț
este pus la dispozi ia consumatorilor acelei ie iri numai dup  finalizarea func iei.ăț ș ț
Cu toate acestea, Spark nu aplic  de fapt transform ri RDD-urilor pân  când nu esteă ă ă
trebuie s  fac  acest lucru, de obicei pentru c  trebuie s  aplice o ac iune, de exemplu, stocareaă ă ă ă ț
un RDD calculat în sistemul de fi iere din jur sau returnarea unui rezultat la un fi ierș ș
cerere.
Avantajul acestei strategii de evaluare lene  este c  multe CDD nu suntă ăș
construite dintr-o dat .ă  Când se creeaz  o divizare dintr-un RDD la un nod, se poateă
fi utilizat imediat la acela i nod de calcul pentru a aplica o alt  transformareăș
ziune. Avantajul acestui startegy este c  acest RDD nu este stocat niciodat  pe disc iă ă ș
nu s-a transmis niciodat  unui alt nod de calcul, salvând astfel ordinele de m rimeă ă
în timpul de func ionare în unele cazuri.ț
Exemplul 2.9: Lua i în considerare situa ia sugerat  în exemplul 2.8, unde Flat-ăț ț
harta este aplicat  unui singur RDD, la care vom denumi Ră  0 . Re ine i c  RDD Răț ț  0
este creat prin convertirea fi ierului extern de documente într-un RDD.ș  Ca R 0 este
un fi ier mare, vom dori s -l împ r im în diviz ri i s  oper m asupra diviz rilor înă ă ă ă ă ăș ț ș
paralel.
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Prima transformare pe R 0 aplic  Flatmap pentru a crea un set de perechiă
(w, 1) pentru fiecare cuvânt. Pentru fiecare împ r ire a lui Ră ț  0 , o împ r ire a RDD rezultat, careă ț
am numit R 1 în Exemplul 2.8, este creat la acela i nod de calcul.ș  Aceast  desp r ireă ă ț
R 1 este apoi trecut la filtrul de transformare, care elimin  perechile ale c roră ă
prima component  este un cuvânt de oprire.ă  Când acest filtru este aplicat diviz rii,ă
rezultatul este o împ r ire a RDD Ră ț  2 , situat la acela i nod de calcul.ș
Cu toate acestea, nici transform rile Flatmap, nici Filtrul nu apar, cu excep ia cazului în careă ț
ac iunea se aplic  la Răț  2 . De exemplu, programul Spark poate stoca R 2 în
sistemul de fi iere înconjur tor sau efectua i o opera ie de reducere care contorizeaz  apari iileă ăș ț ț ț
a cuvintelor. Numai când programul atinge aceast  ac iune, Spark aplică ăț
Transform ri Flatmap i Filter la Ră ș  0 , executând aceste transform ri laă
fiecare dintre nodurile de calcul care de ine o divizare de Rț  0 , în paralel. Astfel, desp r irileă ț
din R 1 i Rș  2 exist  doar local la nodul de calcul care le-a creat iă ș
cu excep ia cazului în care programatorul solicit  în mod explicit ca acestea s  fie între inute, aceste împ r iriă ă ăț ț ț
sunt abandonate imediat ce sunt utilizate local. ✷



Rezisten a RDD-urilorț
S-ar putea întreba în mod natural ce se întâmpl  în Exemplul 2.9 dac  un nod de calcul nu reu e teă ă ș ș
dup  crearea unei diviziuni de Ră  1 i înainte de a transforma acea divizare într-o divizare deș
R 2 . Deoarece R 1 nu este copiat în sistemul de fi iere, nu este pierdut pentru totdeauna?ș  Spark’s
înlocuitorul stoc rii redundante a valorilor intermediare este înregistrarea descenden eiă ț
din fiecare RDD pe care îl creeaz .ă  Linia îi spune sistemului Spark cum s  se recreezeă
RDD sau o divizare a RDD, dac  este necesar.ă
Exemplul 2.10: Luând în considerare din nou situa ia descris  în exemplul 2.9,ăț
descenden a pentru Rț  2 ar spune c  este creat  prin aplicarea la Ră ă  1 a particularit iiăț
Opera ie de filtrare care elimin  cuvintele stop.ăț  La rândul s u, Ră  1 este creat din R 0 de c treă
opera ia Flatmap care transform  cuvintele unui document în (w, 1) perechi.ăț  iȘ
R 0 a fost creat dintr-un anumit fi ier al sistemului de fi iere din jur.ș ș
De exemplu, dac  pierdem o frac iune de Ră ț  2 , tim c  o putem reconstruiăș
împ r irea corespunz toare a lui Ră ăț  1 . Dar, din moment ce aceast  împ r ire exist  la acela i calculă ă ăț ș
nod, probabil c  am pierdut i divizarea.ă ș  Dac  da, am putea s  o reconstruim dină ă
împ r irea corespunz toare a lui Ră ăț  0 , care este, de asemenea, probabil pierdut  dac  acest nod de calculă ă
a gresit. Dar tim c  putem reconstitui împ r irea lui Ră ăș ț  0 de la
sistemul de fi iere din jur, care este probabil redundant i nu se va pierde.ș ș
Astfel, Spark va g si un alt nod de calcul, va reconstrui divizarea pierdut  a lui Ră ă  0
din sistemul de fi iere de acolo i apoi aplica i transform rile cunoscute necesareăș ș ț
pentru a reconstitui împ r irile corespunz toare ale lui Ră ăț  1 i Rș  2 . ✷
Dup  cum putem vedea din Exemplul 2.10, recuperarea dintr-un e ec al nodului poate fi mai mareă ș
complex în Spark decât în MapReduce sau în sistemele de flux de lucru care stocheaz  inter-ă
mediaz  valorile redundant.ă  Cu toate acestea, compromiterea recuper rii mai complexeă
când lucrurile merg prost împotriva unei viteze mai mari atunci când lucrurile merg bine este, în general, un
buna asta. Cu cât ruleaz  mai repede un program Spark, cu atât mai pu ine anse exist  un nodă ăț ș
e ec în timpul rul rii.ăș
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Ar trebui s  contrast m nevoia lui Spark de a putea executa un program în faă ă ăț
de e ecuri cu necesitatea stoc rii redundante a fi ierelor care se a teapt  s  existeă ă ăș ș ș
pentru o perioad  îndelungat .ă ă  Pe o perioad  lung  de timp, e ecurile sunt aproape sigure, a a c  suntem foarteă ă ăș ș
probabil s  pierdem buc i dintr-un fi ier dac  nu îl stoc m redundant.ă ă ă ăț ș  Dar peste scurt
perioad  - minute sau chiar ore - exist  anse mari de a evita e ecurile.ă ă ș ș
Astfel, este rezonabil s  fi i dispu i s  pl ti i mai mult atunci când exist  un e ec în acest sensă ă ă ăț ș ț ș
caz.
2.4.4 TensorFlow
TensorFlow este un sistem open-source dezvoltat ini ial la Google pentru a sprijiniț
aplica ii de înv are automat .ă ăț ț  La fel ca Spark, TensorFlow ofer  un program-ă
interfa  ming în care se scrie o secven  de pa i.ă ăț ț ș  Programele sunt de obicei
aciclice, de i la fel ca Spark este posibil s  itera i blocuri de cod.ăș ț
O diferen  major  între Spark i TensorFlow este tipul de dateă ăț ș
care este transmis între pa ii programului.ș  În locul RDD, TensorFlow
folose te tensori;ș  un tensor este pur i simplu o matrice multidimensional .ăș
Exemplul 2.11: O constant , de exemplu 3.14159, este considerat  ca o dimensiune 0 cu zece dimensiuniă ă
sor. Un vector este un tensor unidimensional. De exemplu, vectorul (1, 2, 3) poate
s  fie scris în tensorFlow ca [1., 2., 3.].ă  O matrice este un tensor bidimensional. Pentru
de exemplu, matricea
1
2
3
4
5
6
7
8
9 10 11 12
este exprimat ca [[1., 2., 3., 4.], [5., 6., 7., 8.], [9., 10., 11., 12.]].
Sunt posibile i matrici cu dimensiuni superioare.ș  De exemplu, un 2-pe-2-pe-2
cubul lui 0 este reprezentat ca [[[0., 0.], [0., 0.]], [[0., 0.], [0., 0.]]]. ✷
De i tensorii sunt de fapt o form  limitat  de RDD, puterea tensoruluiă ăș
Flow provine din selec ia sa de opera iuni încorporate.ț ț  Opera ii de algebr  liniară ăț
sunt disponibile ca func ii.ț  De exemplu, dac  dori i ca matricea C s  fie produsulă ăț
din matricile A i B, pute i scrieș ț
C = tensorflow.matmul (A, B)
Chiar mai puternice sunt abord rile comune ale înv rii automate careă ă ăț



sunt încorporate ca opera iuni.ț  o singur  afirma ie în limba TensorFlow poateă ț
face ca un model care este un tensor s  fie construit din datele de antrenament, care esteă
reprezentat, de asemenea, ca un tensor, folosind o metod  cum ar fi coborârea în gradient.ă  (Discutam
coborârea gradientului în sec iunile 9.4.5 i 12.3.4).ț ș
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2.4.5 Extensii recursive la MapReduce
Multe calcule la scar  larg  sunt într-adev r recursive.ă ă ă  Un exemplu important este
PageRank, care face obiectul capitolului 5. Acest calcul este, în
termeni multipli, calculul punctului fix al unei multiplic ri matrice-vector.ă
Este calculat sub sistemele MapReduce prin aplica ia iterat  aăț
algoritm de multiplicare matricial -vector descris în sec iunea 2.3.1 sau cu un altă ț
strategie complex  pe care o vom introduce în sec iunea 5.2.ă ț  Tipurile de itera ieț
continu  calic pentru un num r necunoscut de pa i, fiecare pas fiind un MapReduceă ă ș
pân  când rezultatele a dou  itera ii consecutive sunt suficient de apropiate încâtă ă ț
credem c  s-a produs convergen a.ă ț  Un al doilea exemplu important de recuren ăț
algoritmul sive pe date masive este descenden a în gradient, pe care tocmai am men ionat-o înț ț
conexiune cu TensorFlow.
Recursiunile prezint  o problem  pentru recuperarea e ecului.ă ă ș  Sarcini recursive inerent
lipsesc proprietatea de blocare necesar  pentru repornirea independent  a sarcinilor e uate.ă ă ș  Aceasta
este imposibil pentru o colec ie de sarcini recursive reciproc, fiecare dintre acestea având unț
ie ire care este introdus  la cel pu in unele dintre celelalte sarcini, pentru a produce numai ie ireăș ț ș
la sfâr itul sarcinii.ș  Dac  to i ar urma aceast  politic , nicio sarcin  nu ar primi vreodată ă ă ă ăț
orice intrare i nimic nu a putut fi realizat.ș  Ca urmare, un anumit mecanism
altele decât repornirea simpl  a sarcinilor e uate trebuie implementate într-un sistem careă ș
gestioneaz  fluxurile de lucru recursive (grafice de flux care nu sunt aciclice).ă  Vom începe
prin studierea unui exemplu de recursivitate implementat ca flux de lucru i apoiș
discuta i abord ri pentru rezolvarea e ecurilor sarcinilor.ăț ș
Exemplul 2.12: S  presupunem c  avem un grafic direc ionat ale c rui arce sunt reprezentateă ă ăț
prin rela ia E (X, Y), ceea ce înseamn  c  exist  un arc de la nodul X la nodul Y.ă ă ăț
Dorim s  calcul m rela ia de c i P (X, Y), ceea ce înseamn  c  exist  o caleă ă ă ă ă ăț
de lungime 1 sau mai mult de la nodul X la nodul Y. Adic , P este închiderea tranzitivă ă
din E. Un algoritm recursiv simplu pentru a face acest lucru este:
1. Începe i cu P (X, Y) = E (X, Y).ț
2. În timp ce apar modific ri ale rela iei P, ad uga i la P toate tuplurile dină ăț ț
π X, Y (P (X, Z)  P (Z, Y))⊲⊳
Adic , g si i perechi de noduri X i Y astfel încât pentru un anumit nod Z s  existeă ă ăț ș
cunoscut a fi o cale de la X la Z i, de asemenea, o cale cunoscut  de la Z la Y.ăș
Figura 2.7 sugereaz  modul în care am putea organiza sarcini recursive pentru a realiza acest lucruă
calcul. Exist  dou  tipuri de sarcini: Asociere sarcini i Dup-elimin sarcini.ă ă ș
Exist  n Asocia i sarcini, pentru unele n, i fiecare corespunde unei buc i de hashă ăț ș ț
func ia h.ț  Un tuplu de cale P (a, b), atunci când este descoperit, devine intrare în două
Al tura i-v  sarcinilor: cele numerotate h (a) i h (b).ă ăț ș  Sarcina celei de-a doua sarcini Join, când
prime te tuplul de intrare P (a, b), este de a g si anumite alte tupluri v zute anterioră ăș
( i stocate local prin acea sarcin ).ăș
1. P stra i local P (a, b).ă ț
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P (a, b) dacă
h (a) = i sau
h (b) = i
P (c, d) dacă
g (c, d) = j
P (c, d) dac  nu este niciodată ă
v zut înainteă
Pentru a v  al tura sarcinii h (d)ă ă
Pentru a v  al tura sarcinii h (c)ă ă

Figura 2.7: Implementarea închiderii tranzitive printr-o colec ie de recursiveț
sarcini
2. Dac  h (a) = i atunci c uta i tuplele P (x, a) i produce i tuplul de ie ire P (x, b).ă ă ț ș ț ș
3. Dac  h (b) = i, atunci c uta i tuplele P (b, y) i produce i tuplul de ie ire P (a, y).ă ă ț ș ț ș
Re ine i c , în cazuri rare, avem h (a) = h (b), deci atât (2) cât i (3) sunt executate.ăț ț ș
Dar, în general, doar unul dintre acestea trebuie executat pentru un anumit tupl.
Exist , de asemenea, m sarcini Dup-elimin i fiecare corespunde unei buc i de aă ăș ț
func ia hash g care ia dou  argumente.ăț  Dac  P (c, d) este o ie ire a unor Joină ș
task, apoi este trimis la Dup-elimin task j = g (c, d). La primirea acestui tuplu,
Jth Dup-elimin task verific  dac  nu a mai primit acest tupl înainte, de la jobă ă
este eliminarea duplicat. Dac  a fost primit anterior, tuplul este ignorat.ă  Dar dac  astaă
tuplul este nou, este stocat local i trimis la dou  sarcini Join, cele numerotateăș
h (c) i h (d).ș
Fiecare activitate Join are m fi iere de ie ire - unul pentru fiecare activitate Dup-elimin - i fiecareș ș ș
Sarcina Dup-elimin are n fi iere de ie ire - câte una pentru fiecare sarcin  Join.ăș ș  Aceste fi iere pot fiș
distribuite conform oric reia dintre mai multe strategii.ă  Ini ial, tuplurile E (a, b)ț
reprezentarea arcurilor grafului sunt distribuite sarcinilor Dup-elimin, cu
E (a, b) fiind trimis ca P (a, b) la sarcina Dup-elimin g (a, b). Controlerul master
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a teapt  pân  când fiecare sarcin  de Al turare i-a procesat întreaga intrare pentru o rund .ă ă ă ă ăș ș  Apoi,
toate fi ierele de ie ire sunt distribuite sarcinilor Dup-elimin, care î i creeaz  propriileăș ș ș
ie ire.ș  Respectiva ie ire este distribuit  sarcinilor Unire i devine intrarea lorăș ș
pentru runda urm toare.ă  ✷
În Exemplul 2.12 nu este esen ial s  ave i dou  tipuri de sarcini.ă ăț ț  Mai degrab , Al tur -teă ă ă
sarcinile ar putea elimina duplicatele pe m sur  ce sunt primite, deoarece acestea trebuie stocateă ă
intr rile lor primite anterior oricum.ă  Cu toate acestea, acest aranjament are un
avantaj atunci când trebuie s  ne recuper m dup  un e ec al sarcinii.ă ă ă ș  Dac  fiecare sarcin  stocheaz  toateă ă ă
fi ierele de ie ire pe care le-a creat vreodat  i plas m sarcinile Join pe diferite rafturiă ăș ș ș
din sarcinile Dup-elimin, atunci putem face fa  oric rui singur nod de calcul sauă ăț
e ecul unui singur rack.ș  Adic , o sarcin  Join care trebuie repornit  poate ob ine toateă ă ă ț
intr rile generate anterior de care are nevoie din sarcinile Dup-elimin i viceă ș
versa.
În cazul particular al calcul rii închiderii tranzitive, nu este necesară
împiedica o sarcin  repornit  s  genereze rezultate generate de sarcina ini ială ă ă ăț
ated anterior. În calculul închiderii tranzitive, redescoperirea
o cale nu influen eaz  eventualul r spuns.ă ăț  Cu toate acestea, multe calcule
nu poate tolera o situa ie în care atât versiunea original , cât i cea repornit  a unuiă ăț ș
task trece aceea i ie ire la o alt  sarcin .ă ăș ș  De exemplu, dac  pasul final al fi ieruluiă ș
calculul a fost o agregare, s  spunem un num r al num rului de noduri atinseă ă ă
de fiecare nod din grafic, atunci am primi un r spuns gre it dac  am num raă ă ăș
o cale de dou  ori.ă
Exist  cel pu in trei abord ri diferite care au fost utilizate pentru a face faă ă ăț ț
cu e ecuri în timpul execut rii unui program recursiv.ăș
1. Iterated MapReduce: Scrie i recursiunea ca executare repetat  a unei Map-ăț
Reduce i jobul sau o secven  de joburi MapReduce.ăț ț  Ne putem baza apoi pe
mecanismul de e ec al implement rii MapReduce pentru a gestiona e ecurileăș ș
la orice pas. Primul exemplu al unui astfel de sistem a fost HaLoop (vezi
note bibliografice pentru acest capitol).
2. Abordarea Spark: Limbajul Spark include de fapt iterativ
declara ii, cum ar fi buclele for care permit implementarea recursivelor.ț
Aici, managementul e ecurilor este implementat folosind evaluarea lene  iăș ș ș
mecanisme genealogice ale Spark. În plus, programatorul Spark are
op iuni pentru stocarea st rilor intermediare ale recursiunii.ăț



3. Sisteme sincrone în vrac: Aceste sisteme utilizeaz  un model bazat pe grafă
calcul pe care îl vom descrie în continuare. De obicei folosesc altul
abordarea rezilien ei: puncte de control periodice.ț
2.4.6 Sisteme sincrone în vrac
O alt  abordare a implement rii algoritmilor recursivi pe un cluster de calculă ă
este reprezentat de sistemul Google Pregel, care a fost primul exemplu de
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sistem bazat pe grafice, sincronizat în bloc, pentru procesarea unor cantit i masive de date.ăț
Un astfel de sistem î i vede datele ca pe un grafic.ș  Fiecare nod al graficului corespunde
aproximativ la o sarcin  (de i, în practic , multe noduri ale unui grafic mare ar fiă ăș
grupate într-o singur  sarcin , la fel ca în Unirea sarcinilor din Exemplul 2.12).ă ă  Fiecare grafic
nodul genereaz  mesaje de ie ire care sunt destinate altor noduri ale graficului,ă ș
iar fiecare nod grafic proceseaz  intr rile pe care le prime te de la alte noduri.ă ă ș
Exemplul 2.13: S  presupunem c  datele noastre sunt o colec ie de arce ponderate ale unui grafic,ă ă ț
i vrem s  g sim, pentru fiecare nod al graficului, lungimea celei mai scurte c iă ă ăș

c tre fiecare dintre celelalte noduri.ă  Pe m sur  ce algoritmul se execut , fiecare nod a va stocaă ă ă
un set de perechi (b, w), unde w este lungimea celei mai scurte c i de la nodul a laă
nodul b care este cunoscut în prezent.
Ini ial, fiecare nod grafic a stocheaz  setul de perechi (b, w) astfel încât acoloăț
este un arc de la a la b de greutate w. Aceste fapte sunt trimise c tre toate celelalte noduri, caă
tripluri (a, b, w), cu semnifica ia inten ionat  c  nodul a tie despre o cale deă ăț ț ș
lungimea w pân  la nodul b.ă  8 Când nodul a prime te un triplu (c, d, w), acesta trebuie s  decidă ăș
dac  acest fapt implic  o cale mai scurt  decât o tie deja despre ea îns iă ă ă ăș ș
a nodul d. Nodul a caut  distan a actual  pân  la c;ă ă ăț  adic  g se te perecheaă ă ș
(c, v) stocate local, dac  exist .ă ă  De asemenea, g se te perechea (d, u) dac  exist  una.ă ă ăș
Dac  w + v <u, atunci perechea (d, u) se înlocuie te cu (d, w + v) i dac  a existată ăș ș
f r  pereche (d, u), atunci perechea (d, w + v) este stocat  la nodul a.ă ă ă  De asemenea, cel laltă
nodurilor li se trimite mesajul (a, d, w + v) în oricare dintre aceste dou  cazuri.ă  ✷
Calculele în Pregel sunt organizate în superstepte. Într-un singur pas, toate
mesajele care au fost primite de oricare dintre noduri la superpasul anterior
(sau ini ial, dac  este primul superstep) sunt procesate, apoi toate mesajeleăț
generate de acele noduri sunt trimise la destina ie.ț  Este acest ambalaj de
multe mesaje într-unul care d  acestei abord ri numele de „bloc-sincron”.ă ă
Exist  un avantaj foarte important în gruparea mesajelor în acest fel.ă
Comunicarea pe o re ea necesit , în general, o cantitate mare de cheltuieli generaleăț
pentru a trimite orice mesaj, oricât de scurt. S  presupunem c  în Exemplul 2.13 am trimisă ă
un singur nou fapt pe distan a cea mai scurt  c tre nodul relevant de fiecare dat  când eraă ă ăț
descoperit. Num rul de mesaje trimise ar fi enorm dac  graficul ar fiă ă
mare i nu ar fi realist s  implement m un astfel de algoritm.ă ăș  In orice caz,
într-un sistem sincronizat în bloc, o sarcin  care are responsabilitatea gestion riiă ă
multe noduri ale graficului pot grupa împreun  toate mesajele trimise deă
nodurile sale c tre oricare dintre noduri fiind gestionate de o alt  sarcin .ă ă ă  Aceast  alegereă
salveaz  de obicei ordine de m rime în timpul necesar pentru a trimite toate cele necesareă ă
mesaje.
Gestionarea e ecurilor în Pregelș
În caz de e ec al nodului de calcul, nu exist  nicio încercare de a reporni sarcinile e uateăș ș
la acel nod de calcul. Mai degrab , Pregel î i verific  întregul calcul dup  aceeaă ă ăș
8 Acest algoritm utilizeaz  mult prea mult  comunicare, dar va servi drept exemplu simpluă ă
a modelului de calcul Pregel.
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unele dintre supersteps. Un punct de control const  în realizarea unei copii a întreguluiă
starea fiec rei sarcini, deci poate fi repornit  din acel punct, dac  este necesar.ă ă ă  Dac  există ă
nodul de calcul nu reu e te, întreaga lucrare este repornit  de la cel mai recent punct de control.ăș ș
De i aceast  strategie de recuperare provoac  multe sarcini care nu au e uată ăș ș
reface munca lor, este satisf c toare în multe situa ii.ă ă ț  Reamintim c  motivulă
Sistemele MapReduce accept  repornirea numai a sarcinilor e uate pe care le dorimă ș
asigurarea c  timpul a teptat pentru finalizarea întregului loc de munc  în fa a e eculuiă ăș ț ș
Ures nu este mult mai mare decât timpul pentru executarea lucr rii f r  e ecuri.ă ă ă ș
Orice sistem de gestionare a defec iunilor va avea acea proprietate atâta timp câtț
recuperarea dup  un e ec este mult mai mic  decât timpul mediu dintre e ecuri.ă ăș ș
Astfel, este necesar doar ca punctele de verificare Pregel s  î i calculeze calculele dup  oă ăș



ber de supersteps astfel încât probabilitatea unei e ecuri în timpul acelui num r deăș
supersteps este sc zut.ă

2.4.7 Exerci ii pentru sec iunea 2.4ț ț
! Exerci iul 2.4.1: S  presupunem c  o lucrare const  din n sarcini, fiecare dintre ele necesit  timp tă ă ă ăț
secunde. Astfel, dac  nu exist  e ecuri, suma peste toate nodurile de calcul aleă ă ș
timpul necesar pentru executarea sarcinilor la acel nod este nt. S  presupunem, de asemenea, c  probabilitateaă ă
a unei sarcini care e ueaz  este p pe lucrare pe secund , iar atunci când o sarcin  e ueaz , cheltuielile generale pentruă ă ă ăș ș
gestionarea repornirii este de a a natur  încât adaug  10t secunde la execu ia totală ă ăș ț
timpul slujbei. Care este timpul total de execu ie a teptat al lucr rii?ăț ș
! Exerci iul 2.4.2: S  presupunem c  un loc de munc  Pregel are o probabilitate p de e ec în timpulă ă ăț ș
orice superstep. S  presupunem, de asemenea, c  timpul de execu ie (însumat peste tot calculează ă ăț
noduri) de a lua un punct de control este de c ori timpul necesar pentru executarea unui superstep.
Pentru a minimiza timpul de execu ie a teptat al lucr rii, câte superstep-uriăț ș
ar trebui s  treac  între punctele de control?ă ă

2.5 Modelul de comunicare-cost
În aceast  sec iune vom introduce un model pentru m surarea calit ii algoritmiloră ă ăț ț
implementat pe un cluster de calcul de tipul discutat pân  acum în acest capitol.ă
Presupunem c  calculul este descris de un flux de lucru aciclic, dup  cum sa discutată ă
în sec iunea 2.4.1.ț  Pentru multe aplica ii, blocajul mut  datele printreăț
sarcini, cum ar fi transportul rezultatelor sarcinilor de hart  la reducerea corespunz toareă ă
sarcini. De exemplu, explor m calculul îmbin rilor multidirec ionale ca simpleă ă ț
MapReduce joburile i vedem c , în unele situa ii, aceast  abordare este mai multă ăș ț
eficient decât cascada simpl  a îmbin rilor bidirec ionale.ă ă ț
2.5.1 Costul comunic rii pentru re elele de activit iă ăț ț
Imagina i-v  c  un algoritm este implementat de o re ea aciclic  de sarcini.ă ă ăț ț  Aceste
sarcinile ar putea fi H r i sarcini hr nire Reduce i sarcini, ca într-un MapReduce standardă ăț ț
algoritm sau ar putea fi mai multe joburi MapReduce în cascad  sau mai generală

Pagina 74
54
CAPITOLUL 2. MAPREDUCE I NOUA PIL  DE SOFTWAREĂȘ
structura fluxului de lucru, cum ar fi o colec ie de sarcini care implementeaz  fiecareăț
fluxul de lucru din Fig. 2.6. 9 Costul comunic rii unei sarcini este dimensiunea intr riiă ă
la sarcin .ă  Aceast  dimensiune poate fi m surat  în octe i.ă ă ă ț  Cu toate acestea, din moment ce vom fi
folosind ca exemple opera iile bazei de date rela ionale, vom folosi adesea num rulăț ț
de tupluri ca m sur  de m rime.ă ă ă
Costul comunic rii unui algoritm este suma comunic riiă ă
costul tuturor sarcinilor de implementare a algoritmului respectiv. Ne vom concentra pe comunicare
costul de nicare ca modalitate de m surare a eficien ei unui algoritm.ă ț  În special,
nu lu m în considerare timpul necesar fiec rei sarcini pentru a fi executat atunci când esteă ă
temporizarea timpului de rulare al unui algoritm. De i exist  excep ii, undeăș ț
timpul de execu ie al sarcinilor domin , aceste excep ii sunt rare în practic .ă ăț ț  Noi
poate explica i justifica importan a costului comunic rii dup  cum urmeaz .ă ă ăș ț
• Algoritmul executat de fiecare sarcin  tinde s  fie foarte simplu, adesea liniară ă
în m rimea intr rii sale.ă ă

• Viteza tipic  de interconectare pentru un cluster de calcul este de 1 gigabit peră
al doilea. Acest lucru poate p rea foarte mult, dar este lent în compara ie cu vitezaă ț
la care un procesor execut  instruc iuni.ă ț  Mai mult, în multe grupuri
arhitecturi, exist  concuren  pentru interconectare atunci când mai multeă ăț
nodurile pute trebuie s  comunice în acela i timp.ă ș  Ca urmare,
nodul de calcul poate face mult  munc  pe un element de intrare primit înă ă
timpul necesar livr rii acelui element.ă

• Chiar dac  o sarcin  se execut  la un nod de calcul care are o copie a buc iiă ă ă ăț
pe care opereaz  sarcina, acea bucat  va fi stocat  în mod normal pe disc,ă ă ă
iar timpul necesar pentru a muta datele în memoria principal  poate dep iă ăș
timpul necesar pentru a opera datele odat  ce acestea sunt disponibile în memorie.ă
Presupunând c  costul comunic rii este costul dominant, s-ar putea s  ne întreb mă ă ă ă
de ce num r m doar dimensiunea de intrare, i nu dimensiunea de ie ire.ă ă ș ș  R spunsul la aceast  întrebareă ă
implic  dou  puncte:ă ă
1. Dac  ie irea unei sarcini  este introdus  într-o alt  sarcin , atunci dimensiunea lui ă τ ă ă ă τș
ie irea va fi luat  în considerare la m surarea dimensiunii de intrare pentruă ăș
sarcin .ă  Astfel, nu exist  niciun motiv pentru a num ra dimensiunea oric rei ie iri, cu excep iaă ă ă ș ț
pentru acele sarcini a c ror ie ire formeaz  rezultatul întregului algoritm.ă ăș
2. Dar, în practic , ie irea algoritmului este rareori mare în compara ie cuă ș ț
de intrare sau datele intermediare produse de algoritm. Motivul
este c  rezultatele masive nu pot fi utilizate decât dac  sunt rezumate sauă ă



agregate într-un fel. De exemplu, de i am vorbit în Exemplul 2.12ș
de a calcula întreaga închidere tranzitiv  a unui grafic, în practic  am face-oă ă
doresc ceva mult mai simplu, cum ar fi num rul num rului de noduriă ă
9 Aminti i-v  c  aceast  figur  reprezenta func ii, nu sarcini.ă ă ă ăț ț  Ca re ea de sarcini, acoloț
ar fi, de exemplu, multe sarcini de implementare a func iei f, fiecare dintre care alimenteaz  date c tre fiecareă ăț
a sarcinilor pentru func ia g i fiecare dintre sarcinile pentru func ia i.ț ș ț
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accesibil din fiecare nod sau setul de noduri accesibil dintr-un singur
nodul.
Exemplul 2.14: S  evalu m costul comunic rii pentru algoritmul de asociereă ă ă
din sec iunea 2.3.7.ț  S  presupunem c  al tur m R (A, B)  S (B, C) i dimensiunileă ă ă ă ⊲⊳ ș
ale rela iilor R i S sunt respectiv r i s.ț ș ș  Fiecare bucat  din fi ierele care con ină ș ț
R i S sunt introduse într-o sarcin  de hart , deci suma costurilor de comunicare pentru to iă ăș ț
sarcinile Hart  sunt r + s.ă  Re ine i c  într-o execu ie tipic , sarcinile Harta vor fiă ăț ț ț
fiecare va fi executat la un nod de calcul care de ine o copie a buc ii la care se află ăț ț
se aplic .ă  Astfel, nu este necesar  nici o comunicare internode pentru sarcinile Hart , dară ă
totu i trebuie s  î i citeasc  datele de pe disc.ă ăș ș  Deoarece toate sarcinile H r ii sunt de a crea ună ț
transformarea simpl  a fiec rui tupl de intrare într-o pereche cheie-valoare, ne a tept m la astaă ă ăș
costul de calcul va fi mic în compara ie cu costul comunic rii,ăț
indiferent dac  intrarea este local  pentru sarcin  sau trebuie transportat  c treă ă ă ă ă
nodul s u de calcul.ă
Suma rezultatelor sarcinilor H r ii este aproximativ la fel de mare ca iă ț ș
pune. Fiecare pereche cheie-valoare de ie ire este trimis  exact la o sarcin  de reducere i esteă ăș ș
este pu in probabil ca aceast  sarcin  de reducere s  se execute la acela i nod de calcul.ă ă ăț ș  Acolo-
prin urmare, comunicarea de la sarcini de hart  pentru a reduce sarcinile va fi probabil peste totă
interconectarea clusterului, mai degrab  decât memoria-pe-disc.ă  Aceast  comunicareă
este O (r + s), deci costul de comunicare al algoritmului de îmbinare este O (r + s).
Activit ile Reduce execut  reductorul (aplicarea func iei Reduceă ăț ț
la o cheie i lista de valori asociate) pentru una sau mai multe valori ale atributului B.ș
Fiecare reductor ia intr rile pe care le prime te i le împarte între tupluri careă ș ș
au venit din R i cele care au venit din S. Fiecare tuplu din R se împerecheaz  cu fiecareăș
tuplu de la S pentru a produce o singur  ie ire.ă ș  Dimensiunea de ie ire pentru îmbinare poate fi fieș
mai mare sau mai mic decât r + s, în func ie de cât de probabil este un anumit R-tupluț
se uneste cu un S-tupl dat. De exemplu, dac  exist  multe valori B diferite,ă ă
ne-am a tepta ca ie irea s  fie mic , în timp ce dac  exist  pu ine valori B, o mareă ă ă ăș ș ț
rezultatul este probabil.
Dac  ie irea este mare, atunci costul de calcul al gener rii tuturor ie iriloră ăș ș
de la un reductor ar putea fi mult mai mare decât O (r + s). Cu toate acestea, ne vom baza pe a noastră
presupunem c  dac  ie irea îmbin rii este mare, atunci probabil c  exist  uneleă ă ă ă ăș
agregarea f cându-se pentru a reduce dimensiunea ie irii.ă ș  Va fi necesar să
comunica i rezultatul asocierii cu o alt  colec ie de sarcini pe care le îndeplini iăț ț ț
aceast  agregare i, prin urmare, costul comunic rii va fi cel pu in propor ională ăș ț ț
la calculul necesar pentru a produce ie irea îmbin rii.ăș  ✷
2.5.2 Ora ceasului de perete
În timp ce costul comunic rii influen eaz  adesea alegerea algoritmului nostru de utilizată ăț
un mediu de calcul cluster, trebuie s  fim con tien i de importan aă ș ț ț
timpul ceasului de perete, timpul necesar unui algoritm paralel pentru a finaliza. Folosind neglijent
ra ionament, s-ar putea minimiza costul total al comunic rii prin atribuirea tuturorăț
lucra i la o singur  sarcin  i, prin urmare, reduce i comunicarea total .ă ă ăț ș ț  Însă
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timpul ceasului de perete al unui astfel de algoritm ar fi destul de mare. Algoritmii noi
sugera i sau a i sugerat pân  acum s  ave i proprietatea c  opera este împ r ită ă ă ă ăț ț ț ț
corect între sarcini. Prin urmare, timpul ceasului de perete ar fi aproximativ
cât de mic ar putea fi, având în vedere num rul de noduri de calcul disponibile.ă

2.5.3 Îmbin ri multipleă
Pentru a vedea cum analiza costului comunic rii ne poate ajuta s  alegem un algoritmă ă
în mediul de calcul cluster, vom examina cu aten ie cazul unuiț
multiway join. Exist  o teorie general  în care noi:ă ă
1. Selecta i anumite atribute ale rela iilor implicate în îmbinarea natural  aăț ț
trei sau mai multe rela ii pentru a avea valorile lor hash, fiecare la un anumit num răț
de g le i.ă ț



2. Selecta i num rul de g le i pentru fiecare dintre aceste atribute, în func ie deă ăț ț ț
constrângerea c  produsul num rului de g le i pentru fiecare atribută ă ă ț
este k, num rul reductoarelor care vor fi utilizate.ă
3. Identifica i fiecare dintre k reductoare cu un vector de numere de cupe.ț  Aceste
vectorii au o component  pentru fiecare dintre atributele selectate la pasul (1).ă
4. Trimite i tupluri ale fiec rei rela ii la toate acele reductoare unde ar putea g si tupluriă ăț ț
a se al tura cu.ă  Adic , tuplul dat t va avea valori pentru unele dintreă
atributele selectate la pasul (1), astfel încât s  putem aplica func ia (func iile) hashă ț ț
acele valori pentru a determina anumite componente ale vectorului care identifică
reductoarele. Alte componente ale vectorului sunt necunoscute, deci nu trebuie
s  fie trimise reductorilor pentru to i vectorii care au orice valoare în aceste necunoscuteă ț
componente.
Câteva exemple ale acestei tehnici generale apar în exerci ii.ț  Aici,
ne vom uita doar la îmbinarea R (A, B)  S (B, C)  T (C, D) ca exemplu.⊲⊳ ⊲⊳
S  presupunem c  rela iile R, S i T au dimensiunile r, s, respectiv t, iă ă ț ș ș
pentru simplitate, s  presupunem c  p este probabilitatea caă ă
1. Un R-tuplu i i un S-tuplu sunt de acord cu B i, de asemenea, cu privire la probabilitatea caș ș ș
2. Un tuplu S i un tuplu T sunt de acord asupra lui C.ș
Dac  ne al tur m mai întâi lui R i S, folosind algoritmul MapReduce din sec iunea 2.3.7,ă ă ă ș ț
atunci costul comunic rii este O (r + s) i dimensiunea îmbin rii intermediareă ăș
R  S este prs.⊲⊳  Când al tur m acest rezultat cu T, comunicarea acestuiaă ă
a doua lucrare MapReduce este O (t + prs). Astfel, întregul cost de comunicare al
algoritmul format din dou  îmbin ri bidirec ionale este O (r + s + t + prs).ă ă ț  Dac  noi în schimbă
unim mai întâi S i T, apoi unim R cu rezultatul, ob inem un alt algoritmș ț
al c rui cost de comunicare este O (r + s + t + pst).ă
O a treia modalitate de a lua acest join este de a utiliza o singur  lucrare MapReduce care se al tură ă ă
cele trei rela ii deodat .ăț  S  presupunem c  inten ion m s  folosim reductori k pentru aceastaă ă ă ăț
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loc de munca. Alege i numerele b i c reprezentând num rul de g le i în care noiă ăț ș ț
trebuie s  aib  valori hash B, respectiv C.ă ă  Fie h o func ie hash care trimiteț
Valorile B în b bucket i s  fie g o alt  func ie hash care trimite valori Că ăș ț
în g le i c.ă ț  Avem nevoie de bc = k; adic  fiec rui reductor îi corespundeă ă
o pereche de g le i, una pentru valoarea B i una pentru valoarea C.ă ț ș  Reductorul
corespunz tor perechii de g leat  (i, j) este responsabil pentru unirea tuplelor R (u, v),ă ă ă
S (v, w) i T (w, x) ori de câte ori h (v) = i i g (w) = j.ș ș
Ca rezultat, sarcinile de hart  care trimit tupluri de R, S i T c tre reductoareă ăș
care au nevoie de ele trebuie s  trimit  tupluri R i T la mai multe reductoare.ă ă ș  Pentru un
S-tuplu S (v, w), cunoa tem valorile B i C, deci putem trimite acest tuplu numai c treăș ș
reductorul pentru (h (v), g (w)). Cu toate acestea, lua i în considerare un R-tuplu R (u, v).ț  Noi stim
trebuie doar s  mearg  la reductoare care corespund la (h (v), y), pentru unele y.ă ă  Dar
nu stim noi; valoarea lui C ar putea fi orice din câte tim.ș  Prin urmare,
trebuie s  trimitem R (u, v) c tre reductoare c, deoarece y ar putea fi oricare dintre c g le ile pentruă ă ă ț
C-valori. În mod similar, trebuie s  trimitem T-tuplul T (w, x) la fiecare dintre reductoareă
(z, g (w)) pentru orice z. Exist  b astfel de reductoare.ă
0
1
2
3
2
1
0
g (TC) = 1
g (C) =
h (SB) = 2 i g (SC) = 1ș
h (B) =
h (RB) = 2
3
Figura 2.8: aisprezece reductoare realizeaz  împreun  o îmbinare cu 3 c iă ă ăȘ
Exemplul 2.15: S  presupunem c  b = c = 4, deci k = 16. Cele aisprezece reductoareă ă ș
poate fi considerat a ezat într-un dreptunghi, a a cum sugereaz  Fig. 2.8.ăș ș  Acolo,
vedem un S-tuplu ipotetic S (v, w) pentru care h (v) = 2 i g (w) = 1. Aceastaș
tuplul este trimis prin sarcina sa de hart  numai reductorului pentru cheie (2, 1).ă  Vedem i noiș
un R-tuplu R (u, v). Deoarece h (v) = 2, acest tupl este trimis la toate reductoarele (2, y), pt
y = 1, 2, 3, 4. În cele din urm , vedem un T-tuplu T (w, x).ă  Deoarece g (w) = 1, acest tuplu este
trimis la toate reductoarele (z, 1) pentru z = 1, 2, 3, 4. Observa i c  aceste trei tupluri se unesc,ăț
i se întâlnesc exact la un reductor, reductor pentru cheie (2, 1).ș  ✷



Acum, s  presupunem c  dimensiunile lui R, S i T sunt diferite;ă ă ș  amintim c  folosim r,ă
s, respectiv t, pentru acele dimensiuni. Dac  hash-B valori pentru b g le i iă ă ț ș
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Costul de calcul al îmbin rii cu 3 c iă ă
Fiecare dintre reductoare trebuie s  calculeze îmbinarea p r ilor din cele trei rela ii,ă ă ț ț
i este rezonabil s  ne întreb m dac  aceast  înscriere poate fi luat  la timpă ă ă ă ăș

cât mai mic posibil: liniar în suma dimensiunilor de intrare i ie ireș ș
pentru acea sarcin  Reduce.ă  În timp ce îmbin rile mai complexe s-ar putea s  nu fie calculabileă ă
în timp liniar, îmbinarea exemplului nostru de rulare poate fi executat  la fiecareă
Reduce i procesul eficient.ț  Mai întâi, crea i un index pe RB, pentru a organizaț
R-tuplurile primite. La fel, crea i un index pe TC pentru T-tupluri.ț
Apoi, lua i în considerare fiecare S-tuplu primit, S (v, w).ț  Utiliza i indexul de pe RB pentruț
g si i toate R-tupluri cu RB = v i utiliza i indexul pe TC pentru a g si toateă ăț ș ț
T-tupluri cu TC = w.
Valori C pân  la c cupe, unde bc = k, atunci costul total de comunicare pentruă
mutarea tuplelor la reductoarele corespunz toare este suma:ă
1. s pentru a trimite fiecare tuplu S (v, w) la reductor (h (v), g (w)).
2. cr pentru a trimite fiecare tuplu R (u, v) la reductorii c (h (v), y) pentru fiecare dintre c
valorile posibile ale lui y.
3. bt pentru a trimite fiecare tuplu T (w, x) la reductorii b (z, g (w)) pentru fiecare dintre b
valorile posibile ale z.
Exist , de asemenea, un cost r + s + t pentru a face ca fiecare tuplu din fiecare rela ie s  fie introdusă ăț
una dintre sarcinile H r ii.ă ț  Acest cost este fix, independent de b, c i k.ș
Trebuie s  select m b i c, sub rezerva constrângerii bc = k, pentru a minimizaă ă ș
s + cr + bt. Vom folosi tehnica multiplicatorilor Lagrangean pentru a g siă
locul unde func ia s + cr + bt -  (bc - k) are derivatele sale cu respectλț
la b i c egal cu 0. Adic  trebuie s  rezolv m ecua iile r - b = 0 iă ă ă λș ț ș
t - c = 0. Deoarece r = b i t = c, putem înmul i laturile corespunz toare ale luiλ λ λ ăș ț
aceste ecua ii pentru a ob ine rt = λț ț  2 bc. Deoarece bc = k, ob inem rt = λț  2 k sau  = rt / k.λ √
Astfel, costul minim de comunicare este ob inut când c = t /  = kt / r,λ √ț
i b = r /  = kr / t.λ √ș

Dac  substituim aceste valori în formula s + cr + bt, ob inem s + 2 krt.ă √ț
Acesta este costul comunic rii pentru sarcinile de reducere, la care trebuie s  ad ug mă ă ă ă
costul s + r + t pentru costul comunic rii sarcinilor H r ii.ă ă ț  Totalul
costul comunic rii este astfel r + 2s + t + 2 krt.ă √  În majoritatea circumstan elor, putemț
neglijeaz  r + t, deoarece va fi mai mic de 2 krt, de obicei cu un factor de O ( k).ă √ √
Exemplul 2.16: S  vedem în ce circumstan e îmbinarea cu 3 c i are o valoare mai mică ă ăț
costul comunic rii decât cascada a dou  îmbin ri bidirec ionale.ă ă ă ț  Pentru a rezolva problemele
simplu, s  presupunem c  R, S i T sunt toate aceea i rela ie R, careă ă ș ș ț
reprezint  rela ia „prieteni” într-o re ea social  precum Facebook.ă ăț ț  Sunt
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aproximativ un miliard de abona i pe Facebook, cu o medie de 300 de prieteni fiecare, deciț
rela ia R are r = 3 × 10ț  11 tupluri. S  presupunem c  vrem s  calcul m R  R  R,ă ă ă ă ⊲⊳ ⊲⊳
poate ca parte a unui calcul pentru a g si num rul de prieteni ai prieteniloră ă
prietenii pe care îi are fiecare abonat sau poate doar persoana cu cel mai mare num ră
de prieteni de prieteni de prieteni. 10 Costul comunic rii îmbin rii cu 3 c i a lui Ră ă ă
cu sine este 4r + 2r k;√  3r reprezint  costul sarcinilor H r ii i r + 2 kră ă √ț ș  2
este costul sarcinilor de reducere. Deoarece presupunem r = 3 × 10 11 , acest cost este
1,2 × 10 12 + 6 × 10 11 k.√
Acum ia în considerare costul de comunicare al al tur rii lui R cu el însu i i apoiă ă ș ș
al turând din nou rezultatul cu R.ă  Sarcinile H r i i Reducere pentru prima al turare fiecareă ăț ș
au un cost de 2r, deci primul join are doar un cost de comunicare 4r = 1,2 × 10 12 .
Dar dimensiunea lui R  R este mare.⊲⊳  Nu putem spune exact cât de mari sunt, de la prieteni
tind s  cad  în clici i, prin urmare, o persoan  cu 300 de prieteni va avea mul iă ă ăș ț
mai pu in decât num rul maxim posibil de prieteni de prieteni, care este de 90.000.ăț
S  estim m conservator c  dimensiunea lui R  R nu este de 300r, ci doară ă ă ⊲⊳
30r, sau 9 × 10 12 . Costul comunic rii pentru a doua îmbinare a (R  R)  Ră ⊲⊳ ⊲⊳
este astfel 1,8 × 10 13 + 6 × 10 11 . Prin urmare, costul total al celor dou  îmbin ri esteă ă
1.2 × 10 12 + 1.8 × 10 13 + 6 × 10 11 = 1.98 × 10 13 .
Trebuie s  ne întreb m dac  costul îmbin rii cu 3 c i, care esteă ă ă ă ă



1,2 × 10 12 + 6 × 10 11 k√
este mai mic de 1,98 × 10 13 . A a este, cu condi ia ca 6 × 10ș ț  11 k <1,86√
× 10 13 sau

√k <31. Adic , îmbinarea cu 3 c i va fi preferabil , cu condi ia s  nu mai folosimă ă ă ăț
decât 31 2 = 961 reductoare. ✷
2.5.4 Exerci ii pentru sec iunea 2.5ț ț
Exerci iul 2.5.1: Care este costul comunic rii pentru fiecare dintre urm toareleă ăț
algoritmi, în func ie de m rimea rela iilor, matricilor sau vectorilor laăț ț
care sunt aplicate?
(a) Algoritmul de multiplicare matrice-vector din sec iunea 2.3.2.ț
(b) Algoritmul uniunii din sec iunea 2.3.6.ț
(c) Algoritmul de agregare din sec iunea 2.3.8.ț
(d) Algoritmul de multiplicare a matricii din sec iunea 2.3.10.ț
! Exerci iul 2.5.2: S  presupunem c  rela iile R, S i T au dimensiunile r, s i t, respectivă ăț ț ș ș
i vrem s  lu m îmbinarea cu 3 c i R (A, B)  S (B, C)  T (A, C),ă ă ă ⊲⊳ ⊲⊳ș

folosind k reductoare. Vom hash valori ale atributelor A, B i C la a, b i cș ș
g le i, respectiv, unde abc = k.ă ț  Fiecare reductor este asociat cu un vector
10 Aceast  persoan , sau mai general, persoanele cu cercuri extinse de prieteni, sunt buneă ă
oamenii s  foloseasc  pentru a începe o campanie de marketing oferindu-le mostre gratuite.ă ă
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Star Se al tură ă
O structur  comun  pentru extragerea datelor de date comerciale este unirea în stea.ă ă
De exemplu, un lan  de magazine precum Walmart p streaz  un tabel de informa ii a c ruiă ă ăț ț
ples fiecare reprezint  o singur  vânzare.ă ă  Aceast  rela ie arat  ca F (Aă ăț  1 , A 2 , ...),
unde fiecare atribut A i este o cheie care reprezint  una dintre companiile importanteă
elemente ale vânz rii, cum ar fi cump r torul, articolul achizi ionat, magazinulă ă ă ț
sucursal  sau data.ă  Pentru fiecare atribut cheie exist  un tabel de dimensiuniă
oferind informa ii despre participant.ț  De exemplu, dimensiunea ta-
D (A 1 , B 11 , B 12 , ...) ar putea reprezenta cump r torii.ă ă  A 1 este cump r torulă ă
ID, cheia acestei rela ii.ț  B 1i s“ar putea da numele cump r torului,ă ă
adresa, telefonul i a a mai departe.ș ș  De obicei, tabelul de fapt este mult mai mare decât
tabelele de dimensiuni. De exemplu, ar putea exista un tabel de fapte de un miliard
tupluri i zece tabele de dimensiuni a câte un milion de tupluri fiecare.ș
Anali tii extrag aceste date întrebând întreb ri analitice care se al tur  de obiceiă ă ăș
tabelul cu mai multe tabele de dimensiuni (o „asociere stea”) i apoiș
agrega i rezultatul într-o form  util .ă ăț  De exemplu, ar putea întreba un analist

„D -mi un tabel de vânz ri de pantaloni, defalcat pe regiuni i culori, pentruă ă ș
în fiecare lun  a anului 2016. ”ă  În cadrul modelului de comunicare-cost al acestei sec iuni,ț
aderarea la tabelul de date i tabelele de dimensiuni printr-o îmbinare multiplu  este aproapeăș
sigur c  sunt mai eficien i decât unirea rela iilor în perechi.ă ț ț  De fapt, este
poate avea sens s  stoca i tabelul de date peste oricâte noduri de calculă ț
sunt disponibile i reproduce i tabelele de dimensiuni permanent în exactș ț
în acela i mod în care le-am reproduce dac  ar trebui s  lu m unireaă ă ăș
tabelul de fapte i toate tabelele de dimensiuni.ș  În acest caz special, numai
atributele cheie (A-urile de mai sus) sunt hash la g le i i num rul deă ăț ș
g le ile pentru fiecare atribut cheie sunt propor ionale cu dimensiunea dimensiunii saleă ț ț
masa.
de g le i, câte una pentru fiecare dintre cele trei func ii hash.ă ț ț  G si i, în func ie de r, s,ă ț ț
t i k, valorile lui a, b i c care minimizeaz  costul de comunicare alăș ș
algoritm.
! Exerci iul 2.5.3: S  presupunem c  lu m o îmbinare stelar  a unui tabel de fapte F (Aă ă ă ăț  1 , A 2 , ..., A m )
cu tabele de dimensiuni D i (A i , B i ) pentru i = 1, 2, ..., m. S  existe k reductoare,ă
fiecare asociat cu un vector de g le i, câte unul pentru fiecare dintre atributele cheieă ț
A 1 , A 2 , ..., A m . S  presupunem c  num rul de g le i în care avem hash Aă ă ă ă ț  i este un i .
Bineîn eles, aț  1 a 2 · · ·  a m = k. În cele din urm , s  presupunem c  fiecare tabel de dimensiuni Dă ă ă  i are dimensiune
d i , iar dimensiunea tabelului de date este mult mai mare decât oricare dintre aceste dimensiuni. G siă
valorile lui a i care minimizeaz  costul lu rii stelei se al tur  ca unaă ă ă ă
Opera iune MapReduce.ț
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2.6 Teoria complexit ii pentru MapReduceăț
Acum vom explora mai detaliat proiectarea algoritmilor MapReduce.
Sec iunea 2.5 a introdus ideea c  comunicarea între hart  i Re-ă ăț ș
sarcinile de produc ie sunt adesea blocajul atunci când se efectueaz  un calcul MapReduce.ăț
Aici, vom analiza modul în care costul comunic rii este legat de alte deziderateă
pentru algoritmii MapReduce, în special dorin a noastr  de a mic ora timpul ceasului de pereteăț ș
i s  execute fiecare reductor din memoria principal .ă ăș  Aminti i-v  c  un „reductor” esteă ăț

executarea func iei Reduce pe o singur  tast  i lista de valori asociate acesteia.ă ăț ș
Scopul explor rii din aceast  sec iune este c  pentru multe probleme exist  ună ă ă ăț
spectru de algoritmi MapReduce care necesit  cantit i diferite de comunicare-ă ăț
ziune. Mai mult, cu cât un algoritm utilizeaz  mai pu in  comunicare, cu atât poate fi mai r uă ă ăț
în alte privin e, inclusiv timpul ceasului de perete i cantitatea de memorie principalăț ș
necesit .ă
2.6.1 Dimensiunea reductorului i rata de replicareș
S  introducem acum cei doi parametri care caracterizeaz  familiile MapRe-ă ă
duce algoritmi. Primul este dimensiunea reductorului, pe care o not m cu q.ă  Acest
parametrul este limita superioar  a num rului de valori care sunt permise s  seă ă ă
pere în lista asociat  cu o singur  cheie.ă ă  Dimensiunea reductorului poate fi selectat  cuă
cel pu in dou  obiective în minte.ăț
1. Prin reducerea dimensiunii reductorului, putem for a s  existe mai multe reductoare,ăț
adic , multe taste diferite în func ie de care este împ r it  intrarea problemeiă ă ăț ț
prin sarcinile Hart .ă  Dac  cre m i multe sarcini de reducere - chiar i una pentruă ă ș ș
fiecare reductor - atunci va exista un grad ridicat de paralelism i putemș
a tepta i un timp redus al ceasului de perete.ș ț
2. Putem alege un reductor suficient de mic încât s  fim siguri că ă
calculul asociat cu un singur reductor poate fi executat în întregime în
memoria principal  a nodului de calcul în care se afl  sarcina Reduce.ă ă
Indiferent de calculul f cut de reductoare, timpul de func ionareă ț
va fi mult redus dac  putem evita s  mut m date în mod repetată ă ă
între memoria principal  i disc.ă ș
Al doilea parametru este rata de replicare, notat  r.ă  Definim r to
fie num rul de perechi cheie-valoare produse de toate sarcinile H r i pe toateă ă ț
intr ri, împ r it la num rul de intr ri.ă ă ă ăț  Adic , rata de replicare esteă
comunicare medie de la sarcini de hart  pentru a reduce sarcinile (m surat  prin num rareă ă ă ă
perechi cheie-valoare) pe intrare.
Exemplul 2.17: S  lu m în considerare algoritmul de multiplicare a matricei cu o singur  trecereă ă ă
din sec iunea 2.3.10.ț  S  presupunem c  toate matricile implicate sunt n × n matrici.ă ă
Atunci rata de replicare r este egal  cu n.ă  Acest fapt este u or de v zut, deoarece pentruăș
fiecare element m ij , exist  n perechi cheie-valoare produse;ă  acestea au toate cheile de
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forma (i, k), pentru 1  k  n.≤ ≤  La fel, pentru fiecare element al celeilalte matrice,
s  zicem nă  jk , producem n perechi cheie-valoare, fiecare având una dintre chei (i, k), pentru
1  i  n.≤ ≤  În acest caz, nu numai c  n este num rul mediu de perechi cheie-valoareă ă
produs pentru un element de intrare, dar fiecare intrare produce exact acest num r deă
perechi.
Vedem, de asemenea, c  q, dimensiunea reductorului necesar, este de 2n.ă  Adic  pentru fiecare cheieă
(i, k), exist  n perechi cheie-valoare reprezentând elementele mă  ij ale primei matrice
i alte n perechi cheie-valoare derivate din elementele nș  jk ale celei de-a doua

matrice. În timp ce aceast  pereche de valori reprezint  doar un algoritm special pentruă ă
multiplicarea matricii cu o singur  trecere, vom vedea c  face parte dintr-un spectru deă ă
algoritmi i, de fapt, reprezint  un punct extrem, unde q este cât se poate de micăș
fi, iar r este la maxim. Mai general, exist  un compromis între r iă ș
q, care poate fi exprimat ca qr  2n≥  2 . ✷
2.6.2 Un exemplu: Asocieri similare
Pentru a vedea compromisul dintre r i q într-o situa ie realist , vom examina aăș ț
problem  cunoscut  sub denumirea de asem nare.ă ă ă  În aceast  problem , ni se ofer  un set mare deă ă ă
elementele X i o m sur  de similitudine s (x, y) care arat  cât de asem n toare sunt dou  elementeă ă ă ă ă ăș
x i y din mul imea X sunt.ș ț  În capitolul 3 vom afla despre cele mai importante
no iuni de similitudine i, de asemenea, s  înv m câteva trucuri care ne permit s  g sim perechi similareă ă ă ă ăț ș ț
repede. Dar aici, vom lua în considerare doar forma brut  a problemei, undeă
trebuie s  ne uit m la fiecare pereche de elemente ale lui X i s  stabilim asem narea lor cuă ă ă ăș
aplicând func ia s.ț  Presupunem c  s este simetric, deci s (x, y) = s (y, x),ă
dar nu presupunem nimic altceva despre s. Ie irea algoritmului este acele perechiș
a c rui similitudine dep e te un prag dat t.ă ăș ș



De exemplu, s  presupunem c  avem o colec ie de câte un milion de imagini, fiecareă ă ț
de dimensiunea unu megabyte. Astfel, setul de date are dimensiunea de un terabyte. Nu vom face
încerca i s  descrie i func ia de similitudine, dar s-ar putea, s  zicem, s  dea mai mareă ă ăț ț ț
valori atunci când imaginile au aproximativ aceea i distribu ie a culorilor sau când imaginileș ț
au regiuni corespunz toare cu aceea i distribu ie a culorilor.ă ș ț  Scopul ar fi
fie s  descoperi i perechi de imagini care arat  acela i tip de obiect sau scen .ă ă ăț ș  Acest
problema este extrem de grea, dar clasificarea dup  distribu ia culorilor este în general deă ț
unii ajut  la atingerea acestui obiectiv.ă
S  ne uit m la modul în care am putea face calculul folosind MapReduce pentru a exploataă ă
paralelismul natural g sit în aceast  problem .ă ă ă  Intrarea este perechi cheie-valoare
(i, P i ), unde i este un ID pentru imagine i Pș  i este imaginea în sine. Noi vrem
pentru a compara fiecare pereche de imagini, a a c  haide i s  folosim o tast  pentru fiecare set de dou  ID-uriă ă ă ăș ț
{i, j}. Exist  aproximativ 5 × 10ă  11 perechi de dou  ID-uri.ă  Ne dorim fiecare
tasta {i, j} pentru a fi asociat  cu cele dou  valori Pă ă  i i Pș  j , deci intrarea la
reduc torul corespunz tor va fi ({i, j}, [Pă ă  i , P j ]). Apoi, func ia Reduce poateț
pur i simplu aplica i func ia de similaritate s la cele dou  imagini din lista sa de valori, adică ăș ț ț
este, calcula i s (Pț  i , P j ) i decide i dac  asem narea celor dou  imagini esteă ă ăș ț
peste prag. Perechea ar fi rezultat  dac  da.ă ă
Din p cate, acest algoritm va e ua complet.ă ș  Dimensiunea reductorului este mic , deoarece nuă
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lista are mai mult de dou  valori, sau un total de 2 MB de intrare.ă  De i noi nuș
tim exact cum func ioneaz  func ia de similitudine, ne putem a tepta în mod rezonabilăș ț ț ș

c  nu va necesita mai mult decât memoria principal  disponibil .ă ă ă  Însă
rata de replicare este de 999.999, deoarece pentru fiecare imagine gener m acel num r de chei-ă ă
perechi de valori, una pentru fiecare dintre celelalte imagini din setul de date. Num rul totală
de octe i comunica i de la sarcini de hart  pentru a reduce sarcinile este de 1.000.000 (pentruăț ț
imagini) ori 999.999 (pentru replicare), ori 1.000.000 (pentru dimensiunea fiec ruiaă
imagine). Adic  aproximativ 10ă  18 octe i sau un exabyte.ț  A comunica
aceast  cantitate de date pe Ethernet gigabit ar dura 10ă  10 secunde, sau aproximativ
300 de ani. 11

Din fericire, acest algoritm este doar punctul extrem într-un spectru de
algoritmi ble. Putem caracteriza ace ti algoritmi prin gruparea imaginilor înș
grupuri g, fiecare din 10 6 / g imagini.
Func ia Hart : Lua i un element de intrare (i, Păț ț  i ) i genera i g - 1 tast -ăș ț
perechi de valori. Pentru fiecare, cheia este unul dintre seturile {u, v}, unde u este grupul
care imagine i apar ine, i v este unul dintre celelalte grupuri.ț ș  Valoarea asociată
este perechea (i, P i ).
Func ia de reducere: lua i în considerare cheia {u, v}.ț ț  Lista valorilor asociate
va avea elementele 2 × 10 6 / g (j, P j ), unde j apar ine fie grupului u, fieț
grupul v. Func ia Reduce ia fiecare (i, Pț  i ) i (j, Pș  j ) pe aceast  list , undeă ă
i i j apar in grupurilor diferite i aplic  func ia de similaritate s (Păș ț ș ț  i , P j ).
În plus, trebuie s  compar m imaginile care apar in aceluia i grup,ă ă ț ș
dar nu vrem s  facem aceea i compara ie la fiecare dintre reductoarele g - 1ă ș ț
a c rei cheie con ine un num r de grup dat.ă ăț  Exist  multe modalit i de a rezolva acest lucruă ăț
problem , dar o modalitate este urm toarea.ă ă  Compara i membrii grupului u laț
reductor {u, u + 1}, unde „+1” este luat în sensul final. Acesta este,
dac  u = g (adic , u este ultimul grup), atunci u + 1 este grupul 1. În caz contrar, u + 1 esteă ă
grup al c rui num r este unul mai mare decât u.ă ă
Putem calcula rata de replicare i dimensiunea reductorului în func ie deș ț
num r de grupuri g.ă  Fiecare element de intrare este transformat în g - 1 perechi cheie-valoare.
Adic , rata de replicare este g - 1, sau aproximativ r = g, deoarece presupunemă
c  num rul grupurilor este înc  destul de mare.ă ă ă  Dimensiunea reductorului este de 2 × 10 6 / g, deoarece
acesta este num rul de valori din list  pentru fiecare reductor.ă ă  Fiecare valoare este de aproximativ a
megaocte i, deci num rul de octe i necesari pentru stocarea intr rii este de 2 × 10ă ăț ț  12 / g.
Exemplul 2.18: Dac  g este 1000, atunci intrarea consum  aproximativ 2 GB.ă ă  Asta e
suficient pentru a ine totul într-o memorie principal  tipic .ă ăț  Mai mult, totalul
num rul de octe i comunicat este acum 10ă ț  6 × 999 × 10 6 , sau aproximativ 10 15 octe i.ț
De i este înc  o cantitate imens  de date de comunicat, este de 1000 de oriă ăș
mai mic  decât cea a algoritmului for ei brute discutate mai întâi.ă ț  Mai mult, există
11 Într-un cluster tipic, exist  multe comutatoare care conecteaz  subseturile nodurilor de calcul, deciă ă
toate datele nu trebuie s  treac  printr-un singur comutator gigabit.ă ă  Cu toate acestea, totalul disponibil
comunicarea este înc  suficient de mic  încât s  nu fie fezabil  implementarea acestui algoritm pentruă ă ă ă
scara datelor am emis ipoteza.
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înc  aproximativ jum tate de milion de reductoare.ă ă  Deoarece este pu in probabil s  avem la dispozi ie astaăț ț
multe noduri de calcul, putem împ r i toate reductoarele într-un num r mai mic deă ăț
Reduce i sarcinile i p stra i în continuare toate nodurile de calcul ocupate;ăț ș ț  adic  putem ob ine cât mai multă ț
paralelismul pe care ni-l ofer  clusterul nostru de calcul.ă  ✷
Costul de calcul pentru algoritmi din aceast  familie este independent deă
num rul de grupuri g, atâta timp cât intrarea în fiecare reductor se potrive te în memoria principal .ă ăș
Motivul este c  cea mai mare parte a calculului este aplicarea func iei să ț
la perechile de poze. Indiferent ce valoare are g, s se aplic  fiec rei perechiă ă
o singur  dat .ă ă  Astfel, de i activitatea algoritmilor din familie poateș
s  fie împ r i i între reductori în moduri diferite, to i membrii familieiă ă ț ț ț
face i acela i calcul.ț ș
2.6.3 Un model de grafic pentru problemele MapReduce
În aceast  sec iune, începem studiul unei tehnici care ne va permite s  dovedimă ăț
limite inferioare ale ratei de replicare, în func ie de dimensiunea reductorului, pentru un num răț
de probleme. Primul nostru pas este s  introducem un model grafic al problemelor.ă  Acest
graficul descrie modul în care rezultatele problemei depind de intr ri.ă  The
ideea cheie care trebuie exploatat  este c , deoarece reductoarele func ioneaz  independent, pentru fiecareă ă ăț
ie ire trebuie s  existe un reductor care ob ine toate intr rile necesare pentru a calculaă ăș ț
acea ie ire.ș  Pentru fiecare problem  rezolvabil  de un algoritm MapReduce exist :ă ă ă
1. Un set de intr ri.ă
2. Un set de ie iri.ș
3. O rela ie multe-multe între intr ri i ie iri, care de-ăț ș ș
scribi care intr ri sunt necesare pentru a produce ce ie iri.ă ș
Exemplul 2.19: Figura 2.9 prezint  graficul pentru problema asem n riiă ă ă
discutat în sec iunea 2.6.2, dac  exist  patru imagini mai degrab  decât un milion.ă ă ăț  The
intr rile sunt imaginile, iar ie irile sunt cele ase perechi posibile de imagini.ă ș ș
Fiecare ie ire este legat  de cele dou  intr ri care sunt membre ale perechii sale.ă ă ăș  Acest
forma problemei, unde ie irile sunt toate perechile de intr ri, este comun  iă ăș ș
ne vom referi la aceasta ca problema tuturor perechilor. ✷
Exemplul 2.20: Înmul irea matricei prezint  un grafic mai complex.ăț  Dac  noiă
înmul i i n × n matrici M i N pentru a ob ine matricea P, atunci exist  2năț ț ș ț  2 intr ri,ă
m ij i nș  jk , i exist  năș  2 ie iri pș  ik . Fiecare ie ire pș  ik este legat  de 2nă
intr ri: mă  i1 , m i2 , ..., m in i nș  1k , n 2k , ..., n nk . Mai mult, fiecare intrare este legată
la n ie iri.ș  De exemplu, m ij este legat de p i1 , p i2 , ..., p in . Figura 2.10 prezintă
rela ia intrare-ie ire pentru multiplicarea matricei pentru cazul simplu alț ș
2 × 2 matrice, în mod specific
[ab
cd] [
ef
gh] = [
ij
kl]

✷
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Figura 2.9: Rela ia intrare-ie ire pentru o îmbinare de similaritateț ș
În problemele din exemplele 2.19 i 2.20, intr rile i ie irile au fostăș ș ș
în mod clar to i cei prezen i.ț ț  Cu toate acestea, exist  alte probleme în care intr rile i / sauă ă ș
s-ar putea ca toate rezultatele s  nu fie prezente în niciun caz al problemei.ă  Un exemplu
a unei astfel de probleme este îmbinarea natural  a lui R (A, B) i S (B, C) discutate înă ș
Sec iunea 2.3.7.ț  Presupunem c  atributele A, B i C au fiecare un domeniu finit,ă ș
deci exist  doar un num r finit de intr ri i ie iri posibile.ă ă ă ș ș  Intr rile suntă
toate posibilele R-tupluri, cele care constau dintr-o valoare din domeniul A asociat
cu o valoare din domeniul B i toate posibilele S-tupluri - perechi dinș
domeniile B i C. Ie irile sunt toate triplurile posibile, cu componente de laș ș
domeniile A, B i C în aceast  ordine.ăș  Ie irea (a, b, c) este conectat  laăș
dou  intr ri, i anume R (a, b) i S (b, c).ă ă ș ș
Dar într-o instan  a calculului de îmbinare, doar unele dintre intr rile posibileă ăț
vor fi prezente i, prin urmare, vor fi produse doar unele dintre rezultatele posibile.ș
Acest fapt nu influen eaz  graficul problemei.ăț  Mai trebuie s  timă ș
modul în care fiecare ie ire posibil  se refer  la intr ri, indiferent dac  este sau nu ie irea respectivă ă ă ă ăș ș
produs într-o instan  dat .ă ăț
2.6.4 Scheme de mapare
Acum c  vedem cum s  reprezent m problemele abordabile de MapReduce caă ă ă
grafice, putem defini cerin ele pentru rezolvarea unui algoritm MapReduceț
o problem  dat .ă ă  Fiecare astfel de algoritm trebuie s  aib  o schem  de mapare, careă ă ă
exprim  modul în care ie irile sunt produse de diferi ii reductori folosi i de algoritmă ș ț ț
ritm. Adic  o schem  de mapare pentru o problem  dat  cu un reductor dată ă ă ă
dimensiunea q este o atribuire de intr ri la unul sau mai multe reductoare, astfel încât:ă
1. Niciun reductor nu este alocat mai mult de q intr ri.ă
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b
c
d
e
f
g
h
eu
j
k
l
Figura 2.10: Rela ia intrare-ie ire pentru multiplicarea matriceiț ș
2. Pentru fiecare ie ire a problemei, exist  cel pu in un reductorăș ț
a atribuit toate intr rile care sunt legate de acea ie ire.ă ș  Spunem acest reductor
acoper  ie irea.ă ș
Punctul (1) este pur i simplu defini ia „dimensiunii reductorului”.ș ț  Punctul (2) este justificat prin
faptul c  reductoarele pot vedea doar intr rile care le sunt date.ă ă  Dac  nu exist  reductoră ă
vede toate intr rile de care depinde o ie ire, apoi niciun reductor nu poate corectă ș
produce acea ie ire i, prin urmare, presupusul algoritm nu va func iona.ș ș ț  Aceasta
se poate argumenta c  existen a unei scheme de cartografiere pentru orice dimensiune a reductorului esteă ț
ce distinge problemele care pot fi rezolvate printr-o singur  lucrare MapReduceă
cei care nu pot.
Exemplul 2.21: S  reconsider m strategia de „grupare” pe care am discutat-o ă ă în
leg tura cu problema tuturor perechilor din sec iunea 2.6.2.ă ț  Pentru a generaliza problema,
s  presupunem c  intrarea este p imagini, pe care le plas m în g grupuri de dimensiuni egale de p / gă ă ă
intr ri fiecare.ă  Num rul de ie iri este (ă ș  p
2 ), sau aproximativ p 2 /2 ie iri.ș  A
reductorul va primi intr rile de la dou  grupuri - adic  2p / g intr ri - deci reductorulă ă ă ă
dimensiunea de care avem nevoie este q = 2p / g. Fiecare imagine este trimis  reductoarelor corespunz toareă ă
perechile formate din grupul s u i oricare dintre celelalte grupe g - 1.ă ș  Astfel,
rata de replicare este g - 1, sau aproximativ g. Dac  înlocuim g cu replicareaă
rata r în q = 2p / g, concluzion m c  r = 2p / q.ă ă  Adic  rata de replicareă
este invers propor ional cu dimensiunea reductorului.ț  Aceast  rela ie este comun ;ă ăț  the
cu cât dimensiunea reductorului este mai mic , cu atât rata de replicare este mai mare i, prin urmare, cu atât este mai mareă ș
comunicarea.
Aceast  familie de algoritmi este descris  de o familie de scheme de cartografiere, unaă ă
pentru fiecare q posibil. În schema de mapare pentru q = 2p / g, exist  (ă  g



2 ), sau
aproximativ g 2 /2 reductoare. Fiecare reductor corespunde unei perechi de grupuri,
iar o intrare P este atribuit  tuturor reductoarelor a c ror pereche include grupul deă ă
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P. Astfel, niciunui reductor nu i se aloc  mai mult de 2p / g intr ri;ă ă  de fapt fiecare reductor
i se atribuie exact acel num r.ă  Mai mult, fiecare ie ire este acoperit  de uneleăș
reductor. Mai exact, dac  ie irea este o pereche din dou  grupuri diferite u i v,ă ăș ș
atunci aceast  ie ire este acoperit  de reductor pentru perechea de grupuri {u, v}.ă ăș  Dacă
ie irea corespunde intr rilor dintr-un singur grup u, apoi ie irea este acoperită ăș ș
de mai multe reductoare - cele corespunz toare setului de grupuri {u, v} pentru oricareă
v = u. Re ine i c  algoritmul pe care l-am descris are doar unul dintre ace ti reductoriăț ț ș
calculând ie irea, dar oricare dintre ele ar putea s  o calculeze.ăș  ✷
Faptul c  o ie ire depinde de o anumit  intrare înseamn  c  atunci cândă ă ă ăș
intrarea este procesat  la sarcina Hart , va exista cel pu in o pereche cheie-valoareă ă ț
generat pentru a fi utilizat la calcularea ie irii.ș  Este posibil ca valoarea s  nu fieă
exact intrarea (a a cum a fost cazul în Exemplul 2.21), dar este derivat  din aceastaăș
intrare. Ceea ce este important este c  pentru fiecare intrare i ie ire conex  există ă ăș ș
o pereche cheie-valoare care trebuie comunicat .ă  Re ine i c  exist  tehnică ăț ț
niciodat  nu este nevoie de mai multe perechi cheie-valoare pentru o anumit  intrare i ie ire,ă ă ș ș
deoarece intrarea ar putea fi transmis  reductorului ca el însu i i oricumă ș ș
transform rile pe intrare au fost aplicate de func ia Harta ar putea în schimbă ț
s  fie aplicat de func ia Reduce la reductor pentru acea ie ire.ă ț ș
2.6.5 Când nu sunt prezente toate intr rileă
Exemplul 2.21 descrie o problem  în care tim c  fiecare intrare posibil  este pre-ă ă ăș
trimise, deoarece putem defini setul de intrare pentru a fi acele imagini care de fapt
exist  în setul de date.ă  Totu i, a a cum sa discutat la sfâr itul sec iunii 2.6.3, acoloș ș ș ț
sunt probleme precum calcularea îmbin rii, unde graficul de intr ri i ie iriă ă ș ș
descrie intr rile care ar putea exista i ie irile care se fac doar când cel pu ină ș ș ț
una dintre intr ri exist  în setul de date.ă ă  De fapt, pentru unire, ambele intr ri au fost legateă
la o ie ire trebuie s  existe dac  vrem s  realiz m ie irea respectiv .ă ă ă ă ăș ș
Un algoritm pentru o problem  în care rezultatele pot lipsi are înc  nevoie deă ă
schema de cartografiere. Justificarea este c  toate intr rile sau orice subset al acestora,ă ă
ar putea fi prezent, deci un algoritm f r  o schem  de mapare nu ar fiă ă ă
capabil s  produc  fiecare ie ire posibil  dac  toate intr rile legate de acea ie ireă ă ă ă ăș ș
s-a întâmplat s  fie prezent i totu i niciun reductor nu acoperea ie irea respectiv .ă ăș ș ș
Singurul mod în care absen a unor intr ri face diferen a este c  noiă ăț ț
poate dori i s  regândim valoarea dorit  a dimensiunii reductorului q atunci când select m ună ă ăț
algoritm din familia posibililor algoritmi. Mai ales, dac  valoarea lui qă
select m este acel num r astfel încât s  putem fi siguri c  intrarea se va potrivi doar în principală ă ă ă
memorie, atunci s-ar putea s  dorim s  cre tem q pentru a lua în considerare acea frac iuneă ă ș ț
dintre intr ri nu sunt chiar acolo.ă
Exemplul 2.22: S  presupunem c  tim c  putem executa func ia Reduceă ă ăș ț
în memoria principal  a unei taste i lista sa asociat  de valori q.ă ăș  Cu toate acestea, i noiș
s  ti i c  doar 5% din intr rile posibile sunt într-adev r prezente în setul de date.ă ă ă ăș ț
Apoi, o schem  de mapare pentru dimensiunea reductorului q va trimite cu adev rat aproximativ q / 20 dină ă
intr ri care exist  la fiecare reductor.ă ă  Altfel spus, am putea folosi algoritmul
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pentru dimensiunea reductorului 20q i a tepta i-v  c  va ap rea efectiv o medie de q intr riă ă ă ăș ș ț
pe lista pentru fiecare reductor. Astfel, putem alege 20q ca dimensiune a reductorului sau de atunci
va exista o oarecare aleatorie în num rul de intr ri care apar efectiv laă ă
pentru fiecare reductor, am putea dori s  alegem o valoare pu in mai mic  a dimensiunii reductorului, de exempluă ăț
ca 18q. ✷
2.6.6 Limite mai mici la rata de replicare
Familia algoritmilor de asociere similar  descris  în Exemplul 2.21 ne permite s  tranzac ion mă ă ă ăț
opri i comunicarea împotriva dimensiunii reductorului i, prin intermediul dimensiunii reductorului, face i comer ulț ș ț ț
comunicare împotriva paralelismului sau împotriva capacit ii de a executa Reducereaăț
func ie în memoria principal .ăț  De unde tim c  ob inem cât mai bine posibilăș ț
compromis? Putem ti c  avem o comunicare minim  posibil  numai dacă ă ă ăș
putem dovedi o limit  inferioar  potrivit .ă ă ă  Folosind existen a unei scheme de cartografiere caț
punctul de plecare, putem dovedi adesea o astfel de limit  inferioar .ă ă  Iat  o schiă ăț



a tehnicii.
1. Dovedi i o limit  superioar  la câte ie iri poate face un reductor cu q intr riă ă ăț ș
acoperi. Apela i aceast  leg tur  g (q).ă ă ăț  Acest pas poate fi dificil, dar pentru exemple
la fel ca problema tuturor perechilor, este de fapt destul de simpl .ă
2. Determina i num rul total de ie iri produse de problem .ă ăț ș
3. S  presupunem c  exist  k reductoare, iar reductorul ith are qă ă ă  i <q intr ri.ă
Observa i c  ă∑ț
k

i = 1 g (q i ) nu trebuie s  fie mai mic decât num rul de ie iriă ă ș
calculat în etapa (2).
4. Manipula i inegalitatea din (3) pentru a ob ine o limit  inferioar  pe ă ă ∑ț ț
k

i = 1 q i .
Adesea, trucul folosit la acest pas este de a înlocui unii factori de q i cu lor
limita superioar  q, dar l sa i un singur factor de qă ă ț  i în termenul pentru i.
5. Din moment ce ∑
k

i = 1 q i este comunicarea total  de la sarcini de hart  pentru a reduce sarcinile,ă ă
împ r i i limita inferioar  de la (4) pe aceast  cantitate la num rul de intr ri.ă ă ă ă ăț ț
Rezultatul este o limit  inferioar  a ratei de replicare.ă ă
Exemplul 2.23: Aceast  secven  de pa i poate p rea misterioas , dar s  neă ă ă ă ăț ș
consider m problema tuturor perechilor ca exemplu care sper m s  clarifice lucrurile.ă ă ă
Reamintim c  în Exemplul 2.21 am dat o limit  superioar  asupra ratei de replicareă ă ă
r de r  2p / q, unde p a fost num rul de intr ri i q a fost dimensiunea reductorului.≤ ă ă ș
Vom ar ta o limit  inferioar  pe r care este jum tate din suma respectiv , ceea ce implică ă ă ă ă ă
c , de i sunt posibile îmbun t iri ale algoritmului,ă ă ăș ț  12 orice reducere a
comunicarea pentru o dimensiune redus  dat  va fi de cel mult 2.ă ă
Pentru pasul (1), observa i c , dac  un reductor prime te q intr ri, acesta nu poate acoperi mai multă ă ăț ș
decât ( q
2 ), sau aproximativ q 2 /2 ie iri.ș  Pentru pasul (2), tim c  exist  ună ăș
12 De fapt, exist  un algoritm cu r foarte apropiat de p / q, pentru cel pu in unele valori ale lui p.ă ț

Pagina 89
2.6. TEORIA COMPLEXIT II PENTRU MAPREDUĂ ĂȚ Ț
69
total de ( p
2 ), sau aproximativ p 2 /2 ie iri care fiecare trebuie săș  fie acoperite. The
inegalitatea construit  la etapa (3) este astfelă
k

∑
i = 1

q 2
i / 2  p≥  2 /2
sau, înmul ind ambele p r i cu 2,ăț ț
k

∑
i = 1

q 2
i  ≥ p 2

(2.1)
Acum, trebuie s  facem manipularea pasului (4).ă  În urma indiciului, observ mă
c  exist  doi factori de qă ă  i în fiecare termen din stânga ecua iei (2.1), deciț
înlocuim un factor cu q i îl l s m pe cel lalt ca qă ă ăș  i . Deoarece q  q≥  i , putem doar
m ri i partea stâng  f când acest lucru i astfel inegalitatea continu  s  se men in :ă ă ă ă ă ăț ș ț
q
k

∑
i = 1

q i  p≥  2
sau, împ r ind la q:ă ț
k

∑
i = 1

q i  p≥  2 / q
(2.2)
Pasul final, care este pasul (5), este împ r irea ambelor p r i ale ecua iei 2.2 laă ăț ț ț
p, num rul de intr ri.ă ă  Ca urmare, partea stâng , care este (ă ∑
k

i = 1 q i ) / p este egal
la rata de replicare, iar partea dreapt  devine p / q.ă  Adic  am dovedită
limita inferioar  pe r:ă



r  p / q≥
Dup  cum sa sus inut, acest lucru arat  c  familia algoritmilor din Exemplul 2.21 au toateă ă ăț
o rat  de replicare care este cel mult de dou  ori cea mai mic  rat  de replicare posibil .ă ă ă ă ă  ✷
2.6.7 Studiu de caz: Multiplicarea matricei
În aceast  sec iune vom aplica tehnica de limit  inferioar  matricei cu o singur  trecere-ă ă ă ăț
algoritmi de multiplicare. Am v zut un astfel de algoritm în sec iunea 2.3.10, dară ț
acesta este doar un caz extrem al unei familii de algoritmi posibili. În special, pentru
acel algoritm, un reductor corespunde unui singur element al matricei de ie ire.ș
La fel cum am grupat intr rile în problema tuturor perechilor pentru a reduce comunicareaă
în detrimentul unei dimensiuni mai mari a reductorului, putem grupa rânduri i coloane aleș
dou  matrice de intrare în benzi.ă  Fiecare pereche constând dintr-o band  de rânduri deă
prima matrice i o band  de coloane a celei de-a doua matrice este utilizat  de un reductoră ăș
pentru a produce un p trat de elemente ale matricei de ie ire.ă ș  Se sugereaz  un exempluă
dup  Fig. 2.11.ă
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=
Figura 2.11: Împ r irea matricilor în benzi pentru a reduce comunicareaă ț
Mai detaliat, s  presupunem c  vrem s  calcul m MN = P i toate cele trei matriceă ă ă ă ș
sunt n × n. Grupa i rândurile de M în g benzi de n / g rânduri fiecare i grupa iț ș ț
coloane de N în g benzi de n / g coloane fiecare. Aceast  grupare este cea sugerată ă
dup  Fig. 2.11.ă  Tastele corespund a dou  grupuri (benzi), una din M i unaă ș
din N.
Func ia Map: Pentru fiecare element al lui M, func ia Map genereaz  găț ț
perechi cheie-valoare. Valoarea în fiecare caz este elementul în sine, împreun  cu elementul s uă ă
rândul i num rul coloanei, astfel încât s  poat  fi identificat prin func ia Reduce.ă ă ăș ț  The
cheia este grupul c ruia îi apar ine elementul, asociat cu oricare dintre grupuriă ț
a matricei N. În mod similar, pentru fiecare element al lui N, func ia Harta genereazăț
g perechi cheie-valoare. Cheia este grupul acelui element asociat cu oricare dintre
grupuri de M, iar valoarea este elementul în sine plus rândul i coloana sa.ș
Func ia de reducere: reductorul corespunz tor tastei (i, j), unde iăț
este un grup de M i j este un grup de N, prime te o list  de valori constând din toateăș ș
elementele din banda a lui M i banda a X-a a N. Are astfel toateș
valorile de care are nevoie pentru a calcula elementele lui P al c ror rând este unul dintre acele rânduriă
care cuprinde banda a lui M i a c rei coloan  este una dintre cele care cuprindă ăș
a doua band  a lui N. De exemplu, Fig. 2.11 sugereaz  al treilea grup de M iă ă ș
al patrulea grup de N, combinându-se pentru a calcula un p trat de P la reductor (3, 4).ă
Fiecare reductor ob ine n (n / g) elemente din fiecare dintre cele dou  matrice, deci q =ăț
2n 2 / g. Rata de replicare este g, deoarece fiecare element din fiecare matrice este trimis c treă
g reductoare. Adic  r = g.ă  Combinând r = g cu q = 2n 2 / g putem concluziona
c  r = 2nă  2 / q. Adic , la fel ca i pentru asocierea similar , rata de replicare variază ă ăș
invers cu dimensiunea reductorului.
Se pare c  aceast  limit  superioar  la rata de replicare este, de asemenea, o limit  inferioar .ă ă ă ă ă ă
Adic , nu putem face mai bine decât familia de algoritmi pe care am descris-o mai susă
într-o singur  rund  de MapReduce.ă ă  Interesant, vom vedea c  putem ob ine ună ț
comunicare total  mai mic  pentru aceea i dimensiune a reductorului, dac  folosim dou  treceri deă ă ă ăș
MapReduce a a cum am discutat în sec iunea 2.3.9.ș ț  Nu vom da completul
dovada limitei inferioare, dar va sugera elementele importante.
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Pentru pasul (1) trebuie s  ob inem o limit  superioar  la câte ie iri are un reductoră ă ăț ș
de dimensiunea q poate acoperi. Mai întâi, observa i c , dac  un reductor introduce unele dintre elementeă ăț
un rând de M, dar nu toate, atunci elementele acelui rând sunt inutile; the
reductor nu poate produce nicio ie ire în acel rând de P. În mod similar, dac  un reductorăș
prime te o parte, dar nu toate coloanele de N, aceste intr ri sunt, de asemenea, inutile.ăș  Prin urmare,
putem presupune c  cea mai bun  schem  de mapare va trimite fiec rui reductoră ă ă ă
num rul de rânduri complete de M i un num r de coloane complete de N. Acest reductoră ăș
este apoi capabil s  produc  elementul de ie ire pă ă ș  ik dac  i numai dac  a primită ăș
întregul al doilea rând al lui M i întreaga a cincea coloan  a lui N.ăș
argumentul pentru etapa (1) este de a demonstra c  este acoperit cel mai mare num r de ie iriă ă ș
când reductorul prime te acela i num r de rânduri ca i coloanele.ăș ș ș  L s m astaă ă
parte ca exerci iu.ț



Totu i, presupunând c  un reductor prime te k rânduri de M i k coloane de N,ăș ș ș
atunci q = 2nk iș  ie irileș  k 2 sunt acoperite. Adic  g (q), num rul maximă ă
de ie iri acoperite de un reductor care prime te q intr ri, este qăș ș  2 / 4n 2 .
Pentru pasul (2), tim c  num rul de ie iri este nă ăș ș  2 . La pasul (3) observ mă
c  dac  exist  k reductoare, cu reductorul ith primind qă ă ă  i  q intr ri, atunci≤ ă
k

∑
i = 1

q 2
i / 4n 2  ≥ n 2

sau
k

∑
i = 1

q 2
i  ≥ 4n 4

Din aceast  inegalitate, pute i ob ineă ț ț
r  2n≥  2 / q
L s m manipularea algebric , care este similar  cu cea din Exemplul 2.23,ă ă ă ă
ca exerci iu.ț
Acum, s  lu m în considerare generalizarea multiplic rii matricei în dou  treceriă ă ă ă
algoritm pe care l-am descris în sec iunea 2.3.9.ț  În primul rând, observa i c  am putea aveaăț
a proiectat prima trecere pentru a utiliza un reductor pentru fiecare triplu (i, j, k). Acest reductor
ar ob ine doar cele dou  elemente măț  ij i nș  jk . Putem generaliza aceast  idee laă
utiliza i reductoare care ob in seturi mai mari de elemente din fiecare matrice;ț ț  aceste seturi de
elementele formeaz  p trate în matricile lor respective.ă ă  Ideea este sugerată
dup  Fig. 2.12.ă  Putem împ r i rândurile i coloanele ambelor matrice de intrare Mă ț ș
i N în g grupuri de n / g rânduri sau coloane fiecare.ș  Intersec iile dintreț

grupurile împart fiecare matrice în g 2 p trate de nă  2 / g 2 elemente fiecare.
P tratul M corespunz tor setului de rânduri I i setului de coloane Jă ă ș
linii cu p tratul lui N corespunz tor setului de rânduri J i setului de coloaneă ă ș
K. Aceste dou  p trate calculeaz  câ iva dintre termenii necesari pentru a produceă ă ă ț
p tratul matricei de ie ire P care are set de rânduri I i set de coloane K.ă ș ș
Cu toate acestea, aceste dou  p trate nu calculeaz  valoarea complet  a acestor elemente aleă ă ă ă
P; mai degrab  produc o contribu ie la sum .ă ăț  Alte perechi de p trate, unaă
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=
Figura 2.12: Parti ionarea matricilor în p trate pentru un MapReduce al-doiăț
goritm
din M i unul din N, contribuie la acela i p trat al lui P. Aceste contribu iiăș ș ț
sunt sugerate în Fig. 2.12. Acolo, vedem cum toate p tratele lui M cuă
o valoare fix  ă pentru setul de rânduri pe care le împerechez cu toate p tratele lui N care au un fixă
valoare pentru setul de coloane K, l sând setul J s  varieze.ă ă
Deci, în prima trecere, calcul m produsele p tratului (I, J) al lui M cuă ă
p tratul (J, K) al lui N, pentru tot I, J i K. Apoi, în a doua trecere, pentru fiecareă ș
I i K însum m produsele pe toate seturile posibile J. Mai detaliat, primulăș
Jobul MapReduce face urm toarele.ă
Func ia Hart : Tastele sunt tripluri de seturi de rânduri i / sau numere de coloaneăț ș
bers (I, J, K). S  presupunem c  elementul mă ă  ij apar ine grupului de rânduri I i grupț ș
de coloane J. Apoi din m ij gener m g perechi cheie-valoare cu valoare egal  cuă ă
m ij , împreun  cu numerele sale de rânduri i coloane, i i j, pentru a identifica matriceaă ș ș
element. Exist  o pereche cheie-valoare pentru fiecare cheie (I, J, K), unde K poate fi oricareă
din grupele g de coloane ale lui N. În mod similar, din elementul n jk al lui N, dac  j apar ineă ț
pentru a grupa J i k pentru a grupa K, func ia Hart  genereaz  g perechi cheie-valoareă ăș ț
cu valoare constând din n jk , j i k i cu taste (I, J, K) pentru orice grup I.ș ș
Func ia de reducere: reductorul corespunz tor (I, J, K) prime te caăț ș
introduce i toate elementele mț  ij unde i este în I i j este în J, i prime te totș ș ș
elementele n jk , unde j este în J i k este în K. Calculeazăș
x iJk = ∑
j în J

m ij n jk
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pentru tot i în I i k în K.ș
Observa i c  rata de replicare pentru primul job MapReduce este g i c  to-ă ăț ș
comunicarea tal este deci 2gn 2 . De asemenea, observa i c  fiecare reductor prime te 2năț ș  2 / g 2
intr ri, deci q = 2nă  2 / g 2 . În mod echivalent, g = n 2 / q.√  Astfel, comunicarea totală
2gn 2 poate fi scris în termeni de q ca 2 2n√  3 / q.√
A doua lucrare MapReduce este simpl ;ă  rezum  xă  iJk pe toate seturile J.
Func ia H r i: Presupunem c  sarcinile H r i se execut  la oriceă ă ă ăț ț ț
nodurile de calcul au executat sarcinile de reducere ale jobului anterior. Astfel, nici o com-
este necesar  comunicarea între locuri de munc .ă ă  Func ia Hart  ia ca intrare unaăț
elementul x iJk , care presupunem c  reductoarele anterioare au r mas etichetate cu iă ă
i k deci tim la ce element al matricei P contribuie acest termen.ș ș  unu

se genereaz  perechea cheie-valoare.ă  Cheia este (i, k), iar valoarea este x iJk .
Func ia Reduce: Func ia Reduce sumeaz  pur i simplu valorile asociateăț ț ș
cu tasta (i, k) pentru a calcula elementul de ie ire Pș  ik .
Comunicarea dintre sarcinile Harta i Reducerea celui de-al doilea job esteș
gn 2 , deoarece exist  n valori posibile ale lui i, n valori posibile ale lui k i g posibileă ș
valorile setului J i fiecare xș  iJk este comunicat  o singur  dat .ă ă ă  Dac  ne amintim de laă
analiza noastr  despre primul job MapReduce c  g = n 2 / q, putem scrieă ă √
comunicare pentru al doilea job ca n 2 g = 2n√  3 / q.√  Aceast  sum  este exactă ă
jum tate din comunicarea pentru primul loc de munc , deci comunicarea total  pentruă ă ă
algoritmul cu dou  treceri este 3 2nă √  3 / q.√  De i nu vom examina acest punctș
aici, se dovede te c  putem face ceva mai bine dac  împ r im matricile Mă ă ăș ț
i N nu în p trate, ci în dreptunghiuri care sunt de dou  ori mai lungi pe o parteă ăș

ca pe de alta. În acest caz, ob inem constanta 4 pu in mai mic  în locăț ț
de 3 2 = 4.24 i ob inem un algoritm în dou  treceri cu o comunicare egal  cu√ ă ăș ț
4n 3 / q.√
Acum, aminti i-v  c  costul de comunicare pe care l-am calculat pentru o singur  trecereă ă ăț
algoritmul este 4n 4 / q. La fel de bine putem presupune c  q este mai mic decât nă  2 , sau altfel putem
pur i simplu utiliza i un algoritm serial la un nod de calcul i nu utiliza i deloc MapReduce.ș ț ș ț
Astfel, n 3 / q este mai mic decât n√  4 / q, iar dac  q este aproape de minimul s u posibilă ă
valoarea de 2n, 13 atunci algoritmul cu dou  treceri bate algoritmul cu o singur  trecere cu aă ă
factorul O ( n) în comunicare.√  Mai mult, ne putem a tepta la diferen ăș ț
în comunicare s  fie diferen a semnificativ  de cost.ă ăț  Ambii algoritmi o fac
acelea iș  opera ii aritmeticeț  O (n 3 ). Metoda în dou  treceri are în mod naturală
mai multe sarcini de gestionare a cheltuielilor generale decât metoda cu un singur job. Pe de alt  parteă
mân , a doua trecere a algoritmului cu dou  treceri aplic  o func ie Reduceă ă ă ț
adic  asociativ i comutativ.ă ș  Astfel, ar putea fi posibil s  salva i uneleă ț
costul comunic rii prin utilizarea unui combinator pe acel permis.ă

2.6.8 Exerci ii pentru sec iunea 2.6ț ț
Exerci iul 2.6.1: Descrie i graficele care modeleaz  urm toarele probleme.ă ăț ț
13 Dac  q este mai mic de 2n, atunci un reductor nu poate ob ine nici m car un rând i o coloan  i, prin urmareă ă ăț ș ș
nu poate calcula deloc ie iri.ș
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(a) Înmul irea unei matrice n × n cu un vector de lungime n.ț
(b) Îmbinarea natural  a lui R (A, B) i S (B, C), unde A, B i C auă ș ș
re ele de dimensiuni a, b i respectiv c.ț ș
(c) Gruparea i agregarea pe rela ia R (A, B), unde A esteș ț
atributul de grupare i B este agregat de opera ia MAX.ș ț  S  presupunemă
A i B au domenii de m rime a i respectiv b.ăș ș
! Exerci iul 2.6.2: Furniza i detaliile dovezii c  o matrice cu o singur  trecereă ăț ț
algoritmul de multiplicare necesit  o rat  de replicare cel pu in r  2nă ă ≥ț  2 / q, inclusiv:
(a) Dovada c , pentru o dimensiune redus  fix , num rul maxim de ie iriă ă ă ă ș
sunt acoperite de un reductor atunci când acel reductor prime te un num r egal deăș
rânduri de M i coloane de N.ș
(b) Manipularea algebric  necesar , începând cu ă ă ∑
k

i = 1 q 2

i  ≥ 4n 4 .
!! Exerci iul 2.6.3: S  presupunem c  intr rile noastre sunt iruri de bi i de lungime b i ie irileă ă ăț ș ț ș ș
corespund perechilor de corzi la distan a de Hamming 1.ț  14

(a) Dovedi i c  un reductor de dimensiunea q poate acoperi cel mult (q / 2) logăț  2 q ie iri.ș
(b) Utiliza i partea (a) pentru a afi a limita inferioar  a ratei de replicare: r  b / logă ≥ț ș  2 q.
(c) Ar ta i c  exist  algoritmi cu rata de replicare, a a cum este dat de partea (b)ă ă ăț ș
pentru cazurile q = 2, q = 2 b i q = 2ș  b / 2 .
!! Exerci iul 2.6.4: Pentru p care este p tratul unui prim, arat  c  exist  ună ă ă ăț



schema de mapare pentru problema tuturor perechilor care are r  1 + p / q.≤

2.7 Rezumatul capitolului 2
♦ Cluster Computing: O arhitectur  comun  pentru aplica ii la scar  foarte mareă ă ăț
este un grup de noduri de calcul (cip procesor, memorie principal  iă ș
disc). Nodurile de calcul sunt montate în rack-uri, iar nodurile de pe rack sunt
conectat, de obicei prin gigabit Ethernet. Rack-urile sunt, de asemenea, conectate printr-un
re ea sau comutator de mare vitez .ăț
♦ Sisteme de fi iere distribuite: o arhitectur  pentru sisteme de fi iere la scar  foarte mare-ă ăș ș
tems s-a dezvoltat recent. Fi ierele sunt compuse din buc i de aproximativ 64ăș ț
megaocte i, iar fiecare bucat  este reprodus  de mai multe ori, pe com-ă ăț
noduri sau rafturi pute.

irurile deȘ  14 bi i au distan a Hamming 1 dac  difer  exact într-o pozi ie de bi i.ă ăț ț ț ț  Po iț
privi i înainte la sec iunea 3.5.6 pentru defini ia general .ăț ț ț
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♦ MapReduce: Acest sistem de programare permite exploatarea paralelismului
inerent în calculul cluster i gestioneaz  e ecurile hardware careăș ș
poate ap rea în timpul unui calcul lung pe multe noduri.ă  Multe sarcini de hartă
i multe sarcini Reduce sunt gestionate de un proces Master.ș  Sarcini pe un

nodul de calcul e uat este reluat de c tre Master.ăș
♦ Func ia Hart : Aceast  func ie este scris  de utilizator.ă ă ăț ț  Este nevoie de un
colec ie de obiecte de intrare i transform  fiecare în zero sau mai multe valori-cheieăț ș
perechi. Cheile nu sunt neap rat unice.ă

♦ Func ia Reduce: un sistem de programare MapReduce sorteaz  toateăț
perechi cheie-valoare produse de toate sarcinile H r ii, formeaz  toate valorileă ăț
asociat cu o cheie dat  într-o list  i distribuie perechi de liste de chei pentru a Reduceă ă ș
sarcini. Fiecare activitate Reduce combin  elementele de pe fiecare list , aplicândă ă
func ia scris  de utilizator.ăț  Rezultatele produse de toate Reduce
sarcinile formeaz  rezultatul procesului MapReduce.ă

♦ Reductoare: este adesea convenabil s  face i referire la aplicarea Reduceriiă ț
func ioneaz  la o singur  tast  i la lista de valori asociate acesteia ca „reductor”.ă ă ăț ș
♦ Hadoop: Acest sistem de programare este o implementare open-source a unui
sistem de fi iere distribuite (HDFS, sistemul de fi iere distribuite Hadoop) iș ș ș
MapReduce (Hadoop în sine). Este disponibil prin baza Apache
ziune.

♦ Gestionarea e ecurilor de calcul-nod: sistemele MapReduce accept  repornireaăș
de sarcini care e ueaz  din cauza nodului lor de calcul sau a rack-ului care îl con ineăș ț
nod, e ueaz .ăș  Deoarece sarcinile H r i i Reducere î i produc rezultatele numai după ăț ș ș
se termin  (proprietatea de blocare), este posibil s  reporni i o sarcin  e uată ă ă ăț ș
f r  grija pentru o posibil  repetare a efectelor acelei sarcini.ă ă ă  Este
necesar pentru a reporni întreaga lucrare numai dac  nodul la care Maestrulă
execut  e ueaz .ă ăș
♦ Aplica ii MapReduce: De i nu to i algoritmii paraleli sunt adecva iț ș ț ț
pentru implementarea în cadrul MapReduce, exist  im-ă
plement ri de multiplicare matrice-vector i matrice-matrice.ă ș  De asemenea,
principalii operatori ai algebrei rela ionale sunt u or de implementat înț ș
MapReduce.

♦ Sisteme de flux de lucru: MapReduce a fost generalizat la sisteme care suportă
port orice colec ie aciclic  de func ii, fiecare dintre acestea putând fi instan iată ăț ț ț
prin orice num r de sarcini, fiecare responsabil pentru executarea acelei func iiă ț
o parte din date.

♦ Spark: Acest popular sistem de flux de lucru introduce Rezilient, Distribuit
Seturi de date (RDD-uri) i un limbaj în care se opereaz  multe opera ii comuneăș ț
RDD-urile pot fi scrise. Spark are o serie de eficien e, inclusiv lene eț ș
evaluarea RDD-urilor pentru a evita stocarea secundar  a rezultatelor intermediareă
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i înregistrarea liniei pentru RDD-uri, astfel încât acestea s  poat  fi reconstruite caă ăș

Necesar.



♦ TensorFlow: Acest sistem de flux de lucru este conceput special pentru a suporta
înv are automat .ă ăț  Datele sunt reprezentate ca tablouri multidimensionale sau zece
sors i opera iunile încorporate efectueaz  multe opera ii puternice, cum ar fiăș ț ț
algebr  liniar  i antrenament model.ă ă ș
♦ Fluxuri de lucru recursive: la implementarea unei colec ii recursive de func iiț ț
nu este întotdeauna posibil s  se p streze capacitatea de a reporni orice e uată ă ș
sarcini recursive este posibil s  fi produs rezultate care erauă
însumat  de o alt  sarcin  înainte de e ec.ă ă ă ș  O serie de scheme de verificare
ar tând p r i ale calculului pentru a permite repornirea sarcinilor individuale sau repornireaă ă ț
toate sarcinile dintr-un punct recent au fost propuse.

♦ Comunicare-Cost: Multe aplica ii MapReduce sau sisteme similareț
temurile fac lucruri foarte simple pentru fiecare sarcin .ă  Apoi, costul dominant este
de obicei costul transportului datelor de unde sunt create pân  undeă
este folosit. În aceste cazuri, eficien a unui algoritm MapReduce poate fiț
estimat  prin calcularea sumei dimensiunilor intr rilor la toateă ă
sarcini.

♦ Îmbin ri multiple: uneori este mai eficient s  replici tupluri aleă ă
rela iile implicate într-o asociere i au asocierea a trei sau mai multe rela iiț ș ț
calculat ca un singur job MapReduce. Tehnica mul- lagrangeană
tipliers pot fi utilizate pentru a optimiza gradul de replicare pentru fiecare dintre
rela ii participante.ț
♦ Star Joins: interog rile analitice implic  adesea un tabel de fapte foarte mare al turată ă ă
cu tabele de dimensiuni mai mici. Aceste îmbin ri se pot face întotdeauna eficientă
prin tehnica multi-join. O alternativ  este distribuirea faptuluiă
tabela i reproduce i tabelele de dimensiuni permanent, folosind acela i lucruș ț ș
strategie a a cum ar fi folosit  dac  lu m unirea multipl  a faptuluiă ă ă ăș
tabel i fiecare tabel de dimensiuni.ș
♦ Rata de replicare i dimensiunea reductorului: este adesea convenabil s  se m soareă ăș
comunicare prin rata de replicare, care este comunicarea per
intrare. De asemenea, dimensiunea reductorului este num rul maxim de intr ri asociateă ă
cu orice reductor. Pentru multe probleme, este posibil s  se ob in  o valoare mai mică ă ăț
legat de rata de replicare în func ie de dimensiunea reductorului.ț
♦ Reprezentarea problemelor ca grafice: Este posibil s  se reprezinte multe problemeă
Lemuri care sunt supuse calculului MapReduce printr-un grafic în care
nodurile reprezint  intr ri i ie iri.ă ă ș ș  O ie ire este conectat  la toate fi iereleăș ș
intr ri care sunt necesare pentru a calcula ie irea respectiv .ă ăș
♦ Scheme de mapare: Având în vedere graficul unei probleme i având în vedere dimensiunea reductorului,ș
o schem  de mapare este o atribuire a intr rilor la unul sau mai multe reductoareă ă
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astfel încât niciunui reductor nu i se aloc  mai multe intr ri decât permite dimensiunea reductorului,ă ă
i totu i pentru fiecare ie ire exist  un reductor care ob ine toate intr rileă ăș ș ș ț

necesare pentru a calcula acea ie ire.ș  Cerin a ca s  existe o cartografiereăț
schema pentru orice algoritm MapReduce este o bun  expresie a ceea ce faceă
Algoritmi MapReduce diferi i de calculele paralele generale.ț
♦ Multiplicarea matricei prin MapReduce: Exist  o familie de hart  cu o singur  trecereă ă ă
Reduce i algoritmii care efectueaz  multiplicarea matricilor n × n cuăț
rata minim  de replicare posibil  r = 2nă ă  2 / q, unde q este reductorul
m rimea.ă  Pe de alt  parte, un algoritm MapReduce în dou  treceri pentru acela i lucruă ă ș
problem  cu aceea i dimensiune a reductorului poate utiliza pân  la un factor de n mai pu in com-ă ăș ț
municare.

2.8 Referin e pentru capitolul 2ț
GFS, sistemul de fi iere Google, a fost descris în [13].ș  Hârtia de pe Google
MapReduce este [10]. Informa ii despre Hadoop i HDFS pot fi g site la [15].ăț ș
Mai multe detalii despre rela ii i algebr  rela ional  pot fi g site în [25].ă ă ăț ș ț
Câteva dintre cele mai vechi sisteme de flux de lucru au fost Clustera [11] la Univ. de
Wisconsin, i Hyracks (denumit anterior Hyrax) [6], de la UC Irvine, iș ș
Dryad Microsoft [17] i mai târziu DryadLINQ [26].ș
Flink este un sistem open-source de flux de lucru conceput pentru a gestiona fluxul de date
[12]. A fost ini ial dezvoltat în cadrul proiectului Stratosphere [5] de la TU Berlin.ț
Multe dintre inova iile din Spark sunt descrise în [27].ț  Imprimarea open-source
plementarea Spark este la [21]. Pagina de informa ii despre TensorFlow esteț
[24].



Abordarea iterat -MapReduce a implement rii recursivit ii este de la Ha-ă ă ăț
bucla [7]. Pentru o discu ie despre implementarea clusterului de recursivitate, consulta i [1].ț ț
Pregel este din [19]. Exist  o versiune open-source a lui Pregel numit  Giraphă ă
[14]. GraphLab [18] este un alt sistem de implementare paralel notabil pentru grafic
algoritmi. GraphX [22] este un front-end grafic pentru Spark.
Exist  o serie de alte sisteme construite pe un sistem de fi iere distribuit i / sauă ș ș
MapReduce, care nu au fost acoperite aici, dar ar putea fi demn de tiutș
despre. [8] descrie BigTable, o implementare Google a unui depozit de obiecte de
dimensiune foarte mare. O direc ie oarecum diferit  a fost luat  la Yahoo!ă ăț  cu nuci
[9]. Acesta din urm  accept  o form  limitat  de procesare a tranzac iilor, de exemplu.ă ă ă ă ț
PIG [20] este o implementare a algebrei rela ionale deasupra Hadoop.ț  Sim-
ilarly, Hive [16] implementeaz  o form  restric ionat  de SQL deasupra Hadoop.ă ă ăț  Scânteie
ofer , de asemenea, un front-end de tip SQL [23].ă
Modelul de comunicare-cost pentru algoritmii MapReduce i optimulș
implement rile îmbin rilor multiple sunt de la [3].ă ă  Materialul privind rata de replicare,
dimensiunea reductorului, iar rela ia lor este de la [2].ț  Solu ii la exerci iile 2.6.2 iț ț ș
2.6.3 poate fi g sit acolo.ă  Solu ia la exerci iul 2.6.4 este în [4].ț ț
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capitolul 3
G sirea unor articole similareă
O problem  fundamental  de extragere a datelor este examinarea datelor pentru elemente „similare”.ă ă  Noi
va prelua cererile în sec iunea 3.1, dar un exemplu ar fi analiza unuiț
colectarea de pagini Web i g sirea de pagini aproape duplicate.ăș  Aceste pagini ar putea fi
plagiatele, de exemplu, sau ar putea fi oglinzi care au aproape la fel
con inut, dar difer  în ceea ce prive te informa iile despre gazd  i despre alte oglinzi.ă ăț ș ț ș
Abordarea naiv  de a g si perechi de articole similare ne impune s  analiz mă ă ă ă
o pereche de articole. Când avem de-a face cu un set de date mare, ne uit m la toate perechileă
de articole pot fi prohibitive, chiar i având în vedere o abunden  de resurse hardware.ăș ț
De exemplu, chiar i un milion de articole ne ofer  o jum tate de trilion de perechi de examinat iă ăș ș
un milion de articole este considerat un set de date „mic” conform standardelor actuale.
Prin urmare, este o surpriz  pl cut  s  afl m despre o familie de tehnici numiteă ă ă ă ă
hash sensibil la localitate sau LSH, care ne permite s  ne concentr m pe perechi care sunt probabilă ă
a fi asem n tor, f r  a fi nevoie s  te ui i la toate perechile.ă ă ă ă ă ț  Astfel, este posibil ca noi
poate evita cre terea p tratic  a timpului de calcul care este cerut  deă ă ăș
algoritm naiv. Exist , de obicei, un dezavantaj al hashingului sensibil la localitate, datorată
la prezen a negativelor false, adic  a perechilor de elemente care sunt similare încă ăț
nu sunt incluse în setul de perechi pe care le examin m, ci printr-o acordare atentă ă
poate reduce frac ia de negative negative prin cre terea num rului de perechi noiăț ș
considera.
Ideea general  din spatele LSH este c  vom hash items folosind multe diferiteă ă
func ii hash.ț  Aceste func ii hash nu sunt tipul conven ional de hashț ț
func ii.ț  Mai degrab , acestea sunt atent concepute pentru a avea proprietatea pe care o împerechează ă
sunt mult mai susceptibile de a ajunge în aceea i g leat  a unei func ii hash dacă ă ăș ț
articolele sunt similare decât dac  nu sunt similare.ă  Atunci putem examina doar
perechi candidate, care sunt perechi de articole pentru care se termin  în aceea i g leată ă ăș
cel pu in una dintre func iile hash.ț ț



Începem discu ia noastr  despre LSH cu o examinare a problemei g siriiă ăț
documente similare - cele care împ rt esc o mul ime de text comun.ă ăș ț  Mai întâi ar t mă ă
cum s  convertim documentele în seturi (sec iunea 3.2) într-un mod care ne permite s  vizualiz mă ă ăț
similaritatea textual  a documentelor ca seturi cu o suprapunere mare.ă  Mai precis,
81
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m sur m similaritatea seturilor prin similaritatea lor Jaccard, raportul dintreă ă
dimensiunile intersec iei i uniunii lor.ț ș  Un al doilea truc cheie de care avem nevoie este minhashing
(Sec iunea 3.3), care este o modalitate de a converti seturi mari în reprezentan i mult mai miciț ț
t ri, numite semn turi, care înc  ne permit s  estim m îndeaproape Jaccardă ă ă ă ă
similaritatea seturilor reprezentate. În cele din urm , în sec iunea 3.4 vedem cum s  aplic mă ă ăț
ideea de colectare inerent  în LSH a semn turilor.ă ă
În sec iunea 3.5 începem studiul nostru despre cum s  aplic m LSH la alte elemente decâtă ăț
seturi. Consider m no iunea general  a unei m suri de distan  care spune la ceă ă ă ăț ț
elementele de grad sunt similare. Apoi, în sec iunea 3.6 lu m în considerare ideea general  aă ăț
hashing sensibil la localitate, iar în sec iunea 3.7 vedem cum s  facem LSH pentru unele dateăț
alte tipuri decât seturile. Apoi, Sec iunea 3.8 examineaz  în detaliu mai multe aplica iiăț ț
a ideii LSH. În cele din urm , lu m în considerare în sec iunea 3.9 câteva tehnici de g sireă ă ăț
seturi similare care pot fi mai eficiente decât LSH atunci când gradul de similaritate
vrem este foarte mare.

3.1 Aplica ii ale asem n rii seturiloră ăț
Ne vom concentra ini ial pe o no iune particular  de „similitudine”: asem nareaă ăț ț
seteaz  uitându-se la dimensiunea relativ  a intersec iei lor.ă ă ț  Aceast  no iune de similitudineă ț
se nume te similaritate Jaccard, care este introdus  în sec iunea 3.1.1.ăș ț  Atunci noi
examina i câteva dintre utiliz rile de a g si seturi similare.ă ăț  Acestea includ g sirea textuală ă
documente similare i filtrare colaborativ  prin g sirea de clien i similari iă ăș ț ș
produse similare. Pentru a transforma problema asem n rii textuale a documenteloră ă
într-una dintre intersec iile stabilite, folosim tehnica numit  indril , care esteă ăț ș
subiectul sec iunii 3.2.ț
3.1.1 Similitudinea seturilor Jaccard
Similitudinea Jaccard a mul imilor S i T este | S  T | / | S  T |, adic  raportul∩ ∪ ăț ș
de m rimea intersec iei dintre S i T la dimensiunea uniunii lor.ă ț ș  Vom
denota i asem narea Jaccard a lui S i T de c treă ăț ș  SIM (S, T).
Exemplul 3.1: În Fig. 3.1 vedem dou  seturi S i T. Exist  trei elementeă ăș
în intersec ia lor i un total de opt elemente care apar în S sau T sau ambele.ț ș
Astfel, SIM (S, T) = 3/8. ✷
3.1.2 Asem narea documenteloră
O clas  important  de probleme pe care similaritatea Jaccard le abordeaz  bine este aceeaă ă ă
de a g si documente similare textual într-un corpus mare, cum ar fi Web sau aă
colec ie de articole de tiri.ț ș  Ar trebui s  în elegem c  aspectul asem n riiă ă ă ăț
ne uit m aici la similitudinea la nivel de caracter, nu la „semnifica ie similar ”, careă ăț
ne cere s  examin m cuvintele din documente i utiliz rile acestora.ă ă ăș  Aceast  problemă ă
este, de asemenea, interesant, dar este abordat prin alte tehnici, pe care le-am sugerat în
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Figura 3.1: Dou  seturi cu similaritate Jaccard 3/8ă
Sec iunea 1.3.1.ț  Cu toate acestea, similaritatea textual  are i utiliz ri importante.ă ăș  Multe
acestea implic  g sirea de duplicate sau aproape de duplicate.ă ă  În primul rând, s  observ m acest lucruă ă
testarea dac  dou  documente sunt duplicate exacte este u oar ;ă ă ăș  compar  doară
dou  documente caracter cu caracter i dac  difer  vreodat , atunci nu suntă ă ă ăș
aceea i.ș  Cu toate acestea, în multe aplica ii, documentele nu sunt înc  identiceăț
împ rt esc por iuni mari din textul lor.ă ăș ț  Aici sunt cateva exemple:
Plagiat
G sirea documentelor plagiate testeaz  capacitatea noastr  de a g si similitudine textuale.ă ă ă ă  The
plagiatorul poate extrage doar unele p r i ale unui document pentru propria sa persoan .ă ăț  El poate
modifica i câteva cuvinte i poate modifica ordinea în care propozi iile originaluluiț ș ț
ap rea.ă  Cu toate acestea, documentul rezultat poate con ine în continuare o mare parte din original.ț  Nu
proces simplu de comparare a documentelor caracter cu caracter va detecta un
plagiat sofisticat.
Pagini oglindă
Este obi nuit ca site-urile web importante sau populare s  fie duplicate la un num ră ăș
de gazde, pentru a împ r i sarcina.ă ț  Paginile acestor site-uri oglind  vor fiă
destul de asem n toare, dar rareori sunt identice.ă ă  De exemplu, fiecare poate con ineț
informa iile asociate cu gazda lor particular  i fiecare dintre acestea ar putea aveaăț ș
linkuri c tre celelalte site-uri oglind , dar nu c tre ele însele.ă ă ă  Un fenomen înrudit este
reutilizarea paginilor Web de la o clas  academic  la alta.ă ă  Aceste pagini ar putea
include note de curs, sarcini i diapozitive de curs.ș  Se pot schimba pagini similare
numele cursului, anul i efectua i mici modific ri de la an la an.ăș ț  Aceasta
este important s  pute i detecta pagini similare de acest gen, deoarece c uta iă ăț ț
motoarele produc rezultate mai bune dac  evit  afi area a dou  pagini aproapeă ă ăș
identice în prima pagin  de rezultate.ă
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Articole din aceea i sursăș
Este obi nuit ca un reporter s  scrie un articol de tiri care s  fie distribuit,ă ăș ș
spun prin Associated Press, la multe ziare, care apoi publică
articolul de pe site-urile lor web. Fiecare ziar schimb  oarecum articolul.ă
Ace tia pot t ia paragrafe sau chiar ad uga materiale proprii.ă ăș  Ei cel mai mult
probabil va înconjura articolul cu propriile sigle, reclame i linkuri c tre alte articoleăș
la site-ul lor. Cu toate acestea, nucleul paginii fiec rui ziar va fi originalulă
articol. Agregatorii de tiri, cum ar fi tirile Google, încearc  s  g seasc  toate versiunile acestoraă ă ă ăș Ș
un articol, pentru a afi a doar unul, iar aceast  sarcin  necesit  g sirea când două ă ă ă ăș
Paginile web sunt similare din punct de vedere textual, de i nu sunt identice.ș  1
3.1.3 Filtrarea colaborativ  ca o problem  similară ă ă
O alt  clas  de aplica ii în care similitudinea seturilor este foarte important  se nume teă ă ăț ș
filtrare colaborativ , un proces prin care recomand m utilizatorilor elemente care au fostă ă
apreciat de al i utilizatori care au prezentat gusturi similare.ț  Vom investiga



filtrarea colaborativ  în detaliu în sec iunea 9.3, dar pentru moment s  vedemă ăț
câteva exemple comune.
Achizi ii on-lineț
Amazon.com are milioane de clien i i vinde milioane de articole.ț ș  Baza de date
înregistreaz  ce articole au fost cump rate de c tre care clien i.ă ă ă ț  Putem spune două
tomers sunt similare dac  seturile lor de articole cump rate au o similaritate mare Jaccard.ă ă
La fel, dou  articole care au seturi de cump r tori cu similaritate mare Jaccardă ă ă
va fi considerat similar. Re ine i c , de i ne-am putea a tepta ca site-urile oglind  s  aibă ă ă ăț ț ș ș
Similitudine Jaccard peste 90%, este pu in probabil ca vreunul dintre doi clien i s  aibă ăț ț
similitudinea cardului este atât de mare (cu excep ia cazului în care au achizi ionat un singur articol).ț ț  Chiar i unș
Asem narea Jaccard, cum ar fi 20%, ar putea fi suficient de neobi nuit  pentru a identifica clien ii cuă ăș ț
gusturi similare. Aceea i observa ie este valabil  i pentru obiecte;ăș ț ș  Asem n rile Jaccard au nevoieă ă
nu fi foarte mare pentru a fi semnificativ.
Filtrarea colaborativ  necesit  mai multe instrumente, pe lâng  g sirea de elemente similareă ă ă ă
clien i sau articole, a a cum discut m în capitolul 9. De exemplu, dou  Amazonă ăț ș
clien ii c rora le place fic iunea tiin ific  ar putea cump ra fiecare c r i de fic iune,ă ă ă ăț ț ș ț ț ț
dar doar câteva dintre acestea vor fi în comun. Cu toate acestea, prin combinarea
descoperind cu clustering (Capitolul 7), am putea fi în m sur  s  descoperim că ă ă ă
c r ile de fic iune se aseam n  reciproc i le plaseaz  într-un singur grup.ă ă ă ăț ț ș  Atunci, putem
ob ine i o no iune mai puternic  de similitudine cu clien ii întrebând dac  au f cut-oă ă ăț ț ț ț
achizi ii în cadrul multora dintre acelea i grupuri.ț ș
1 Agregarea tirilor implic , de asemenea, g sirea articolelor care au aproximativ acela i subiect, chiar dacă ă ăș ș
nu asem n toare din punct de vedere textual.ă ă  i aceast  problem  poate genera o c utare de similaritate, dar necesită ă ă ăȘ
alte tehnici decât similitudinea seturilor Jaccard.
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Evalu ri de filmeă
Netflix înregistreaz  ce filme au închiriat fiecare dintre clien ii s i, precum i evalu rileă ă ăț ș
atribuite acestor filme de c tre clien i.ă ț  Putem considera filmele ca fiind similare
dac  au fost închiriate sau apreciate de mul i dintre aceia i clien i i veziă ț ș ț ș
clien i la fel de asem n tori dac  au închiriat sau au apreciat foarte multe dintre acelea i filme.ă ă ăț ș
Acelea i observa ii pe care le-am f cut pentru Amazon mai sus se aplic  în aceast  situa ie:ă ă ăș ț ț
similitudinile nu trebuie s  fie mari pentru a fi semnificative i gruparea filmelor pe genuriă ș
va u ura lucrurile.ș
Când datele noastre constau mai degrab  în evalu ri decât în ă ă decizii binare (cump rat / f cută ă
nu cump r  sau mi-a pl cut / nu mi-a pl cut), nu ne putem baza doar pe seturi ca reprezent ri aleă ă ă ă ă
clien i sau articole.ț  Unele op iuni sunt:ț
1. Ignora i perechile de clien i / filme cu rating redus;ț ț  adic  trateaz  aceste evenimente ca i cumă ă ș
clientul nu a vizionat niciodat  filmul.ă
2. Când compara i clien ii, imagina i-v  dou  elemente stabilite pentru fiecare film,ă ăț ț ț
„Pl cut” i „urât”.ă ș  Dac  un client a apreciat un film la un nivel înalt, pune i „apreciat” pentruă ț
acel film din platoul clientului. Dac  au acordat un rating sc zut unui film, pune iă ă ț
„Urât” pentru acel film din platoul lor. Apoi, putem c uta Jaccard înaltă
similaritate între aceste seturi. Putem folosi un truc similar atunci când compar mă
filme.
3. Dac  evalu rile sunt de la 1 la 5 stele, introduce i un film în setul clientului de n ori, dacă ă ăț
au evaluat filmul cu stele n. Apoi, utiliza i similaritatea Jaccard pentru pungi atunci cândț
m surând similitudinea clien ilor.ă ț  Similitudinea Jaccard pentru gen iț
B i C sunt definite prin num rarea unui element de n ori în intersec ie dacă ăș ț
n este minimul de câte ori apare elementul în B iș
C. În uniune, num r m elementul suma num rului de oriă ă ă
apare în B i în C.ș  2
Exemplul 3.2: Similitudinea sacilor sacilor {a, a, a, b} i {a, a, b, b, c} este 1/3.ș
Intersec ia conteaz  a de dou  ori i b o dat , astfel încât dimensiunea sa este de 3. Dimensiuneaă ă ăț ș
unirea a dou  pungi este întotdeauna suma m rimilor celor dou  pungi, sau 9 în aceastaă ă ă
caz. Deoarece cea mai mare similitudine posibil  pentru saci este 1/2, scorulă
din 1/3 indic  faptul c  cele dou  pungi sunt destul de asem n toare, a a cum ar trebui s  reias  dintr-ună ă ă ă ă ă ăș
examinarea con inutului acestora.ț  ✷
2 De i uniunea pentru saci este în mod normal (de exemplu, în standardul SQL) definit  ca avândăș
suma num rului de exemplare din fiecare dintre cele dou  pungi, aceast  defini ie provoac  o anumit  inconsecvenă ă ă ă ă ăț ț
cu similaritatea Jaccard pentru seturi. Conform acestei defini ii a uniunii de saci, Jaccard maximț
similitudinea este 1/2, nu 1, deoarece unirea unui set cu sine are de dou  ori mai multe elemente decâtă
intersec ia aceluia i set cu sine.ț ș  Dac  prefer m s  avem similaritatea Jaccard a unui setă ă ă
cu el însu i s  fie 1, putem redefini unirea pungilor pentru ca fiecare element s  par  maximă ă ăș
de câte ori apare în oricare dintre cele dou  pungi.ă  Aceast  schimbare ofer , de asemenea, un motiv rezonabilă ă
m sura asem n rii pungii.ă ă ă
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3.1.4 Exerci ii pentru sec iunea 3.1ț ț
Exerci iul 3.1.1: Calcula i asem n rile Jaccard ale fiec rei perechi din urm toareleă ă ă ăț ț
trei seturi: {1, 2, 3, 4}, {2, 3, 5, 7} i {2, 4, 6}.ș
Exerci iul 3.1.2: Calcula i asem narea sacului Jaccard cu fiecare pereche de folieăț ț
coborârea a trei pungi: {1, 1, 1, 2}, {1, 1, 2, 2, 3} i {1, 2, 3, 4}.ș
!! Exerci iul 3.1.3: S  presupunem c  avem un set universal U de n elemente, iar noiă ăț
alege i dou  subseturi S i T la întâmplare, fiecare cu m din n elemente.ăț ș  Ce
este valoarea a teptat  a asem n rii Jaccard dintre S i T?ă ă ăș ș

3.2 Shingling de documente
Cel mai eficient mod de a reprezenta documentele ca seturi, în scopul identific riiă
certificarea unor documente similare din punct de vedere lexical înseamn  a construi din document setulă
de iruri scurte care apar în interiorul s u.ăș  Dac  facem acest lucru, atunci documentele care împ rt escă ă ăș
piesele scurte ca propozi iile sau chiar frazele vor avea multe elemente comuneț
în seturile lor, chiar dac  aceste propozi ii apar în ordine diferite în cele dou  documenteă ăț
menti. În aceast  sec iune, introducem cea mai simpl  i mai obi nuit  abordare,ă ă ăț ș ș
indril , precum i o varia ie interesant .ă ăș ș ț

3.2.1 k-zona zoster
Un document este un ir de caractere.ș  Defini i un k- indril  pentru a fi un documentăț ș
orice ir de lungime k g sit în document.ăș  Apoi, ne putem asocia
cu fiecare document, setul de k-zoster care apare de una sau mai multe ori în interior
acel document.
Exemplul 3.3: S  presupunem c  documentul nostru D este irul abcdabd i c  alegemă ă ăș ș
k = 2. Atunci setul de 2 indril  pentru D este {ab, bc, cd, da, bd}.ăș
Re ine i c  irul ab apare de dou  ori în D, dar apare o singur  dată ă ă ăț ț ș
ca o indril .ăș  O varia ie de indril  produce mai degrab  o pung  decât un set, deci fiecareă ă ăț ș
zoster ar ap rea în rezultat de câte ori apare în document.ă
Cu toate acestea, nu vom folosi aici saci de indril .ăș  ✷
Exist  mai multe op iuni cu privire la modul în care spa iul alb (gol, fil , linie nou ,ă ă ăț ț
etc.) este tratat. Probabil c  are sens s  înlocui i orice secven  a uneia sau mai multoră ă ăț ț
caractere în spa iu alb cu un singur gol.ț  În acest fel, distingem zona zoster
acoper  dou  sau mai multe cuvinte din cele care nu fac asta.ă ă
Exemplul 3.4: Dac  folosim k = 9, dar elimin m spa iul alb cu totul, atunci noiă ă ț
ar vedea o oarecare similaritate lexical  în propozi iile „Avionul era preg tit pentruă ăț
aterizare". i „funda ul a marcat un touchdown”.ș ș  Cu toate acestea, dac  noiă
re ine i semifabricatele, apoi primul are indril  care atinge dow i arunc  în jos, în timp ceă ăț ț ș ș
al doilea are touchdown. Dac  am elimina golurile, atunci amândou  ar aveaă ă
aterizare. ✷
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3.2.2 Alegerea dimensiunii indrilelorș
Putem alege k pentru a fi orice constant  ne place.ă  Cu toate acestea, dac  alegem k prea mic, atunciă
ne-am a tepta ca majoritatea secven elor de k caractere s  apar  în majoritatea documentelor.ă ăș ț
Dac  da, atunci am putea avea documente ale c ror seturi de indril  aveau similitude Jaccard ridicate.ă ă ăș
laritate, totu i documentele nu aveau niciuna din acelea i propozi ii sau chiar fraze.ș ș ț  La fel de
un exemplu extrem, dac  folosim k = 1, majoritatea paginilor web vor avea cea mai mare parte aă
caractere comune i alte câteva caractere, deci aproape toate paginile web vor aveaș
asem nare mare.ă
Cât de mare ar trebui s  fie k depinde de cât de lungi sunt documentele tipice i de cumă ș
mare setul de personaje tipice este. Important de re inut este:ț
• k ar trebui s  fie ales suficient de mare încât s  existe probabilitatea unei anumite indrilă ă ăș
care apare în orice document dat este redus.
Astfel, dac  corpusul nostru de documente este e-mailuri, alegerea k = 5 ar trebui s  fie în regul .ă ă ă
Pentru a vedea de ce, s  presupunem c  numai literele i un caracter general în spa iul alb apară ă ș ț
pere în e-mailuri (de i în practic , majoritatea caracterelor ASCII tip riteă ăș
se poate a tepta s  apar  ocazional).ă ăș  Dac  da, atunci ar exista 27ă  5 =
14.348.907 indril  posibil .ă ăș  Deoarece e-mailul tipic este mult mai mic decât 14
lungime de milioane de caractere, ne-am a tepta ca k = 5 s  func ioneze bine, i într-adev r func ioneaz .ă ă ăș ț ș ț
Cu toate acestea, calculul este ceva mai subtil. Cu siguran , mai mult de 27 de caracteristiciăț
tere apar în e-mailuri, cu toate acestea, toate caracterele nu apar cu probe egale
bilitate. Literele obi nuite i spa iile libere domin , în timp ce „z” i alte litere careăș ș ț ș
au o valoare punctual  ridicat  în Scrabble sunt rare.ă ă  Astfel, chiar i e-mailurile scurte vor aveaș



multe 5 indril  constând din litere comune i anse de a nu avea leg tură ă ăș ș ș
e-mailurile care împ rt esc aceste sindrile comune sunt mai mari decât ar fi implicat deă ăș
calcul în paragraful de mai sus. O regul  bun  este s  ne imagin m astaă ă ă ă
exist  doar 20 de caractere i estima i num rul de k-zoster ca 20ă ăș ț  k . Pentru
documentele mari, cum ar fi articolele de cercetare, alegerea k = 9 este considerat  sigur .ă ă

3.2.3 Hinging Shinging
În loc s  folosim iruri sub form  de indril , putem alege o func ie hashă ă ăș ș ț
care mapeaz  iruri de lungime k la un anumit num r de g le i i trateaz  rezultatulă ă ă ăș ț ș
num rul g le ii ca indril .ă ă ăț ș  Setul care reprezint  un document este apoiă
set de numere întregi care sunt numere de cup  ale unuia sau mai multor k-zoster care apară
în document. De exemplu, am putea construi setul de 9 indril  pentru aăș
documenteaz  i apoi mapeaz  fiecare dintre cele 9 indril  la un num r de cup  dină ă ă ă ăș ș
intervalul 0 la 2 32 - 1. Astfel, fiecare indril  este reprezentat  în schimb de patru octe iă ăș ț
din nou .ă  Nu numai c  datele au fost compactate, dar acum le putem manipulaă
(hash) indril  prin opera ii de ma in  cu un singur cuvânt.ă ăș ț ș
Observa i c  putem diferen ia mai bine documentele dac  folosim 9 indril  iă ă ăț ț ș ș
Hash-le pân  la patru octe i decât pentru a utiliza 4- indril , chiar dac  spa iul folosită ă ăț ș ț
a reprezenta o indril  este la fel.ăș  Motivul a fost atins în sec iunea 3.2.2.ț
Dac  folosim 4 indril , cele mai multe secven e de patru octe i sunt pu in probabil sau imposibilă ăș ț ț ț
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g si i în documente tipice.ă ț  Astfel, num rul efectiv al diferitelor zoster esteă
mult mai pu in de 2ț  32 1.−  Dac , la fel ca în sec iunea 3.2.2, presupunem c  sunt doar 20 de caractereă ăț
frecvent în textul în limba englez , apoi num rul diferitelor 4- indril  care este probabilă ă ăș
a se produce este doar (20) 4 = 160.000. Cu toate acestea, dac  folosim 9 indril , exist  multeă ă ăș
peste 2 32 de zona zoster probabil .ă  Când le hashem pân  la patru octe i, putemă ț
a tepta i aproape orice secven  de patru octe i s  fie posibil , a a cum sa discutat înă ă ăș ț ț ț ș
Sec iunea 1.3.2.ț
3.2.4 Zoster construit din cuvinte
O form  alternativ  de indril  s-a dovedit eficient  pentru problema identific riiă ă ă ă ăș
articole de tiri similare, men ionate în sec iunea 3.1.2.ș ț ț  Distinc ia exploatabil  pentruăț
aceast  problem  este c  articolele de tiri sunt scrise într-un stil destul de diferit decâtă ă ă ș
sunt alte elemente care apar de obicei pe pagina cu articolul. tiriȘ
articolele i majoritatea prozelor au multe cuvinte de oprire (a se vedea sec iunea 1.3.1), cel mai multș ț
cuvinte uzuale precum „ i”, „tu”, „c tre” i a a mai departe.ăș ș ș  În multe aplica ii,ț
vrem s  ignor m cuvintele stop, deoarece acestea nu ne spun nimic utilă ă
articolul, precum subiectul acestuia.
Cu toate acestea, pentru problema g sirii unor articole de tiri similare, s-a constatat că ăș
definirea unei indril  ca fiind un cuvânt de oprire urmat de urm toarele dou  cuvinte, indiferentă ă ăș
dac  au fost sau nu cuvinte de oprire, au format un set util de indril .ă ăș  The
avantajul acestei abord ri este c  articolul de tiri ar contribui mai multă ă ș
zoster la setul care reprezint  pagina web decât ar fi elementele din jură
menti. Aminti i-v  c  scopul exerci iului este de a g si pagini care au acelea iă ă ăț ț ș
articole, indiferent de elementele din jur. Prin p rtinirea setului de indrilă ăș
în favoarea articolului, pagini cu acela i articol i înconjur toare diferiteăș ș
materialul are o asem nare Jaccard mai mare decât paginile cu acela i înconjur toră ăș
material dar cu un articol diferit.
Exemplul 3.5: un anun  poate avea textul simplu „Cump ra i Sudzo”.ăț ț  Cu toate acestea, a
articolul de tiri cu aceea i idee ar putea citi ceva de genul „Un purt tor de cuvântăș ș
c ci Sudzo Corporation a dezv luit ast zi c  studiile au ar tat c  esteă ă ă ă ă ă
bine pentru oameni s  cumpere produse Sudzo. ”ă  Aici, am pus cursiv toate
probabil s  opreasc  cuvintele, de i nu exist  un num r stabilit din cele mai frecvente cuvinteă ă ă ăș
care ar trebui considerate cuvinte stop. Primele trei sindrile realizate dintr-un
stop word i urm toarele dou  urm toarele sunt:ă ă ăș
Un purt tor de cuvânt pentruă
pentru Sudzo
Corpora ia Sudzoț
Exist  nou  indril  din propozi ie, dar niciuna din „anun ”.ă ă ăș ț ț  ✷
3.2.5 Exerci ii pentru sec iunea 3.2ț ț
Exerci iul 3.2.1: Care sunt primele zece 3 indril  din prima tez  din sec.ă ăț ș
sec iunea 3.2?ț
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Exerci iul 3.2.2: Dac  folosim indrilele bazate pe cuvinte stop din sec iunea 3.2.4 iăț ș ț ș
lu m cuvintele stop pentru a fi toate cuvintele a trei sau mai pu ine litere, apoi ceă ț
sunt zona zoster din prima tez  a sec iunii 3.2?ă ț
Exerci iul 3.2.3: Care este cel mai mare num r de k-zoster un document de năț
octe i pot avea?ț  Pute i presupune c  dimensiunea alfabetului este suficient de mareăț
c  num rul irurilor posibile de lungime k este cel pu in n.ă ă ș ț

3.3 Rezumate ale seturilor care p streaz  similitudineaă ă
Seturile de indril  sunt mari.ăș  Chiar dac  le hashem la patru octe i fiecare, spa iulă ț ț
necesar pentru a stoca un set este înc  de aproximativ patru ori mai mare decât spa iul ocupat de document.ă ț
Dac  avem milioane de documente, este posibil s  nu fie posibil  stocarea tuturor documenteloră ă ă
seturi de indril  în memoria principal .ă ăș  3
Scopul nostru în aceast  sec iune este de a înlocui seturile mari cu reprezentan i mult mai mici.ă ț ț
numite „semn turi”.ă  Proprietatea important  de care avem nevoie pentru semn turi esteă ă
c  putem compara semn turile a dou  seturi i putem estima simularea Jaccardă ă ă ș
ilaritatea seturilor subiacente numai de la semn turi.ă  Nu este posibil ca.
semn turile ofer  similaritatea exact  a seturilor pe care le reprezint , dar estimareaă ă ă ă
colegii pe care îi ofer  sunt apropia i, iar cu cât semn turile sunt mai mari, cu atât sunt mai exacteă ăț
estim rile.ă  De exemplu, dac  înlocuim seturile de indril  de 200.000 de octe iă ăș ț
care deriv  din documente de 50.000 de octe i prin semn turi de 1000 de octe i, putemă ăț ț
ajung de obicei la câteva procente.
3.3.1 Reprezentarea matricial  a seturiloră
Înainte de a explica cum este posibil s  construi i semn turi mici din mariă ăț
seturi, este util s  vizualiza i o colec ie de seturi ca matrice caracteristic  a acestora.ă ăț ț
Coloanele matricei corespund seturilor, iar rândurile corespund
elemente ale mul imii universale din care sunt extrase elemente ale mul imilor.ț ț  Acolo
este 1 în rândul r i coloana c dac  elementul pentru rândul r este un membru al setului pentruăș
coloana c. În caz contrar, valoarea în pozi ia (r, c) este 0.ț
Element
S 1
S 2
S 3
S 4
A
1
0
0
1
b
0
0
1
0
c
0
1
0
1
d
1
0
1
1
e
0
0
1
0
Figura 3.2: O matrice reprezentând patru seturi
3 Exist  o alt  preocupare serioas : chiar dac  seturile se încadreaz  în memoria principal , num rul de perechiă ă ă ă ă ă ă
poate fi prea mare pentru noi pentru a evalua similitudinea fiec rei perechi.ă  Lu m solu ia pentruă ț
aceast  problem  în sec iunea 3.4.ă ă ț
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Exemplul 3.6: În Fig. 3.2 este un exemplu de matrice reprezentând seturi alese
din mul imea universal  {a, b, c, d, e}.ăț  Aici, S 1 = {a, d}, S 2 = {c}, S 3 = {b, d, e},



i Sș  4 = {a, c, d}. Rândul de sus i coloanele din stânga nu fac parte din matrice,ș
dar sunt prezente doar pentru a ne reaminti ce reprezint  rândurile i coloanele.ă ș  ✷
Este important s  ne amintim c  este pu in probabil ca matricea caracteristic  s  fieă ă ă ăț
modul în care sunt stocate datele, dar este util ca o modalitate de a vizualiza datele. Pentru un
motiv pentru a nu stoca date ca o matrice, aceste matrice sunt aproape întotdeauna rare
(au mult mai multe 0 decât 1) în practic .ă  Economise te spa iu pentru a reprezenta unș ț
matricea rar  de 0 i 1 dup  pozi iile în care apar 1.ă ăș ț  Pentru altul
motiv, datele sunt de obicei stocate într-un alt format în alte scopuri.
De exemplu, dac  rândurile sunt produse, iar coloanele sunt clien ii, reprezenta iă ț ț
dup  setul de produse pe care le-au cump rat, atunci aceste date ar ap rea într-adev r într-ună ă ă ă
tabelul de achizi ii din baza de date.ț  Un tuplu din acest tabel ar lista elementul,
cump r tor i, probabil, alte detalii despre achizi ie, cum ar fi data iă ă ș ț ș
cardul de credit utilizat.
3.3.2 Minhashing
Semn turile pe care dorim s  le construim pentru seturi sunt compuse din rezultatele unuiă ă
un num r mare de calcule, s  zicem câteva sute, fiecare dintre ele fiind un „minhash”ă ă
a matricei caracteristice. În aceast  sec iune, vom înv a cum este un minhashă ăț ț
calculat în principiu, iar în sec iunile ulterioare vom vedea cum un bunț
marea la minhash este calculat  în practic .ă ă
Pentru a minimiza un set reprezentat de o coloan  a matricei caracteristice, alege iă ț
o permutare a rândurilor. Valoarea minhash a oric rei coloane este num rul deă ă
primul rând, în ordinea permutat , în care coloana are 1.ă
Exemplul 3.7: S  presupunem c  alegem ordinea rândurilor beadc pentru matriceă ă
din Fig. 3.2. Aceast  permutare define te o func ie minhash h care mapeaz  seturile laă ăș ț
rânduri. S  calcul m valoarea minhash a mul imii Să ă ț  1 conform h. Primul
coloana, care este coloana pentru setul S 1 , are 0 în rândul b, deci trecem la rândul e,
al doilea în ordinea permutat .ă  Exist  din nou un 0 în coloana pentru Să  1 , deci
trecem la rândul a, unde g sim un 1. Astfel.ă  h (S 1 ) = a.
Element
S 1
S 2
S 3
S 4
b
0
0
1
0
e
0
0
1
0
A
1
0
0
1
d
1
0
1
1
c
0
1
0
1
Figura 3.3: O permutare a rândurilor din Fig. 3.2
De i nu este posibil din punct de vedere fizic permutarea unei caracteristici foarte mariș
matrice, func ia minhash h reordoneaz  implicit rândurile matricei deăț
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Fig. 3.2 deci devine matricea din Fig. 3.3. În aceast  matrice, putem citiă
valorile lui h prin scanarea de sus pân  ajungem la un 1. Astfel, vedemă
c  h (Să  2 ) = c, h (S 3 ) = b i h (Sș  4 ) = a. ✷



3.3.3 Minhashing i similaritatea Jaccardș
Exist  o leg tur  remarcabil  între minhashing i similaritatea Jaccardă ă ă ă ș
dintre seturile care sunt minhashed.

• Probabilitatea ca minhash s  func ioneze pentru o permutare aleatorie aă ț
rândurile produc aceea i valoare pentru dou  seturi egal cu asem narea Jaccardă ăș
dintre acele seturi.
Pentru a vedea de ce, trebuie s  ne imagin m coloanele pentru aceste dou  seturi.ă ă ă  Dac  restrângemă
noi în ine la coloanele pentru seturile Sș  1 i Sș  2 , apoi rândurile pot fi împ r ite în treiă ț
clase:
1. Tipul X rândurile au 1 în ambele coloane.
2. Tasta i Y rândurile au 1 într-una dintre coloane i 0 în cealalt .ăț ș
3. Tipul Z rândurile au 0 în ambele coloane.
Deoarece matricea este rar , majoritatea rândurilor sunt de tip Z. Cu toate acestea, este raportulă
a numerelor de rândurile de tip X i de tip Y care determin  atâtăș  SIM (S 1 , S 2 )
i probabilitatea ca h (Sș  1 ) = h (S 2 ). S  existe x rânduri de tip X i yă ș

rânduri de tip Y. Apoi SIM (S 1 , S 2 ) = x / (x + y). Motivul este c  x este dimensiuneaă
din S 1  S∩  2 i x + y este m rimea lui Săș  1  S∪  2 .
Acum, considera i probabilitatea ca h (Sț  1 ) = h (S 2 ). Dac  ne imagin m rândurileă ă
permutat aleatoriu, i continu m de sus, probabilitatea c  vomă ăș
întâlnim un rând de tip X înainte s  întâlnim un rând de tip Y este x / (x + y).ă  Dar dacă
primul rând din partea de sus, altul decât rândurile de tip Z, este un rând de tip X, apoi cu siguran ăț
h (S 1 ) = h (S 2 ). Pe de alt  parte, dac  primul rând, altul decât un rând de tip Ză ă
pe care îl întâlnim este un rând de tip Y, apoi setul cu 1 prime te acel rând ca minhashș
valoare. Cu toate acestea, setul cu 0 în acel rând devine cu siguran  un rând mai josăț
lista permutat .ă  Astfel, tim h (Sș  1 ) = h (S 2 ) dac  întâlnim mai întâi un rând de tip Y.ă
Concluzion m probabilitatea ca h (Să  1 ) = h (S 2 ) s  fie x / (x + y), care este iă ș
Similitudinea Jaccard a S 1 i Sș  2 .
3.3.4 Semn turi Minhashă
Gândi i-v  din nou la o colec ie de seturi reprezentate de matricea lor caracteristic  M.ă ăț ț
Pentru a reprezenta seturi, alegem la întâmplare un num r n de permut ri aleă ă
rânduri de M. Poate c  100 de permut ri sau câteva sute de permut ri vor face.ă ă ă
Apela i func iile minhash determinate de aceste permuta ii hț ț ț  1 , h 2 , ..., h n .
Din coloana care reprezint  setul S, construi i semn tura minhash pentru S,ă ăț
vectorul [h 1 (S), h 2 (S), ..., h n (S)]. În mod normal, reprezent m aceast  list  de valori hashă ă ă
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ca o coloan .ă  Astfel, putem forma din matricea M o matrice de semn tur , în careă ă
coloana a-a a lui M este înlocuit  cu semn tura minhash pentru (setul)ă ă
a doua coloan .ă
Re ine i c  matricea semn turii are acela i num r de coloane ca M, dară ă ăț ț ș
doar n rânduri. Chiar dac  M nu este reprezentat în mod explicit, ci în unele comprimateă
form  potrivit  pentru o matrice rar  (de exemplu, prin loca iile 1), este normală ă ă ț
pentru ca matricea semn turii s  fie mult mai mic  decât M.ă ă ă
Remarcabilul despre matricile de semn turi este c  le putem folosiă ă
coloane pentru a estima similaritatea Jaccard a seturilor care corespund
coloane din matricea semn turii.ă  Prin teorema demonstrat  în sec iunea 3.3.3, timă ț ș
c  probabilitatea ca dou  coloane s  aib  aceea i valoare într-un rând dat deă ă ă ă ș
matricea semn turii este egal  cu asem narea Jaccard a seturilor corespunz toareă ă ă ă
acele coloane. Mai mult, din moment ce permuta iile pe care valoreaz  minhashăț
au fost alese independent, ne putem gândi la fiecare rând al semn turiiă
matricea ca experiment independent. Astfel, num rul a teptat de rânduri înă ș
care dou  coloane sunt de acord este egal cu asem narea Jaccard cu cea corespunz toareă ă ă
seturi. Mai mult, cu cât folosim mai multe minhashings, adic  cu atât mai multe rânduri înă
matrice naturii, cu atât este mai mic  eroarea a teptat  în estimarea Jaccardă ăș
asem narea va fi.ă

3.3.5 Calcularea semn turilor Minhash în practică ă
Nu este fezabil s  permut m în mod explicit o matrice caracteristic  mare.ă ă ă  Chiar i culegereaș
o permutare aleatorie de milioane sau miliarde de rânduri necesit  mult timp iă ș
sortarea necesar  a rândurilor ar dura chiar mai mult timp.ă  Astfel, permutat
matrici precum cea sugerat  în Fig. 3.3, de i atractive din punct de vedere conceptual, nu suntă ș
implementabil.
Din fericire, este posibil s  simula i efectul unei permut ri aleatorii prină ăț
o func ie hash aleatorie care mapeaz  numerele de rânduri la câte g le i există ă ăț ț
sunt rânduri. O func ie hash care mapeaz  numerele întregi 0, 1, ..., k - 1 la numerele bucketăț
De la 0 la k  1 va mapa de obicei unele perechi de numere întregi la aceea i bucket i− ș ș



l sa i alte g le i neumplute.ă ăț ț  Cu toate acestea, diferen a nu este important  atâta timp câtăț
k este mare i nu exist  prea multe coliziuni.ăș  Putem men ine fic iuneaț ț
c  func ia noastr  hash h „permite” rândul r în pozi ia h (r) în permutată ăț ț
Ordin.
Astfel, în loc s  alegem n permut ri aleatorii de rânduri, alegem n aleatoriuă ă
func iile hash alese hț  1 , h 2 , ..., h n pe rânduri. Construim semn turaă
matrice luând în considerare fiecare rând în ordinea dat .ă  Fie SIG (i, c) elementul
a matricei de semn tur  pentru func ia hash i coloana c.ă ă ț ș  Ini ial, seteazăț
SIG (i, c) la  pentru toate i i c.∞ ș  Ne ocup m de rândul r f când urm toarele:ă ă ă
1. Calcula i hț  1 (r), h 2 (r), ..., h n (r).
2. Pentru fiecare coloan  c face i urm toarele:ă ăț
(a) Dac  c are 0 în rândul r, nu face i nimic.ă ț
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(b) Cu toate acestea, dac  c are 1 în rândul r, atunci pentru fiecare i = 1, 2, ..., n seta iă ț  SIG (i, c)
la cea mai mic  dintre valoarea curent  aă ă  SIG (i, c) i hș  i (r).
Rând
S 1
S 2
S 3
S 4
x +1 mod5 3x +1 mod5
0
1
0
0
1
1
1
1
0
0
1
0
2
4
2
0
1
0
1
3
2
3
1
0
1
1
4
0
4
0
0
1
0
0
3
Figura 3.4: Func ii Hash calculate pentru matricea din Fig. 3.2ț
Exemplul 3.8: S  reconsider m matricea caracteristic  din Fig. 3.2, careă ă ă
reproducem cu câteva date suplimentare ca în Fig. 3.4. Am înlocuit
litere numind rândurile dup  numere întregi de la 0 la 4. De asemenea, am ales dou  hashă ă
func ii: hț  1 (x) = x + 1 mod 5 i hș  2 (x) = 3x + 1 mod 5. Valorile acestor
dou  func ii aplicate numerelor rândurilor sunt date în ultimele dou  coloane aleă ăț
Fig. 3.4. Observa i c  aceste func ii hash simple sunt permut ri adev rate aleă ă ăț ț
rânduri, dar o permutare adev rat  este posibil  doar deoarece num rul de rânduri, 5, esteă ă ă ă
un prim. În general, vor exista coliziuni, unde dou  rânduri ob in acela i hashă ț ș



valoare.
Acum, s  simul m algoritmul pentru calcularea matricei de semn turi.ă ă ă
Ini ial, aceast  matrice este format  din toate -urile:ă ă ∞ț
S 1
S 2
S 3
S 4
h 1

∞
∞
∞
∞
h 2

∞
∞
∞
∞
În primul rând, consider m rândul 0 din Fig. 3.4.ă  Vedem c  valorile hă  1 (0) iș
h 2 (0) sunt ambele 1. Rândul numerotat 0 are 1 în coloane pentru seturile S 1 iș
S 4 , deci numai aceste coloane din matricea semn turii se pot modifica.ă  Deoarece 1 este mai mic decât

∞, modific m de fapt ambele valori din coloanele pentru Să  1 i Sș  4 . Curentul
estimarea matricei semn turii este astfel:ă
S 1
S 2
S 3
S 4
h 1
1

∞
∞
1
h 2
1

∞
∞
1
Acum, trecem la rândul numerotat 1 din Fig. 3.4. Acest rând are 1 numai în
S 3 , iar valorile sale hash sunt h 1 (1) = 2 i hș  2 (1) = 4. Astfel, set mă  SIG (1, 3) la 2
iș  SIG (2, 3) pân  la 4. Toate celelalte intr ri de semn turi r mân a a cum sunt deoarece loră ă ă ă ș

coloanele au 0 în rândul numerotat 1. Noua matrice de semn turi:ă
S 1
S 2
S 3
S 4
h 1
1

∞
2
1
h 2
1

∞
4
1
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Rândul din Fig. 3.4 numerotat 2 are 1 în coloane pentru S 2 i Sș  4 iș
valorile sale hash sunt h 1 (2) = 3 i hș  2 (2) = 2. Am putea modifica valorile din
semn tura pentru Să  4 , dar valorile din aceast  coloan  a matricei de semn turi, [1, 1], suntă ă ă
fiecare mai mic  decât valorile hash corespunz toare [3, 2].ă ă  Cu toate acestea, înc  din coloană ă
pentru c  Să  2 are înc  , îl înlocuim cu [3, 2], rezultând:ă∞



S 1
S 2
S 3
S 4
h 1
1
3
2
1
h 2
1
2
4
1
Urmeaz  rândul numerotat 3 din Fig. 3.4.ă  Aici, toate coloanele, cu excep ia Sț  2, au
1, iar valorile hash sunt h 1 (3) = 4 i hș  2 (3) = 0. Valoarea 4 pentru h 1 dep e teăș ș
ceea ce este deja în matricea semn turii pentru toate coloanele, a a c  nu vom faceă ăș
modifica i orice valori din primul rând al matricei de semn turi.ăț  Cu toate acestea, valoarea
0 pentru h 2 este mai mic decât ceea ce este deja prezent, a a c  coborâmăș  SIG (2, 1), SIG (2, 3) iș
SIG (2, 4) la 0. Re ine i c  nu putem coborîăț ț  SIG (2, 2) deoarece coloana pentru S 2 în
Fig. 3.4 are 0 în rândul pe care îl lu m în considerare în prezent.ă  Semn tura rezultată ă
matrice:
S 1
S 2
S 3
S 4
h 1
1
3
2
1
h 2
0
2
0
0
În cele din urm , considera i rândul din Fig. 3.4 numerotat 4. hă ț  1 (4) = 0 i hș  2 (4) = 3.
Deoarece rândul 4 are 1 numai în coloana pentru S 3 , compar m doar curentulă
coloan  de semn tur  pentru setul respectiv, [2, 0] cu valorile hash [0, 3].ă ă ă  De la 0 <2, noi
schimba iț  SIG (1, 3) la 0, dar din 3> 0 nu schimb mă  SIG (2, 3). Finala
matricea semn turii este:ă
S 1
S 2
S 3
S 4
h 1
1
3
0
1
h 2
0
2
0
0
Putem estima asem n rile Jaccard ale seturilor subiacente din aceastaă ă
matricea semn turii.ă  Observa i c  coloanele 1 i 4 sunt identice, deci presupunem că ăț ș
SIM (S 1 , S 4 ) = 1,0. Dac  ne uit m la Fig. 3.4, vedem c  adev rata similitudine Jaccardă ă ă ă
din S 1 i Sș  4 este 2/3. Aminti i-v  c  frac ia de rânduri care sunt de acord înă ăț ț
matricea semn turii este doar o estimare a adev ratei similitudini Jaccard i aceastaă ă ș
exemplu este mult prea mic pentru ca legea num rului mare s  asigure că ă ă
estim rile sunt apropiate.ă  Pentru exemple suplimentare, coloanele de semn tur  pentru Să ă  1 iș
S 3 sunt de acord în jum tate de rânduri (adev rat  similaritate 1/4), în timp ce semn turile lui Să ă ă ă  1 iș
S 2 estimeaz  0 ca asem nare Jaccard (valoarea corect ).ă ă ă  ✷
3.3.6 Accelerarea Minhashing-ului
Procesul de minhashing consum  mult timp, deoarece trebuie s  examin mă ă ă
întreaga matrice K-rând M pentru fiecare func ie minhash dorit .ăț  S  ne întoarcem mai întâiă
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la modelul Sec iunii 3.3.2, unde ne imagin m c  rândurile sunt permutate de fapt.ă ăț
Dar pentru a calcula o func ie minhash pe toate coloanele, nu vom merge pe toateț
drumul pân  la sfâr itul permut rii, dar uita i-v  doar la primul m din kă ă ăș ț
rânduri. Dac  facem m mic în compara ie cu k, reducem munca cu mareă ț
factor, k / m.
Cu toate acestea, exist  un dezavantaj în a face m mic.ă  Atâta timp cât fiecare coloană
are cel pu in un 1 în primele m rânduri în ordine permutat , rândurile dup  lunaă ăț
nu au niciun efect asupra valorii minhash i, la fel de bine, nu pot fi luate în considerare.ș  Dar
ce se întâmpl  dac  unele coloane sunt toate-0 în primele m rânduri?ă ă  Nu avem valoare minhash
pentru acele coloane i va trebui s  folosim un simbol special, pentru care noiăș
va folosi .∞
Când examin m semn turile minhash din dou  coloane pentru a estimaă ă ă
împerecheaz  asem narea Jaccard a seturilor lor subiacente, a a cum avem în sec iunea 3.3.4ă ă ș ț
s  se ia în considerare posibilitatea ca una sau ambele coloane s  aib   ca loră ă ă∞
valoarea minhash pentru unele componente ale semn turii.ă  Exist  trei cazuri:ă
1. Dac  niciuna dintre coloane nu are  într-un rând dat, atunci nu este necesar  nicio modificare.ă ∞ ă
Num ra i acest rând ca exemplu de valori egale dac  cele dou  valori suntă ă ăț
acela i i ca exemplu de valori inegale, dac  nu.ăș ș
2. O coloan  are  i cealalt  nu.ă ∞ ăș  În acest caz, dac  am fi folosită
toate rândurile matricei permutate M originale, coloana care are

∞ i s-ar fi dat în cele din urm  un anumit num r de rând i acel num ră ă ăș
cu siguran  nu va fi unul dintre primele m rânduri în ordinea permutat .ă ăț  Cu exceptia
cealalt  coloan  are o valoare care este unul dintre primele m rânduri.ă ă  Astfel, noi
cu siguran  avem un exemplu de valori inegale ale minhash-ului i num r m acest rândă ă ăț ș
a matricei de semn turi ca atare exemplu.ă
3. Acum, s  presupunem c  ambele coloane au  în rând.ă ă ∞  Apoi, în originalul permutat
matrice M, primele m rânduri ale ambelor coloane erau toate 0. Astfel nu avem
informa ii despre similaritatea Jaccard a seturilor corespunz toare;ăț  acea
similitudinea este doar o func ie a ultimelor k - m rânduri, pe care le-am alesț
s  nu te ui i.ă ț  Prin urmare, socotim acest rând al matricei de semn turi ca fiindă
nici un exemplu de valori egale, nici de valori inegale.
Atâta timp cât al treilea caz, în care ambele coloane au , este rar, ob inem∞ ț
aproape la fel de multe exemple de mediat pe cât exist  rânduri în matricea semn turii.ă ă
Acest efect va reduce precizia estim rilor noastre privind distan a Jaccardă ț
oarecum, dar nu mult. i din moment ce acum putem calcula minhashȘ
valori pentru toate coloanele mult mai rapid decât dac  am examina toate rândurile lui M,ă
ne putem permite timpul s  mai aplic m câteva func ii minhash.ă ă ț  Devenim uniformi
o precizie mai bun  decât ini ial i o facem mai repede decât înainte.ă ț ș
3.3.7 Accelerarea utilizând func iile Hashț
Ca i pân  acum, exist  motive pentru a nu permuta fizic rândurile în acest modă ăș
presupus în sec iunea 3.3.6.ț  Cu toate acestea, ideea permut rilor adev rate face mai multeă ă
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sens în contextul sec iunii 3.3.6 decât în ț sec iunea 3.3.2.ț  Motivul
este c  nu trebuie s  construim o permutare complet  a k elemente, ci doară ă ă
alege i un num r mic m din rândurile k, apoi alege i o permutare aleatorieăț ț
din acele rânduri. În func ie de valoarea lui m i de modul în care este stocat  matricea M, aceastaăț ș
ar putea avea sens s  urm m literal algoritmul sugerat de sec iunea 3.3.6.ă ă ț
Cu toate acestea, este mai probabil s  fie necesar  o strategie asem n toare sec iunii 3.3.5.ă ă ă ă ț
Acum, rândurile lui M sunt fixe i nu permutate.ș  Alegem o func ie hashț
care hasheaz  numerele rândurilor i calculeaz  valorile hash doar pentru primele m rânduri.ă ăș
Adic  urm m algoritmul Sec iunii 3.3.5, dar numai pân  când ajungem laă ă ăț
rândul m, dup  care ne oprim i, i pentru fiecare coloan , lu m minimulă ă ăș ș
valoarea hash v zut  pân  acum ca valoarea minhash pentru acea coloan .ă ă ă ă
Deoarece unele coloane pot avea 0 în toate m rândurile, este posibil ca unele dintre
valorile minhash vor fi .∞ Presupunând c  m este suficient de mare încât  minhashă ∞
valorile sunt rare, ob inem înc  o estimare bun  a similarit ii Jaccard a seturilor deă ă ăț ț
comparând coloanele matricei de semn turi.ă  S  presupunem c  T este ansamblul elementeloră ă
a mul imii universale care sunt reprezentate de primele m rânduri de matrice M. Fieț
S 1 i Sș  2 sunt mul imile reprezentate de dou  coloane ale lui M. Apoi primele m rânduriăț
lui M reprezint  mul imile Să ț  1  T i S∩ ș  2  T. Dac  ambele aceste mul imi sunt goale (adic ,∩ ă ăț
ambele coloane sunt toate-0 în primele lor rânduri m), atunci aceast  func ie minhash va fiă ț



∞ în ambele coloane i va fi ignorat atunci când se estimeaz  similaritatea Jaccardăș
a seturilor subiacente ale coloanelor.
Dac  cel pu in una dintre mul imile Să ț ț  1  T i S∩ ș  2  T nu este goal , atunci proba-∩ ă
bilitatea celor dou  coloane cu valori egale pentru aceast  func ie minhash esteă ă ț
Asem narea Jaccard a acestor dou  seturi, adică ă ă
| S 1  S∩  2  T |∩
| (S 1  S∪  2 )  T |∩
Atâta timp cât T este ales pentru a fi un subset aleatoriu al setului universal, cel a teptatș
valoarea acestei frac ii va fi aceea i cu asem narea Jaccard a Săț ș  1 i Sș  2 .
Cu toate acestea, vor exista unele varia ii aleatorii, deoarece, în func ie de T, am puteaț ț
g si i mai mult sau mai pu in decât un num r mediu de rânduri de tip X (1 în ambele coloane)ă ăț ț
i / sau tasta i rânduri Y (1 într-o coloan  i 0 în cealalt ) printre primii mă ăș ț ș

rânduri de matrice M.
Pentru a atenua aceast  varia ie, nu folosim acela i set T pentru fiecare minhashingă ț ș
pe care o facem. Mai degrab , împ r im rândurile lui M în grupuri k / m.ă ă ț  4 Apoi pentru fiecare
func ia hash, calcul m o valoare minhash examinând doar primul măț
rânduri de M, o valoare minhash diferit  examinând doar al doilea m rând,ă
i a a mai departe.ș ș  Ob inem astfel valori k / m minhash dintr-o singur  func ie hash iăț ț ș

o singur  trecere peste toate rândurile lui M. De fapt, dac  k / m este suficient de mare, putemă ă
ob ine i toate rândurile matricei de semn turi de care avem nevoie printr-o singur  func ie hashă ăț ț ț
aplicat fiec rui subset de rânduri de M.ă
4 În cele ce urmeaz , presupunem c  m împarte k în mod egal, pentru comoditate.ă ă  Nu este important, a a cumș
atâta timp cât k / m este mare, dac  unele rânduri nu sunt incluse în niciun grup deoarece k nu este un num r întregă ă
multiplu de m.
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Mai mult, folosind fiecare dintre rândurile lui M pentru a calcula unul dintre aceste minhash
valori, avem tendin a de a echilibra erorile în estimarea similarit ii Jaccardăț ț
datorit  oric rui subset specific al rândurilor.ă ă  Adic  asem narea Jaccardă ă
din S 1 i Sș  2 determin  raportul rândurilor de tip X i de tip Y.ă ș  Tot tipul X
rândurile sunt distribuite între seturile de rânduri k / m i, de asemenea, rândurile de tip Y.ș
Astfel, în timp ce un set de m rânduri poate avea mai multe tipuri de rând decât media,
trebuie s  existe apoi un alt set de m rânduri cu mai pu in decât media dintre acesteaă ț
acelasi tip.
Exemplul 3.9: În Fig. 3.5 vedem o matrice reprezentând trei seturi S 1 , S 2 iș
S 3 , cu un set universal de opt elemente; adic  k = 8. S  alegem m = 4, deci unulă ă
trecerea prin rânduri produce dou  valori minhash, una bazat  pe primele patruă ă
rânduri i cel lalt pe al doilea patru rânduri.ăș
S 1
S 2
S 3
0
0
0
0
0
0
0
0
1
0
1
1
1
1
1
1
1
0
1
0
0
0
0
0
Figura 3.5: O matrice boolean  reprezentând trei seturiă
În primul rând, re ine i c  asem n rile Jaccard ale celor trei seturi suntă ă ăț ț  SIM (S 1 , S 2 ) =



1/2, SIM (S 1 , S 3 ) = 1/5 iș  SIM (S 2 , S 3 ) = 1/2. Uit -te acum la primele patruă
numai rânduri. Oricare ar fi func ia hash pe care o folosim, valoarea minhash pentru Sț  1 va fi

∞, valoarea minhash pentru S 2 va fi valoarea hash a celui de-al 4-lea rând iș
valoarea minhash pentru S 3 va fi cea mai mic  dintre valorile hash pentru a treia iă ș
al patrulea rând. Astfel, valorile minhash pentru S 1 i Sș  2 nu vor fi niciodat  de acord.ă  Acea
are sens, deoarece dac  T este ansamblul elementelor reprezentate de primele patru rânduri,ă
atunci S 1  T =  i, prin urmare,∩ ∅ ș  SIM (S 1  T, S∩  2  T) = 0. Cu toate acestea, în∩
al doilea patru rânduri, asem narea Jaccard a Să  1 i Sș  2 limitat  la elementeă
reprezentat de ultimele patru rânduri este 2/3.
Concluzion m c  dac  gener m semn turi constând din dou  valori minhashă ă ă ă ă ă
folosind aceast  func ie hash, una bazat  pe primele patru rânduri i a doua bazată ă ăț ș
pe ultimele patru rânduri, num rul a teptat de meciuri pe care le ob inem întreă ș ț
semn turile pentru Să  1 i Sș  2 sunt media de 0 i 2/3 sau 1/3.ș  Întrucât actualul
Similitudinea Jaccard a S 1 i Sș  2 este 1/2, exist  o eroare, dar nu prea mareă
eroare. În exemple mai mari, unde valorile minhash se bazeaz  pe mult mai mult decâtă
patru rânduri, eroarea a teptat  se va apropia de zero.ăș
În mod similar, putem vedea efectul împ r irii rândurilor pe celelalte dou  perechiă ăț
de coloane. Între S 1 i Sș  3 , jum tatea superioar  reprezint  seturi cu un Jaccardă ă ă
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similaritatea de 0, în timp ce jum tatea de jos reprezint  seturi cu o similaritate Jaccardă ă
1/3. Prin urmare, num rul a teptat de meciuri în semn turile Să ăș  1 i Sș  3 este
media acestora, sau 1/6. Aceasta se compar  cu adev rata similitudine Jaccardă ă
SIM (S 1 , S 3 ) = 1/5. În cele din urm , atunci când compar m Să ă  2 i Sș  3 , observ m că ă
Similitudinea Jaccard a acestor coloane în primele patru rânduri este 1/2, la fel i a lorș
Similitudine Jaccard în cele patru rânduri de jos. Media, 1/2, este de asemenea de acord exact
cu SIM (S 2 , S 3 ) = 1/2. ✷
3.3.8 Exerci ii pentru sec iunea 3.3ț ț
Exerci iul 3.3.1: Verifica i teorema din sec iunea 3.3.3, care leag  Jac-ăț ț ț
similitudinea cardului cu probabilitatea de minhashing la valori egale, pentru
ular caz din Fig. 3.2.
(a) Calcula i asem narea Jaccard a fiec rei perechi de coloane din Fig. 3.2.ă ăț
! (b) Calcula i, pentru fiecare pereche de coloane din acea cifr , frac ia din 120ăț ț
permut rile rândurilor care fac ca cele dou  coloane s  fie hash la felă ă ă
valoare.
Exerci iul 3.3.2: Folosind datele din Fig. 3.4, ad uga i la semn turile fi ieruluiă ăț ț ș
coloanele valorilor urm toarelor func ii hash:ă ț
(a) h 3 (x) = 2x + 4 mod 5.
(b) h 4 (x) = 3x - 1 mod 5.
Element
S 1
S 2
S 3
S 4
0
0
1
0
1
1
0
1
0
0
2
1
0
0
1
3
0
0
1
0
4
0



0
1
1
5
1
0
0
0
Figura 3.6: Matrice pentru exerci iul 3.3.3ț
Exerci iul 3.3.3: În Fig. 3.6 este o matrice cu ase rânduri.ț ș
(a) Calcula i semn tura minhash pentru fiecare coloan  dac  folosim urm toareleă ă ă ăț
trei func ii hash: hț  1 (x) = 2x + 1 mod 6; h 2 (x) = 3x + 2 mod 6;
h 3 (x) = 5x + 2 mod 6.
(b) Care dintre aceste func ii hash sunt permut ri adev rate?ă ăț
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(c) Cât de apropiate sunt asem n rile Jaccard estimate pentru cele ase perechi de coloaneă ă ș
la adev ratele asem n ri Jaccard?ă ă ă
! Exerci iul 3.3.4: Acum c  tim c  similitudinea Jaccard este legat  de probabilitateaă ă ăț ș
bilitatea c  dou  seteaz  minhash la aceea i valoare, reconsidera i exerci iul 3.1.3.ă ă ă ș ț ț  Poate sa
utiliza i aceast  rela ie pentru a simplifica problema calcul rii a tept riloră ă ăț ț ș
Similitudinea Jaccard a seturilor alese la întâmplare?
! Exerci iul 3.3.5: Dovedi i c  dac  similitudinea Jaccard a dou  coloane este 0, atunciă ă ăț ț
minhashing ofer  întotdeauna o estimare corect  a asem n rii Jaccard.ă ă ă ă
!! Exerci iul 3.3.6: Ne-am putea a tepta s  putem estima simularea Jaccardăț ș
laritatea coloanelor f r  a utiliza toate permut rile posibile ale rândurilor.ă ă ă  De exemplu,
am putea permite doar permut ri ciclice;ă  adic  începe i de la un rând ales aleatoriuă ț
r, care devine primul în ordine, urmat de rândurile r + 1, r + 2 i a aș ș
pe, în jos pân  la ultimul rând, i apoi continuând cu primul rând, al doilea rând,ă ș
i a a mai departe, pân  la rândul r - 1. Exist  n astfel de permut ri, dac  există ă ă ă ăș ș

n rânduri. Cu toate acestea, aceste permut ri nu sunt suficiente pentru a estima Jaccardă
similaritate corect. Da i un exemplu de matrice cu dou  coloane în care se face mediaăț
peste toate permut rile ciclice nu ofer  asem narea Jaccard.ă ă ă
! Exerci iul 3.3.7: S  presupunem c  dorim s  folosim un cadru MapReduce pentru a calculaă ă ăț
semn turi minhash.ă  Dac  matricea este stocat  în buc i care corespund unoră ă ăț
coloane, atunci este destul de u or s  exploatezi paralelismul.ăș  Fiecare sarcin  Hart  prime te câtevaă ă ș
a coloanelor i a tuturor func iilor hash i calculeaz  semn turile minhashă ăș ț ș
dintre coloanele sale date. Cu toate acestea, s  presupunem c  matricea a fost blocat  de rânduri, deciă ă ă
c  unei sarcini Harta i se ofer  func iile hash i un set de rânduri pe care s  lucreze.ă ă ăț ș  Proiecta
Func ii Map i Reduce pentru a exploata MapReduce cu date în acest formular.ț ș
! Exerci iul 3.3.8: Dup  cum am observat în sec iunea 3.3.6, avem probleme când aăț ț
coloana are doar 0. Dac  calcul m o func ie minhash folosind coloane întregiă ă ț
(ca în sec iunea 3.3.2), atunci singura dat  când ob inem toate 0 într-o coloan  este dacă ă ăț ț
coloana reprezint  setul gol.ă  Cum ar trebui s  ne ocup m de setul gol de realizată ă
sigur nu sunt introduse erori în estimarea similarit ii Jaccard?ăț
!! Exerci iul 3.3.9: în exemplul 3.9, fiecare dintre cele trei estim ri ale Jaccard sim-ăț
ilaritatea ob inut  a fost fie mai mic , fie aceea i cu adev ratul Jaccardă ă ăț ș
similitudine. Este posibil ca pentru o alt  pereche de coloane s  fie mediaă ă
Similitudinile Jaccard ale jum t ilor superioare i inferioare vor dep i Jaccard-ul reală ă ăț ș ș
similaritatea coloanelor?

3.4 Hashing sensibil la localitate pentru documente
Chiar dac  putem folosi minhashing pentru a comprima documente mari în miciă
semn turile i p streaz  asem narea a teptat  a oric rei perechi de documenteă ă ă ă ă ăș ș
totu i poate fi imposibil s  g se ti în mod eficient perechile cu cea mai mare similaritate.ă ăș ș  The
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motivul este c  num rul de perechi de documente poate fi prea mare, chiar dac  există ă ă ă
nu sunt prea multe documente.
Exemplul 3.10: S  presupunem c  avem un milion de documente i c  folosim semn turiă ă ă ăș
de lungime 250. Apoi folosim 1000 de octe i per document pentru semn turi iăț ș
toate datele se încadreaz  într-un gigabyte - mai pu in decât o memorie principal  tipic  a unui laptop.ă ă ăț
Cu toate acestea, exist  (ă  1.000.000



2

) sau jum tate de trilion de perechi de documente.ă  Dac  este nevoie de ună
microsecund  pentru a calcula similaritatea a dou  semn turi, apoi este nevoie de aproapeă ă ă
ase zile pentru a calcula toate asem n rile de pe acel laptop.ă ăș  ✷

Dac  scopul nostru este s  calcul m similaritatea fiec rei perechi, noi nu suntem nimică ă ă ă
poate face pentru a reduce munca, de i paralelismul poate reduce timpul scurs.ș
Cu toate acestea, de multe ori ne dorim doar cele mai similare perechi sau toate perechile care sunt deasupra
unele limit  inferioar  în asem nare.ă ă ă  Dac  da, atunci trebuie s  ne concentr m doar aten iaă ă ă ț
pe perechi care ar putea fi similare, f r  a investiga fiecare pereche.ă ă  Există
o teorie general  a modului de a oferi o astfel de concentrare, numit  hashing sensibil la localitateă ă
(LSH) sau c utare în vecin tate.ă ă  În aceast  sec iune vom lua în considerare o form  specifică ă ăț
LSH, conceput pentru problema special  pe care am studiat-o: documente,ă
reprezentat de seturi de indril , apoi minhashed la semn turi scurte.ă ăș  În sec iunea 3.6ț
prezent m teoria general  a hashului sensibil la localitate i o serie deă ă ș
aplica ii i tehnici conexe.ț ș
3.4.1 LSH pentru semn turi Minhashă
O abordare general  a LSH este de a „hash” elemente de mai multe ori, în a a fel încâtă ș
articole similare sunt mai susceptibile de a fi hash la aceea i g leat  decât diferiteă ăș
elementele sunt. Apoi, lu m în considerare orice pereche care a ajuns la aceea i g leat  pentru oricareă ă ăș
dintre hashings pentru a fi o pereche candidat .ă  Verific m numai perechile de candida i pentruă ț
similitudine. Speran a este c  majoritatea perechilor diferite nu vor avea niciodat  hash laă ăț
aceea i g leat  i, prin urmare, nu va fi verificat  niciodat .ă ă ă ăș ș  Acele perechi diferite care
face hash la aceea i g leat  sunt fals pozitive;ă ăș  sper m c  acestea vor fi doar aă ă
mic  parte din toate perechile.ă  Sper m, de asemenea, c  majoritatea perechilor cu adev rat similareă ă ă
va hash la aceea i bucket sub cel pu in una dintre func iile hash.ș ț ț  Acestea
care nu sunt negative negative; sper m c  acestea vor fi doar o mic  parte dină ă ă
perechile cu adev rat similare.ă
Dac  avem semn turi minhash pentru articole, o modalitate eficient  de a alegeă ă ă
hashings este de a împ r i matricea semn turii în benzi b formate din r rânduriă ăț
fiecare. Pentru fiecare band , exist  o func ie hash care ia vectori de r numere întregiă ă ț
(por iunea unei coloane din acea band ) i le hasheaz  la unele mariă ăț ș
num rul de g le i.ă ă ț  Putem folosi aceea i func ie hash pentru toate benzile, darș ț
folosim o matrice separat  pentru fiecare band , deci coloane cu acela i vectoră ă ș
în diferite benzi, nu va avea hash la aceea i g leat .ă ăș
Exemplul 3.11: Figura 3.7 prezint  o parte dintr-o matrice de semn turi de 12 rânduri împ r iteă ă ă ț
în patru benzi de câte trei rânduri. Al doilea i al patrulea dintre cele expliciteș
coloanele afi ate au fiecare vectorul de coloan  [0, 2, 1] în prima band , deci eleă ăș
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1 0 0 0 2
3 2 1 2 2
0 1 3 1 1
. . .
. . .
banda 1
banda 2
banda 3
banda 4
Figura 3.7: Împ r irea unei matrice de semn turi în patru benzi de câte trei rânduri pe bandă ă ăț
cu siguran  va hash la aceea i g leat  în hashing pentru prima trup .ă ă ă ăț ș  Prin urmare,
indiferent de cum arat  acele coloane în celelalte trei benzi, aceast  perecheă ă
de coloane va fi o pereche de candida i.ț  Este posibil ca alte coloane, cum ar fi
primele dou  afi ate în mod explicit, vor, de asemenea, hash la aceea i g leat  conformă ă ăș ș
hashing-ul primei trupe. Cu toate acestea, deoarece vectorii lor de coloan  sunt diferi i,ă ț
[1, 3, 0] i [0, 2, 1], i exist  multe g le i pentru fiecare hashing, ne a tept m caă ă ăș ș ț ș
ansele ca o coliziune accidental  s  fie foarte mici.ă ăș  În mod normal, vom presupune

c  doi vectori hash la aceea i bucket dac  i numai dac  sunt identici.ă ă ăș ș
Dou  coloane care nu sunt de acord în banda 1 au alte trei anse s  devină ă ăș
o pereche de candida i;ț  ar putea fi identici în oricare dintre aceste alte trupe.
Cu toate acestea, observa i c  cu cât sunt mai asem n toare cele dou  coloane, cu atât este mai probabilă ă ă ă ăț
c  vor fi identici în unele trupe.ă  Astfel, intuitiv strategia de bandare
face ca coloanele similare s  fie mult mai susceptibile de a fi perechi candidate decât diferiteă
perechi. ✷
3.4.2 Analiza tehnicii de bandare
S  presupunem c  folosim b benzi de r rânduri fiecare i s  presupunem c  o anumit  pereche deă ă ă ă ăș
documentele au similitudini Jaccard. Reamintim din sec iunea 3.3.3 c  probeleăț
capacitatea semn turilor minhash pentru aceste documente sunt de acord în orice anumeă



rândul matricei semn turii este s.ă  Putem calcula probabilitatea ca acestea
documentele (sau mai bine zis semn turile lor) devin o pereche de candida i dup  cum urmeaz :ă ă ăț
1. Probabilitatea ca semn turile s  fie de acord în toate rândurile unui anumită ă
banda este s r .
2. Probabilitatea ca semn turile s  nu fie de acord în cel pu in un rând al unei p r iă ă ăț ț
banda ticular  este 1 - să  r .
3. Probabilitatea ca semn turile s  nu fie de acord în cel pu in un rând din fiecareă ă ț
dintre benzi este (1 - s r ) b .
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4. Probabilitatea ca semn turile s  fie de acord în toate rândurile a cel pu in unaă ă ț
band  i, prin urmare, devin o pereche candidat , este 1 - (1 - să ăș  r ) b .
0
1
de documente
Similitudine Jaccard
Probabilitate
de a deveni
un candidat
Figura 3.8: Curba S.
Poate c  nu este evident, dar indiferent de constantele alese b i r, aceastaă ș
func ia are forma unei curbe S, a a cum este sugerat în Fig. 3.8.ț ș  Pragul,
adic  valoarea asem n rii s la care probabilitatea de a deveni candidată ă ă
data este 1/2, este o func ie a lui b i r.ț ș  Pragul este aproximativ acolo unde este cre tereaș
cel mai abrupt, iar pentru b i r mari g sim c  perechile cu similitudine pesteă ăș
pragul este foarte probabil s  devin  candida i, în timp ce cei sub pragă ă ț
este pu in probabil s  devin  candida i - exact situa ia pe care o dorim.ă ăț ț ț  O aprox.
imita ia la prag este (1 / b)ț  1 / r . De exemplu, dac  b = 16 i r = 4, atunciă ș
pragul este aproximativ la s = 1/2, deoarece a 4-a r d cin  a 1/16 este 1/2.ă ă ă
Exemplul 3.12: S  lu m în considerare cazul b = 20 i r = 5. Adic  presupunemă ă ăș
avem semn turi de lungime 100, împ r ite în dou zeci de benzi de câte cinci rânduri fiecare.ă ă ăț
Figura 3.9 tabeleaz  unele dintre valorile func iei 1 - (1 - să ț  5 ) 20 . În tiin areș ț
c  pragul, valoarea lui s la care curba a crescut la jum tatea drumului, este doară ă
ceva mai mult de 0,5. De asemenea, observa i c  curba nu este exact pasul idealăț
func ie care sare de la 0 la 1 la prag, dar panta curbeiț
la mijloc este semnificativ. De exemplu, cre te cu mai mult de 0,6 de laș
s = 0,4 pân  la s = 0,6, deci panta din mijloc este mai mare de 3.ă
De exemplu, la s = 0,8, 1 - (0,8) 5 este de aproximativ 0,672. Dac  cre ti acest num ră ăș
la puterea 20, ve i ob ine aproximativ 0,00035.ț ț  Sc derea acestei frac ii din 1ă ț
produce 0,99965. Adic , dac  lu m în considerare dou  documente cu 80% similaritate, atunciă ă ă ă
într-o singur  band , au doar aproximativ 33% anse de a fi de acord în toate cele cinci rânduriă ă ș
i astfel devenind o pereche de candida i.ș ț  Cu toate acestea, exist  20 de trupe i deci 20ă ș
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s
1 - (1 - s r ) b
.2 .006
.3 .047
.4 .186
.5 .470
.6 .802
.7 .975
.8 .9996
Figura 3.9: Valorile curbei S pentru b = 20 i r = 5ș
anse de a deveni candidat.ș  Doar aproximativ una din 3000 de perechi care sunt la fel de mari

întrucât 80% similar nu va reu i s  devin  o pereche de candida i i astfel s  fie un fals negativ.ă ă ăș ț ș
✷
3.4.3 Combinarea tehnicilor
Acum putem oferi o abordare pentru a g si setul de perechi de candida i pentru similareă ț
documente i apoi descoperirea documentelor cu adev rat similare dintre ele.ăș  Aceasta
trebuie subliniat faptul c  aceast  abordare poate produce negative negative - perechi deă ă
documente similare care nu sunt identificate ca atare pentru c  nu devin niciodată ă



o pereche de candida i.ț  De asemenea, vor exista falsuri pozitive - perechi de candida i care suntț
evaluate, dar se constat  c  nu sunt suficient de similare.ă ă
1. Alege i o valoare k i construi i din fiecare document setul de indril  k.ăț ș ț ș
Op ional, hash-k-zoster pentru a numere mai mici cupe.ț
2. Sorta i perechile document- indril  pentru a le ordona prin indril .ă ăț ș ș
3. Alege i o lungime n pentru semn turile minhash.ăț  Introduce i lista sortat  înăț
algoritmul Sec iunii 3.3.5 pentru a calcula semn turile minhash pentru toateăț
documente.
4. Alege i un prag t care define te modul în care trebuie s  se afle documente similareăț ș
pentru ca ace tia s  fie considera i ca o „pereche similar ” dorit .ă ă ăș ț  Alege i un num răț
a benzilor b i a unui num r de rânduri r astfel încât br = n i pragulăș ș
t este aproximativ (1 / b) 1 / r . Dac  este important  evitarea negativelor false,ă ă
poate dori i s  selecta i b i r pentru a produce un prag mai mic decât t;ăț ț ș  dacă
viteza este important  i dori i s  limita i falsurile pozitive, selecta i b i r laă ăș ț ț ț ș
produc un prag mai mare.
5. Construi i perechi de candida i aplicând tehnica LSH din sec iunea 3.4.1.ț ț ț
6. Examina i semn turile fiec rei perechi de candida i i stabili i dac  frac iuneaă ă ăț ț ș ț ț
componentele în care sunt de acord este cel pu in t.ț
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7. Op ional, dac  semn turile sunt suficient de similare, accesa i documenteleă ăț ț
i verific  dac  sunt cu adev rat similare, mai degrab  decât documenteă ă ă ăș

care, din fericire, aveau semn turi similare.ă

3.4.4 Exerci ii pentru sec iunea 3.4ț ț
Exerci iul 3.4.1: Evalueaz  curba S 1 - (1 - săț  r ) b pentru s = 0,1, 0,2, ..., 0,9, pentru
urm toarele valori ale lui r i b:ă ș
• r = 3 i b = 10.ș
• r = 6 i b = 20.ș
• r = 5 i b = 50.ș
! Exerci iul 3.4.2: Pentru fiecare dintre perechile (r, b) din exerci iul 3.4.1, calcula iț ț ț
prag, adic  valoarea lui s pentru care valoarea 1  (1  să − −  r ) b este exact 1/2.
Cum se compar  aceast  valoare cu estimarea (1 / b)ă ă  1 / r care a fost sugerată
în sec iunea 3.4.2?ț
! Exerci iul 3.4.3: Utiliza i tehnicile explicate în sec iunea 1.3.5 pentru a aproximaț ț ț
curba S 1 - (1 - s r ) b când s r este foarte mic .ă
! Exerci iul 3.4.4: S  presupunem c  dorim s  implement m LSH prin MapReduce.ă ă ă ăț  Specifica-
presupunem c  buc i din matricea semn turii constau din coloane i elementeă ă ăț ș
sunt perechi cheie-valoare unde cheia este num rul coloanei i valoarea esteă ș
semn tura în sine (adic  un vector de valori).ă ă
(a) Ar ta i cum s  produce i g le ile pentru toate benzile ca ie ire a unui singură ă ăț ț ț ș
Procesul MapReduce. Sugestie: Re ine i c  o func ie de hart  poate produceă ăț ț ț
mai multe perechi cheie-valoare dintr-un singur element.
(b) Ar ta i cum un alt proces MapReduce poate converti ie irea lui (a) înă ț ș
o list  de perechi care trebuie comparate.ă  Mai exact, pentru fiecare coloan  i,ă
ar trebui s  existe o list  a acelor coloane j> i cu care trebuie s  fiuă ă ă
comparat.

3.5 M suri la distană ăț
Acum facem un scurt ocol pentru a studia no iunea general  de m suri la distan .ă ă ăț ț
Similitudinea Jaccard este o m sur  a cât de apropiate sunt seturile, de i nu esteă ă ș
într-adev r o m sur  de distan .ă ă ă ăț  Adic , cu cât seturile sunt mai apropiate, cu atât este mai mare Jaccardă
similitudine. Mai degrab , 1 minus similaritatea Jaccard este o m sur  a distan ei, a a cum noiă ă ă ț ș
va vedea; se nume te distan a Jaccard.ș ț
Cu toate acestea, distan a Jaccard nu este singura m sur  de apropiere care o faceă ăț
sens. Vom examina în aceast  sec iune alte m suri de distan  care auă ă ăț ț
aplica ii.ț  Apoi, în sec iunea 3.6 vedem cum m soar  unele dintre aceste distan eă ăț ț
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au, de asemenea, o tehnic  LSH care ne permite s  ne concentr m pe punctele din apropiere f ră ă ă ă ă
comparând toate punctele. Alte aplica ii ale m surilor de distan  vor ap rea cândă ă ăț ț
studiem gruparea în capitolul 7.



3.5.1 Defini ia unei m suri la distană ăț ț
S  presupunem c  avem un set de puncte, numit spa iu.ă ă ț  O m sur  de distan  în acest sensă ă ăț
spa iul este o func ie d (x, y) care ia dou  puncte în spa iu ca argumente iăț ț ț ș
produce un num r real i îndepline te urm toarele axiome:ă ăș ș
1. d (x, y)  0 (f r  distan e negative).≥ ă ă ț
2. d (x, y) = 0 dac  i numai dac  x = y (distan ele sunt pozitive, cu excep iaă ăș ț ț
distan a de la un punct la sine).ț
3. d (x, y) = d (y, x) (distan a este simetric ).ăț
4. d (x, y)  d (x, z) + d (z, y) (inegalitatea triunghiului).≤
Inegalitatea triunghiului este cea mai complex  condi ie.ă ț  Spune, intuitiv, că
pentru a c l tori de la x la y, nu putem ob ine niciun beneficiu dac  suntem obliga i s  c l torim prină ă ă ă ă ăț ț
un anumit al treilea punct z. Axioma triunghi-inegalitate este ceea ce face totul
m sur torile distan ei se comport  ca i când distan a descrie lungimea unei c i mai scurteă ă ă ăț ș ț
de la un punct la altul.
3.5.2 Distan e euclidieneț
Cea mai familiar  m sur  a distan ei este cea pe care o consider m în mod normală ă ă ăț
tance. ” Un spa iu euclidian n-dimensional este unul în care punctele sunt vectori de nț
numere reale. M sura conven ional  a distan ei în acest spa iu, pe care o vom faceă ăț ț ț
se refer  la cum Lă  2 -norm , este definit:ă
d ([x 1 , x 2 , ..., x n ], [y 1 , y 2 , ..., y n ]) = √

√
√
√
n

∑
i = 1

(x i - y i ) 2
Adic , p tr m distan a în fiecare dimensiune, însum m p tratele i lu mă ă ă ă ă ăț ș
r d cina p trat  pozitiv .ă ă ă ă ă
Este u or de verificat c  primele trei cerin e pentru m surarea distan ei suntă ăș ț ț
mul umit.ț  Distan a euclidian  între dou  puncte nu poate fi negativ ,ă ă ăț
pentru c  se inten ioneaz  r d cina p trat  pozitiv .ă ă ă ă ă ă ăț  Deoarece toate p tratele numerelor reale suntă
nenegativ, orice i astfel încât x i = y i for eaz  distan a s  fie strict pozitiv .ă ă ăț ț
Pe de alt  parte, dac  xă ă  i = y i pentru tot i, atunci distan a este clar 0. Simetrieț
urmeaz  deoarece (xă  i - y i ) 2 = (y i - x i ) 2 . Inegalitatea triunghiului necesit  un bineă
afacere de algebr  de verificat.ă  Cu toate acestea, este bine în eles c  este o proprietate aăț
Spa iul euclidian: suma lungimilor oric rei dou  laturi ale unui triunghi nu este mai mică ă ăț
decât lungimea celei de-a treia laturi.
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Exist  alte m suri de distan  care au fost utilizate pentru spa iile euclidiene.ă ă ăț ț
Pentru orice constant  r, putem defini Lă  r -norma ca fiind m sura distan ei dă ț
definit de:
d ([x 1 , x 2 , ..., x n ], [y 1 , y 2 , ..., y n ]) = (
n

∑
i = 1

| x i - y i | r ) 1 / r

Cazul r = 2 este de obicei L 2 -norm  tocmai am men ionat.ă ț  O alt  distan  comună ă ăț
m sura esteă  distan aț  L 1 -norm  sau Manhattan.ă  Acolo, distan a dintreț
dou  puncte reprezint  suma m rimilor diferen elor din fiecare dimensiune.ă ă ă ț
Se nume te „distan a Manhattan”, deoarece este distan a pe care ar trebui s  o faciăș ț ț
c l tori i între puncte dac  unul ar fi constrâns s  c l toreasc  de-a lungul liniilor grilei, ca peă ă ă ă ă ă ăț
str zile unui ora  precum Manhattan.ă ș
O alt  m sur  de distan  interesant  este Lă ă ă ă ăț  ∞ -norma, care este limita
pe m sur  ce r se apropie de infinitul Lă ă  r -norm. Pe m sur  ce r devine mai mare, doar dimensiuneaă ă
cu cea mai mare diferen  conteaz , deci formal,ă ăț  norma L ∞- este definit  caă
maxim de | x i - y i | peste toate dimensiunile i.
Exemplul 3.13: Lua i în considerare spa iul euclidian bidimensional (ț ț
plan ari) i punctele (2, 7) i (6, 4).ș ș  Norma L 2 d  o distană ăț
de  (2 - 6)√  2 + (7-4) 2 = 4√ 2 + 3 2 = 5. L 1 -norm  ofer  o distan  deă ă ăț
| 2 - 6 | + | 7 - 4 | = 4 + 3 = 7. L ∞ -normul d  o distan  deă ăț
max (| 2 - 6 |, | 7 - 4 |) = max (4, 3) = 4

✷
3.5.3 Distan a Jaccardț



Dup  cum sa men ionat la începutul sec iunii, definim distan a Jaccardă ț ț ț
de seturi de d (x, y) = 1 - SIM (x, y). Adic  distan a Jaccard este 1 minusă ț
raportul dintre dimensiunile intersec iei i uniunii mul imilor x i y.ț ș ț ș  Trebuie s  verific mă ă
c  aceast  func ie este o m sur  a distan ei.ă ă ă ăț ț
1. d (x, y) nu este negativ deoarece dimensiunea intersec iei nu poate dep iăț ș
m rimea uniunii.ă
2. d (x, y) = 0 dac  x = y, deoarece x  x = x  x = x.ă ∪ ∩  Cu toate acestea, dac  x = y, atunciă
dimensiunea lui x  y este strict mai mic  decât dimensiunea lui x  y, deci d (x, y) este strict∩ ă ∪
pozitiv.
3. d (x, y) = d (y, x) deoarece atât uniunea cât i intersec ia sunt simetrice;ș ț  adică
x  y = y  x i x  y = y  x.∪ ∪ ∩ ∩ș
4. Pentru inegalitatea triunghiului, reamintim din sec iunea 3.3.3 căț  SIM (x, y) este
probabilitatea unei func ii minhash aleatorii mapeaz  x i y la aceea i valoare.ăț ș ș
Astfel, distan a Jaccard d (x, y) este probabilitatea ca o minț
func ia hash nu trimite x i y la aceea i valoare.ț ș ș  Prin urmare, putem
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traduce i condi ia d (x, y)  d (x, z) + d (z, y) la afirma ia c  dac≤ ă ăț ț ț
h este o func ie minhash aleatorie, atunci probabilitatea ca h (x) = h (y)ț
nu este mai mare decât suma probabilit ii ca h (x) = h (z) iăț ș
probabilitatea ca h (z) = h (y). Cu toate acestea, aceast  afirma ie este adev rat  deoareceă ă ăț
ori de câte ori h (x) = h (y), cel pu in unul dintre h (x) i h (y) trebuie s  fie diferităț ș
de la h (z). Nu pot fi amândoi h (z), deoarece atunci h (x) i h (y)ș
ar fi la fel.
.
3.5.4 Distan a cosinusuluiț
Distan a cosinusului are sens în spa iile care au dimensiuni, inclusiv Eu-ț ț
spa ii clidiene i versiuni discrete ale spa iilor euclidiene, cum ar fi spa iile undeț ș ț ț
punctele sunt vectori cu componente întregi sau componente booleene (0 sau 1). În
într-un astfel de spa iu, punctele pot fi gândite ca direc ii.ț ț  Nu distingem
între un vector i un multiplu al acelui vector.ș  Apoi distan a cosinusului dintreț
dou  puncte este unghiul pe care îl fac vectorii fa  de acele puncte.ă ăț  Acest unghi va
s  fie în intervalul 0 - 180 de grade, indiferent de câte dimensiuni are spa iulă ț
are.
Putem calcula distan a cosinusului calculând mai întâi cosinusul luiț
i apoi aplicarea func iei arc-cosinus pentru a se traduce la un unghi înș ț

Interval 0-180 grade. Având în vedere doi vectori x i y, cosinusul unghiului dintreș
ele este produsul punct xy împ r it la Lă ț  2 -normele lui x i y (adic  ale lorăș
Distan ele euclidiene de la origine).ț  Aminti i-v  c  produsul punct al vectoriloră ăț
[x 1 , x 2 , ..., x n ]. [y 1 , y 2 , ..., y n ] este ∑
n

i = 1 x i y i .
Exemplul 3.14: Fie cei doi vectori ai no tri x = [1, 2, 1] i = [2, 1, 1].−ș ș  Punctul
produsul xy este 1 × 2 + 2 × 1 + (- 1) × 1 = 3.Norma L 2 a ambilor vectori este

√6. De exemplu, x are L 2 -norm 1√ 2 + 2 2 + ( 1)−  2 = 6.√  Astfel, cosinusul
unghiul dintre x i y este 3 / ( 6 6) sau 1/2.√√ș  Unghiul al c rui cosinus este 1/2ă
este de 60 de grade, deci aceasta este distan a cosinusului între x i y.ț ș  ✷
Trebuie s  ar t m c  distan a cosinusului este într-adev r o m sur  a distan ei.ă ă ă ă ă ă ăț ț  Noi
l-am definit astfel încât valorile s  fie cuprinse între 0 i 180, deci nu exist  distan e negativeă ăș ț
sunt posibile. Doi vectori au unghiul 0 dac  i numai dac  sunt în aceea i direc ie.ă ăș ș ț  5
Simetria este evident : unghiul dintre x i y este acela i cu unghiulă ș ș
între y i x.ș  Inegalitatea triunghiului este argumentat  cel mai bine prin ra ionamentul fizic.ă ț
O modalitate de a roti de la x la y este de a roti la z i de acolo la y.ș  Suma
aceste dou  rota ii nu pot fi mai mici decât rota ia direct  de la x la y.ă ăț ț
5 Observa i c  pentru a satisface a doua axiom , trebuie s  trat m vectori care sunt multipli ai luiă ă ă ăț
unii pe al ii, de exemplu [1, 2] i [3, 6], ca aceea i direc ie, care sunt.ț ș ș ț  Dac  le-am privi pe acesteaă
ca vectori diferi i, le-am da distan a 0 i astfel vom înc lca condi ia c  numaiă ăț ț ș ț
d (x, x) este 0.
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3.5.5 Editare distan ăț
Aceast  distan  are sens atunci când punctele sunt iruri.ă ăț ș  Distan a dintre doiț
iruri x = xș  1 x 2 · · ·  x n i y = yș  1 y 2 · · ·  y m este cel mai mic num r de inser iiă ț



i tergeri de caractere unice care vor converti x în y.ș ș
Exemplul 3.15: Distan a de editare dintre irurile x = abcde i y =ț ș ș
acfdeg este 3. Pentru a converti x în y:
1. terge i b.Ș ț
2. Introduce i f dup  c.ăț
3. Introduce i g dup  e.ăț
Nicio secven  de mai pu in de trei inser ii i / sau tergeri nu va converti x în y.ăț ț ț ș ș
Astfel, d (x, y) = 3. ✷
Un alt mod de a defini i calcula distan a de editare d (x, y) este s  calcula iăș ț ț
cea mai lung  subsecven  comun  (LCS) a lui x i y.ă ă ăț ș  Un LCS de x i y este aș
ir care este construit prin tergerea pozi iilor din x i y, i care este caș ș ț ș ș

atâta timp cât orice ir care poate fi construit în acest fel.ș  Distan a de editare d (x, y)ț
poate fi calculat ca lungimea lui x plus lungimea lui minus de dou  ori lungimeaă
din LCS-ul lor.
Exemplul 3.16: irurile x = abcde i y = acfdeg din Exemplul 3.15Ș ș
au un LCS unic, care este acde. Putem fi siguri c  este cel mai lung posibil,ă
deoarece con ine fiecare simbol care apare atât în ț x, cât i în y.ș  Din fericire, acestea
simbolurile comune apar în aceea i ordine în ambele iruri, a a c  suntem capabiliăș ș ș
folosi i-le pe toate într-un LCS.ț  Re ine i c  lungimea lui x este 5, lungimea lui y este 6 iăț ț ș
lungimea LCS a acestora este 4. Distan a de editare este astfel 5 + 6 - 2 × 4 = 3, careț
este de acord cu calculul direct din Exemplul 3.15.
Pentru un alt exemplu, considera i x = aba i y = bab.ț ș  Distan a lor de editare esteț
2. De exemplu, putem converti x în y tergând prima a i apoi inserândș ș
b la final. Exist  dou  LCS-uri: ab i ba.ă ă ș  Fiecare poate fi ob inut deț
tergerea unui simbol din fiecare ir.ș ș  A a cum trebuie s  fie cazul mai multor LCSăș

din aceea i pereche de iruri, ambele LCS au aceea i lungime.ș ș ș  Prin urmare, noi
poate calcula distan a de editare ca 3 + 3 - 2 × 2 = 2. ✷ț
Editarea distan ei este o m sur  a distan ei.ă ăț ț  Cu siguran , nicio distan  de editare nu poate fi negativ ,ă ă ăț ț
i doar dou  iruri identice au o distan  de editare de 0. Pentru a vedea aceast  editareă ă ăș ș ț

distan a este simetric , re ine i c  o secven  de inser ii i tergeri poate fiă ă ăț ț ț ț ț ș ș
inversat, fiecare inser ie devenind o tergere i invers.ț ș ș  Triunghiul
inegalitatea este de asemenea simpl .ă  O modalitate de a transforma un ir într-un ir tș ș
este de a transforma s într-un ir u i apoi de a transforma u în t.ș ș  Astfel, num rul deă
modific rile f cute mergând de la s la u, plus num rul de edit ri f cute mergând de la u la tă ă ă ă ă
nu poate fi mai mic decât cel mai mic num r de edit ri care vor transforma s în t.ă ă
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Spa ii neeuclidieneț
Observa i c  mai multe dintre m surile de distan  introduse în aceast  sec iune suntă ă ă ăț ț ț
nu spa ii euclidiene.ț  O proprietate a spa iilor euclidiene pe care o vom g siăț
important atunci când abord m gruparea în capitolul 7 este c  mediaă ă
de puncte într-un spa iu euclidian exist  întotdeauna i este un punct din spa iu.ăț ș ț
Cu toate acestea, lua i în considerare spa iul seturilor pentru care am definit disec ia Jaccardț ț ț
tance. No iunea de „medie” a dou  seturi nu are sens.ăț  De asemenea,
spa iul irurilor, unde putem folosi distan a de editare, nu ne lasăț ș ț
ia „media” corzilor.
Spa iile vectoriale, pentru care am sugerat distan a cosinusului, pot sau potț ț
nu fii euclidian. Dac  componentele vectorilor pot fi orice num r reală ă
bers, atunci spa iul este euclidian.ț  Cu toate acestea, dac  restrângem componentele laă
fi i întregi, atunci spa iul nu este euclidian.ț ț  Observa i c , de exemplu, noiăț
nu pot g si o medie a vectorilor [1, 2] i [3, 1] în spa iul vectoriloră ș ț
cu dou  componente întregi, de i dac  le-am trata ca pe membri aiă ăș
spa iul euclidian bidimensional, atunci am putea spune c  media lorăț
a fost [2,0, 1,5].
3.5.6 Distan a de lovireț
Având în vedere un spa iu de vectori, definim distan a de Hamming între doi vectoriț ț
s  fie num rul de componente în care difer .ă ă ă  Ar trebui s  fie evidentă
c  distan a Hamming este o m sur  a distan ei.ă ă ăț ț  În mod clar distan a Hammingț
nu poate fi negativ, iar dac  este zero, atunci vectorii sunt identici.ă  Dis-
tanta nu depinde de care dintre doi vectori consider m mai întâi.ă  Triunghiul
inegalitatea ar trebui, de asemenea, s  fie evident .ă ă  Dac  x i z difer  în m componente, i ză ăș ș
i y difer  în n componente, atunci x i y nu pot diferi în mai mult de m + năș ș

componente. Cel mai frecvent, distan a Hamming este utilizat  atunci când vectorii suntăț
Boolean; constau doar din 0 i 1.ș  Cu toate acestea, în principiu, vectorii pot
au componente din orice set.
Exemplul 3.17: Distan a Hamming între vectorii 10101 i 11110ț ș



este 3. Adic  ace ti vectori difer  în a doua, a patra i a cincea component ,ă ă ăș ș
în timp ce sunt de acord în prima i a treia component .ăș  ✷
3.5.7 Exerci ii pentru sec iunea 3.5ț ț
! Exerci iul 3.5.1: Pe spa iul numerelor întregi nenegative, care dintre urm toareleăț ț
func iile sunt m sur tori la distan ?ă ă ăț ț  Dac  da, dovede te-l;ă ș  dac  nu, demonstra i c  nu reu e teă ăț ș ș
satisfac una sau mai multe dintre axiome.
(a) max (x, y) = cel mai mare dintre x i y.ș
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(b) dif (x, y) = | x - y | (magnitudinea absolut  a diferen ei dintre xă ț
i y).ș

(c) sum  (x, y) = x + y.ă
Exerci iul 3.5.2: G si iăț ț  distan eleț  L 1 i Lș  2 dintre punctele (5, 6, 7) iș
(8, 2, 4).
!! Exerci iul 3.5.3: Dovedi i c  dac  i i j sunt numere întregi pozitive i i <j,ă ăț ț ș ș
atunci norma L i dintre oricare dou  puncte este mai mare decâtă  norma L j dintre
acelea i dou  puncte.ăș
Exerci iul 3.5.4: G si i distan ele Jaccard între urm toarele perechi deă ăț ț ț
seturi:
(a) {1, 2, 3, 4} i {2, 3, 4, 5}.ș
(b) {1, 2, 3} i {4, 5, 6}.ș
Exerci iul 3.5.5: Calcula i cosinusurile unghiurilor dintre fiecare dintre urm toareleăț ț
perechi mici de vectori. 6
(a) (3, 1, 2) i ( 2, 3, 1).− −ș
(b) (1, 2, 3) i (2, 4, 6).ș
(c) (5, 0, 4) i ( 1, 6, 2).− − −ș
(d) (0, 1, 1, 0, 1, 1) i (0, 0, 1, 0, 0, 0).ș
! Exerci iul 3.5.6: Dovedi i c  distan a cosinusului între oricare doi vectori ai lui 0ăț ț ț
i 1, de aceea i lungime, are cel mult 90 de grade.ș ș

Exerci iul 3.5.7: G si i distan ele de editare (folosind doar inser ii i tergeri)ăț ț ț ț ș ș
între urm toarele perechi de corzi.ă
(a) abcdef i bdaefc.ș
(b) abccdabc i acbdcab.ș
(c) abcdef i baedfc.ș
! Exerci iul 3.5.8: Exist  o serie de alte no iuni de distan  de editare disponibile.ă ăț ț ț
De exemplu, putem permite, pe lâng  inser ii i tergeri, urm toareleă ăț ș ș
opera iuni:ț
6 Re ine i c  ceea ce solicit m nu este tocmai distan a cosinusului, ci de la cosinusă ăț ț ț
dintr-un unghi, pute i calcula unghiul în sine, poate cu ajutorul unui tabel sau bibliotecăț
func ie.ţ
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eu. Muta ie, unde un simbol este înlocuit cu un alt simbol.ț  Re ine i c  aăț ț
muta ia poate fi întotdeauna efectuat  printr-o inser ie urmat  de o tergere,ă ăț ț ș
dar dac  permitem muta ii, atunci aceast  modificare conteaz  doar 1, nu 2, cândă ă ăț
calculând distan a de editare.ț
ii. Transpunere, unde dou  simboluri adiacente au pozi iile schimbate.ă ț
La fel ca o muta ie, putem simula o transpunere printr-o inser ie urmatăț ț
printr-o singur  tergere, dar aici num r m doar 1 pentru ace ti doi pa i.ă ă ăș ș ș
Repeta i exerci iul 3.5.7 dac  distan a de editare este definit  ca fiind num rul de inser ii,ă ă ăț ț ț ț
tergeri, muta ii i transpuneri necesare pentru a transforma un ir înș ț ș ș

un alt.
! Exerci iul 3.5.9: Dovedi i c  distan a de editare discutat  în Exerci iul 3.5.8 esteă ăț ț ț ț
într-adev r o m sur  de distan .ă ă ă ăț
Exerci iul 3.5.10: G si i distan ele Hamming între fiecare pereche de urm toriă ăț ț ț
vectori lowing: 000000, 110011, 010101 i 011100.ș

3.6 Teoria func iilor sensibile la localitateț
Tehnica LSH dezvoltat  în sec iunea 3.4 este un exemplu de familie de func iiă ț ț
(func iile minhash) care pot fi combinate (prin tehnica de bandaj)ț
pentru a distinge puternic între perechi la o distan  mic  de perechi la o distan  mareă ă ăț ț
tance. Abruptitatea curbei S din Fig. 3.8 reflect  cât de eficient putemă
evita fals pozitive i negative negative în rândul perechilor de candida i.ș ț



Acum, vom explora alte familii de func ii, pe lâng  func iile minhashăț ț
, care pot servi la producerea eficient  a perechilor de candida i.ă ț  Aceste func ii potț
se aplic  spa iului seturilor i distan ei Jaccard, sau altui spa iu i / sauă ț ș ț ț ș
o alt  m sur  de distan .ă ă ă ăț  Exist  trei condi ii de care avem nevoie pentru o familieă ț
de func ii:ț
1. Trebuie s  fie mai probabil s  fac  perechi apropiate s  fie perechi candidate decâtă ă ă ă
perechi îndep rtate.ă  Facem aceast  no iune precis  în sec iunea 3.6.1.ă ăț ț
2. Ele trebuie s  fie independente din punct de vedere statistic, în sensul c  este posibilă ă
estimeaz  probabilitatea ca dou  sau mai multe func ii s  dea o anumită ă ă ăț
r spuns prin regula produsului pentru evenimente independente.ă
3. Ele trebuie s  fie eficiente, în dou  moduri:ă ă
(a) Trebuie s  poat  identifica cu mult mai pu in perechile de candida iă ă ț ț
decât timpul necesar pentru a privi toate perechile. De exemplu, minhash
func iile au aceast  capacitate, deoarece putem hash seturi la minhashăț
valori în timp propor ionale cu dimensiunea datelor, mai degrab  decâtăț
p tratul num rului de seturi din date.ă ă  Din moment ce seturi cu comune
valorile sunt plasate într-o g leat , am produs implicită ă
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perechi candidate pentru o singur  func ie minhash în timp mult mai mic  decâtă ăț
num rul de perechi de seturi.ă
(b) Acestea trebuie s  fie combinabile pentru a construi func ii care s  fie mai bine evitate-ă ăț
fals pozitive i negative, iar func iile combinate trebuieș ț
ia, de asemenea, un timp mult mai mic decât num rul de perechi.ă  Pentru ex-
amplu, tehnica de bandare din sec iunea 3.4.1 necesit  un minhash unicăț
func ii, care îndeplinesc condi ia 3a, dar nu o au, de la sineț ț
comportamentul curbei S pe care îl dorim i produce dintr-un num r deăș
func ii hash o func ie combinat  care are forma curbei S.ăț ț
Primul nostru pas este s  definim „func iile sensibile la localitate” în general.ă ț  Atunci noi
vezi cum se poate aplica ideea în mai multe aplica ii.ț  În cele din urm , discut mă ă
cum se aplic  teoria datelor arbitrare fie cu o distan  de cosinus, fie cuă ăț
M sura distan ei euclidiene.ă ț
3.6.1 Func ii sensibile la localitateț
În sensul acestei sec iuni, vom lua în considerare func iile care includ dou  elementeăț ț
i s  ia o decizie cu privire la dac  aceste articole ar trebui s  fie o pereche de candida i.ă ă ăș ț

În multe cazuri, func ia f va „hash” elemente, iar decizia se va bazaț
dac  rezultatul este sau nu egal.ă  Deoarece este convenabil s  utiliza iă ț
nota ia f (x) = f (y) pentru a însemna c  f (x, y) este „da;ăț  face i candidatul x i yaț ș
pereche ”, vom folosi f (x) = f (y) ca prescurtare cu acest sens. De asemenea, folosim
f (x) = f (y) pentru a însemna „nu face i pereche candidat x i ya decât dac  este altulăț ș
func ia concluzioneaz  c  ar trebui s  facem acest lucru. ”ă ă ăț
O colec ie de func ii ale acestei forme va fi numit  o familie de func ii.ăț ț ț
De exemplu, familia de func ii minhash, fiecare bazat  pe unul dintre posibileăț
permut rile de rânduri ale unei matrice caracteristice, formeaz  o familie.ă ă
Fie d 1 <d 2 dou  distan e conform unei anumite m suri de distan  d.ă ă ăț ț  A
se spune c  familia F de func ii este (dă ț  1 , d 2 , p 1 , p 2 ) -sensibil  dac  pentru fiecare f din F:ă ă
1. Dac  d (x, y)  dă ≤  1 , atunci probabilitatea ca f (x) = f (y) s  fie cel pu in pă ț  1 .
2. Dac  d (x, y)  dă ≥  2 , atunci probabilitatea ca f (x) = f (y) s  fie cel mult pă  2 .
Figura 3.10 ilustreaz  ce ne a tept m cu privire la probabilitatea ca un anumită ăș
func ie într-o (dț  1 , d 2 , p 1 , p 2 ) -familia sensibil  va declara c  dou  elemente pot fi-ă ă ă
pereche didat. Observa i c  nu spunem nimic despre ceea ce se întâmpl  atunci când distan aă ăț ț
între elemente este strict între d 1 i dș  2 , dar putem face d 1 i dș  2 ca
aproape cum ne dorim. Pedeapsa este c  de obicei pă  1 i pș  2 sunt apoi aproape.
Dup  cum vom vedea, este posibil să ă separa iț  p 1 i pș  2 , p strând în acela i timp dă ș  1 i dș  2
fix.
3.6.2 Familii sensibile la localitate pentru distan a Jaccardț
Pentru moment, avem o singur  modalitate de a g si o familie de localit i sensibileă ă ăț
func ii: utiliza i familia de func ii minhash i presupune i c  distan aăț ț ț ș ț ț
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Figura 3.10: Comportamentul unei func ii sensibileț  (d 1 , d 2 , p 1 , p 2 )
m sura este distan a Jaccard.ă ț  Ca i înainte, interpret m o func ie minhash hăș ț
pentru a face perechea de candida i x i ya dac  i numai dac  h (x) = h (y).ă ăț ș ș
• Familia func iilor minhash este o familie (dț  1 , d 2 , 1  d−  1 , 1  d−  2 ) -sensibilă
pentru orice d 1 i dș  2 , unde 0  d≤  1 <d 2  1.≤
Motivul este c  dac  d (x, y)  dă ă ≤  1 , unde d este distan a Jaccard, atunciț
SIM (x, y) = 1 - d (x, y)  1 - d≥  1 . Dar tim c  similitudinea Jaccardăș
lui x i y este egal cu probabilitatea ca o func ie minhash s  hash x iăș ț ș
y la aceea i valoare.ș  Un argument similar se aplic  dă  2 sau oric rei distan e.ă ț
Exemplul 3.18: Am putea l sa dă  1 = 0,3 i dș  2 = 0,6. Atunci putem afirma că
familia func iilor minhash este o familie sensibil  (0,3, 0,6, 0,7, 0,4).ăț  Acesta este,
dac  distan a Jaccard între x i y este de cel mult 0,3 (adică ăț ș  SIM (x, y)  0,7)≥
atunci exist  cel pu in 0,7 anse ca o func ie minhash s  trimit  x i y c treă ă ă ăț ș ț ș
aceea i valoare i dac  distan a Jaccard între x i y este de cel pu in 0,6 (adică ăș ș ț ș ț
SIM (x, y)  0,4), atunci exist  cel mult 0,4 anse ca x i y s  fie trimise≤ ă ăș ș
la aceea i valoare.ș  Re ine i c  am putea face aceea i afirma ie cu altaăț ț ș ț
alegerea d 1 i dș  2 ; este necesar doar d 1 <d 2 . ✷
3.6.3 Amplificarea unei familii sensibile la localitate
S  presupunem c  ni se d  oă ă ă  familie sensibilă (d 1 , d 2 , p 1 , p 2 ) F. Putem construi o
noua familie F ′ prin construc ia AND pe F, care este definit  dup  cum urmeaz .ă ă ăț  Fiecare
membru al lui F ′ este format din r membri ai lui F pentru un anumit r. Dac  f este în Fă  ′ , i f esteș
construit din mul imea {fț  1 , f 2 , ..., f r } a membrilor lui F, spunem f (x) = f (y)
dac  i numai dac  fă ăș  i (x) = f i (y) pentru toate i = 1, 2, ..., r. Observa i c  aceast  construc ieă ăț ț
reflect  efectul rândurilor r într-o singur  band : banda face x i yaă ă ă ș
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pereche candidat dac  fiecare dintre rândurile r din band  spune c  x i y sunt egaleă ă ă ș
( i, prin urmare, o pereche de candida i conform acelui rând).ș ț
Deoarece membrii F sunt ale i în mod independent pentru a deveni membru Fș  ′ ,
putem afirma c  Fă  ′ este o (d 1 , d 2 , (p 1 ) r , (p 2 ) r ) -sensibil  familie.ă  Adic  pentru oriceă
p, dac  p este probabilitatea ca un membru al F s  declare (x, y) candidată ă
pereche, atunci probabilitatea ca un membru al lui F ′ s  declare astfel este pă  r .
Exist  o alt  construc ie, pe care o numim construc ia OR, care se transformă ă ăț ț
a (d 1 , d 2 , p 1 , p 2 ) -sensibil  familia F în a (dă  1 , d 2 , 1 - (1 - p 1 ) b , 1 - (1 - p 2 ) b ) -
familie sensibil  Fă  ′ . Fiecare membru f al lui F ′ este construit din b membri ai lui F,
spune f 1 , f 2 , ..., f b . Definim f (x) = f (y) dac  i numai dac  fă ăș  i (x) = f i (y) pentru una sau
mai multe valori ale i. Construc ia OR reflect  efectul combin rii mai multoră ăț
benzi: x i y devin o pereche de candida i dac  orice band  îi face candidată ăș ț
pereche.
Dac  p este probabilitatea ca un membru al F s  declare (x, y) candidată ă
pereche, atunci 1  p este probabilitatea s  nu declare a a.− ă ș  (1  p)−  b este probabilitatea
c  niciunul dintre fă  1 , f 2 , ..., f b nu va declara (x, y) o pereche candidat  i 1 - (1 - p)ă ș  b
este probabilitatea ca cel pu in un fț  i s  declare (x, y) o pereche candidat  iă ă ș
prin urmare, f va declara (x, y) a fi o pereche candidat .ă
Observa i c  construc ia AND scade toate probabilit ile, dar dac  alegem Fă ă ăț ț ț
i r în mod judicios, putem face ca probabilitatea mic  păș  2 s  se apropie de 0, în timp ceă

probabilitatea mai mare p 1 r mâne semnificativ departe de 0. În mod similar, OR-ă
construc ia face ca toate probabilit ile s  creasc , dar alegând F i b judicios,ă ă ăț ț ș
putem face abordarea de probabilitate mai mare 1 în timp ce probabilitatea mai mică
r mâne delimitat de 1. Putem construi în cascad  AND- i OR-construc iiă ă ș ț
orice ordine pentru a face probabilitatea sc zut  aproape de 0 i probabilitatea ridicat  aproapeă ă ăș
la 1. Desigur, cu cât folosim mai multe construc ii i cu atât sunt mai mari valorile lui rț ș
i b pe care le alegem, cu atât este mai mare num rul de func ii din familia originală ăș ț

pe care suntem obliga i s  le folosim.ăț  Astfel, cu cât familia final  de func ii este mai bun , cu atât este mai bună ă ăț
este nevoie de mai mult timp pentru a aplica func iile din aceast  familie.ăț
Exemplul 3.19: S  presupunem c  începem cu o familie F. Folosim AND-construc-ă ă



cu r = 4 pentru a produce o familie F 1 . Apoi aplic m construc ia ORă ț
la F 1 cu b = 4 pentru a produce o a treia familie F 2 . Re ine i c  membrii Făț ț  2
fiecare este construit din 16 membri ai F i situa ia este similar  cu cea de pornireăș ț
cu 16 func ii minhash i tratându-le ca patru benzi de câte patru rânduri fiecare.ț ș
Func ia AND cu 4 c i converte te orice probabilitate p în păț ș  4 . Cand noi
urma i-l prin construc ia OR cu 4 c i, probabilitatea fiind convertit  în continuareă ăț ț
în 1  (1  p− −  4 ) 4 . Unele valori ale acestei transform ri sunt indicate în Fig. 3.11.ă
Aceast  func ie este o curb  S, r mânând sc zut  o vreme, apoi crescând abrupt (de iă ă ă ă ăț ș
nu prea abrupt; panta nu devine niciodat  mult mai mare decât 2) i apoi nivelareaă ș
oprit la valori mari. Ca orice curb  S, are un punct fix, adic  valoarea lui pă ă
l sat  neschimbat  atunci când aplic m func ia curbei S.ă ă ă ă ț  În acest caz,
punct fix este valoarea lui p pentru care p = 1 - (1 - p 4 ) 4 . Putem vedea că
punctul fix este undeva între 0,7 i 0,8.ș  Sub aceast  valoare, probabilit ile suntă ăț
au sc zut, iar deasupra ei sunt crescute.ă  Astfel, dac  alegem o probabilitate mareă
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p
1 - (1 - p 4 ) 4
0,2
0,0064
0,3
0,0320
0,4
0,0985
0,5
0,2275
0,6
0,4260
0,7
0,66666
0,8
0,8585
0,9
0,9860
Figura 3.11: Efectul construc iei AND cu 4 c i urmat de OR- cu 4 c iă ăț
constructie
deasupra punctului fix i o probabilitate sc zut  sub acesta, vom avea ceea ce dorimă ăș
efectul c  probabilitatea sc zut  este sc zut  i probabilitatea ridicat  este crescut .ă ă ă ă ă ă ăș
S  presupunem c  F este func iile minhash, considerate ca (0,2, 0,6, 0,8, 0,4) -sens-ă ă ț
familie itiv .ă  Apoi F 2 , familia construit  printr-un AND cu 4 c i urmat de ună ă
OR cu 4 c i, este o familie sensibil  (0,2, 0,6, 0,8855, 0,0985), a a cum putem citi dină ă ș
rânduri pentru 0.8 i 0.4 în Fig. 3.11.ș  Înlocuind F cu F 2 , am redus ambele
ratele fals-negative i fals-pozitive, cu pre ul aplic riiăș ț
func iile dureaz  de 16 ori mai mult.ăț  ✷
p
(1 - (1 - p) 4 )
4

0,1
0,0140
0,2
0,1215
0,3
0,3334
0,4
0,5740
0,5
0,7725
0,6
0,9015
0,7
0,9680
0,8
0,9936
Figura 3.12: Efectul construc iei OR în 4 direc ii urmat de AND- în 4 direc iiț ț ț
constructie
Exemplul 3.20: Pentru acela i cost, putem aplica o construc ie OR cu 4 c iăș ț



urmat de o construc ie I cu 4 c i.ăț Ș  Figura 3.12 ofer  transformareaă
asupra probabilit ilor implicate de aceast  construc ie.ă ăț ț  De exemplu, s  presupunem c  F este aă ă
(0,2, 0,6, 0,8, 0,4) familie sensibil .ă  Atunci familia construit  este oă
(0,2, 0,6, 0,9936, 0,5740) -sensibil
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familie. Aceast  alegere nu este neap rat cea mai bun .ă ă ă  De i probabilitatea mai mareș
s-a apropiat mult mai mult de 1, a crescut i probabilitatea mai mic , crescândăș
num rul falsurilor pozitive.ă  ✷
Exemplul 3.21: Putem construi în cascad  cât de mult ne place.ă  Pentru examen-
am putea folosi construc ia Exemplului 3.19 pe familia minhashț
func ii i apoi utiliza i construc ia Exemplului 3.20 pe familia rezultat .ăț ș ț ț
Familia construit  va avea apoi func ii construite fiecare din 256 minhashă ț
func ii.ț  Ar transforma, de exemplu, o familie sensibil  (0,2, 0,8, 0,8, 0,2)ă
într-o familie sensibil  (0,2, 0,8, 0,9991285, 0,0000004).ă  ✷
3.6.4 Exerci ii pentru sec iunea 3.6ț ț
Exerci iul 3.6.1: Care este efectul asupra probabilit ii de a începe cu familiaăț ț
a func iilor minhash i aplicarea:ț ș
(a) O construc ie AND cu 2 c i urmat  de o construc ie SAU cu 3 c i.ă ă ăț ț
(b) O construc ie SA cu 3 c i urmat  de o construc ie I cu 2 c i.ă ă ăț ț Ș
(c) A urmat o construc ie AND cu 2 c i, urmat  de o construc ie SAU cu 2 c iă ă ăț ț
printr-o construc ie I cu 2 c i.ăț Ș
(d) A urmat o construc ie SA cu 2 c i, urmat  de o construc ie I cu 2 c iă ă ăț ț Ș
printr-o construc ie SAU cu 2 c i urmat  de o construc ie I cu 2 c i.ă ă ăț ț Ș
Exerci iul 3.6.2: G si i punctele fixe pentru fiecare dintre func iile construite înăț ț ț
Exerci iul 3.6.1.ț
! Exerci iul 3.6.3: Orice func ie de probabilitate p, cum ar fi cea din Fig. 3.11, areț ț
o pant  dat  de derivata func iei.ă ă ț  Panta maxim  este undeă
acea derivat  este un maxim.ă  G si i valoarea lui p care d  o pant  maximă ă ă ăț
pentru curbele S date de Fig. 3.11 i Fig. 3.12.ș  Care sunt valorile acestora
pante maxime?
!! Exerci iul 3.6.4: Generaliza i exerci iul 3.6.3 pentru a da, în func ie de r i b, valoareaț ț ț ț ș
punctul pantei maxime i valoarea acelei pante, pentru familiile de func iiș ț
definit din func iile minhash prin:ț
(a) O construc ie R-way I urmat  de o construc ie OR b-way.ăț Ș ț
(b) O construc ie b-way SAU urmat  de o construc ie r-way I.ăț ț Ș

3.7 Familii LSH pentru alte m suri la distană ăț
Nu exist  nicio garan ie c  o m sur  de distan  are o familie sensibil  la localitateă ă ă ă ă ăț ț
func ii hash.ț  Pân  acum, am v zut astfel de familii doar pentru distan a Jaccard.ă ă ț
În aceast  sec iune, vom ar ta cum s  construim familii sensibile la localitateă ă ăț
Distan a Hamming, distan a cosinusului i pentru distan a euclidian  normal .ă ăț ț ș ț
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3.7.1 Familii LSH pentru distan  de lovireăț
Este destul de simplu s  construie ti o familie de func ii sensibile la localitate pentru Ham-ă ș ț
ming distan .ăț  S  presupunem c  avem un spa iu de vectori d-dimensional i h (x, y)ă ă ț ș
denot  distan a Hamming între vectorii x i y.ă ț ș  Dac  lu m pe cinevaă ă
pozi ia vectorilor, s  spunem pozi ia ith, putem defini func ia făț ț ț  i (x)
s  fie bitul ith al vectorului x.ă  Atunci f i (x) = f i (y) dac  i numai dac  vectorii x iă ăș ș
sunte i de acord în a doua pozi ie.ț ț  Atunci probabilitatea ca f i (x) = f i (y) pentru o
domly ales i este exact 1 - h (x, y) / d; adic  este frac ia de pozi ii înă ț ț
care x i y sunt de acord.ș
Aceast  situa ie este aproape exact ca cea pe care am întâlnit-o pentru minhashing.ă ț
Astfel, familia F constând din func iile {fț  1 , f 2 , ..., f d } este a
(d 1 , d 2 , 1 - d 1 / d, 1 - d 2 / d) -sensibil
familie de func ii hash, pentru orice dț  1 <d 2 . Exist  doar dou  diferen eă ă ț
între aceast  familie i familia func iilor minhash.ă ș ț
1. În timp ce distan a Jaccard variaz  de la 0 la 1, distan a Hamming pe aăț ț
spa iul vectorial al dimensiunii d ruleaz  de la 0 la d.ăț  Prin urmare, este necesar să
scala i distan ele împ r ind la d, pentru a le transforma în probabilit i.ă ăț ț ț ț
2. De i exist  în esen  o ofert  nelimitat  de func ii minhash,ă ă ă ăș ț ț



dimensiunea familiei F pentru distan a Hamming este doar d.ț
Primul punct nu are nicio consecin ;ăț  necesit  doar s  împ r im la d ată ă ă ț
vremuri potrivite. Al doilea punct este mai serios. Dac  d este relativ mic,ă
atunci suntem limita i în num rul de func ii care pot fi compuse folosindăț ț
construc iile AND i OR, limitând astfel cât de abrupte putem faceț ș
S-curba fi.
3.7.2 Hiperavioane aleatorii i distan a cosinusuluiș ț
Reamintim din sec iunea 3.5.4 c  distan a cosinusului dintre doi vectori esteăț ț
unghiul dintre vectori. De exemplu, vedem în Fig. 3.13 doi vectori x
i y care fac un unghi  între ele.θș  Re ine i c  ace ti vectori pot fiăț ț ș

într-un spa iu de multe dimensiuni, dar ele definesc întotdeauna un plan i unghiulț ș
între ele se m soar  în acest plan.ă ă  Figura 3.13 este o „vedere de sus” a
plan care con ine x i y.ț ș
S  presupunem c  alegem un hiperplan prin origine.ă ă  Acest hiperplan se intersectează
planul lui x i y într-o linie.ș  Figura 3.13 sugereaz  dou  hiperplane posibile,ă ă
una a c rei intersec ie este linia întrerupt , iar intersec ia celuilalt esteă ăț ț
linie punctata. Pentru a alege un hiperplan aleatoriu, alegem de fapt vectorul normal
la hiperplan, s  spunem v. Hiperplanul este apoi setul de puncte al c ror punctă ă
produsul cu v este 0.
În primul rând, considera i un vector v care este normal pentru hiperplanul a c rui proiec ieăț ț
este reprezentat  de linia punctat  în Fig. 3.13;ă ă  adic  x i y sunt diferiteă ș
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θ
X
y
Figura 3.13: Doi vectori fac un unghi θ
laturile hiperplanului. Atunci produsele dot vx i vy vor avea diferiteș
semne. Dac  presupunem, de exemplu, c  v este un vector a c rui proiec ie peă ă ă ț
planul lui x i y este deasupra liniei punctate din Fig. 3.13, atunci vx este pozitiv,ș
în timp ce vy este negativ. Vectorul normal v s-ar putea extinde în schimb
direc ie, sub linia punctat .ăț  În acest caz, vx este negativ i vy este pozitiv,ș
dar semnele sunt înc  diferite.ă
Pe de alt  parte, vectorul ales aleatoriu v ar putea fi normal pentru aă
hiperplan ca linia punctat  din Fig. 3.13.ă  În acest caz, atât vx cât i vyș
au acela i semn.ș  Dac  proiec ia lui v se extinde spre dreapta, atunci ambele punctează ăț
produsele sunt pozitive, în timp ce dac  v se extinde spre stânga, atunci ambele sunt negative.ă
Care este probabilitatea ca vectorul ales aleatoriu s  fie normal pentru aă
hiperplan care arat  mai degrab  ca linia punctat  decât linia punctat ?ă ă ă ă  Toate
unghiuri pentru linia care este intersec ia hiperplanului aleatoriu iț ș
planul lui x i y este la fel de probabil.ș  Astfel, hiperplanul va ar ta caă
linie punctat  cu probabilitate  / 180 i va ar ta ca linia punctat  altfel.ă θ ă ăș
Astfel, fiecare func ie hash f din familia noastr  sensibil  la localitate F este construit  dină ă ăț
un vector ales aleatoriu v f . Având în vedere doi vectori x i y, spune i f (x) = f (y) dacăș ț
i numai dac  produsele punct văș  f .x i vș  f .y au acela i semn.ș  Atunci F este a

familie sensibil  la localitate pentru distan a cosinusului.ă ț  Parametrii sunt în esen ăț
la fel ca pentru familia Jaccard-distance descris  în sec iunea 3.6.2, cu excep iaă ț ț
scala distan elor este mai degrab  0-180 decât 0-1.ăț  Adic  F este ună
(d 1 , d 2 , (180 - d 1 ) / 180, (180 - d 2 ) / 180) -sensibil
familie de func ii hash.ț  Din aceast  baz , putem amplifica familia dup  cum dorim,ă ă ă
la fel ca i pentru familia bazat  pe minhash.ăș
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3.7.3 Schi eț
În loc s  alege i un vector aleatoriu din to i vectorii posibili, se dovede te a fiă ț ț ș
suficient de aleatorii dac  ne restrângem alegerea la vectori ale c ror componente suntă ă
+1 i 1.−ș  Produsul punct al oric rui vector x cu un vector v de +1 i 1ă −ș
se formeaz  prin ad ugarea componentelor lui x unde v este +1 i apoi sc dereaă ă ăș
celelalte componente ale lui x - cele unde v este -1.
Dac  alegem o colec ie de vectori aleatori, s  spunem vă ăț  1 , v 2 , ..., v n , atunci putem
aplica i-le unui vector arbitrar x calculând vț  1 .x, v 2 .x,. . . , v n .x i apoiș
înlocuind orice valoare pozitiv  cu +1 i orice valoare negativ  cu 1.ă ă −ș  Rezultatul este



numit  schi a lui x.ă ț  Pute i gestiona 0 în mod arbitrar, de exemplu, alegând un rezultat +1ț
sau -1 la întâmplare. Deoarece exist  doar o mic  probabilitate a unui produs cu punct zero,ă ă
alegerea nu are în esen  niciun efect.ăț
Exemplul 3.22: S  presupunem c  spa iul nostru este format din vectori 4-dimensionali, iar noiă ă ț
alege i trei vectori aleatori: vț  1 = [+1, 1, +1, +1], v−  2 = [ 1, +1, 1, +1] i− − ș
v 3 = [+1, +1, 1, 1].− −  Pentru vectorul x = [3, 4, 5, 6], schi a este [+1, +1, 1].−ț
Adic  vă  1 .x = 3 4 + 5 + 6 = 10. Deoarece rezultatul este pozitiv, prima component− ă
din schi  este +1.ăț  În mod similar, v 2 .x = 2 i vș  3 .x = 4, deci a doua component− ă
din schi  este +1 i a treia component  este -1.ă ăț ș
Se consider  vectorul y = [4, 3, 2, 1].ă  În mod similar putem calcula schi a sa laț
fie [+1, 1, +1].−  Deoarece schi ele pentru x i y sunt de acord în 1/3 din pozi ii,ț ș ț
estim m c  unghiul dintre ele este de 120 de grade.ă ă  Adic  o întâmplareă
hiperplanul ales este de dou  ori mai probabil s  arate ca linia punctat  din Fig. 3.13 decâtă ă ă
ca linia punctat .ă
Concluzia de mai sus se dovede te a fi destul de gre it .ăș ș  Putem calcula
cosinusul unghiului dintre x i y s  fie xy, care esteăș
6 × 1 + 5 × 2 + 4 × 3 + 3 × 4 = 40
împ r it la m rimile celor doi vectori.ă ăț  Aceste m rimi suntă

√6 2 + 5 2 + 4 2 + 3 2 = 9.274
i 1√ș  2 + 2 2 + 3 2 + 4 2 = 5.477. Astfel, cosinusul unghiului dintre x iș

y este 0,7875, iar acest unghi este de aproximativ 38 de grade. Cu toate acestea, dac  te ui i la toateă ț
16 vectori diferi i v de lungime 4 care au +1 i 1 ca componente, tu−ț ș
descoperi i c  exist  doar patru dintre acestea ale c ror produse dot cu x i y auă ă ăț ș
un semn diferit, i anume vș  2 , v 3 i complementele lor [+1, 1, +1, 1] i− −ș ș
[ 1, 1, +1, +1].− −  Astfel, dac  am fi ales to i cei aisprezece dintre ace ti vectori pentru a forma ună ț ș ș
schi , estimarea unghiului ar fi fost de 180/4 = 45 de grade.ăț  ✷
3.7.4 Familii LSH pentru distan a euclidianăț
Acum, s  ne întoarcem la distan a euclidian  (sec iunea 3.5.2) i s  vedem dac  putemă ă ă ăț ț ș
dezvolt  o familie sensibil  la localitate de func ii hash pentru aceast  distan .ă ă ă ăț ț  Vom
începe cu un spa iu euclidian bidimensional.ț  Fiecare func ie hash f din familia noastrăț
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F va fi asociat cu o linie aleas  aleatoriu în acest spa iu.ă ț  Alege i o constantăț
a i împ r i i linia în segmente de lungime a, a a cum este sugerat în Fig. 3.14, undeăș ț ț ș
linia „aleatorie” a fost orientat  s  fie orizontal .ă ă ă
θ
Puncte la
distanţă
G leată ă
l imeaăț  a
d
Figura 3.14: Dou  puncte la distan a d  a au o mic  ans  de a fi hashă ≫ ă ăț ș
la aceea i g leată ăș
Segmentele liniei sunt g le ile în care func ia f are puncte.ă ț ț
Un punct este hash la cupa în care se afl  proiec ia sa pe linie.ă ț  Dacă
distan a d între dou  puncte este mic  în compara ie cu a, atunci exist  un bună ă ăț ț
ansa celor dou  puncte hash la aceea i g leat , i astfel func ia hash fă ă ăș ș ș ț

va declara cele dou  puncte egale.ă  De exemplu, dac  d = a / 2, atunci exist  cel pu ină ă ț
o ans  de 50% ca cele dou  puncte s  cad  în aceea i g leat .ă ă ă ă ă ăș ș  De fapt, dac  unghiulă
 între linia aleas  aleatoriu i linia care leag  punctele este mare,θ ă ăș

atunci exist  o ans  i mai mare ca cele dou  puncte s  cad  la felă ă ă ă ăș ș
g leat .ă ă  De exemplu, dac   are 90 de grade, atunci cele dou  puncte vor c deaăθ ă ă
în aceea i g leat .ă ăș
Cu toate acestea, s  presupunem c  d este mai mare decât a.ă ă  Pentru a exista vreo ansăș
cele dou  puncte care cad în aceea i g leat , avem nevoie de d cos   a.ă ă ă θ≤ș  Diagrama de
Fig. 3.14 sugereaz  de ce este valabil  aceast  cerin .ă ă ă ăț  Re ine i c , chiar dac  d cos   a ită ă θ≪ț ț
înc  nu este sigur c  cele dou  puncte vor c dea în aceea i g leat .ă ă ă ă ă ăș  In orice caz,
putem garanta urm toarele.ă  Dac  d  2a, atunci nu exist  mai mult de 1/3ă ≥ ă
sansa ca cele doua puncte sa cada in aceeasi galeata. Motivul este c  pentru cos  toă θ
s  fie mai mic  de 1/2, trebuie s  avem  în intervalul 60-90 de grade.ă ă ă θ  Dac   este înă θ
variaz  de la 0 la 60 de grade, atunci cos  este mai mare de 1/2.ă θ  Dar, din moment ce  este cel mai micθ
unghiul dintre dou  linii alese aleatoriu în plan,  este de dou  ori mai probabil s  fieă θ ă ă
între 0 i 60, deoarece trebuie s  fie între 60 i 90.ăș ș
Concluzion m c  familia F tocmai descris  formeaz  a (a / 2, 2a, 1/2, 1/3) -ă ă ă ă
familie sensibil  de func ii hash.ă ț  Adic , pentru distan e de pân  la a / 2 probabilitateaă ăț
bilitatea este de cel pu in 1/2 ca dou  puncte la acea distan  s  cad  în aceea i g leat ,ă ă ă ă ă ăț ț ș



în timp ce pentru distan e de cel pu in 2a punctele de probabilitate la acea distan  vor c deaă ăț ț ț
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aceea i g leat  este cel mult 1/3.ă ăș  Putem amplifica aceast  familie dup  cum ne place, la felă ă
pentru celelalte exemple de func ii hash sensibile la localitate pe care le-am discutat.ț
3.7.5 Mai multe familii LSH pentru spa ii euclidieneț
Exist  ceva nesatisf c tor în familia de func ii hash dezvoltateă ă ă ț
în sec iunea 3.7.4.ț  În primul rând, tehnica a fost descris  doar pentru dou  dimensiuniă ă
Spa ii euclidiene.ț  Ce se întâmpl  dac  datele noastre sunt puncte într-un spa iu cu multeă ă ț
dimensiuni? În al doilea rând, pentru distan ele Jaccard i cosinus, am putut s  ne dezvolt mă ăț ș
familii sensibile la localitate pentru orice pereche de distan e dț  1 i dș  2 atâta timp cât d 1 <d 2 .
În sec iunea 3.7.4 se pare c  avem nevoie de condi ia mai puternic  dă ăț ț  1 <4d 2 .
Cu toate acestea, sus inem c  exist  o familie de func ii hash sensibile la localitateă ăț ț
pentru orice d 1 <d 2 i pentru orice num r de dimensiuni.ăș  Hash-ul familiei
func iile deriv  înc  din linii aleatorii prin spa iu i o dimensiune a cupeiă ăț ț ș
a care parti ioneaz  linia.ăț  Înc  avem puncte hash proiectându-le peă
linia. Având în vedere c  dă  1 <d 2 , este posibil s  nu tim care este probabilitatea pă ș  1 ca două
puncte la distan a dț  1 hash la aceea i g leat , dar putem fi siguri c  acestaă ă ăș
este mai mare decât p 2 , probabilitatea ca dou  puncte la distan a dă ț  2 hash la
aceeasi galeata. Motivul este c  aceast  probabilitate cre te cu siguran  pe m sur  ce distan aă ă ă ă ăș ț ț
se mic oreaz .ăș  Astfel, chiar dac  nu putem calculaă  cu u urin ăș ț  p 1 i pș  2 , tim c  acoloăș
este o (d 1 , d 2 , p 1 , p 2 ) -sensibil  familie de func ii hash pentru orice dă ț  1 <d 2 i oriceș
num r dat de dimensiuni.ă
Folosind tehnicile de amplificare din sec iunea 3.6.3, putem ajusta apoiț
dou  probabilit i de a înconjura orice valoare anume ne place i de a fi la fel de îndep rta iă ă ăț ș ț
dup  cum ne place.ă  Desigur, cu cât vrem s  fie mai distan a i, probabilă ț ț
mai mare este num rul de func ii hash de baz  în F pe care trebuie s  le folosim.ă ă ăț
3.7.6 Exerci ii pentru sec iunea 3.7ț ț
Exerci iul 3.7.1: S  presupunem c  construim familia de baz  a ase localit i sensibileă ă ă ăț ș ț
func ii pentru vectori de lungime ase.ț ș  Pentru fiecare pereche de vectori 000000, 110011,
010101 i 011100, care dintre cele ase func ii îi face candida i?ș ș ț ț
Exerci iul 3.7.2: S  calcul m schi e folosind urm toarele patru „aleatorii”ă ă ăț ț
vectori:
v 1 = [+1, +1, +1, 1] v−  2 = [+1, +1, 1, +1]−
v 3 = [+1, 1, +1, +1] v−  4 = [ 1, +1, +1, +1]−
Calcula i schi ele urm toarelor vectori.ăț ț
(a) [2, 3, 4, 5].
(b) [ 2, 3, 4, 5].− −
(c) [2, 3, 4, 5].− −
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Pentru fiecare pereche, care este unghiul estimat între ele, în func ie deț
schi e?ț  Care sunt adev ratele unghiuri?ă
Exerci iul 3.7.3: S  presupunem c  form m schi e folosind to i cei aisprezece vectoriă ă ăț ț ț ș
de lungime 4, ale c rei componente sunt fiecare +1 sau 1.ă −  Calcula i schi ele deț ț
cei trei vectori din exerci iul 3.7.2.ț  Cum fac estim rile unghiurilor dintreă
fiecare pereche compar  cu unghiurile adev rate?ă ă
Exerci iul 3.7.4: S  presupunem c  form m schi e folosind cei patru vectori din Exer-ă ă ăț ț
cise 3.7.2.
! (a) Care sunt constrângerile de pe a, b, c i d care vor determina schi a luiș ț
vectorul [a, b, c, d] s  fie [+1, +1, +1, +1]?ă
!! (b) Lua i în considerare doi vectori [a, b, c, d] i [e, f, g, h].ț ș  Care sunt condi iileț
a, b,. . . , h care va face ca schi ele acestor doi vectori s  fie la fel?ăț
Exerci iul 3.7.5: S  presupunem c  avem puncte într-un spa iu euclidian tridimensional:ă ăț ț
p 1 = (1, 2, 3), p 2 = (0, 2, 4) i pș  3 = (4, 3, 2). Lua i în considerare cele trei func ii hashț ț
definit de cele trei axe (pentru a ne face calculele foarte u oare).ș  Las  g le ile s  fieă ă ăț
de lungime a, cu o g leat  intervalul [0, a) (adic  setul de puncte x astfel încâtă ă ă
0  x <a), urm torul [a, 2a), precedentul [ a, 0) i a a mai departe.≤ ă − ș ș
(a) Pentru fiecare dintre cele trei linii, atribui i fiecare punct la cupe, presupunândț
a = 1.
(b) Repeta i partea (a), presupunând a = 2.ț
(c) Care sunt perechile candidate pentru cazurile a = 1 i a = 2?ș



! (d) Pentru fiecare pereche de puncte, pentru ce valori ale unui testament va fi candidat
pereche?

3.8 Aplica ii de Hashing sensibil la localitateț
În aceast  sec iune, vom explora trei exemple despre modul în care LSH este utilizat în practic .ă ăț
În fiecare caz, tehnicile pe care le-am înv at trebuie modificate pentru a îndeplini anumiteăț
constrângerile problemei. Cele trei subiecte pe care le abord m sunt:ă
1. Rezolu ia entit ii: acest termen se refer  la înregistr rile de date potrivite la care se referă ă ă ăț ț
aceea i entitate din lumea real , de exemplu, aceea i persoan .ă ăș ș  Problema principală
abordat aici este c  asem narea înregistr rilor nu se potrive te exactă ă ă ș
fie seturi similare, fie modele de vectori similari de similaritate pe care
teoria este construit .ă
2. Potrivirea amprentelor digitale: Este posibil s  se reprezinte amprentele digitale ca seturi.ă
Cu toate acestea, vom explora o alt  familie de func ii hash sensibile la localitateă ț
ac iuni din cel pe care îl ob inem prin minhashing.ț ț
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3. Potrivirea articolelor de ziar: Aici, lu m în considerare o no iune diferit  deă ăț
zoster care concentreaz  aten ia asupra articolului de baz  dintr-o tire onlineă ăț ș
pagina Web a hârtiei, ignorând toate materialele str ine, cum ar fi reclamele iă ș
material specific ziarului.
3.8.1 Rezolu ia entit iiăț ț
Este obi nuit s  ave i la dispozi ie mai multe seturi de date i s  ti i c  se refer  la acesteaă ă ă ăș ț ț ș ș ț
unele dintre acelea i entit i.ăș ț  De exemplu, mai multe surse bibliografice diferite
furniza i informa ii despre multe dintre acelea i c r i sau lucr ri.ă ăț ț ș ț  În general
caz, avem înregistr ri care descriu entit i de un anumit tip, cum ar fi persoane sau c r i.ă ă ăț ț
Înregistr rile pot avea toate acela i format sau pot avea diferite formate,ă ș
cu diferite tipuri de informa ii.ț
Exist  multe motive pentru care informa iile despre o entitate pot varia, chiar dacă ăț
domeniul în cauz  ar trebui s  fie acela i.ă ă ș  De exemplu, numele pot fi
exprimat diferit în diferite înregistr ri din cauza gre elilor de ortografie, absen ei unuiă ș ț
ini ial  de mijloc, utilizarea unei porecle i multe alte motive.ăț ș  De exemplu, „Bob
S. Jomes ” i„ Robert Jones Jr. ”ș  poate fi sau nu aceea i persoan .ăș  Dacă
înregistr rile provin din surse diferite, câmpurile pot diferi i ele.ă ș  O sursă
înregistr rile pot avea un câmp „vârst ”, în timp ce altul nu.ă ă  A doua sursă
poate avea un câmp „data na terii” sau este posibil s  nu aib  deloc informa ii despreă ăș ț
când s-a n scut o persoan .ă ă

3.8.2 Un exemplu de rezolu ie a entit iiăț ț
Vom examina un exemplu real al modului în care LSH a fost utilizat pentru a trata cu o entitate-
rezolvare problem .ă  Compania A a fost angajat  de Compania B pentru a solicitaă
furnizorii pentru B. Compania B ar pl ti A o tax  anual , atâta timp cât clientulă ă ă
i-au men inut abonamentul.ș ț  Ulterior s-au certat i nu au fost de acord cu privire la modul în careș

mul i clien i A i-au furnizat lui B. Fiecare avea aproximativ 1.000.000 de înregistr ri, uniiăț ț
dintre care a descris aceia i oameni;ș  ace tia erau clien ii pe care A îi oferiseș ț
c tre B. Înregistr rile aveau câmpuri de date diferite, dar din p cate niciunul dintre acesteaă ă ă
câmpurile era „acesta este un client pe care A l-a furnizat lui B.” Astfel, problema
trebuia s  potriveasc  înregistr rile din cele dou  seturi pentru a vedea dac  o pereche reprezenta la felă ă ă ă ă
persoan .ă
Fiecare înregistrare avea câmpuri pentru numele, adresa i num rul de telefon alăș
persoan .ă  Cu toate acestea, valorile din aceste câmpuri pot diferi din mai multe motive. Nu
doar au existat gre eli de ortografie i alte diferen e de denumire men ionate înș ș ț ț
Sec iunea 3.8.1, dar au existat i alte oportunit i de a nu fi de acord.ăț ș ț  Un client
ar putea da telefonul de acas  lui A i telefonul mobil lui B. Sau ar puteaă ș
mut  i spune-i lui B, dar nu lui A (pentru c  nu mai aveau nevoie de o rela ieă ăș ț
cu). Codurile telefonice ale telefoanelor se schimb  uneori.ă
Strategia de identificare a înregistr rilor a implicat notarea diferen elor în treiă ț
câmpuri: nume, adres  i telefon.ă ș  Pentru a crea un scor care s  descrie probabilitateaă
c  dou  înregistr ri, una din A i cealalt  din B, au descris aceea i per-ă ă ă ăș ș
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fiule, 100 de puncte au fost alocate fiec ruia dintre cele trei câmpuri, deci înregistr ri cu exactă ă
meciurile din toate cele trei domenii au ob inut un scor de 300. Cu toate acestea, au existat deduceri pentruț



nepotriviri în fiecare dintre cele trei câmpuri. Ca prim  aproximare, edita i distan aă ț ț
(Sec iunea 3.5.5) a fost utilizat , dar pedeapsa a crescut patru în func ie de distan .ă ăț ț ț
Apoi, anumite tabele disponibile publicului au fost folosite pentru a reduce penalizarea în
situa ii proprie.ț  De exemplu, „Bill” i „William” au fost trata i ca i cum ar fi eiș ț ș
au diferit într-o singur  liter , chiar dac  distan a de editare a acestora este de 5.ă ă ă ț
Cu toate acestea, nu este fezabil s  înscrie i toate un trilion de perechi de înregistr ri.ă ăț  Prin urmare,
s-a folosit un LSH simplu pentru a se concentra asupra candida ilor probabili.ț  Trei „func ii hash”ț
au fost folosite. Primul a trimis înregistr ri la aceea i g leat  numai dac  au identică ă ă ăș
nume; al doilea a f cut la fel, dar pentru adrese identice, iar al treilea a f cut-oă ă
la fel i pentru numerele de telefon.ș  În practic , nu a existat nici un hashing;ă  mai degrabă
înregistr rile au fost sortate dup  nume, astfel încât vor ap rea înregistr ri cu nume identiceă ă ă ă
consecutiv i ob ine i punctaje pentru similaritatea general  a numelui, adresei iăș ț ț ș
telefon. Apoi, înregistr rile au fost sortate în func ie de adres  i de cele cu aceea iă ăț ș ș
adresa au fost punctate. În cele din urm , înregistr rile au fost sortate a treia oar  prin telefon,ă ă ă
i au fost înregistrate înregistr ri cu telefoane identice.ăș

Aceast  abordare a ratat o pereche de discuri care reprezenta cu adev rat aceea i persoană ă ăș
dar niciunul dintre cele trei câmpuri nu se potrivea exact. Întrucât scopul era s  dovedimă
o instan  de judecat  c  persoanele erau acelea i, este pu in probabil ca o astfel de perecheă ă ăț ș ț
ar fi fost acceptat de un judec tor ca fiind suficient de similar oricum.ă

3.8.3 Validarea meciurilor de înregistrare
Ceea ce r mâne este s  determina i cât de mare este un scor care indic  faptul c  dou  înregistr ri sunt cu adev rată ă ă ă ă ă ăț
reprezint  acela i individ.ă ș  În exemplul de fa , a existat un lucru u orăț ș
mod de a lua acea decizie, iar tehnica poate fi aplicat  în multe similareă
situa ii.ț  S-a decis s  se analizeze datele de creare a înregistr rilor la îndemân ,ă ă ă
i s  presupunem c  90 de zile a fost o întârziere maxim  absolut  între timpă ă ă ăș

serviciul a fost cump rat la Compania A i înregistrat la B. Astfel, s-a propusă ș
potrivire între dou  înregistr ri alese la întâmplare, sub rezerva numai aă ă
constrângere c  data de pe înregistrarea B a fost între 0 i 90 de zile după ăș
data înregistr rii A, ar avea o întârziere medie de 45 de zile.ă
S-a constatat c  dintre perechile cu un scor perfect de 300, întârzierea medie a fostă
10 zile. Dac  presupui c  perechile de 300 de puncte sunt cu siguran  meciuri corecte, atunci tuă ă ăț
poate privi grupul de perechi cu orice scor dat i poate calcula mediaș
întârzierea acelor perechi. S  presupunem c  întârzierea medie este x i frac ia deă ă ș ț
potrivirile adev rate dintre acele perechi cu scor s este f.ă  Atunci x = 10f + 45 (1 - f),
sau x = 45 - 35f. Rezolvând pentru f, g sim c  frac ia perechilor cu scoră ă ț
s care sunt cu adev rat potrivite este (45 - x) / 35.ă
Acela i truc poate fi folosit ori de câte ori:ș
1. Exist  un sistem de notare utilizat pentru a evalua probabilitatea ca dou  înregistr riă ă ă
reprezint  aceea i entitate iă ș ș
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Când sunt suficient de potrivite înregistr rile?ă
De i fiecare caz va fi diferit, poate fi de interes s  ti i cumăș ș ț
Experimentul din sec iunea 3.8.3 sa dovedit pe datele din sec iunea 3.8.2.ț ț  Pentru
scoruri pân  la 185, valoarea lui x a fost foarte aproape de 10;ă  adic  aceste scoruriă
a indicat faptul c  probabilitatea înregistr rilor care reprezint  aceea i persoană ă ă ăș
a fost în esen  1. Re ine i c  un scor de 185 în acest exemplu reprezint  ună ă ăț ț ț
situa ie în care un câmp este acela i (a a cum ar trebui s  fie cazul sauăț ș ș
înregistr rile nu ar fi niciodat  marcate), un câmp era complet diferit,ă ă
iar al treilea câmp avea o mic  discrepan .ă ăț  Mai mult, pentru scoruri cât mai mici
115, valoarea lui x a fost vizibil mai mic  de 45, ceea ce înseamn  c  unele dintre acesteaă ă ă
perechile au reprezentat aceea i persoan .ăș  Re ine i c  un scor de 115 reprezintă ăț ț
un caz în care un câmp este acela i, dar exist  doar o u oar  similitudine înă ăș ș
celelalte dou  domenii.ă
2. Exist  un câmp, neutilizat în scor, din care putem deriva ună
m sur  care difer , în medie, pentru perechile adev rate i perechile false.ă ă ă ă ș
De exemplu, s  presupunem c  a existat un câmp „în l ime” înregistrat de ambele companiiă ă ă ț
A i B în exemplul nostru de rulare.ș  Putem calcula diferen a medie înț
în l ime pentru perechi de înregistr ri aleatorii i putem calcula diferen a medie înă ăț ș ț
în l ime pentru înregistr rile care au un scor perfect ( i astfel reprezint  cu siguran  acela iă ă ă ăț ș ț ș
entit i).ăț  Pentru un scor dat, putem evalua diferen a medie de în l ime aăț ț
perechi cu acel scor i estimeaz  probabilitatea înregistr rilor care reprezintă ă ăș
aceea i entitate.ș  Adic , dac  hă ă  0 este diferen a medie de în l ime pentru perfectăț ț
meciuri, h 1 este diferen a medie de în l ime pentru perechile aleatorii, iar h esteăț ț
diferen a medie de în l ime pentru perechile de scoruri, apoi frac ia de perechi buneăț ț ț
cu scorul s este (h 1 - h) / (h 1 - h 0 ).



3.8.4 Potrivirea amprentelor digitale
Când amprentele digitale sunt asortate de computer, reprezentarea obi nuit  nu esteăș
o imagine, dar un set de loca ii în care sunt localizate detaliile.ț  O minuscul ,ă
în contextul descrierilor de amprent , este un loc unde ceva neobi nuită ș
se întâmpl , cum ar fi fuzionarea a dou  creste sau un sfâr it de creste.ă ă ș  Dac  a ez m o gril  peste oă ă ăș
amprent  digital , putem reprezenta amprenta digital  prin setul de p trate de re ea în careă ă ă ă ț
miniae sunt localizate.
În mod ideal, înainte de suprapunerea grilei, amprentele sunt normalizate pentru dimensiune iș
orientare, astfel încât dac  am lua dou  imagini cu acela i deget, am g siă ă ăș
detalii situate exact în acelea i p trate ale grilei.ăș  Nu vom lua în considerare aici
cele mai bune moduri de a normaliza imaginile. S  presupunem c  o combina ie deă ă ț
tehnici, inclusiv alegerea dimensiunii grilei i plasarea unei am nunte în mai multe adiacenteăș
grilele p trate dac  se afl  aproape de marginea p tratelor ne permite s  presupunemă ă ă ă ă
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c  p tratele de gril  din dou  imagini au o probabilitate semnificativ mai mare deă ă ă ă
de acord în prezen a sau absen a unei am nunte decât dac  ar fi din imaginiă ăț ț
de diferite degete.
Astfel, amprentele digitale pot fi reprezentate prin seturi de p trate ale grilei - cele undeă
detaliile lor sunt localizate - i comparate ca orice seturi, folosind simularea Jaccardș
ilaritate sau distan .ăț  Cu toate acestea, exist  dou  versiuni de comparare a amprentelor digitale.ă ă

• Problema multi-unu este cea la care ne a tept m de obicei.ăș  O amprent  areă
a fost g sit pe un pistol i vrem s -l compar m cu toate amprentele digitaleă ă ăș
într-o baz  de date mare, pentru a vedea care se potrive te.ă ș
• Versiunea mult-multe a problemei este de a lua întreaga baz  de date iă ș
vezi dac  exist  perechi care s  reprezinte acela i individ.ă ă ă ș
În timp ce versiunea multe-multe se potrive te cu modelul pe care l-am urmatș
pentru a g si articole similare, aceea i tehnologie poate fi utilizat  pentru a acceleraă ăș
multe-o problem .ă
3.8.5 O familie LSH pentru potrivirea amprentelor digitale
Am putea elimina seturile care reprezint  o amprent  i s  folosim standardulă ă ăș
Tehnica LSH din sec iunea 3.4.ț  Cu toate acestea, întrucât seturile sunt alese dintre a
un set relativ mic de puncte de re ea (poate 1000), necesitatea de a le minimizaț
în semn turi mai succinte nu este clar.ă  Vom studia aici o alt  form  deă ă
hash sensibil la localitate care func ioneaz  bine pentru date de tipul pe care îl discut m.ă ăț
S  presupunem, pentru un exemplu, c  probabilitatea de a g si o miniatur  în mod aleatoriuă ă ă ă
p tratul grilei unei amprente aleatorii este de 20%.ă  De asemenea, presupune i c  dac  exist  dou  amprenteă ă ă ăț
provin de la acela i deget, iar unul are o miniatur  într-un p trat dat, apoiă ăș
probabilitatea ca i cel lalt s  fie de 80%.ă ăș  Putem defini o localitate sensibilă
familia de func ii hash dup  cum urmeaz .ă ăț  Fiecare func ie f din aceast  familie F este definită ăț
de trei p trate de gril .ă ă  Func ia f spune „da” pentru dou  amprente dac  ambele auă ăț
detalii în toate cele trei p trate ale grilei, iar altfel f spune „nu”.ă  Pune altul
într-un fel, ne putem imagina c  f trimite la o singur  g leat  toate amprentele digitale pe care le auă ă ă ă
detalii în toate cele trei puncte ale grilei lui f i î i trimite reciproc amprenta digital  c tre aă ăș ș
g leat  proprie.ă ă  În cele ce urmeaz , ne vom referi la prima dintre aceste g le i caă ă ț
„G leata” pentru f i ignora g le ile care trebuie s  fie singletoni.ă ă ăș ț
Dac  vrem s  rezolv m problema one-one, putem folosi multe func ii dină ă ă ț
familia F i precalculeaz  g le ile de amprente la care r spundă ă ăș ț
"da." Apoi, având în vedere o nou  amprent  pe care dorim s  o potrivim, determin mă ă ă ă
cui dintre aceste g le i îi apar ine i compar -l cu toate amprentele digitaleă ăț ț ș
g site în oricare dintre g le i.ă ă ț  Pentru a rezolva problema multe-multe, calcul mă
g le ile pentru fiecare dintre func ii i compara i toate amprentele din fiecare dintreă ț ț ș ț
g le i.ă ț
S  lu m în considerare câte func ii avem nevoie pentru a ob ine o probabilitate rezonabilă ă ăț ț
de a prinde un chibrit, f r  a fi nevoie s  compara i amprenta de pe pistol cuă ă ă ț
fiecare dintre milioanele de amprente din baza de date. În primul rând, probabilitatea ca
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dou  amprente de la degete diferite ar fi în g leat  pentru o func ie fă ă ă ț
în F este (0,2) 6 = 0,000064. Motivul este c  ambii vor intra în g leată ă ă
numai dac  fiecare are câte o minuscul  în fiecare dintre cele trei puncte ale grilei asociateă ă



f, iar probabilitatea fiec ruia dintre aceste ase evenimente independente este de 0,2.ă ș
Acum, ia în considerare probabilitatea ca dou  amprente din acela i degetă ș
înf ura i-v  în g leat  pentru f.ă ă ă ăș ț  Probabilitatea pe care o are prima amprentă
detaliile din fiecare dintre cele trei p trate apar inând lui f sunt (0,2)ă ț  3 = 0,008. In orice caz,
dac  da, atunci probabilitatea este (0,8)ă  3 = 0,512 decât cealalt  amprentă ă
va face, de asemenea. Astfel, dac  amprentele sunt de la acela i deget, exist  ună ăș
0,008 × 0,512 = 0,004096 probabilitate ca ambele s  fie în g leat  de f.ă ă ă
Asta nu este mult; este aproximativ una din 200. Totu i, dac  folosim multe func iiăș ț
din F, dar nu prea multe, atunci putem ob ine o bun  probabilitate de potrivireăț
amprente de la acela i deget f r  a avea prea multe pozitive false -ă ăș
amprente care trebuie luate în considerare, dar care nu se potrivesc.
Exemplul 3.23: Pentru un exemplu specific, s  presupunem c  folosim 1024ă ă
func ii alese aleatoriu din F. Apoi, vom construi o nou  familieăț
ily F 1 prin efectuarea 1024 c i sau pe F. Apoi ,ă  probabilitatea ca F 1
va pune amprente de la acela i deget împreun  în cel pu in o g leat  esteă ă ăș ț
1 - (1 - 0,004096) 1024 = 0,985. Pe de alt  parte, probabilitatea caă
dou  amprente de la degete diferite vor fi plasate în aceea i g leată ă ăș
(1 - (1 - 0,000064) 1024 = 0,063. Adic , ob inem aproximativ 1,5% false negativeă ț
i aproximativ 6,3% fals pozitive.ș  ✷

Rezultatul Exemplului 3.23 nu este cel mai bun pe care îl putem face. În timp ce ofer  doar ună
1,5% anse s  nu reu im s  identific m amprenta de pe pistol, aceasta for ează ă ă ăș ș ț
s  ne uit m la 6,3% din întreaga baz  de date.ă ă ă  Cre terea num rului de func iiăș ț
de la F va cre te num rul de fals pozitivi, cu doar un beneficiu micăș
de reducere a num rului de negative negative sub 1,5%.ă  Pe de alt  parte, noiă
putem folosi, de asemenea, construc ia AND i, f când acest lucru, putem reduce foarte multăț ș
probabilitatea unui fals pozitiv, în timp ce face doar o mic  cre tere aă ș
rata fals-negativ .ă  De exemplu, am putea lua 2048 de func ii din F în douăț
grupuri de 1024. Construi i g le ile pentru fiecare dintre func ii.ăț ț ț  Cu toate acestea, dat
o amprent  P pe pistol:ă
1. G si i g le ile din primul grup din care apar ine P i lua iă ăț ț ț ș ț
unirea acestor g le i.ă ț
2. Face i acela i lucru pentru al doilea grup.ț ș
3. Lua i intersec ia celor dou  uniuni.ăț ț
4. Compara i P numai cu acele amprente din intersec ie.ț ț
Re ine i c  trebuie s  lu m în continuare uniuni i intersec ii de seturi mari deă ă ăț ț ș ț
imprimeuri, dar compar m doar o mic  parte din acestea.ă ă  Este compara ia dintreț
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amprente care iau cea mai mare parte a timpului; în pa ii (1) i (2) amprenteș ș
pot fi reprezentate prin indicii lor întregi în baza de date.
Dac  folosim aceast  schem , probabilitatea de a detecta o amprent  digital  potrivită ă ă ă ă ă
este (0,985) 2 = 0,970; adic  ob inem aproximativ 3% negative negative.ă ț  Însă
probabilitatea unui fals pozitiv este (0,063) 2 = 0,00397. Adic  nu trebuie decât s  facem astaă ă
examina i aproximativ 1/ 250 din baza de date.ț
3.8.6 Articole de tiri similareș
Ultimul nostru studiu de caz se refer  la problema organiz rii unui depozit mare deă ă
articole de tiri on-line prin gruparea de pagini web din care au fost derivateș
acela i text de baz .ăș  Este comun pentru organiza ii precum The Associated Pressț
s  produc  o tire i s  o distribuie în multe ziare.ă ă ăș ș  Fiecare ziar
pune povestea în edi ia sa online, dar o înconjoar  cu informa ii care suntăț ț
special pentru ziarul respectiv, cum ar fi numele i adresa ziarului,ș
linkuri c tre articole similare i linkuri c tre reclame.ă ăș  În plus, este comun pentru
ziar pentru a modifica articolul, poate l sând în urm  ultimele paragrafeă ă
sau chiar tergerea textului din mijloc.ș  Ca urmare, acela i articol de tiri poateș ș
apar destul de diferite pe site-urile web ale diferitelor ziare.
Problema seam n  foarte mult cu cea sugerat  în sec iunea 3.4:ă ă ă ț
g si i documente ale c ror sindrile au o mare asem nare Jaccard.ă ă ăț  Re ine i c  acest lucruăț ț
problema este diferit  de problema g sirii articolelor de tiri care s  spun  despreă ă ă ăș
acelea i evenimente.ș  Aceast  din urm  problem  necesit  alte tehnici, de obicei examinateă ă ă ă
setul de cuvinte importante din documente (un concept pe care l-am discutat pe scurt
în sec iunea 1.3.1) i gruparea acestora pentru a grupa diferite articole despreț ș
acela i subiect.ș
Cu toate acestea, sa constatat c  exist  o varia ie interesant  pe tema indrileloră ă ăț ș
mai eficient pentru datele de tipul descris. Problema este atât de indrilăș
l-am descris în sec iunea 3.2 trateaz  în mod egal toate p r ile unui document.ă ăț ț  In orice caz,
dorim s  ignor m p r i din document, cum ar fi reclame sau titlurile altoraă ă ă ț



articole la care ziarul a ad ugat un link, care nu fac parte din tiriă ș
articol. Se pare c  exist  o diferen  vizibil  între textul careă ă ă ăț
apare în proz  i text care apare în reclame sau titluri.ă ș  Proza are mult
o frecven  mai mare a cuvintelor de oprire, cuvintele foarte frecvente precum „the” sau „ i”.ăț ș
Num rul total de cuvinte care sunt considerate cuvinte stop variaz  în func ie deă ă ț
aplica ie, dar este obi nuit s  folosi i o list  de câteva sute dintre cele mai multeă ăț ș ț
cuvinte frecvente.
Exemplul 3.24: un anun  tipic ar putea spune pur i simplu „Cump ra i Sudzo”.ăț ș ț  Pe de alt  parteă
mân , o versiune în proz  a aceluia i gând care ar putea ap rea într-un articol esteă ă ăș
„V  recomand s  cump ra i Sudzo pentru rufe.”ă ă ă ț  În ultima propozi ie, itț
ar fi normal s  tratezi „eu”, „asta”, „tu”, „pentru” i „t u” ca pe cuvinte de oprire.ă ăș
✷
S  presupunem c  definim o indril  ca fiind un cuvânt de oprire urmat de urm torii doiă ă ă ăș
cuvinte. Apoi, anun ul „Cump ra i Sudzo” din Exemplul 3.24 nu are indril  iă ăț ț ș ș
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nu se va reflecta în reprezentarea paginii Web care con ine acest lucruț
anun .ț  Pe de alt  parte, propozi ia din Exemplul 3.24 ar fi reprezentată ăț
de cinci indril : „V  recomand m”, „s  cump ra i”, „cump ra i Sudzo”, „pentruă ă ă ă ă ăș ț ț
rufele tale ” i„ rufele tale x ”, unde x este orice cuvânt urmeazăș
propozi ie.ț
S  presupunem c  avem dou  pagini web, fiecare dintre ele constând din jum tate de text de tiriă ă ă ă ș
i jum tate de reclame sau alt material care are o densitate redus  de cuvinte stop.ă ăș  Dac  ve tileă ș

textul este acela i, dar materialul din jur este diferit, atunci ne-am a teptaș ș
c  o frac iune mare din zona zoster a celor dou  pagini ar fi aceea i.ă ăț ș  ei
ar putea avea o asem nare Jaccard de 75%.ă  Cu toate acestea, dac  materialul înconjur toră ă
este acela i, dar con inutul tirilor este diferit, apoi num rul comunăș ț ș
zona zoster ar fi mic , poate 25%.ă  Dac  ar fi s  folosim conven ionalulă ă ț
zoster, unde zoster este (s  zicem) secven e de 10 caractere consecutive, noiă ț
s-ar a tepta ca cele dou  documente s - i împart  jum tate din zona zoster (adic  un Jaccardă ă ă ă ăș ș
similaritate de 1/3), indiferent dac  a fost tirea sau împrejurimileă ș
material pe care l-au împ rt it.ă ăș
3.8.7 Exerci ii pentru sec iunea 3.8ț ț
Exerci iul 3.8.1: S  presupunem c  încerc m s  realiz m rezolu ia entit ii printreă ă ă ă ă ăț ț ț
referin e bibliografice i punct m perechi de referin e pe bazaăț ș ț
titlurile lor, lista autorilor i locul public rii.ăș  S  presupunem i că ăș
toate referin ele includ un an de publicare, iar anul acesta este la fel de probabilț
oricare dintre cei zece ultimii ani. Mai mult, s  presupunem c  descoperim c  printreă ă ă
perechile de referin e cu un scor perfect, exist  o diferen  medie înă ăț ț
anul public rii de 0,1.ă  7 S  presupunem c  perechile de referin e cu un anumită ă ț
scorurile s au o diferen  medie în datele de publicare de 2.ăț
Care este frac iunea de perechi cu scor care reprezint  cu adev rat aceea i publica ie?ă ăț ș ț
licata ie?ț  Not : Nu face i gre eala de a asuma diferen a medieă ț ș ț
în data public rii între perechile aleatorii este 5 sau 5,5.ă  Trebuie s  o calculeziă
exact i ave i suficiente informa ii pentru a face acest lucru.ș ț ț
Exerci iul 3.8.2: S  presupunem c  folosim familia F de func ii descrise în sec iuneaă ăț ț ț
3.8.5, unde exist  o ans  de 20% pentru o miniatur  într-un p trat de re ea, un 80%ă ă ă ăș ț
ansa ca o a doua copie a unei amprente digitale s  aib  o am nunt  într-un p trat de re ea undeă ă ă ă ăș ț

prima copie o face i fiecare func ie din F fiind format  din trei p trate de gril .ă ă ăș ț
În Exemplul 3.23, am construit familia F 1 utilizând construc ia OR peț
1024 membri ai F. S  presupunem c  am folosit în schimb familia Fă ă  2 care este un SAU 2048-way
a membrilor F.
(a) Calcula i ratele falsurilor pozitive i falselor negative pentru Fț ș  2 .
(b) Cum se compar  aceste rate cu ceea ce ob inem dac  organiz m acelea iă ă ăț ș
2048 func ii într -ț  un mod 2 i ale membrilor Fș  1 , a a cum aș  fost discutat la
sfâr itul sec iunii 3.8.5?ș ț
7 Ne-am putea a tepta ca media s  fie 0, dar, în practic , apar erori în anul public rii.ă ă ăș
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Exerci iul 3.8.3: S  presupunem c  amprentele digitale au acelea i statistici prezentate în Ex.ă ăț ș
ercise 3.8.2, dar folosim o familie de baz  de func ii Fă ț  ′ definite ca F, dar folosind
doar dou  p trate alese aleatoriu.ă ă  Construi i un alt set de func ii Fț ț  ′



1

din F ′ luând modul n OR al func iilor din Fț  ′ . Ce, în func ie deț
n, sunt ratele fals pozitive i fals negative pentru Fș  ′
1 ?
Exerci iul 3.8.4: S  presupunem c  folosim func iile Fă ăț ț  1 din Exemplul 3.23, dar noi
vreau s  rezolv problema multe-multe.ă
(a) Dac  dou  amprente sunt de la acela i deget, care este probabilitatea caă ă ș
nu vor fi comparate (adic , care este rata fals negativ )?ă ă
(b) Ce frac iune a amprentelor digitale de la diferite degete va fi comparatăț
(adic , care este rata fals pozitiv )?ă ă
! Exerci iul 3.8.5: S  presupunem c  avem setul de func ii F ca în Exerci iul 3.8.2,ă ăț ț ț
i construim un nou set de func ii Fș ț  3 printr-un mod OR de func ii nț

F. Pentru ce valoare a lui n este suma ratelor fals pozitive i fals negativeș
minimizat?

3.9 Metode pentru grade ridicate de similitudine
Metodele bazate pe LSH par cele mai eficiente atunci când gradul de similitudine noi
accept este relativ sc zut.ă  Când vrem s  g sim seturi aproape identice,ă ă
exist  alte metode care pot fi mai rapide.ă  Mai mult, aceste metode sunt exacte,
prin faptul c  g sesc fiecare pereche de obiecte cu gradul de asem nare dorit.ă ă ă  Acolo
nu exist  negative negative, a a cum se poate întâmpla cu LSH.ă ș
3.9.1 G sirea articolelor identiceă
Cazul extrem este g sirea unor articole identice, de exemplu, pagini web care suntă
identic, caracter-pentru-caracter. Este simplu s  compar m dou  documenteă ă ă
men ioneaz  i spune i dac  sunt identice, dar totu i trebuie s  evit m s  facem acest lucruă ă ă ă ăț ș ț ș
compara i fiecare pereche de documente.ț  Primul nostru gând ar fi s  hash docu-ă
men ionate pe baza primelor lor caractere i compar  doar acele documenteăț ș
care a c zut în aceea i g leat .ă ă ăș  Schema respectiv  ar trebui s  func ioneze bine, cu excep ia cazului în care toateă ă ț ț
documentele încep cu acelea i caractere, cum ar fi un antet HTML.ș
Al doilea gând ar fi s  folosim o func ie hash care examinează ăț
întregul document. Asta ar func iona i dac  vom folosi suficiente g le i, ar fiă ăț ș ț
foarte rar c  dou  documente au intrat în aceea i g leat , dar nu erau identice.ă ă ă ăș
Dezavantajul acestei abord ri este c  trebuie s  examin m fiecare caracter al fiec ruiaă ă ă ă ă
document. Dac  ne limit m examinarea la un num r mic de caractere, atunciă ă ă
nu trebuie s  examin m niciodat  un document unic i care se încadreaz  într-o g leat  deă ă ă ă ă ăș
propria.
O abordare mai bun  este alegerea unor pozi ii aleatorii fixe pentru toate documentele,ă ț
i s  fac  func ia hash s  depind  numai de acestea.ă ă ă ăș ț  În acest fel, putem evita
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o problem  în care exist  un prefix comun pentru toate sau majoritatea documentelor, totu i noiă ă ș
nu trebuie s  examina i documente întregi decât dac  acestea cad într-o g leat  cu altulă ă ă ăț
document. O problem  cu selectarea pozi iilor fixe este c , dac  unele documenteă ă ăț
sunt scurte, este posibil s  nu aib  unele dintre pozi iile selectate.ă ă ț  Cu toate acestea, dac  suntemă
c utând documente foarte similare, nu trebuie s  compar m niciodat  dou  documenteă ă ă ă ă
care difer  semnificativ prin lungimea lor.ă  Exploat m aceast  idee în sec iunea 3.9.3.ă ă ț
3.9.2 Reprezentarea seturilor ca iruriș
Acum, s  ne concentr m pe problema mai dificil  a g sirii, într-o mare colec ie de seturi,ă ă ă ă ț
toate perechile care au o asem nare mare cu Jaccard, spun cel pu in 0,9.ă ț  Putem reprezenta
un set prin sortarea elementelor setului universal într-o anumit  ordine fix  ă ă iș
reprezentând orice set prin enumerarea elementelor sale în aceast  ordine.ă  Lista este în esen ăț
un ir de „caractere”, în care personajele sunt elementele universaluluiș
a stabilit. Aceste iruri sunt neobi nuite, totu i, prin faptul c :ăș ș ș
1. Niciun caracter nu apare de mai multe ori într-un ir iș ș
2. Dac  dou  caractere apar în dou  iruri diferite, atunci ele apar înă ă ă ș
aceea i ordine în ambele iruri.ș ș
Exemplul 3.25: S  presupunem c  setul universal este format din cele 26 de litere mici,ă ă
i folosim ordinea alfabetic  normal .ă ăș  Apoi mul imea {d, a, b} este reprezentatăț

de sfoara abd. ✷
În cele ce urmeaz , vom presupune c  toate irurile reprezint  seturi în modul corectă ă ăș
descris. Astfel, vom vorbi despre asem narea Jaccard a irurilor, cândă ș
strict vorbind, ne referim la similitudinea seturilor pe care le reprezint  irurile.ă ș
De asemenea, vom vorbi despre lungimea unui ir, ca un surogat pentru num rul deăș
elemente din setul pe care îl reprezint  irul.ă ș
Re ine i c  documentele discutate în sec iunea 3.9.1 nu se potrivesc exactăț ț ț
acest model, chiar dac  putem vedea documentele ca iruri.ă ș  Pentru a se potrivi modelului,



am fi indrilat documentele, am atribui o ordine indrilelor i am reprezentaș ș ș
fiecare document prin lista sa de zona zoster în ordinea selectat .ă
3.9.3 Filtrare bazat  pe lungimeă
Cel mai simplu mod de a exploata reprezentarea irului din sec iunea 3.9.2 este s  sorta iăș ț ț
corzile dup  lungime.ă  Apoi, fiecare ir s este comparat cu acele iruri t careș ș
urma i s în list , dar nu sunt prea lungi.ăț  S  presupunem c  limita inferioar  de pe Jaccardă ă ă
similitudinea dintre dou  iruri este J. Pentru orice ir x, denota i lungimea lui cu Lă ș ș ț  x .
Re ine i c  Lăț ț  s  L≤  t . Intersec ia mul imilor reprezentate de s i t nu poateț ț ș
au mai mult de L s membri, în timp ce uniunea lor are cel pu in Lț  t membri. Prin urmare,
similitudinea Jaccard a lui s i t, pe care o denot măș  SIM (s, t), este cel mult L s / L t .
Adic , pentru ca s i t s  necesite compara ie, trebuie s  fie c  J  Lă ă ă ă ≤ș ț  s / L t ,
sau echivalent, L t  L≤  s / J.
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O comand  mai bun  pentru simboluriă ă
În loc s  folosi i ordinea evident  pentru elemente ale setului universal, de exemplu,ă ăț
ordinea lexicografic  pentru zona zoster, putem comanda mai întâi simbolurile cele mai rare.ă  Acea
este, determina i de câte ori apare fiecare element în colec ia deț ț
seturi i ordona i-le dup  acest num r, mai întâi cel mai mic.ă ăș ț  Avantajul de a face
la fel este c  simbolurile din prefixe vor tinde s  fie rare.ă ă  Astfel, vor face
face ca acel ir s  fie plasat în g le i index care au relativ pu ineă ăș ț ț
membrii. Apoi, când trebuie s  examin m un ir pentru posibile potriviri,ă ă ș
vom g si câteva alte iruri care pot fi comparate.ă ș
Exemplul 3.26: S  presupunem c  s este un ir de lungime 9 i c ut mă ă ă ăș ș
iruri cu cel pu in 0,9 similaritate Jaccard.ș ț  Atunci nu trebuie decât s  compar m să ă

cu iruri care îl urmeaz  în ordinea sortat  pe lungime, care au lungimea laă ăș
cele mai multe 9 / 0,9 = 10. Adic , compar m s cu acele iruri de lungime 9 careă ă ș
urma i-o în ordine i toate irurile de lungime 10. Nu avem nevoie s  compar m să ăț ș ș
cu orice alt ir.ș
S  presupunem c  lungimea lui s a fost în schimb 8.ă ă  Atunci s-ar compara cu
urmând iruri de lungime de pân  la 8 / 0,9 = 8,89.ăș  Adic  un ir de lungime 9ă ș
ar fi prea lung pentru a avea o similaritate Jaccard de 0,9 cu s, deci trebuie doar să
compara i s cu irurile care au lungimea 8, dar urma i-o în ordinea sortat .ăț ș ț
✷
3.9.4 Indexarea prefixelor
În plus fa  de lungime, exist  i alte câteva caracteristici ale iruriloră ăț ș ș
exploatat pentru a limita num rul de compara ii care trebuie f cute pentru identificareă ăț
toate perechile de corzi similare. Cea mai simpl  dintre aceste op iuni este crearea unui indexă ț
pentru fiecare simbol; aminte te un simbol al unui ir este oricare dintre elementele dinș ș
set universal. Pentru fiecare ir s, select m un prefix al lui s format din primul păș
simboluri ale s. Cât de mare trebuie s  fie p depinde de Lă  s i J, limita inferioar  de peăș
Similitudine Jaccard. Ad ug m irul s la index pentru fiecare dintre primele sale simboluri p.ă ă ș
De fapt, indexul pentru fiecare simbol devine o g leat  de iruri care trebuie s  fieă ă ăș
comparat. Trebuie s  fim siguri c  orice alt ir t astfel încâtă ă ș  SIM (s, t)  J≥
va avea cel pu in un simbol în prefixul s u care apare i în prefixul lui s.ăț ș
S  presupunem c  nu;ă ă  mai degrabă SIM (s, t)  J, dar t nu are nici unul din primele p simboluri ale≥
s. Atunci cea mai mare similaritate Jaccard pe care o pot avea s i t apare atunci când t esteș
un sufix al lui s, format din orice, cu excep ia primelor p simboluri ale lui s.ț  Jaccard
similaritatea lui s i t ar fi atunci (Lș  s - p) / L s . Pentru a fi siguri c  nuă
trebuie s  compar m s cu t, trebuie s  fim siguri c  J> (Lă ă ă ă  s - p) / L s . Acea
este, p trebuie s  fie cel pu in  (1 - J) Lă ț ⌊  s  + 1. Desigur, vrem ca p s  fie la fel de mic caă⌋
posibil, deci nu index m irurile în mai multe g le i decât trebuie.ă ăș ț  Prin urmare,
vom lua în continuare p =  (1 - J) L⌊  s  + 1 pentru a fi lungimea prefixului care⌋
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se indexeaz .ă
Exemplul 3.27: S  presupunem c  J = 0,9.ă ă  Dac  Lă  s = 9, atunci p = 0.1 × 9  +1 =⌊ ⌋
⌊0.9  + 1 = 1. Adic , trebuie s  index m s numai sub primul s u simbol.ă ă ă ă⌋  Orice
irul t care nu are primul simbol al lui s într-o pozi ie astfel încât t esteș ț

indexat cu acel simbol va avea asem nare Jaccard cu s care este mai mic  de 0,9.ă ă
S  presupunem c  s este bcdefghij.ă ă  Atunci s este indexat numai sub b. S  presupunem c  t nuă ă



începe cu b. Exist  dou  cazuri de luat în considerare.ă ă
1. Dac  t începe cu a iă ș  SIM (s, t)  0,9, atunci poate fi doar c  t este≥ ă
abcdefghij. Dar dac  acesta este cazul, t va fi indexat atât sub a cât i peă ș
b. Motivul este c  Lă  t = 10, deci t va fi indexat sub simbolurile lui
prefixul s u de lungime 0.1 × 10  + 1 = 2.ă ⌊ ⌋
2. Dac  t începe cu c sau o liter  ulterioar , atunci valoarea maxim  aă ă ă ă  cartelei SIM (s, t)
apare când t este cdefghij. Dar apoi SIM (s, t) = 8/9 <0,9.
În general, cu J = 0,9, irurile de lungime de pân  la 9 sunt indexate dup  prima loră ăș
simbol, irurile de lungimi 10-19 sunt indexate sub primele dou  simboluri ale acestora,ăș
irurile de lungime 20-29 sunt indexate sub primele lor trei simboluri i a a mai departe.ș ș ș
✷
Putem folosi schema de indexare în dou  moduri, în func ie de dac  noiă ăț
încearc  s  rezolve problema multe-multe sau o problem  multe-unu;ă ă ă  amintesc de
distinc ia a fost introdus  în sec iunea 3.8.4.ăț ț  Pentru problema multora, noi
crea i indexul pentru întreaga baz  de date.ăț  Pentru a c uta potriviri la un set nouă
S, convertim setul respectiv într-un ir s, pe care îl numim ir de prob .ăș ș  A determina
lungimea prefixului care trebuie luat în considerare, adic   (1 - J) Lă ⌊  s  + 1. Pentru⌋
fiecare simbol care apare într-una din pozi iile prefixului lui s, ne uit m în indexăț
bucket pentru acel simbol i compar m s cu toate irurile care apar în acelăș ș
g leat .ă ă
Dac  vrem s  rezolv m problema multe, începe i cu o baz  de date goală ă ă ă ăț
de iruri i indici.ș ș  Pentru fiecare set S, trat m S ca un set nou pentru mul iă ț
problem .ă  Transform m S într-un ir s, pe care îl trat m ca un ir de prob  înă ă ăș ș
multe-o problem .ă  Cu toate acestea, dup  ce examin m o bucket index, ad ug m i să ă ă ă ș
cu acel cup, deci s va fi comparat cu irurile ulterioare care ar putea fi potrivite.ș
3.9.5 Utilizarea informa iilor de pozi ieț ț
Lua i în considerare irurile s = acdefghijk i t = bcdefghijk i presupune i J = 0.9.ț ș ș ș ț
Deoarece ambele iruri au lungimea 10, acestea sunt indexate sub primele douăș
simboluri. Astfel, s este indexat sub a i c, în timp ce t este indexat sub b i c.ș ș
Oricare se adaug  ultima o va g si pe cealalt  în g leat  pentru c, i vor fiă ă ă ă ă ș
comparat. Cu toate acestea, deoarece c este al doilea simbol al ambelor, tim c  va existaăș
fie dou  simboluri, a i b în acest caz, care se afl  în uniunea celor dou  seturi, dară ă ăș
nu în intersec ie.ț  Într-adev r, chiar dac  s i t sunt identice de la c laă ă ș
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la sfâr it, intersec ia lor este de 9 simboluri i unirea lor este de 11;ș ț ș  astfel SIM (s, t) = 9/11,
care este mai mic de 0,9.
Dac  ne construim indexul bazându-ne nu numai pe simbol, ci i pe pozi iaă ș ț
simbolul din ir, am putea evita compararea lui s i t de mai sus.ș ș  Acea
este, l sa i indexul nostru s  aib  o bucket pentru fiecare pereche (x, i), care con ine irurile careă ă ăț ț ș
au simbolul x în pozi ia i a prefixului lor.ț  Având un ir s, i presupunând c  J esteăș ș
similaritatea minim  dorit  a lui Jaccard, ne uit m la prefixul lui s, adic  laă ă ă ă
pozi iile de la 1 la  (1 - J) Lț ⌊  s  + 1. Dac  simbolul din pozi ia i a prefixului esteă ț⌋
x, ad uga i s la cupa index pentru (x, i).ă ț
Acum considera i s ca un ir de prob .ăț ș  Cu ce g le i trebuie comparat?ă ț
Vom vizita simbolurile prefixului lui s din stânga i vom luaș
avantajul faptului c  trebuie s  g sim un posibil ir de potrivire t numai dacă ă ă ăș
niciunul dintre cupele anterioare pe care le-am examinat pentru meciurile inute t.ț  Adic  noiă
trebuie s  g sesc o singur  dat  un candidat.ă ă ă ă  Astfel, dac  g sim c  simbolul ithă ă ă
lui s este x, atunci trebuie s  c ut m în cupa (x, j) anumite valori mici ale lui j.ă ă ă
j
s
t
Simboluri cu siguran ăț
ap rând înă
un singur irș
eu
Figura 3.15: irurile s i t încep cu i - 1 i j - 1 simboluri unice, respectivȘ ș ș
i apoi sunt de acord dincolo de astaș

Pentru a calcula limita superioar  pe j, s  presupunem c  t este un ir din care niciunul nu este primulă ă ă ș
j -1 simboluri s-au potrivit cu orice în s, dar simbolul ith al lui s este acela i cuș
al aselea simbol al lui t.ș  Cea mai mare valoare a cartelei SIM (s, t) apare dac  s i t sunt identiceă ș
dincolo de simbolurile lor ith i respectiv jth, a a cum sugereaz  Fig. 3.15.ăș ș  Dacă
acesta este cazul, dimensiunea intersec iei lor este Lț  s - i + 1, deoarece acesta este
num rul de simboluri ale lui s care ar putea fi în t.ă  Dimensiunea uniunii lor este
cel pu in Lț  s + j - 1. Adic , s contribuie cu siguran  Lă ăț  s simboluri la uniune iș



exist , de asemenea, cel pu in j -1 simboluri ale lui t care nu sunt în s.ă ț  Raportul dintre dimensiuni
intersec iei i uniunii trebuie s  fie cel pu in J, deci trebuie s  avem:ă ăț ș ț
L s - i + 1
L s + j - 1

≥ J
Dac  izol m j în aceast  inegalitate, avem j  (Lă ă ă ≤  s (1 - J) - i +1+ J) / J.
Exemplul 3.28: Lua i în considerare irul s = acdefghijk cu J = 0.9 discutatț ș
la începutul acestei sec iuni.ț  S  presupunem c  s este acum un ir de prob .ă ă ăș  Noi deja
a stabilit c  trebuie s  lu m în considerare primele dou  pozi ii;ă ă ă ă ț  adic  pot fi 1ă
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sau 2. S  presupunem c  i = 1. Atunci j  (10 × 0,1 - 1 + 1 + 0,9) / 0,9.ă ă ≤  Adic  numai noiă
trebuie s  compara i simbolul a cu iruri în g leat  pentru (a, j) dac  j  2.11.ă ă ă ă ≤ț ș
Astfel, j poate fi 1 sau 2, dar nimic mai mare.
Acum s  presupunem c  i = 2. Atunci avem nevoie de j  (10 × 0,1 - 2 + 1 + 0,9) / 0,9, sauă ă ≤
j  1. Concluzion m c  trebuie s  c ut m în g le i (a, 1), (a, 2) i (c, 1),≤ ă ă ă ă ă ă ț ș
dar în nicio alt  g leat .ă ă ă  În compara ie, folosind cupele din sec iunea 3.9.4, noiț ț
ar c uta în g le i dup  a i c, ceea ce este echivalent cu privirea pentru to iă ă ăț ș ț
g le i (a, j) i (c, j) pentru orice j.ă ț ș  ✷
3.9.6 Utilizarea pozi iei i lungimii în indexuriț ș
Când am considerat limita superioar  pentru j în sec iunea anterioar , am presupusă ăț
c  ceea ce urmeaz  pozi iilor i i j a fost ca în Fig. 3.15, unde ceea ce a urmată ă ț ș
aceste pozi ii în iruri s i t s-au potrivit exact.ț ș ș  Nu vrem s  construim ună
index care implic  fiecare simbol din iruri, deoarece asta face totalulă ș
munca excesiva. Cu toate acestea, putem ad uga la indexul nostru un rezumat al celor ce urmează ă
pozi iile fiind indexate.ț  Acest lucru extinde num rul de g le i, dar nuă ă ț
dincolo de limitele rezonabile i totu i ne permite s  elimin m mul i candida iă ăș ș ț ț
se potrive te f r  a compara iruri întregi.ă ăș ș  Ideea este s  folosi i g le i indexă ăț ț
corespunzând unui simbol, unei pozi ii i lungimii sufixului, adic  num rulă ăț ș
de simboluri care urmeaz  pozi ia în cauz .ă ăț
Exemplul 3.29: irul s = acdefghijk, cu J = 0.9, ar fi indexatȘ
în g le i pentru (a, 1, 9) i (c, 2, 8).ă ț ș  Adic  prima pozi ie a lui s are simbolă ț
a, iar sufixul s u are lungimea 9. A doua pozi ie are simbolul c i sufixul s uă ăț ș
este de lungime 8. ✷
Figura 3.15 presupune c  sufixele pentru pozi ia i a lui s i pozi ia j a lui tă ț ș ț
au aceea i lungime.ș  Dac  nu, atunci putem ob ine fie o margine superioar  mai mică ă ăț
m rimea intersec iei lui s i t (dac  t este mai scurt ) sau o margine inferioar  mai mareă ă ă ăț ș
pe m rimea uniunii (dac  t este mai lung).ă ă  S  presupunem c  s are lungimea sufixului p i t areă ă ș
lungimea sufixului q.
Cazul 1: p  q.≥  Aici, dimensiunea maxim  a intersec iei esteă ț
L s - i + 1 - (p - q)
Deoarece L s = i + p, putem scrie expresia de mai sus pentru dimensiunea intersec iei caț
q + 1. Dimensiunea minim  a uniunii este Lă  s + j - 1, a a cum a fost atunci când nu am f cut-oăș
lua i în considerare lungimea sufixului.ț  Astfel, avem nevoie
q + 1
L s + j - 1

≥ J
ori de câte ori p  q.≥
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Cazul 2: p <q. Aici, dimensiunea maxim  a intersec iei este Lă ț  s - i + 1, ca
când lungimea sufixului nu a fost luat  în considerare.ă  Cu toate acestea, dimensiunea minim  a uniuniiă
este acum L s + j - 1 + q - p. Dac  folosim din nou rela ia Lă ț  s = i + p, putem
înlocui i Lț  s - p cu i i ob ine i formula i + j - 1 + q pentru dimensiunea uniunii.ș ț ț
Dac  similitudinea Jaccard este cel pu in J, atunciă ț
L s - i + 1
i + j - 1 + q

≥ J
ori de câte ori p <q.
Exemplul 3.30: S  lu m din nou în considerare irul s = acdefghijk, dar s  facemă ă ăș
exemplul arat  câteva detalii, s  alegem J = 0,8 în loc de 0,9.ă ă  Noi stim



c  Lă  s = 10. Deoarece  (1 - J) L⌊  s  + 1 = 3, trebuie s  lu m în considerare pozi iile prefixuluiă ă ț⌋
i = 1, 2 i 3 în cele ce urmeaz .ăș  Ca i înainte, fie p s  fie lungimea sufixului lui s i qăș ș
lungimea sufixului lui t.
În primul rând, considera i cazul p  q.≥ț  Constrângerea suplimentar  pe care o avem asupra q iă ș
j este (q + 1) / (9 + j)  0,8.≥  Putem enumera perechile de valori ale lui j i q pentruș
fiecare i între 1 i 3, dup  cum urmeaz .ă ăș
i = 1: Aici, p = 9, deci q  9. S  lu m în considerare valorile posibile ale q:≤ ă ă
q = 9: Trebuie s  avem 10 / (9 + j)  0,8.ă ≥  Astfel, putem avea j = 1, j = 2,
sau j = 3. Re ine i c  pentru j = 4, 10/13> 0,8.ăț ț
q = 8: Trebuie s  avem 9 / (9 + j)  0,8.ă ≥  Astfel, putem avea j = 1 sau j = 2.
Pentru j = 3, 9/12> 0,8.
q = 7: Trebuie s  avem 8 / (9 + j)  0,8.ă ≥  Doar j = 1 satisface aceast  inegalitate.ă
q = 6: Nu exist  valori posibile pentru j, deoarece 7 / (9 + j)> 0,8 pentru fiecareă
num r întreg pozitiv j.ă  Acela i lucru este valabil pentru fiecare valoare mai mic  a q.ăș
i = 2: Aici, p = 8, deci avem nevoie de q  8. Deoarece constrângerea (q + 1) / (9 + j)  0,8≤ ≥
nu depinde de i, 8 putem folosi analiza din cazul de mai sus, dar
exclude i cazul q = 9. Astfel, singurele valori posibile ale j i q cândț ș
i = 2 sunt
1. q = 8; j = 1.
2. q = 8; j = 2.
3. q = 7; j = 1.
i = 3: Acum, p = 7 i constrângerile sunt q  7 i (q + 1) / (9 + j)  0,8.≤ ≥ș ș  The
singura op iune este q = 7 i j = 1.ț ș
În continuare, trebuie s  lu m în considerare cazul p <q.ă ă  Constrângerea suplimentar  esteă
11 - i
i + j + q - 1

≥ 0,8
Din nou, lua i în considerare fiecare valoare posibil  a lui i.ăț
8 Re ine i c  i influen eaz  valoarea lui p i, prin p, pune o limit  asupra lui q.ă ă ăț ț ț ș
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i = 1: Atunci p = 9, deci avem nevoie de q  10 i 10 / (q + j)  0,8.≥ ≥ș  Posibilul
valorile lui q i j suntș
1. q = 10; j = 1.
2. q = 10; j = 2.
3. q = 11; j = 1.
i = 2: Acum, p = 8, deci avem nevoie de q  9 i 9 / (q + j + 1)  0,8.≥ ≥ș  Din moment ce j trebuie
fie un num r întreg pozitiv, singura solu ie este q = 9 i j = 1, o posibilitateă ț ș
despre care tiam deja.ș
i = 3: Aici, p = 7, deci avem nevoie de q  8 i 8 / (q + j + 2)  0,8.≥ ≥ș  Nu sunt
solu ii.ț
qj = 1 j = 2 j = 3
7
X
8
X
X
i = 1
9
X
X
X
10
X
X
11
X
7
X
i = 2
8
X
X
9
X
i = 3



7
X
Figura 3.16: G leatele care trebuie examinate pentru a g si posibile potriviri pentruă ă
irul s = acdefghijk cu J = 0,8 sunt marcate cu un xș

Când acumul m combina iile posibile de i, j i q, vedem astaă ț ș
setul de g le i index în care trebuie s  ne uit m formeaz  o piramid .ă ă ă ă ăț  Figura 3.16
arat  g le ile în care trebuie s  c ut m.ă ă ă ă ăț  Adic  trebuie s  ne uit m în acesteaă ă ă
g le i (x, j, q) astfel încât simbolul ith al irului s este x, j este pozi iaă ț ș ț
asociat cu cupa i q lungimea sufixului.ș  ✷
3.9.7 Exerci ii pentru sec iunea 3.9ț ț
Exerci iul 3.9.1: S  presupunem c  setul nostru universal este literele minuscule iă ăț ș
ordinea elementelor este considerat  vocalele, în ordine alfabetic , urmat  deă ă ă
consoane în ordine alfabetic  invers .ă ă  Reprezenta i urm toarele seturi ca iruri.ăț ș
a {q, w, e, r, t, y}.
(b) {a, s, d, f, g, h, j, u, i}.
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Exerci iul 3.9.2: S  presupunem c  filtr m perechile de candida i numai pe baza lungimii, ca înă ă ăț ț
Sec iunea 3.9.3.ț  Dac  s este un ir de lungime 20, cu ce iruri este s comparat cândă ș ș
J, limita inferioar  a similarit ii Jaccard are urm toarele valori: (a) J = 0,85ă ă ăț
(b) J = 0,95 (c) J = 0,98?
Exerci iul 3.9.3: S  presupunem c  avem un ir de lungime 15 i dorim s  index mă ă ă ăț ș ș
prefixul acestuia ca în sec iunea 3.9.4.ț
(a) Câte pozi ii sunt în prefix dac  J = 0,85?ăț
(b) Câte pozi ii sunt în prefix dac  J = 0,95?ăț
! (c) Pentru ce interval de valori al lui J va fi indexat sub primele sale patru simboluri,
dar nu mai mult?
Exerci iul 3.9.4: S  presupunem c  s este un ir de lungime 12. Cu ce ă ăț ș simbol-pozi ieț
perechile vor fi comparate cu dac  folosim abordarea de indexare din sec iunea 3.9.5,ă ț
i (a) J = 0,75 (b) J = 0,95?ș

! Exerci iul 3.9.5: S  presupunem c  folosim informa ii de pozi ie în indexul nostru, ca în sec iuneaă ăț ț ț ț
sec iunea 3.9.5.ț  irurile s i t sunt ambele alese la întâmplare dintr-un set universal deȘ ș
100 de elemente. S  presupunem c  J = 0,9.ă ă  Care este probabilitatea ca s i t s  fieăș
comparat dacă
(a) s i t au ambele lungime 9.ș
(b) s i t au ambele lungime 10.ș
Exerci iul 3.9.6: S  presupunem c  folosim indexuri bazate atât pe pozi ie, cât i pe sufixă ăț ț ș
lungime, ca în sec iunea 3.9.6.ț  Dac  s este un ir de lungime 20, cu ce simbol-ă ș
triplele pozi iei-lungime vor fi comparate cu, dac  (a) J = 0,8 (b) J = 0,9?ăț

3.10 Rezumatul capitolului 3
♦ Similitudinea Jaccard: Similitudinea Jaccard a seturilor este raportul dintre dimensiuni
a intersec iei mul imilor la dimensiunea uniunii.ț ț  Aceast  m sur  deă ă ă
similaritatea este potrivit  pentru multe aplica ii, inclusiv similaritatea textual  aă ăț
documente i similitudinea obiceiurilor de cump rare ale clien ilor.ăș ț
♦ Shingling: Un k-shingle este orice k caractere care apar consecutiv în
un document. Dac  reprezent m un document prin setul s u de k-zoster, atunciă ă ă
similitudinea Jaccard a seturilor de indril  m soar  asem narea textuală ă ă ă ăș
de documente. Uneori, este util s  hash zoster la iruri de bi i deă ș ț
lungime mai mic  i utiliza i seturi de valori hash pentru a reprezenta documente.ă ș ț
♦ Minhashing: o func ie minhash pe seturi se bazeaz  pe o permutare aăț
set universal. Având în vedere o astfel de permutare, valoarea minhash pentru un set este
acel element al setului care apare mai întâi în ordinea permutat .ă
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♦ Semn turi Minhash: Putem reprezenta seturi alegând o list  de per-ă ă
muta ii i calculul pentru fiecare set semn tura sa minhash, care esteăț ș
secven a valorilor minhash ob inute prin aplicarea fiec rei permut ri peă ăț ț
lista cu acel set. Având în vedere dou  seturi, frac ia a teptat  a permuta iiloră ăț ș ț
care va produce aceea i valoare minhash este exact similaritatea Jaccardș
a decorurilor.



♦ Minhashing eficient: Deoarece nu este cu adev rat posibil s  se genereze aleatoriiă ă
permut ri, este normal s  simulezi o permutare prin alegerea unei întâmpl riă ă ă
func ia hash i luarea valorii minhash pentru un set s  fie cea mai mic  hashă ăț ș
valoarea oric ruia dintre membrii setului.ă  O eficien  suplimentar  poate fi ob inută ă ăț ț
prin restric ionarea c ut rii celei mai mici valori minhash la doar o mică ă ăț
subset al setului universal.

♦ Hashing sensibil la localitate pentru semn turi: Aceast  tehnic  ne permiteă ă ă
evita calculul asem n rii fiec rei perechi de seturi sau a minhashului loră ă ă
naturi. Dac  ni se dau semn turi pentru seturi, le putem împ r i înă ă ă ț
i m soar  asem narea unei perechi de seturi numai dac  sunt identificateă ă ă ăș

cal în cel pu in o band .ăț  Alegând în mod corespunz tor dimensiunea benzilor, noiă
poate elimina din considerare majoritatea perechilor care nu se întâlnesc cu ale noastre
prag de similitudine.

♦ M suri de distan : o m sur  de distan  este o func ie pe perechi de puncte înă ă ă ă ăț ț ț
un spa iu care satisface anumite axiome.ț  Distan a dintre dou  puncte este 0 dacă ăț
punctele sunt acelea i, dar mai mari decât 0 dac  punctele sunt diferite.ăș  The
distan a este simetric ;ăț  nu conteaz  în ce ordine lu m în considerareă ă
dou  puncte.ă  O m sur  de distan  trebuie s  satisfac  inegalitatea triunghiului:ă ă ă ă ăț
distan a dintre dou  puncte nu este niciodat  mai mare decât suma distan eloră ăț ț
între aceste puncte i un al treilea punct.ș
♦ Distan a euclidian : cea mai comun  no iune de distan  este cea euclidiană ă ă ăț ț ț
distan  într-un spa iu n-dimensional.ăț ț  Aceast  distan , uneori numită ă ăț
L 2 -norm, este r d cina p trat  a sumei p tratelor diferen eloră ă ă ă ă ț
între punctele din fiecare dimensiune. O alt  distan  potrivit  pentruă ă ăț
spa iile clidiene, numite distan a Manhattan sauț ț  norma L 1- este suma
m rimile diferen elor dintre punctele din fiecare dimensiune.ă ț
♦ Distan a Jaccard: Un minus similaritatea Jaccard este o m sur  a distan ei,ă ăț ț
numit  distan a Jaccard.ă ț
♦ Distan a cosinusului: Unghiul dintre vectori într-un spa iu vectorial este cosinusulț ț
m sura distan ei.ă ț  Putem calcula cosinusul acelui unghi luând
produs punct al vectorilor i împ r ind la lungimile vectorilor.ăș ț
♦ Editare distan : aceast  m sur  de distan  se aplic  unui spa iu de iruri iă ă ă ă ă ăț ț ț ș ș
este num rul de inser ii i / sau tergeri necesare pentru a converti un iră ț ș ș ș
în cel lalt.ă  Distan a de editare poate fi calculat  i ca suma aăț ș
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lungimile corzilor minus de dou  ori lungimea celei mai lungi comuneă
subsecven a irurilor.ț ș
♦ Distan  de cioc nire: Aceast  m sur  a distan ei se aplic  unui spa iu de vectori.ă ă ă ă ă ăț ț ț
Distan a Hamming între doi vectori este num rul de pozi ii dinăț ț
de care difer  vectorii.ă

♦ Hashing generalizat sensibil la localitate: putem începe cu orice colec ieț
de func ii, cum ar fi func iile minhash, care pot lua o decizieț ț
dac  o pereche de articole ar trebui sau nu s  fie candida i la similitudineă ă ț
control. Singura constrângere asupra acestor func ii este c  ofer  ună ăț
limita inferioar  a probabilit ii de a spune „da” dac  distan a (conformă ă ăț ț
pân  la o anumit  m sur  a distan ei) este sub o limit  dat  i o limit  superioar  peă ă ă ă ă ă ă ăț ș
probabilitatea de a spune „da” dac  distan a este peste o alt  limit  dat .ă ă ă ăț
Apoi putem cre te probabilitatea de a spune „da” pentru articolele din apropiere iș ș
în acela i timp, reduce i probabilitatea de a spune „da” pentru elementele îndep rtateăș ț
în m sura în care ne dorim, prin aplicarea unei construc ii I iă ț Ș ș
o construc ie SAU.ț
♦ Hiperplane aleatorii i LSH pentru distan  cosinus: Putem ob ine un set deăș ț ț
func ii de baz  pentru a începe un LSH generalizat pentru m surarea distan ei cosinusuluiă ăț ț
prin identificarea fiec rei func ii cu o list  de vectori ale i aleatoriu.ă ăț ș  Noi
aplica i o func ie unui vector dat v luând produsul punct al lui v cuț ț
fiecare vector de pe list .ă  Rezultatul este o schi  format  din semne (+1 sauă ăț
−1) din produsele dot. Frac ia de pozi ii în care schi ele deț ț ț
doi vectori sunt de acord, înmul i i cu 180, este o estimare a unghiului dintreț ț
cei doi vectori.

♦ LSH pentru distan a euclidian : Un set de func ii de baz  pentru care începe LSHă ăț ț
Distan a euclidian  poate fi ob inut  alegând linii aleatorii i proiectândă ăț ț ș



introducând puncte pe acele linii. Fiecare linie este împ r it  în intervale de lungime fix ,ă ă ăț
iar func ia r spunde „da” la o pereche de puncte care se încadreaz  în acela iă ăț ș
interval.

♦ Detec ie de înalt  similitudine prin compararea irurilor: o abordare alternativă ăț ș
la g sirea articolelor similare, când pragul similarit ii Jaccard este aproape deă ăț
1, evit  utilizarea minhashing i LSH.ă ș  Mai degrab , setul universal este ordonat,ă
iar mul imile sunt reprezentate prin iruri, constând din elementele lor în ordine.ț ș
Cel mai simplu mod de a evita compararea tuturor perechilor de seturi sau a irurilor lor este de aș
re ine i c  seturile foarte asem n toare vor avea iruri de aproximativ acelea iă ă ăț ț ș ș
lungime. Dac  sort m irurile, putem compara fiecare ir cu doar aă ă ș ș
un num r mic de iruri imediat urm toare.ă ăș
♦ Indexuri de caractere: Dac  reprezent m mul imi prin iruri i similaritateă ă ț ș ș
pragul este aproape de 1, putem indexa toate irurile dup  primele lor caractere.ăș
Prefixul ale c rui caractere trebuie indexate are aproximativ lungimeaă
din ir de ori distan a maxim  Jaccard (1 minus minimăș ț
Similitudine Jaccard).
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♦ Indici de pozi ie: putem indexa iruri nu numai pe caracterele dinț ș
prefixele lor, dar pe pozi ia acelui caracter în cadrul prefixului.ț  Noi
reduce i num rul de perechi de iruri care trebuie comparate, deoareceăț ș
dac  dou  iruri au un caracter care nu se afl  în prima pozi ie în ambeleă ă ăș ț
iruri, atunci tim c  fie exist  unele caractere precedente careă ăș ș

sunt în uniune, dar nu în intersec ie, sau exist  un simbol anterior careăț
apare în ambele iruri.ș
♦ Indici de sufix: Putem, de asemenea, s  index m iruri bazate nu numai pe caractereă ă ș
în prefixele lor i pozi iile acestor caractere, dar pe lungimeș ț
a sufixului personajului - num rul de pozi ii care îl urmeaz  înă ăț
ir.ş  Aceast  structur  reduce i mai mult num rul de perechi care trebuie s  fieă ă ă ăș

comparativ, deoarece un simbol comun cu lungimi de sufix diferite implică
caractere suplimentare care trebuie s  fie în uniune, dar nu în intersec ie.ă ț

3.11 Referin e pentru capitolul 3ț
Tehnica pe care am numit-o zoster este atribuit  [11].ă  Utilizarea în manieră
am discutat aici este din [2].
Minhashing provine din [3]. Îmbun t irea care evit  privireaă ă ăț
elementele provin din [10].
Lucr rile originale despre hashingul sensibil la localitate au fost [9] i [7].ă ș  [1] este un
rezumat util al ideilor din acest domeniu.
[4] introduce ideea utiliz rii hiperplanelor aleatorii pentru a rezuma itemi înă
un mod care respect  distan a cosinusului.ă ț  [8] sugereaz  c  hiperplanele aleatoriiă ă
plus LSH poate fi mai precis la detectarea documentelor similare decât minhashing
plus LSH.
Tehnicile pentru rezumarea punctelor într-un spa iu euclidian sunt prezentate în [6].ț
[12] a prezentat tehnica de indril  bazat  pe cuvinte stop.ă ăș
Schemele de indexare bazate pe lungime i prefix pentru o potrivire asem n toareă ăș
provine din [5]. Tehnica care implic  lungimea sufixului este de la [13].ă
1. A. Andoni i P. Indyk, „Algoritmi de hashing aproape optimi pentru aproximativș
cel mai apropiat vecin în dimensiuni ridicate, ”Com. ACM 51: 1, pp. 117–
122, 2008.
2. AZ Broder, „Despre asem narea i limitarea documentelor”, Proc.ă ș
Compresia i complexitatea secven elor, pp. 21-29, Positano Italia,ș ț
1997.
3. AZ Broder, M. Charikar, AM Frieze i M. Mitzenmacher, „Min-wiseș
permut ri independente ", Simpozionul ACM pe teoria calculelor,ă
pp. 327-336, 1998.
4. MS Charikar, „Tehnici de estimare a similitudinii din
rithms, ”ACM Symposium on Theory of Computing, pp. 380–388, 2002.
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ilarity se al tur  cur rii datelor ”, Proc.ă ă ă ăț  Intl. Conf. ingineria datelor,
2006.
6. M. Datar, N. Immorlica, P. Indyk i VS Mirrokni, „Locality-sensitiveș
schem  de hashing bazat  pe distribu ii p-stabile ”, Simpozionul pe Compu-ă ă ț
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sioni prin hash, ”Proc. Intl. Conf. pe baze de date foarte mari, pp. 518–
529, 1999.
8. M. Henzinger, „G sirea paginilor web aproape duplicate: o evaluare la scar  largă ă ă
de algoritmi, ”Proc. 29 Conf. SIGIR, pp. 284–291, 2006.
9. P. Indyk i R. Motwani.ș  „Aproximativ cel mai apropiat vecin: spre re-
deplasarea blestemului dimensionalit ii ", Simpozionul ACM pe teoria com-ăț
puse, pp. 604–613, 1998.
10. P. Li, AB Owen i CH Zhang.ș  „Un hash de permutare”, Conf.
on Neural Information Processing Systems 2012, pp. 3122–3130.
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capitolul 4
Fluxuri de date miniere
Majoritatea algoritmilor descri i în aceast  carte presupun c  exploat m ună ă ăș
Baz  de date.ă  Adic , toate datele noastre sunt disponibile când i dac  le dorim.ă ăș  In acest
capitol, vom face o alt  presupunere: datele sosesc într-un flux sau fluxuri,ă
iar dac  nu este procesat  imediat sau stocat , atunci se pierde pentru totdeauna.ă ă ă  În plus,
vom presupune c  datele ajung atât de repede încât nu sunt fezabile de stocată
totul în stocare activ  (adic  într-o baz  de date conven ional ) i apoi interac ioneaz  cuă ă ă ă ăț ș ț
la momentul ales de noi.
Algoritmii pentru procesarea fluxurilor implic  fiecare rezumarea fi ieruluiă ș
flux într-un fel. Vom începe prin a lua în considerare cum s  realiz m un e antion utilă ă ș
a unui flux i modul de filtrare a unui flux pentru a elimina majoritatea „nedorite”ș
elemente. Ar t m apoi cum s  estim m num rul de elemente diferite dină ă ă ă ă
un flux care utilizeaz  mult mai pu in spa iu de stocare decât ar fi necesar dac  am enumera toateă ăț ț
elemente pe care le-am v zut.ă
O alt  abordare pentru a rezuma un flux este de a privi doar o lungime fixă ă

„Fereastr ” constând din ultimele n elemente pentru unele (de obicei mari) n.ă  Noi
apoi interoga i fereastra ca i cum ar fi o rela ie într-o baz  de date.ăț ș ț  Dac  există ă
multe fluxuri i / sau n este mare, este posibil s  nu putem stoca întreaga fereastră ăș
pentru fiecare flux, deci trebuie s  rezum m chiar i ferestrele.ă ă ș  Ne adres mă
problem  fundamental  a men inerii unui num r aproximativ pe num rul de 1ă ă ă ăț
în fereastra unui flux de bi i, în timp ce utiliza i mult mai pu in spa iu decât ar fi necesarț ț ț ț
pentru a stoca întreaga fereastr  în sine.ă  Aceast  tehnic  se generalizeaz  la aproximareă ă ă
diferite tipuri de sume.

4.1 Modelul de date al fluxului
S  începem discutând elementele fluxurilor i procesarea fluxurilor.ă ș  Noi
explica i diferen a dintre fluxuri i baze de date i problemele specialeț ț ș ș
care apar atunci când avem de-a face cu fluxuri. Unele aplica ii tipice în careț
se va examina modelul fluxului aplicat.
143
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Întreb riă
Permanent
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Procesor
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0, 1, 1, 0, 1, 0, 0, 0
q, w, e, r, t, y, u, i, o
1, 5, 2, 7, 4, 0, 3, 5
timp
Fluxuri de ie ireș
Depozitare
Depozitare
De arhivă
Fluxuri care intră
Ad-hoc
Întreb riă
Limitat
Lucru
Figura 4.1: Un sistem de gestionare a fluxului de date
4.1.1 Un sistem de gestionare a fluxului de date
În analogie cu un sistem de gestionare a bazelor de date, putem vizualiza un procesor de flux
ca un fel de sistem de gestionare a datelor, a c rui organizare la nivel înalt esteă
sugerat în Fig. 4.1. Orice num r de fluxuri pot intra în sistem.ă  Fiecare
fluxul poate furniza elemente la propriul program; nu trebuie s  aib  la felă ă
ratele de date sau tipurile de date, iar timpul dintre elementele unui flux nu este necesar
fii uniform. Faptul c  rata de sosire a elementelor fluxului nu este subă
controlul sistemului distinge procesarea fluxului de procesare
de date care se desf oar  în cadrul unui sistem de gestionare a bazelor de date.ă ăș  Ultimul sistem
controleaz  viteza cu care datele sunt citite de pe disc i, prin urmare, nu a fost niciodată ăș
s  v  face i griji cu privire la pierderea datelor în timp ce încearc  s  execute interog ri.ă ă ă ă ăț
Fluxurile pot fi arhivate într-un mare magazin de arhive, dar presupunem c  nu esteă
este posibil s  r spunde i la întreb ri din magazinul de arhive.ă ă ăț  Poate fi examinat numai
în circumstan e speciale folosind procese de recuperare care consum  mult timp.ăț  Există
de asemenea, un magazin de lucru, în care pot fi plasate rezumate sau p r i ale fluxurilor,ă ț
i care poate fi folosit pentru a r spunde la întreb ri.ă ăș  Magazinul de lucru ar putea fi disc,

sau ar putea fi memoria principal , în func ie de cât de repede trebuie s  proces m interog rile.ă ă ă ăț
În orice caz, are o capacitate suficient de limitat  încât nu poate stoca toateă
date din toate fluxurile.
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4.1.2 Exemple de surse de flux
Înainte de a continua, s  lu m în considerare câteva dintre modalit ile în care apar datele fluxuluiă ă ăț
natural.
Date senzor
Imagina i-v  un senzor de temperatur  care se mi c  în ocean, trimitând înapoi la oă ă ăț ș
sta ia de baz  o citire a temperaturii suprafe ei în fiecare or .ă ăț ț  Datele produse
de acest senzor este un flux de numere reale. Nu este un flux foarte interesant,
deoarece rata de date este atât de mic .ă  Nu ar pune accent pe tehnologia modern  i peă ș
întregul flux ar putea fi p strat în memoria principal , în esen  pentru totdeauna.ă ă ăț
Acum, da i senzorului o unitate GPS i l sa i-l s  raporteze în l imea suprafe ei în loc deă ă ăț ș ț ț ț
temperatura. În l imea suprafe ei variaz  destul de rapid în compara ie cu temperaturaă ăț ț ț
Tura, deci s-ar putea ca senzorul s  trimit  înapoi o citire la fiecare zecime de secund .ă ă ă
Dac  trimite de fiecare dat  un num r real de 4 octe i, atunci produce 3,5 megabytes peă ă ă ț
zi. Va dura înc  ceva timp pentru a umple memoria principal , dar mite un singur disc.ă ă ă
Dar un senzor ar putea s  nu fie atât de interesant.ă  S  înv  ceva despreă ăț
comportamentul oceanului, s-ar putea s  dorim s  implement m un milion de senzori, fiecare trimitând înapoi ună ă ă
flux, cu o rat  de zece pe secund .ă ă  Un milion de senzori nu sunt foarte mul i;ț  Acolo
ar fi unul pentru fiecare 150 de mile p trate de ocean.ă  Acum avem 3,5 terabytes
sosind în fiecare zi i cu siguran  trebuie s  ne gândim la ce poate fi p strată ă ăș ț
stocarea func ional  i ceea ce poate fi arhivat numai.ăț ș
Date de imagine
Sateli ii trimit adesea pe p mânt curen i constând din mai mul i teraby i deăț ț ț ț
imagini pe zi. Camerele de supraveghere produc imagini cu rezolu ie mai micăț
decât sateli ii, dar pot fi mul i dintre ei, fiecare producând un flux deț ț
imagini la intervale de o secund .ă  Se spune c  Londra are ase milioane de astfel deă ș
camere, fiecare producând un flux.
Internet i trafic webș
Un nod de comutare din mijlocul internetului prime te fluxuri de pachete IPș
de la multe intr ri i le direc ioneaz  c tre ie irile sale.ă ă ăș ț ș  În mod normal, meseria de
comutatorul este de a transmite date i nu de a le p stra sau de a le interoga.ăș  Dar exist  ună
tendin a de a pune mai mult  capacitate în comutator, de exemplu, capacitatea de a detectaăț
atacuri de refuz de serviciu sau capacitatea de a redirec iona pachetele pe baza informa iilorț ț



despre congestia din re ea.ț
Site-urile web primesc fluxuri de diferite tipuri. De exemplu, Google prime te apteș ș
aproximativ o sut  de milioane de interog ri de c utare pe zi.ă ă ă  Yahoo! accept  miliarde de „clicuri”ă
pe zi pe diferitele sale site-uri. Multe lucruri interesante pot fi înv ate din acesteaăț
pâraie. De exemplu, o cre tere a întreb rilor precum „durere în gât” ne permiteăș
urm ri i r spândirea viru ilor.ă ăț ș  O cre tere brusc  a ratei de clic pentru un link ar puteaăș

Pagina 166
146
CAPITOLUL 4. STREAMURI DE DATE MINERICE
indica i câteva tiri conectate la pagina respectiv  sau ar putea însemna c  linkul esteă ăț ș
rupt i trebuie reparat.ș
4.1.3 Interog ri de fluxă
Exist  dou  moduri în care interog rile sunt întrebat despre fluxuri.ă ă ă  Ar t m în Fig. 4.1 aă ă
loc în procesor unde sunt stocate interog rile permanente.ă  Aceste întreb ri sunt,ă
într-un anumit sens, execut  permanent i produce rezultate la momente adecvate.ă ș
Exemplul 4.1: Fluxul produs de temperatura de suprafa  a oceanuluiăț
men ionat la începutul sec iunii 4.1.2 ar putea avea o interogare permanentăț ț
pentru a emite o alert  ori de câte ori temperatura dep e te 25 de grade Celsius.ă ăș ș
La aceast  interogare se r spunde cu u urin , deoarece depinde doar de cel mai recent fluxă ă ăș ț
element.
Alternativ, am putea avea o interogare permanent  care, de fiecare dat  o nou  lectură ă ă ă
ajunge, produce media celor mai recente 24 de lecturi. Aceast  interogare, de asemeneaă
poate fi r spuns cu u urin , dac  stoc m cele mai recente 24 de elemente de flux.ă ă ă ăș ț  Când un
sose te un nou element de flux, putem scoate din magazinul de lucru cel mai mult 25ș
element recent, deoarece nu va mai fi niciodat  necesar (dac  nu exist  altulă ă ă
interogare permanent  care o necesit ).ă ă
O alt  întrebare pe care am putea-o întreba este temperatura maxim  înregistrat  vreodat  deă ă ă ă
senzorul respectiv. Putem r spunde la aceast  întrebare p strând un rezumat simplu:ă ă ă
maximul tuturor elementelor de flux v zute vreodat .ă ă  Nu este necesar s  înregistra i fi ierulă ț ș
întregul flux. Când ajunge un nou element de flux, îl compar m cuă
maxim stocat i seta i maximul la cel mai mare.ș ț  Putem atunci
r spunde i la interogare producând valoarea curent  a maximului.ă ăț  În mod similar,
dac  vrem temperatura medie în toate timpurile, nu trebuie decât s  înregistr m două ă ă ă
valori: num rul de citiri trimise vreodat  în flux i suma acestoraă ă ș
lecturi. Putem ajusta aceste valori cu u urin  de fiecare dat  când ajunge o nou  lectur ,ă ă ă ăș ț
i putem produce coeficientul lor ca r spuns la interogare.ăș  ✷

Cealalt  form  de interogare este ad-hoc, o întrebare adresat  o dat  despre curentă ă ă ă
starea unui flux sau fluxuri. Dac  nu stoc m toate fluxurile în întregime, caă ă
în mod normal nu putem, atunci nu ne putem a tepta s  r spundem la întreb ri arbitrare despreă ă ăș
pâraie. Dac  avem o idee despre ce fel de întreb ri vor fi întrebat prin intermediulă ă
interfa  de interogare ad-hoc, apoi ne putem preg ti pentru ele stocând corespunz toră ă ăț
p r i sau rezumate ale fluxurilor ca în exemplul 4.1.ă ț
Dac  dorim ca facilitatea s  solicite o gam  larg  de întreb ri ad-hoc, un lucru comună ă ă ă ă
abordarea este de a stoca o fereastr  glisant  a fiec rui flux în magazinul de lucru.ă ă ă  A
fereastra glisant  poate fi cel mai recent n elemente ale unui flux, pentru unele n sauă
poate fi toate elementele care au ajuns în ultimele t unit i de timp, de exemplu, unulăț
zi. Dac  privim fiecare element de flux ca un tuplu, putem trata fereastra ca pe ună
rela ioneaz -l i interogeaz -l cu orice interogare SQL.ă ăț ș  Desigur, gestionarea fluxului
sistemul trebuie s  men in  fereastra proasp t , tergând cele mai vechi elemente ca altele noiă ă ă ăț ș
Intra i.ț
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Exemplul 4.2: site-urile web doresc adesea s  raporteze num rul de utilizatori uniciă ă
ultima lun .ă  Dac  ne gândim la fiecare conectare ca la un element de flux, putem men ineă ț
o fereastr  care este conectat  în ultima lun .ă ă ă  Trebuie s  asociemă
ora sosirii cu fiecare autentificare, deci tim când nu mai apar ine fi ieruluiș ț ș
fereastr .ă  Dac  ne gândim la fereastr  ca la o rela ie Conect ri (nume, timp), atunciă ă ăț
este simplu s  ob ine i num rul de utilizatori unici în ultima lun .ă ă ăț ț  SQL
interogarea este:
SELECTA I NUM RUL (DISTINCT (nume))ĂȚ
FROM Conect riă
UNDE timp> = t;
Aici, t este o constant  care reprezint  timpul cu o lun  înainte de curentă ă ă



timp.
Re ine i c  trebuie s  putem s  men inem întregul flux de conect ri pentruă ă ă ăț ț ț
ultima lun  în depozit de lucru.ă  Cu toate acestea, chiar i pentru cele mai mari site-uri, aceste dateș
nu este mai mult de câ iva teraby i i, prin urmare, poate fi stocat pe disc.ț ț ș  ✷
4.1.4 Probleme în procesarea fluxului
Înainte de a continua s  discut m algoritmi, s  lu m în considerare constrângerile de mai josă ă ă ă
pe care le lucr m atunci când avem de-a face cu fluxuri.ă  În primul rând, fluxurile ofer  adesea elementeă
foarte rapid. Trebuie s  proces m elemente în timp real, sau pierdem oportunitateaă ă
pentru a le procesa deloc, f r  a accesa stocarea arhiv .ă ă ă  Astfel, deseori este
important ca algoritmul de procesare a fluxului s  fie executat în memoria principal ,ă ă
f r  acces la stocarea secundar  sau cu accesuri rare la secundareă ă ă
depozitare. Mai mult, chiar i atunci când fluxurile sunt „lente”, ca în exemplul senzor-dateș
din sec iunea 4.1.2, pot exista multe astfel de fluxuri.ț  Chiar dac  fiecare flux de unul singură
poate fi procesat folosind o cantitate mic  de memorie principal , cerin ele tuturoră ă ț
fluxurile împreun  pot dep i cu u urin  cantitatea de memorie principal  disponibil .ă ă ă ă ăș ș ț
Astfel, multe probleme legate de transmiterea de date ar fi u or de rezolvat dac  noiăș
avea suficient  memorie, dar devin destul de dure i necesit  inventarea de noiă ăș
tehnici pentru a le executa la o rat  realist  pe o ma in  de realistă ă ăș
m rimea.ă  Iat  dou  generaliz ri despre algoritmii de flux care merit  s  fie lua i în considerareă ă ă ă ă ț
în timp ce citi i acest capitol:ț
• Adesea, este mult mai eficient s  ob inem un r spuns aproximativ la cel al nostruă ăț
problem  decât o solu ie exact .ă ăț
• La fel ca în Capitolul 3, o varietate de tehnici legate de hashing se dovedesc a fi
util. În general, aceste tehnici introduc o întâmplare util  înă
comportamentul algoritmului, pentru a produce un r spuns aproximativă
foarte aproape de rezultatul adev rat.ă
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4.2 E antionarea datelor într-un fluxș
Ca primul nostru exemplu de gestionare a datelor în flux, vom analiza extragerea
mostre de încredere dintr-un flux. La fel ca în cazul multor algoritmi de flux, „trucul”
implic  utilizarea hashului într-un mod oarecum neobi nuit.ă ș
4.2.1 Un exemplu motivant
Problema general  pe care o vom aborda este selectarea unui subset al unui flux, astfel încât noiă
poate pune întreb ri despre subsetul selectat i poate avea r spunsurile statistică ăș
reprezentativ al fluxului în ansamblu. Dac  tim ce întreb ri trebuie s  fieă ă ăș
întrebat, atunci exist  o serie de metode care ar putea func iona, dar c ut mă ă ăț
pentru o tehnic  care va permite interog ri ad-hoc pe e antion.ă ă ș  Ne vom uita la
o problem  particular , din care va ie i ideea general .ă ă ăș
Exemplul nostru de rulare este urm torul.ă  Un motor de c utare prime te un flux deă ș
întreb ri i ar dori s  studieze comportamentul utilizatorilor tipici.ă ăș  1 Presupunem că
fluxul este format din tupluri (utilizator, interogare, timp). S  presupunem c  vrem s  r spundemă ă ă ă
interog ri precum „Ce frac ie din interog rile utilizatorului tipic au fost repetateă ăț
ultima lun ? ”ă  S  presupunem, de asemenea, c  dorim s  stoc m doar 1/10 din fluxă ă ă ă
elemente.
Abordarea evident  ar fi generarea unui num r aleator, s  zicem un num r întregă ă ă ă
de la 0 la 9, ca r spuns la fiecare interogare de c utare.ă ă  P stra i tuplul dac  i numai dacă ă ăț ș
num rul aleator este 0. Dac  facem acest lucru, fiecare utilizator are, în medie, 1/10 din num rul s uă ă ă ă
interog ri stocate.ă  Fluctua iile statistice vor introduce ceva zgomot în date,ț
dar dac  utilizatorii fac multe întreb ri, legea num rului mare ne va asigura că ă ă ă
majoritatea utilizatorilor vor avea o frac iune destul de apropiat  de 1/10 din interog rile lor stocate.ă ăț
Cu toate acestea, aceast  schem  ne ofer  un r spuns gre it la întrebarea pe care o solicit mă ă ă ă ăș
num rul mediu de interog ri duplicate pentru un utilizator.ă ă  S  presupunem c  un utilizator a emisă ă
interog ri de c utare o dat  în ultima lun , d interog ri de c utare de dou  ori i nră ă ă ă ă ă ă ș
interog ri de c utare de mai mult de dou  ori.ă ă ă  Dac  avem un e antion 1/10, de întreb ri, vom faceă ăș
vede i în e antion pentru utilizatorul respectiv un s / 10 a teptat al interog rilor de c utare emiseă ăț ș ș
o singura data. Dintre interog rile de c utare emise de dou  ori, doar d / 100 va ap rea de dou  ori înă ă ă ă ă
prob ;ă  acea frac ie este d ori probabilitatea ca ambele apari ii aleț ț
interogarea va fi în e antionul 1/10.ș  Dintre interog rile care apar de dou  ori în întregimeă ă
flux, 18d / 100 va ap rea exact o dat .ă ă  Pentru a vedea de ce, re ine i c  18/100 esteăț ț
probabilitatea ca una dintre cele dou  apari ii s  fie în 1/10 din fluxă ăț
care este selectat, în timp ce cel lalt este în 9/10 care nu este selectat.ă
R spunsul corect la întrebarea despre frac iunea de c ut ri repetate esteă ă ăț
d / (s + d). Cu toate acestea, r spunsul pe care îl vom ob ine din e antion este d / (10s + 19d).ă ț ș



Pentru a ob ine ultima formul , re ine i c  d / 100 apare de dou  ori, în timp ce s / 10 + 18d / 100ă ă ăț ț ț
apare o dat .ă  Astfel, frac ia care apare de dou  ori în e antion este împ r it  d / 100ă ă ăț ș ț
1 În timp ce ne vom referi la „utilizatori”, motorul de c utare prime te într-adev r adrese IP de la careă ăș
interogarea de c utare a fost emis .ă ă  Vom presupune c  aceste adrese IP identific  utilizatori unici,ă ă
care este aproximativ adev rat, dar nu tocmai adev rat.ă ă
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cu d / 100 + s / 10 + 18d / 100. Acest raport este d / (10s + 19d). F r  valori pozitiveă ă
lui s i d este d / (s + d) = d / (10s + 19d).ș
4.2.2 Ob inerea unui e antion reprezentativț ș
Interogarea din sec iunea 4.2.1, la fel ca multe interog ri despre statisticile tipiceăț
utilizatorilor, nu li se poate r spunde luând un e antion din interog rile de c utare ale fiec rui utilizator.ă ă ă ăș
Astfel, trebuie s  ne str duim s  alegem 1/10 din utilizatori i s  le lu m toate c ut rileă ă ă ă ă ă ăș
e antion, în timp ce nu efectueaz  niciuna dintre c ut rile de la al i utilizatori.ă ă ăș ț  Dac  putem stocaă
o list  cu to i utilizatorii i dac  sunt sau nu în e antion, atunci am puteaă ăț ș ș
urmeaz  urm toarele instruc iuni.ă ă ț  De fiecare dat  când o interogare de c utare ajunge în flux, ne uit m în susă ă ă
utilizatorul pentru a vedea dac  sunt sau nu în e antion.ă ș  Dac  da, ad ug m aceast  c utareă ă ă ă ă
interoga i e antionului i, dac  nu, atunci nu.ăț ș ș  Cu toate acestea, dac  nu avem nicio evidenă ăț
V zând vreodat  acest utilizator înainte, atunci gener m un num r întreg aleatoriu întreă ă ă ă
0 i 9. Dac  num rul este 0, ad ug m acest utilizator la lista noastr  cu valoarea „în” i dacă ă ă ă ă ăș ș
num rul este altul decât 0, ad ug m utilizatorul cu valoarea „out”.ă ă ă
Aceast  metod  func ioneaz  atât timp cât ne permitem s  p str m lista tuturor utilizatorilor iă ă ă ă ă ăț ș
decizia lor de intrare / ie ire în memoria principal , deoarece nu exist  timp pentru a merge pe disc pentruă ăș
fiecare c utare care ajunge.ă  Prin utilizarea unei func ii hash, se poate evita p strarea fi ieruluiăț ș
lista utilizatorilor. Adic , ha m fiecare nume de utilizator la una din cele zece g le i, de la 0 laă ă ăș ț
9. Dac  utilizatorul hash la bucket 0, atunci accepta i aceast  interogare de c utare pentru e antion,ă ă ăț ș
iar dac  nu, atunci nu.ă
Re ine i c  nu stoc m de fapt utilizatorul în cup ;ă ă ăț ț  de fapt, nu există
datele din g le i.ă ț  Efectiv, folosim func ia hash ca oț
generator de numere, cu proprietatea important  care, atunci când este aplicat  aceluia iă ă ș
utilizator de mai multe ori, ob inem întotdeauna acela i num r „aleatoriu”.ăț ș  Adic  f ră ă ă
stocând decizia de intrare / ie ire pentru orice utilizator, putem reconstrui oricare decizieș
când ajunge o interogare de c utare a utilizatorului respectiv.ă
Mai general, putem ob ine un e antion format din orice frac ie ra ionalăț ș ț ț
a / b a utilizatorilor prin hashing nume de utilizatori la b compartimente, de la 0 la b - 1. Ad uga iă ț
interogare de c utare c tre e antion dac  valoarea hash este mai mic  decât a.ă ă ă ăș
4.2.3 Problema general  de e antionareă ș
Exemplul de rulare este tipic pentru urm toarea problem  general .ă ă ă  Fluxul nostru
const  din tupluri cu n componente.ă  Un subset de componente sunt cheia
componente, pe care se va baza selec ia e antionului.ț ș  În alergarea noastră
de exemplu, exist  trei componente - utilizator, interogare i timp - dintre care numaiă ș
utilizatorul este în cheie. Cu toate acestea, am putea lua i un e antion de interog ri f cândă ăș ș
interogarea este cheia sau chiar lua i un e antion de perechi utilizator-interogare f când ambeleăț ș
aceste componente formeaz  cheia.ă
Pentru a lua un e antion de dimensiunea a / b, vom hash valoarea cheie pentru fiecare tupl la bș
i accepta i tuplul pentru e antion dac  valoarea hash este mai mic  decât a.ă ăș ț ș

Dac  cheia const  din mai multe componente, func ia hash trebuie s  o facă ă ă ăț
combina i valorile pentru acele componente pentru a crea o singur  valoare hash.ăț  The
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rezultatul va fi un e antion format din toate tuplurile cu anumite valori cheie.ș  The
valorile cheie selectate vor fi aproximativ a / b din toate valorile cheie care apar în
curentul.
4.2.4 Varia ia dimensiunii probeiț
Adesea, e antionul va cre te pe m sur  ce intr  mai mult flux în sistem.ă ă ăș ș  În a noastră
exemplul care ruleaz , p str m toate interog rile de c utare din 1/10 dină ă ă ă ă
utilizatorii, pentru totdeauna. Odat  cu trecerea timpului, vor fi efectuate mai multe c ut ri pentru aceia i utilizatoriă ă ă ș
acumulate i utilizatorii noi selecta i pentru e antion vor ap rea înăș ț ș
curent.
Dac  avem un buget pentru câte tupluri din flux pot fi stocate caă
e antionul, atunci frac ia valorilor cheie trebuie s  varieze, sc zând pe m sur  ce trece timpulă ă ă ăș ț
pe. Pentru a se asigura c , în orice moment, e antionul const  din toate tuplele de la aă ăș



subsetul valorilor cheie, alegem o func ie hash h de la valorile cheie la o foarteț
num r mare de valori 0, 1, ..., B  1.ă −  Men inem un prag t, care ini ialț ț
poate fi cel mai mare num r de cup , B - 1. În orice moment, e antionul const  dină ă ăș
acele tupluri a c ror cheie K satisface h (K)  t.ă ≤  Sunt noi tupluri din flux
ad ugate la e antion dac  i numai dac  îndeplinesc aceea i condi ie.ă ă ăș ș ș ț
Dac  num rul de tupluri stocate ale e antionului dep e te spa iul alocat, noiă ă ăș ș ș ț
coborâ i t la t  1 i scoate i din e antion toate acele tuple a c ror cheie K hashes− ăț ș ț ș
la t. Pentru eficien , putem reduce t cu mai mult de 1 i putem elimina tuplele cuăț ș
mai multe dintre cele mai mari valori hash, ori de câte ori trebuie s  arunc m câteva valori cheieă ă
din e antion.ș  Eficien  suplimentar  se ob ine prin men inerea unui index peă ăț ț ț
valoarea hash, astfel încât s  putem g si toate acele tupluri ale c ror chei hash la un anumită ă ă
valoare rapid.
4.2.5 Exerci ii pentru sec iunea 4.2ț ț
Exerci iul 4.2.1: S  presupunem c  avem un flux de tupluri cu schemaă ăț
Note (universitate, ID curs, ID student, nota)
S  presupunem c  universit ile sunt unice, dar un ID de curs este unic numai în cadrul uneiă ă ăț
versitate (de exemplu, universit i diferite pot avea cursuri diferite cu acela i ID,ăț ș
de exemplu, „CS101”) i, de asemenea, ID-urile student sunt unice numai în cadrul unei universit iăș ț
(diferite universit i pot atribui acela i ID unor studen i diferi i).ăț ș ț ț  Presupune
vrem s  r spundem la anumite întreb ri aproximativ dintr-un e antion 1/20 dină ă ă ș
date. Pentru fiecare dintre interog rile de mai jos, indica i cum a i construiă ț ț
prob .ă  Adic , spune i care ar trebui s  fie atributele cheie.ă ăț
(a) Pentru fiecare universitate, estima i num rul mediu de studen i la un curs.ăț ț
(b) Estima i frac iunea de studen i care au un GPA de 3,5 sau mai mult.ț ț ț
(c) Estima i frac iunea de cursuri în care cel pu in jum tate dintre studen i au primit „A.”ăț ț ț ț
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4.3 Filtrarea fluxurilor
Un alt proces obi nuit pe fluxuri este selectarea sau filtrarea.ș  Vrem să
accepta i acele tupluri din flux care îndeplinesc un criteriu.ț  Tuplurile acceptate sunt
trecut la un alt proces sub form  de flux, în timp ce alte tupluri sunt abandonate.ă  Dacă
criteriul de selec ie este o proprietate a tuplului care poate fi calculat  (de exemplu,ăț
prima component  este mai mic  de 10), apoi selectarea este u or de realizat.ă ă ș  Problema
devine mai greu atunci când criteriul implic  c utarea apartenen ei la un set.ă ă ț  Aceasta
este deosebit de greu, atunci când setul este prea mare pentru a fi stocat în memoria principal .ă  In acest
sec iunea, vom discuta despre tehnica cunoscut  sub denumirea de „filtrare a florilor” ca modalitate de aăț
elimina i majoritatea tuplurilor care nu îndeplinesc criteriul.ț
4.3.1 Un exemplu motivant
S  începem din nou cu un exemplu de execu ie care ilustreaz  problema iă ăț ș
ce putem face în leg tur  cu asta.ă ă  S  presupunem c  avem un set S de un miliard de e-mailuri permiseă ă
adresele - cele pe care le vom permite, deoarece credem c  nuă
fii spam. Fluxul este format din perechi: o adres  de e-mail i e-mailul în sine.ă ș
Deoarece adresa tipic  de e-mail este de 20 de octe i sau mai mult, nu este rezonabil s  se stochezeă ăț
S în memoria principal .ă  Astfel, putem folosi accesul la disc pentru a determina dacă
sau s  nu l s m s  trecem prin orice element de flux dat, sau putem concepe o metod  careă ă ă ă ă
nu necesit  mai mult  memorie principal  decât avem la dispozi ie i totu i va filtra cel mai multă ă ă ț ș ș
a elementelor de flux nedorite.
S  presupunem, de dragul argumentului, c  avem un gigabyte de main disponibilă ă
memorie. În tehnica cunoscut  sub numele de filtrare Bloom, folosim acea memorie principală ă
ca o matrice de bi i.ț  În acest caz, avem loc pentru opt miliarde de bi i, de la un octetț
este egal cu opt bi i.ț  Crea i o func ie hash h de la adrese de e-mail la opt miliardeț ț
g le i.ă ț  Hash fiecare membru al lui S la un bit i seta i acel bit la 1. To i ceilal i bi iș ț ț ț ț
din matrice r mân 0.ă
Deoarece exist  un miliard de membri ai S, aproximativ 1/8 din bi iă ț
va fi 1. Frac ia exact  de bi i setat  la 1 va fi pu in mai mic  de 1/8,ă ă ăț ț ț
deoarece este posibil ca doi membri ai lui H s  aib  acela i bit.ă ă ș  Vom
discuta i frac ia exact  a lui 1 în sec iunea 4.3.3.ăț ț ț  Când ajunge un element de flux,
i-am hash adresa de e-mail. Dac  bitul la care se afi eaz  aceast  adres  de e-mail este 1,ă ă ă ăș
apoi l s m e-mailul s  treac .ă ă ă ă  Dar dac  adresa de e-mail se marcheaz  la 0, suntemă ă
sigur c  adresa nu este în S, deci putem renun a la acest element de flux.ă ț
Din p cate, unele e-mailuri spam vor primi.ă  Aproximativ 1/8 din
elementele fluxului a c ror adres  de e-mail nu se afl  în S se va întâmpla cu hash la aă ă ă
bit a c rui valoare este 1 i va fi l sat s  treac .ă ă ă ăș  Cu toate acestea, din moment ce majoritatea
e-mailurile sunt spam (aproximativ 80% conform unor rapoarte), eliminând 7/8 din
spamul este un beneficiu semnificativ. Mai mult, dac  vrem s  elimin m orice spam,ă ă ă



trebuie doar s  verific m pentru apartenen a la S acele e-mailuri bune i rele care primescă ă ț ș
prin filtru. Aceste verific ri vor necesita utilizarea memoriei secundare pentruă
acceseaz  S în sine.ă  Exist  i alte op iuni, a a cum vom vedea când vom studiaă ș ț ș
tehnica general  de filtrare a înfloririi.ă  Ca un exemplu simplu, am putea folosi o cascadă
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de filtre, fiecare dintre acestea eliminând 7/8 din spamul r mas.ă

4.3.2 Filtrul Bloom
Un filtru Bloom const  din:ă
1. O matrice de n bi i, ini ial to i 0.ț ț ț
2. O colec ie de func ii hash hț ț  1 , h 2 , ..., h k . Fiecare hart  func ional  hashă ăț
Valori „cheie” pentru n cupe, corespunz toare celor n bi i ai bit-array-ului.ă ț
3. Un set S de m valori cheie.
Scopul filtrului Bloom este de a permite prin toate elementele fluxului ale c roră
tastele sunt în S, respingând în acela i timp majoritatea elementelor fluxului ale c ror taste nu suntăș
în S.
Pentru a ini ializa matricea de bi i, începe i cu to i bi ii 0. Lua i fiecare valoare cheie în Sț ț ț ț ț ț
i hash-l folosind fiecare dintre func iile k hash.ș ț  Seta i la 1 fiecare bit care este hț  i (K)

pentru unele func ii hash hț  i i unele valori cheie K în S.ș
Pentru a testa o cheie K care ajunge în flux, verifica i dac  toateăț
h 1 (K), h 2 (K), ..., h k (K)
sunt 1 în matricea de bi i.ț  Dac  toate sunt 1, atunci l sa i elementul de flux s  treac .ă ă ă ăț  Dacă
unul sau mai mul i dintre ace ti bi i sunt 0, atunci K nu ar putea fi în S, deci respinge i fluxulț ș ț ț
element.
4.3.3 Analiza filtr rii Bloomă
Dac  o valoare cheie este în S, atunci elementul va trece cu siguran  prin Bloomă ăț
filtru. Cu toate acestea, dac  valoarea cheii nu este în S, s-ar putea s  treac .ă ă ă  Avem nevoie să
în elege i cum s  calcula i probabilitatea unui fals pozitiv, în func ie deăț ț ț ț
n, lungimea matricei de bi i, m num rul de membri ai lui S i k, num rul deă ăț ș
func ii hash.ț
Modelul de utilizat arunc  s ge i asupra intelor.ă ă ț ț  S  presupunem c  avem x inteă ă ț
i y s ge i.ăș ț  Orice s ge i este la fel de probabil s  ating  orice int .ă ă ă ăț ț  Dup  aruncareaă

s ge i, câte inte ne putem a tepta s  fie lovite cel pu in o dat ?ă ă ăț ț ș ț  Analiza este
similar cu analiza din sec iunea 3.4.2 i urmeaz  dup  cum urmeaz :ă ă ăț ș
• Probabilitatea ca o s geat  dat  s  nu ating  o int  dat  este (x - 1) / x.ă ă ă ă ă ă ăț
• Probabilitatea ca niciuna dintre s ge ile y s  nu ating  o int  dat  este (ă ă ă ă ăț ț  x  1−

x )
y

.
Putem scrie aceast  expresie ca (1 -ă  1
X

) x ( y

x ) .

• Folosind aproximarea (1  )− ǫ  1 / ǫ = 1 / e pentru small mic  (reamintim sec iunea 1.3.5),ă ț
concluzion m c  probabilitatea ca niciuna dintre s ge ile y s  nu ating  o int  dată ă ă ă ă ă ăț ț
este e −y / x .
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Exemplul 4.3: Lua i în considerare exemplul curent din sec iunea 4.3.1.ț ț  Putem folosi
calculul de mai sus pentru a ob ine adev ratul num r a teptat de 1 în matricea de bi i.ă ăț ș ț
Gândi i-v  la fiecare bit ca la o int  i la fiecare membru al lui S ca la o s geat .ă ă ă ăț ț ș  Apoi
probabilitatea ca un bit dat s  fie 1 este probabilitatea ca respectivulă
inta va fi lovit  de una sau mai multe s ge i.ă ăț ț  Din moment ce exist  un miliard de membri aiă

S, avem y = 10 9 s ge i.ă ț  Deoarece exist  opt miliarde de bi i, exist  x = 8 × 10ă ăț  9
inte.ț  Astfel, probabilitatea ca o anumit  int  s  nu fie lovit  este eă ă ă ăț  −y / x = e −1/8

iar probabilitatea ca acesta s  fie lovit este 1 - eă  −1/8 . Aceast  cantitate este de aproximativ 0,1175.ă
În sec iunea 4.3.1 am sugerat c  1/8 = 0,125 este o bun  aproximare, careă ăț
este, dar acum avem calculul exact. ✷
Putem aplica regula situa iei mai generale, unde mul imea S are mț ț
membri, matricea are n bi i i exist  k func ii hash.ăț ș ț  Numarul
de inte este x = n, iar num rul de s ge i este y = km.ă ăț ț  Astfel, probabilitatea
c  un pic r mâne 0 este eă ă  −km / n . Vrem ca frac ia de 0 bi i s  fie corectă ăț ț



mare sau altfel probabilitatea ca un membru al lui S s  hash cel pu in o dată ăț
un 0 devine prea mic i exist  prea multe pozitive false.ăș  De exemplu,
am putea alege k, num rul func iilor hash s  fie n / m sau mai mic.ă ăț  Apoi
probabilitatea unui 0 este de cel pu in eț  -1 sau 37%. În general, probabilitatea unui fals
pozitiv este probabilitatea unui 1 bit, care este 1 - e -km / n , crescut la kth
putere, adic  (1 - eă  −km / n ) k .
Exemplul 4.4: În exemplul 4.3 am constatat c  frac ia de 1 din matricea luiă ț
exemplul nostru de rulare este 0,1175, iar aceast  frac ie este, de asemenea, probabilitatea unui falsă ț
pozitiv. Adic , un membru al lui S va trece prin filtru, dac  acesta se marchează ă ă
a 1, iar probabilitatea de a face acest lucru este de 0,1175.
S  presupunem c  am folosit acela i S i aceea i matrice, dar am folosit dou  diferiteă ă ăș ș ș
func ii hash.ț  Aceast  situa ie corespunde arunc rii a dou  miliarde de s ge i asupraă ă ă ăț ț
opt miliarde de inte, iar probabilitatea ca un bit s  r mân  0 este eă ă ăț  −1/4 . În ordine
pentru a fi un fals pozitiv, un membru al lui S trebuie s  hasheze de dou  ori la bi i care sunt 1,ă ă ț
iar aceast  probabilitate este (1 - eă  −1/4 ) 2 , sau aproximativ 0,0493. Astfel, ad ugând ună
a doua func ie hash pentru exemplul nostru de rulare este o îmbun t ire, reducândă ăț ț
rata fals pozitiv  de la 0.1175 la 0.0493.ă  ✷
4.3.4 Exerci ii pentru sec iunea 4.3ț ț
Exerci iul 4.3.1: Pentru situa ia exemplului nostru de rulare (8 miliarde de bi i, 1ț ț ț
miliarde de membri ai setului S), calcula i rata fals-pozitiv  dac  folosim treiă ăț
func ii hash?ț  Ce se întâmpl  dac  folosim patru func ii hash?ă ă ț
! Exerci iul 4.3.2: S  presupunem c  avem n bi i de memorie disponibili i setul nostru Să ăț ț ș
are m membri. În loc s  folosim k func ii hash, am putea împ r i n bi iă ăț ț ț
în k matrice i hash o dat  la fiecare matrice.ăș  În func ie de n, m i k, ceț ș
este probabilitatea unui fals pozitiv? Cum se compar  cu utilizarea hashului k?ă
func ioneaz  într-o singur  matrice?ă ăț
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!! Exerci iul 4.3.3: În func ie de n, num rul de bi i i m num rulă ăț ț ț ș
de membri din setul S, ce num r de func ii hash minimizeaz  falsul-ă ăț
rata pozitiva?

4.4 Num rarea elementelor distincte într-un fluxă
În aceast  sec iune ne uit m la un al treilea tip simplu de procesare pe care ne-ar putea doriă ăț
face pe un flux. La fel ca în exemplele anterioare - e antionare i filtrare - esteș ș
oarecum complicat s  facem ceea ce dorim într-o cantitate rezonabil  de memorie principal ,ă ă ă
deci folosim o varietate de hash i un algoritm randomizat pentru a ob ine aproximativș ț
ceea ce ne dorim cu pu in spa iu necesar pentru fiecare flux.ț ț
4.4.1 Problema distinc ieiț
S  presupunem c  elementele fluxului sunt alese dintr-un set universal.ă ă  Am vrea
s  ti i câte elemente diferite au ap rut în flux, num rândă ă ăș ț
fie de la începutul fluxului, fie de la un moment cunoscut din trecut.
Exemplul 4.5: Ca un exemplu util al acestei probleme, lua i în considerare un site webț
elaborând statistici despre câ i utilizatori unici a v zut în fiecare lun  dat .ă ă ăț  The
setul universal este setul de conect ri pentru acel site i se genereaz  un element de fluxă ăș
de fiecare dat  când cineva se conecteaz . Aceast  m sur  este adecvat  pentru un site precum Amazon,ă ă ă ă ă ă
unde utilizatorul tipic se conecteaz  cu numele s u unic de autentificare.ă ă
O problem  similar  este un site Web precum Google, care nu necesit  autentificareă ă ă
emite o interogare de c utare i poate identifica utilizatorii numai dup  adresa IPă ăș
de la care trimit interogarea. Exist  aproximativ 4 miliarde de adrese IP,ă  2
secven ele a patru octe i de 8 bi i vor servi ca set universal în acest caz.ț ț ț  ✷
Modul evident de a rezolva problema este de a p stra în memoria principal  o list  a tuturoră ă ă
elementele v zute pân  acum în flux.ă ă  P stra i-le într-o structur  de c utare eficientă ă ă ăț
cum ar fi un tabel hash sau un arbore de c utare, astfel încât s  pute i ad uga rapid elemente noi iă ă ăț ș
verifica i dac  elementul care tocmai a sosit pe flux era deja sau nuăț
v zut.ă  Atâta timp cât num rul de elemente distincte nu este prea mare, aceast  structură ă ă
se pot potrivi în memoria principal  i exist  pu ine probleme la ob inerea unui r spuns exactă ă ăș ț ț
la întrebarea câte elemente distincte apar în flux.
Cu toate acestea, dac  num rul de elemente distincte este prea mare sau dac  exist  prea multeă ă ă ă
multe fluxuri care trebuie procesate simultan (de exemplu, Yahoo! vrea s  numereă
num rul de utilizatori unici care vizualizeaz  fiecare pagin  într-o lun ), apoi noiă ă ă ă
nu poate stoca datele necesare în memoria principal .ă  Exist  mai multe op iuni.ă ț  Noi
ar putea folosi mai multe ma ini, fiecare ma in  manipulând doar una sau mai multe dintreăș ș
pâraie. Am putea stoca cea mai mare parte a structurii datelor în memoria secundar  iă ș
elemente de flux batch, deci ori de câte ori am adus un bloc de disc în memoria principală
ar fi multe teste i actualiz ri care trebuie efectuate pe datele din acestaăș



bloc. Sau am putea folosi strategia care va fi discutat  în aceast  sec iune, în care noiă ă ț
2 Cel pu in a a va fi pân  când IPv6 va deveni norma.ăț ș
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estimeaz  doar num rul de elemente distincte, dar folose te mult mai pu in  memorie decâtă ă ăș ț
num rul de elemente distincte.ă

4.4.2 Algoritmul Flajolet-Martin
Este posibil s  se estimeze num rul de elemente distincte prin hashing elementulă ă
men iunile setului universal la un ir de bi i suficient de lung.ț ș ț  Lungimea
irul de bi i trebuie s  fie suficient încât s  existe mai multe rezultate posibile ale hashuluiă ăș ț

func ie decât exist  elemente ale setului universal.ăț  De exemplu, 64 de bi i esteț
suficient pentru hash URL-uri. Vom alege multe func ii hash diferite i hashț ș
fiecare element al fluxului utilizând aceste func ii hash.ț  Proprietatea importantă
a unei func ii hash este c , atunci când este aplicat  aceluia i element, produce întotdeaunaă ăț ș
acela i rezultat.ș  Observa i c  aceast  proprietate a fost, de asemenea, esen ial  pentru e antionareă ă ăț ț ș
tehnica din sec iunea 4.2.ț
Ideea din spatele algoritmului Flajolet-Martin este c  cu atât mai diferită
elementele pe care le vedem în flux, cu atât mai multe valori hash diferite vom vedea. La fel de
vedem mai multe valori hash diferite, devine mai probabil ca una dintre acestea
valorile vor fi „neobi nuite”.ș  Proprietatea neobi nuit  pe care o vom exploata esteăș
c  valoarea se termin  în multe 0, de i exist  multe alte op iuni.ă ă ăș ț
Ori de câte ori aplic m o func ie hash h unui element de flux a, irul de bi iă ț ș ț
h (a) se va termina cu un num r de 0, posibil niciunul.ă  Numi i acest num r coadă ăț
lungimea pentru a i h.ș  Fie R lungimea maxim  a cozii oric rei a v zute pân  acumă ă ă ă
curentul. Apoi vom folosi estimarea 2 R pentru num rul de elemente distincteă
v zut în pârâu.ă
Aceast  estimare are sens intuitiv.ă  Probabilitatea ca un anumit flux
elementul a are h (a) care se termin  cu cel pu in r 0 este 2ă ț  − r . S  presupunem c  sunt m distincteă ă
elemente din flux. Apoi, probabilitatea ca niciunul dintre ei s  nu aib  lungimea coziiă ă
cel pu in r este (1 - 2ț  − r ) m . Acest tip de expresie ar trebui s  fie familiar pân  acum.ă ă
Îl putem rescrie ca ((1 - 2 − r ) 2 r )
m2 − r

. Presupunând c  r este destul de mare,ă
expresia interioar  are forma (1 - )ă ǫ  1 / ǫ , care este aproximativ 1 / e. Prin urmare,
probabilitatea de a nu g si un element de flux cu câte 0 laă
sfâr itul valorii sale hash este eș  −m2 − r . Putem concluziona:
1. Dac  m este mult mai mare de 2ă  r , atunci probabilitatea c  vom g si o coadă ă ă
de lungime cel pu in r se apropie de 1.ț
2. Dac  m este mult mai mic de 2ă  r , atunci probabilitatea de a g si o lungime a cozii laă
cel pu in r se apropie de 0.ț
Din aceste dou  puncte concluzion m c  estimarea propus  pentru m, care esteă ă ă ă
2 R (amintirea R este cea mai mare lungime a cozii pentru orice element de curent) este pu in probabil s  fieăț
fie mult prea sus, fie mult prea jos.
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4.4.3 Combinarea estim riloră
Din p cate, exist  o capcan  în ceea ce prive te strategia de combinare a estim riloră ă ă ăș
de m, num rul de elemente distincte, pe care le ob inem folosind multe diferiteă ț
func ii hash.ț  Prima noastr  presupunere ar fi c  dac  lu m media deă ă ă ă
valorile 2 R pe care le ob inem din fiecare func ie hash, vom ob ine o valoare careț ț ț
se apropie de adev ratul m, cu atât folosim mai multe func ii hash.ă ț  Cu toate acestea, nu este a aș
cazul i motivul are leg tur  cu influen a pe care o are o supraestimareă ăș ț
media.
Lua i în considerare o valoare a lui r astfel încât 2ț  r să fie mult mai mare decât m. Este ceva
probabilitatea p c  vom descoperi c  r este cel mai mare num r de 0 la finală ă ă
a valorii hash pentru oricare dintre elementele de flux m. Atunci probabilitatea de
g sirea lui r + 1 ca fiind cel mai mare num r de 0 este în schimb cel pu in p / 2.ă ă ț  Cu toate acestea, dacă
cre tem cu 1 num rul de 0 la sfâr itul unei valori hash, valoarea luiăș ș
2 R duble. În consecin , contribu ia de la fiecare posibil R mare laăț ț
valoarea a teptat  de 2ăș  R cre te pe m sur  ce R cre te, iar valoarea a teptat  de 2ă ă ăș ș ș  R este de fapt
infinit. 3
O alt  modalitate de a combina estim rile este de a lua mediana tuturor estim rilor.ă ă ă



Mediana nu este afectat  de valoarea ocazional  supradimensionat  de 2ă ă ă  R , deci îngrijorarea
descris mai sus pentru medie nu ar trebui s  fie transferat la median .ă ă  Nefericit
în mod natural, mediana sufer  de un alt defect: este întotdeauna o putere de 2. Astfel,ă
indiferent de câte func ii hash folosim, ar trebui s  fie valoarea corect  a lui mă ăț
între dou  puteri de 2, s  zicem 400, atunci va fi imposibil s  se ob in  o închidereă ă ă ăț
estima.
Cu toate acestea, exist  o solu ie la problem .ă ăț  Putem combina cele două
metode. Mai întâi, grupa i func iile hash în grupuri mici i lua i-leț ț ș ț
in medie. Apoi, lua i mediana mediilor.ț  Este adev rat c  un ocazională ă
2 R supradimensionat va distinge unele grupuri i le va face prea mari.ș  In orice caz,
luarea median  a mediilor de grup va reduce influen a acestui efectă ț
aproape la nimic. Mai mult, dac  grupurile în sine sunt suficient de mari, atunciă
mediile pot fi în esen  orice num r, ceea ce ne permite s  abord mă ă ă ăț
valoarea adev rat  m atâta timp cât folosim suficiente func ii hash.ă ă ț  Pentru a garanta
c  se poate ob ine orice medie posibil , grupurile ar trebui s  aib  dimensiuni cel pu in aă ă ă ăț ț
mic multiplu de bu teniș  2 m.
4.4.4 Cerin e de spa iuț ț
Observa i c , pe m sur  ce citim fluxul, nu este necesar s  stoca i elementeleă ă ă ăț ț
v zut.ă  Singurul lucru pe care trebuie s -l p str m în memoria principal  este un num r întreg per hashă ă ă ă ă
func ie;ţ  acest num r întreg înregistreaz  cea mai mare lungime a cozii v zut  pân  acum pentru acel hashă ă ă ă ă
func ie i orice element de flux.ț ș  Dac  proces m un singur flux, noiă ă
ar putea folosi milioane de func ii hash, ceea ce este mult mai mult decât avem nevoie pentru a ob ine unț ț
3 Din punct de vedere tehnic, deoarece valoarea hash este un ir de bi i de lungime finit , nu exist  nicio contribu ieă ăș ț ț
la 2 R pentru R care sunt mai mari decât lungimea valorii hash. Cu toate acestea, acest efect nu este
suficient pentru a evita concluzia c  valoarea a teptat  de 2ă ăș  R este mult prea mare.
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estimare apropiat .ă  Doar dac  încerc m s  proces m multe fluxuri în acela i timpă ă ă ă ș
memoria principal  ar constrânge num rul de func ii hash pe care le-am putea asociaă ă ț
cu oricare flux. În practic , timpul necesar calcul rii valorilor hash pentruă ă
fiecare element de flux ar fi limitarea mai semnificativ  a num rului deă ă
func iile hash pe care le folosim.ț
4.4.5 Exerci ii pentru sec iunea 4.4ț ț
Exerci iul 4.4.1: S  presupunem c  fluxul nostru este format din numere întregi 3, 1, 4, 1, 5, 9, 2,ă ăț
6, 5. Func iile noastre hash vor fi toate de forma h (x) = ax + b mod 32 pentru uniiț
a i b.ș  Ar trebui s  trata i rezultatul ca un întreg binar pe 5 bi i.ă ț ț  Determina iț
lungimea cozii pentru fiecare element de curent i estimarea rezultat  a num rului deă ăș
elemente distincte dac  func ia hash este:ă ț
(a) h (x) = 2x +1 mod 32.
(b) h (x) = 3x +7 mod 32.
(c) h (x) = 4x mod 32.
! Exerci iul 4.4.2: vede i probleme în alegerea func iilor hash înț ț ț
Exerci iul 4.4.1?ț  Ce sfaturi ai putea da cuiva care urma s  foloseasc  ună ă
func ia hash a formei h (x) = ax + b mod 2ț  k ?

4.5 Estimarea momentelor
În aceast  sec iune consider m o generalizare a problemei num r rii distincteă ă ă ăț
elemente dintr-un flux. Problema, numit  „momente” de calcul, implică ă
distribuirea frecven elor diferitelor elemente în flux.ț  Vom defini
momente din toate comenzile i concentra i-v  pe calcularea momentelor secundare, de laăș ț
care algoritmul general pentru toate momentele este o extensie simpl .ă
4.5.1 Defini ia momentelorț
S  presupunem c  un flux const  din elemente alese dintr-un set universal.ă ă ă  S  presupunem că ă
setul universal este ordonat astfel încât s  putem vorbi despre elementul i pentru orice i.ă  S  mă  i
fie num rul de apari ii al elementului i pentru orice i.ă ț  Apoi ordinul kth
momentul (sau doar al k-lea moment) al fluxului este suma peste tot i din (m i ) k .
Exemplul 4.6: Al 0-lea moment este suma de 1 pentru fiecare m i care este mai mare decât
0. 4 Adic  momentul 0 este un num r al num rului de elemente distincte dină ă ă
curentul. Putem folosi metoda Sec iunii 4.4 pentru a estima momentul 0ț
a unui pârâu.
4 Din punct de vedere tehnic, deoarece m i ar putea fi 0 pentru unele elemente din setul universal, trebuie s  facemă
explicit în defini ia „momentului” c  0ăț  0 este considerat 0. Pentru momentele 1 i mai sus,ș
contribu ia lui mț  i care este 0 este cu siguran  0.ăț
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Primul moment este suma lui m i , care trebuie s  fie lungimea luiă
curent. Astfel, primele momente sunt deosebit de u or de calculat;ș  num r  doară ă
lungimea pârâului v zut pân  acum.ă ă
Al doilea moment este suma p tratelor mă  i ’s. Este oarecum
numit num rul surpriz , deoarece m soar  cât de inegal  este distribu iaă ă ă ă ă ț
ziunea elementelor din flux este. Pentru a vedea distinc ia, s  presupunem c  avem oă ăț
flux de lungime 100, în care apar unsprezece elemente diferite. Cel mai
distribu ia uniform  a acestor unsprezece elemente ar avea una care s  apar  de 10 oriă ă ăț
iar celelalte zece aparând de 9 ori fiecare. În acest caz, num rul surpriz  esteă ă
10 2 + 10 × 9 2 = 910. La cealalt  extrem , unul dintre cele unsprezece elemente ar puteaă ă
apar de 90 de ori, iar celelalte zece apar de câte 1 ori fiecare. Apoi, surpriza
num rul ar fi 90ă  2 + 10 × 1 2 = 8110. ✷
La fel ca în Sec iunea 4.4, nu exist  nicio problem  de calculare a momentelor de orice ordine dac  noiă ă ăț
î i poate permite s  p streze în memoria principal  un num r pentru fiecare element care apare înă ă ă ăș
curent. Cu toate acestea, la fel ca în acea sec iune, dac  nu ne permitem s  folosim atât de multă ăț
memorie, atunci trebuie s  estim m al k-lea moment p strând un num r limitată ă ă ă
valorilor din memoria principal  i calculând o estimare din aceste valori.ă ș  Pentru
în cazul elementelor distincte, fiecare dintre aceste valori a fost num rarea celei mai lungi coadaă
produs de o singur  func ie hash.ă ț  Vom vedea o alt  form  de valoare care esteă ă
util pentru momentele secundare i superioare.ș
4.5.2 Algoritmul Alon-Matias-Szegedy pentru al doilea
Momente
Deocamdat , s  presupunem c  un flux are o anumit  lungime n.ă ă ă ă  Vom ar taă
cum s  face i fa  fluxurilor în cre tere în sec iunea urm toare.ă ă ăț ț ș ț  S  presupunem c  nu avemă ă
suficient spa iu pentru a num ra toate măț  i -urile pentru toate elementele fluxului. Putem
estimeaz  înc  al doilea moment al fluxului folosind o cantitate limitat  de spa iu;ă ă ă ț
cu cât vom folosi mai mult spa iu, cu atât va fi mai precis  estimarea.ăț  Calcul mă
un anumit num r de variabile.ă  Pentru fiecare variabil  X, stoc m:ă ă
1. Un element particular al setului universal, la care ne referim ca X.element,
iș

2. Un num r întreg X.value, care este valoarea variabilei.ă  Pentru a determina
valoarea unei variabile X, alegem o pozi ie în flux între 1 i n,ț ș
uniform i la întâmplare.ș  Seta i X.element s  fie elementul g sit acolo,ă ăț
i ini ializa i X.value la 1. Pe m sur  ce citim fluxul, ad uga i 1 la X.value fiecareă ă ăș ț ț ț

când întâlnim o alt  apari ie a elementului X.ă ț
Exemplul 4.7: S  presupunem c  fluxul este a, b, c, b, d, a, c, d, a, b, d, c, a, a, b.ă ă  The
lungimea fluxului este n = 15. Deoarece a apare de 5 ori, b apare de 4 ori,
i c i d apar de trei ori fiecare, al doilea moment pentru flux esteș ș

5 2 +4 2 +3 2 +3 2 = 59. S  presupunem c  p str m trei variabile, Xă ă ă ă  1 , X 2 i Xș  3 . De asemenea,
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presupunem c  la „întâmplare” alegem pozi iile 3, 8 i 13 pentru a le definiă ț ș
aceste trei variabile.
Când ajungem la pozi ia 3, g sim elementul c, deci set m Xă ăț  1 .element = c
i Xș  1 .valoare = 1. Pozi ia 4 men ine b, deci nu schimb m Xăț ț  1 . De asemenea,

nimic nu se întâmpl  la pozi iile 5 sau 6. La pozi ia 7, vedem din nou c, a a c  set mă ă ăț ț ș
X 1 .valoare = 2.
În pozi ia 8 g sim d, deci seta i Xăț ț  2 .element = d i Xș  2 .valor = 1.
Pozi iile 9 i 10 de in a i b, deci nu afecteaz  Xăț ș ț ș  1 sau X 2 . Pozi ia 11ț
ine d a a c  set m Xă ăț ș  2 .value = 2, iar pozi ia 12 ine c a a c  set m Xă ăț ț ș  1 .value = 3.

În pozi ia 13, g sim elementul a, deci seta i Xăț ț  3 .element = a i Xș  3 .valor = 1.
Apoi, la pozi ia 14 vedem un alt a i a a set m Xăț ș ș  3 .value = 2. Pozi ia 15,ț
cu elementul b nu afecteaz  niciuna dintre variabile, a a c  am terminat, cu finală ăș
valori X 1 .valor = 3 i Xș  2 .valor = X 3 .valor = 2. ✷
Putem ob ine o estimare a celui de-al doilea moment din orice variabil  X. Aceastaăț
estimarea este n (2X. valoare - 1).
Exemplul 4.8: Lua i în considerare cele trei variabile din exemplul 4.7.ț  Din X 1 noi
ob ine iț ț  estimarea n (2X 1 .valoare - 1) = 15 × (2 × 3 - 1) = 75. Cealaltă
dou  variabile, Xă  2 i Xș  3 , fiecare au valoarea 2 la final, deci estim rile lor suntă
15 × (2 × 2 - 1) = 45. Aminti i-v  c  adev rata valoare a celui de-al doilea moment pentru aceastaă ă ăț
fluxul este de 59. Pe de alt  parte, media celor trei estim ri este de 55, aă ă
aproximare destul de apropiat .ă  ✷
4.5.3 De ce func ioneaz  algoritmul Alon-Matias-Szegedyăț
Putem demonstra c  valoarea a teptat  a oric rei variabile construite ca în Sec-ă ă ăș



sec iunea 4.5.2 este al doilea moment al fluxului din care este construit.ț
Unele nota ii vor face argumentul mai u or de urm rit.ăț ș  Fie e (i) fluxul
element care apare în pozi ia i în flux i s  fie c (i) num rul deă ăț ș
ori elementul e (i) apare în flux între pozi iile i, i + 1, ..., n.ț
Exemplul 4.9: Lua i în considerare fluxul din Exemplul 4.7.ț  e (6) = a, din 6
pozi ia de ine o.ț ț  De asemenea, c (6) = 4, deoarece a apare la pozi iile 9, 13 i 14, caț ș
precum i la pozi ia 6. Re ine i c  a apare i la pozi ia 1, dar acest fapt se întâmplă ăș ț ț ț ș ț
nu contribui la c (6). ✷
Valoarea a teptat  a n (2X.value - 1) este media pentru toate pozi iile iăș ț
între 1 i n din n (2c (i) - 1), adicăș
E (n (2X. Valoare - 1)) =
1
n
n

∑
i = 1

n (2c (i) - 1)
Putem simplifica cele de mai sus prin anularea factorilor 1 / n i n, pentru a ob ineș ț
E (n (2X. Valoare - 1)) =
n

∑
i = 1 (2c (i) - 1)
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Cu toate acestea, pentru a în elege formula, trebuie s  schimb m ordineaă ăț
însumarea prin gruparea tuturor acelor pozi ii care au acela i element.ț ș  Pentru
de exemplu, concentra i-v  pe un element a care apare deăț  mai multe ori în flux.
Termenul pentru ultima pozi ie în care apare a trebuie s  fie 2 × 1 - 1 = 1.ăț
termenul pentru urm toarea pozi ie în care apare a este 2 × 2 - 1 = 3.ă ț
pozi ii cu un înainte care dau termenii 5, 7 i a a mai departe, pân  la 2măț ș ș  a - 1, care
este termenul pentru prima pozi ie în care apare a.ț  Adic  formula pentruă
valoarea a teptat  de 2X.value - 1 poate fi scris :ă ăș
E (n (2X. Valoare - 1)) = ∑ a
1 + 3 + 5 + · · ·  + (2m a - 1)
Re ine i c  1 + 3 + 5 + · · ·  + (2măț ț  a 1) = (m−  a ) 2 . Dovada este o induc ie u oarăț ș
pe num rul de termeni din sum .ă ă  Astfel, E (n (2X. Valoare - 1)) = ∑ a (m a ) 2 ,
care este defini ia celui de-al doilea moment.ț
4.5.4 Momente de ordin superior
Estim m momentele k, pentru k> 2, în esen  în acela i mod în care estim mă ă ăț ș
al doilea moment. Singurul lucru care se schimb  este modul în care ob inem o estimareă ț
dintr-o variabil .ă  În sec iunea 4.5.2 am folosit formula n (2v - 1) pentru a transforma o valoareț
v, num rul de apari ii al unui anumit element de fluxă ț
a, într-o estimare a celui de-al doilea moment. Apoi, în sec iunea 4.5.3 am v zut de ceăț
aceast  formul  func ioneaz : termenii 2v - 1, pentru v = 1, 2, ..., m sum  la mă ă ă ăț  2 , unde m
este num rul de apari ii a în flux.ă ț
Observa i c  2v - 1 este diferen a dintre văț ț  2 i (v - 1)ș  2 . S  presupunem c  noiă ă
voiam mai degrab  al treilea moment decât al doilea.ă  Atunci tot ce trebuie s  facem esteă
înlocui i 2v  1 cu v−ț  3 - (v  1)−  3 = 3v 2 3v + 1.−  Apoi ∑ m
v = 1 3v 2 −3v + 1 = m 3 , deci noi
putem folosi ca estimare a celui de-al treilea moment formula n (3v 2 3v + 1), unde−
v = X.value este valoarea asociat  cu o variabil  X. Mai general, noiă ă
poate estima kth momente pentru orice k  2 prin transformarea valorii v = X. valoare în≥
n (v k - (v - 1) k ).
4.5.5 Tratarea fluxurilor infinite
Din punct de vedere tehnic, estimarea pe care am folosit-o pentru momentele secundare i superioare presupune căș
n, lungimea fluxului, este o constant .ă  În practic , n cre te cu timpul.ă ș  Acest fapt,
de la sine, nu cauzeaz  probleme, deoarece stoc m numai valorile variabileloră ă
i înmul i i o func ie a valorii respective cu n când este timpul s  estima iăș ț ț ț ț

moment. Dac  num r m num rul de elemente de flux v zute i stoc m aceast  valoare,ă ă ă ă ă ă ăș
care necesit  doar jurnal n bi i, atunci avem n disponibile ori de câte ori avem nevoie de el.ă ț
O problem  mai grav  este c  trebuie s  fim aten i la modul în care select m pozi iileă ă ă ă ăț ț
pentru variabile. Dac  facem aceast  selec ie odat  pentru totdeauna, atunci pe m sur  ce fluxul devineă ă ă ă ăț
mai mult, suntem p rtinitori în favoarea pozi iilor timpurii i a estim rii momentuluiă ăț ș
va fi prea mare. Pe de alt  parte, dac  a tept m prea mult pentru a alege pozi ii, atunciă ă ăș ț
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la începutul fluxului, nu avem multe variabile i astfel vom ob ine un nesigurș ț
estima.
Tehnica adecvat  este de a men ine cât mai multe variabile în care putem stocaă ț
tot timpul i s  le arunci pe m sur  ce pârâul cre te.ă ă ăș ș  Variabilele aruncate
sunt înlocuite cu altele noi, în a a fel încât probabilitatea de aș
alegerea oric rei pozi ii pentru o variabil  este aceea i cu alegerea oric rei alte pozi iiă ă ăț ș ț
pozi ie.ţ  S  presupunem c  avem spa iu pentru stocarea variabilelor.ă ă ț  Apoi primele pozi iiț
ale fluxului sunt selectate fiecare ca pozi ia uneia dintre variabilele s.ț
Inductiv, s  presupunem c  am v zut n elemente de flux i probabilitatea deă ă ă ș
orice pozi ie particular  fiind pozi ia unei variabile este uniform , adic  s / n.ă ă ăț ț
Când ajunge elementul (n + 1), alege i pozi ia respectiv  cu probabilitatea s / (n + 1).ăț ț
Dac  nu sunt selectate, variabilele s î i p streaz  acelea i pozi ii.ă ă ăș ș ț  Cu toate acestea, dacă
(n + 1) se alege prima pozi ie, apoi arunca i una dintre variabilele curente, cuț ț
probabilitate egal .ă  Înlocui i-o pe cea aruncat  de o nou  variabil  al c rei elementă ă ă ăț
este cel din pozi ia n + 1 i a c rui valoare este 1.ăț ș
Cu siguran , probabilitatea ca pozi ia n + 1 s  fie selectat  pentru o variabil  este ceea ceă ă ă ăț ț
ar trebui s  fie: s / (n + 1).ă  Cu toate acestea, probabilitatea oric rei alte pozi ii, de asemeneaă ț
este s / (n + 1), dup  cum putem demonstra prin induc ie pe n.ă ț  Prin ipoteza inductiv ,ă
înainte de sosirea elementului (n + 1) st stream, aceast  probabilitate era s / n.ă
Cu probabilitatea 1 - s / (n + 1) pozi ia (n + 1) st nu va fi selectat  iăț ș
probabilitatea fiec reia dintre primele n pozi ii r mâne s / n.ă ăț  Cu toate acestea, cu
probabilitatea s / (n + 1), se alege prima pozi ie (n + 1) i probabilitatea pentruț ș
fiecare dintre primele n pozi ii este redus  cu factorul (s - 1) / s.ăț  Având în vedere cele două
cazuri, probabilitatea de a selecta fiecare dintre primele n pozi ii esteț
(1 -
s
n + 1) (
s
n) + (
s
n + 1) (s
- 1
s) (
s
n)
Aceast  expresie simplific  laă ă
(1 -
s
n + 1) (
s
n) + (
s - 1
n + 1) (
s
n)
i apoi laș

((1 -
s
n + 1) + (
s - 1
n + 1)) (
s
n)
care la rândul s u se simplific  laă ă
(n
n + 1) (
s
n)
=
s
n + 1
Astfel, am ar tat prin induc ie pe lungimea fluxului n c  toate pozi iileă ăț ț
au o probabilitate egal  s / n de a fi aleas  ca pozi ia unei variabile.ă ă ț
4.5.6 Exerci ii pentru sec iunea 4.5ț ț
Exerci iul 4.5.1: Calcula i num rul surpriz  (al doilea moment) pentru fluxă ăț ț
3, 1, 4, 1, 3, 4, 2, 1, 2. Care este al treilea moment al acestui flux?
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O problem  general  de e antionare a fluxuluiă ă ș
Observa i c  tehnica descris  în sec iunea 4.5.5 rezolv , de fapt, mai multă ă ăț ț
problem  general .ă ă  Ne ofer  o modalitate de a men ine un e antion de fluxă ț ș
elemente astfel încât, în orice moment, toate elementele fluxului s  fie la fel de probabilă
selectat pentru e antion.ș
Ca exemplu de unde aceast  tehnic  poate fi util , aminti i-v  c  înă ă ă ă ăț
Sec iunea 4.2 am aranjat s  select m toate tuplurile unui flux cu cheieă ăț
valoare într-un subset selectat aleatoriu. S  presupunem c , pe m sur  ce trece timpul, acoloă ă ă ă
sunt prea multe tupluri asociate cu orice tast .ă  Putem aranja s  limit mă ă
num rul de tupluri pentru orice cheie K la o constant  fix  ă ă ă s folosind
tehnica Sec iunii 4.5.5 ori de câte ori ajunge un nou tuplu pentru cheia K.ț
! Exerci iul 4.5.2: Dac  un flux are n elemente, dintre care m sunt distincte, care suntăț
num rul surpriz  minim i maxim posibil, în func ie de m iă ă ș ț ș
n?
Exerci iul 4.5.3: S  presupunem c  ni se d  fluxul exerci iului 4.5.1, la careă ă ăț ț
aplic m algoritmul Alon-Matias-Szegedy pentru a estima num rul surpriz .ă ă ă
Pentru fiecare valoare posibil  a lui i, dac  Xă ă  i este o pozi ie de pornire variabil  i, care esteăț
valoarea lui X i .valor?
Exerci iul 4.5.4: Repeta i exerci iul 4.5.3 dac  inten ia variabilelor este să ăț ț ț ț
pute al treilea moment. Care este valoarea fiec rei variabile la final?ă  Ce
estimarea celui de-al treilea moment ob ine i de la fiecare variabil ?ăț ț  Cum func ioneazăț
media acestor estim ri se compar  cu valoarea real  a celui de-al treilea moment?ă ă ă
Exerci iul 4.5.5: Dovedi i prin induc ie pe m c  1 + 3 + 5 + · · ·  + (2m  1) = mă −ț ț ț  2 .
Exerci iul 4.5.6: Dac  am vrea s  calcul m al patrulea moment, cum am faceă ă ăț
converti valoarea X la o estimare a celui de-al patrulea moment?

4.6 Num rarea celor într-o fereastră ă
Ne îndrept m acum aten ia asupra num r rii problemelor pentru fluxuri.ă ă ăț  S  presupunem c  avemă ă
o fereastr  de lungime N pe un flux binar.ă  Vrem în orice moment s  putemă
r spunde i la întreb ri de forma „câte 1 exist  în ultimii k bi i?”ă ă ăț ț  pentru orice
k  N. La fel ca în sec iunile anterioare, ne concentr m asupra situa iei în care nu putem≤ ăț ț
permite i-v  s  stoca i întreaga fereastr .ă ă ăț ț  Dup  ce a ar tat un algoritm aproximativ pentruă ă
în cazul binar, discut m cum aceast  idee poate fi extins  la sumarea numerelor.ă ă ă
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4.6.1 Costul num r rilor exacteă ă
Pentru început, s  presupunem c  vrem s  putem conta exact num rul de 1 înă ă ă ă
ultimii k bi i pentru orice k  N. Apoi sus inem c  este necesar s  stoc m tot N≤ ă ă ăț ț
bi i ai ferestrei, a a cum ar putea orice reprezentare care utilizeaz  mai pu in de N bi iăț ș ț ț
nu functioneaza. În dovad , s  presupunem c  avem o reprezentare care folose te mai pu in de Nă ă ă ș ț
bi i pentru a reprezenta N bi i din fereastr .ăț ț  Deoarece exist  2ă  N secven e de Nț
bi i, dar mai pu in de 2ț ț  N reprezent ri, trebuie s  existe dou  iruri de bi i diferi iă ă ă ș ț ț
w i x care au aceea i reprezentare.ș ș  Deoarece w = x, acestea trebuie s  difere înă
cel pu in un bit.ț  Fie ca ultimii k - 1 bi i de w i x s  fie de acord, dar s  difereă ăț ș
bitul k de la cap tul drept.ă
Exemplul 4.10: Dac  w = 0101 i x = 1010, atunci k = 1, de la scanarea dină ș
dreapta, mai întâi nu sunt de acord în pozi ia 1. Dac  w = 1001 i x = 0101, atunciăț ș
k = 3, deoarece mai întâi nu sunt de acord cu a treia pozi ie din dreapta.ț  ✷
S  presupunem c  datele care reprezint  con inutul ferestrei sunt indiferent deă ă ă ț
secven a de bi i reprezint  atât w cât i x.ăț ț ș  Întreba i întrebarea „în câte sunt 1ț
ultimii k bi i? ”ț  Algoritmul de r spuns la interogare va produce acela i an-ă ș
swer, indiferent dac  fereastra con ine w sau x, deoarece algoritmul poate vedea numaiă ț
reprezentarea lor. Dar r spunsurile corecte sunt cu siguran  diferite pentru aceste două ă ăț
iruri de bi i.ș ț  Astfel, am demonstrat c  trebuie s  folosim cel pu in N bi i pentru a r spundeă ă ăț ț

interog ri despre ultimii k bi i pentru orice k.ă ț
De fapt, avem nevoie de N bi i, chiar dac  singura interogare pe care o putem întreba este „câteăț
1 sunt în întreaga fereastr  cu lungimea N? ”ă  Argumentul este similar cu acela
folosit mai sus. S  presupunem c  folosim mai pu in de N bi i pentru a reprezenta fereastra iă ă ț ț ș
prin urmare putem g si w, x i k ca mai sus.ă ș  S-ar putea ca w i x s  aibă ăș
acela i num r de 1, a a cum au f cut-o în ambele cazuri din exemplul 4.10.ă ăș ș  In orice caz,



dac  urm rim fereastra curent  cu orice N - k bi i, vom avea o situa ieă ă ă ț ț
unde con inutul adev rat al ferestrei rezultat din w i x este identic cu excep iaăț ș ț
bitul din stânga i, prin urmare, num rul lor de 1 este inegal.ăș  Cu toate acestea, din moment ce
reprezent rile lui w i x sunt acelea i, reprezentarea ferestreiă ș ș
trebuie s  fie la fel dac  aliment m aceea i secven  de bi i la aceste reprezent ri.ă ă ă ă ăș ț ț
Astfel, putem for a r spunsul la întrebarea „câte 1 sunt în fereastr ?”ă ăț  la
s  fie incorect pentru unul dintre cele dou  posibile con inuturi ale ferestrei.ă ă ț
4.6.2 Algoritmul Datar-Gionis-Indyk-Motwani
Vom prezenta cel mai simplu caz al unui algoritm numit DGIM. Aceast  versiune deă
algoritmul folose te O (logș  2 N) bi i pentru a reprezenta o fereastr  de N bi i i permiteăț ț ș
s  estim m num rul de 1 din fereastr  cu o eroare de cel multă ă ă ă
50%. Mai târziu, vom discuta despre o îmbun t ire a metodei care limitează ă ăț
eroare la orice frac ie > 0 i înc  folose te numaiăț ǫ ș ș  bi iț  O (log 2 N) (de i cu unș
factor constant care cre te pe m sur  ce  se mic oreaz ).ă ă ăș ǫ ș
Pentru început, fiecare bit al fluxului are un timestamp, pozi ia în care acestaț
ajunge. Primul bit are timestamp 1, al doilea are timestamp 2 i a a mai departe.ș ș
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Deoarece trebuie doar s  distingem pozi iile din fereastra de lungime N, noiă ț
vor reprezenta marcaje de timp modulo N, deci pot fi reprezentate prin log 2 N
bi i.ț  Dac  stoc m i num rul total de bi i v zu i vreodat  în flux (adică ă ă ă ă ăș ț ț
cel mai recent timestamp) modulo N, atunci putem determina dintr-un timestamp
modulo N unde în fereastra curent  este bitul cu acel timestamp.ă
Împ r im fereastra în g le i,ă ăț ț  5 constând din:
1. Marcajul de timp al finalului s u drept (cel mai recent).ă
2. Num rul de 1 din g leat .ă ă ă  Acest num r trebuie s  aib  o putere de 2 iă ă ă ș
ne referim la num rul de 1 ca m rimea cupei.ă ă
Pentru a reprezenta o g leat , avem nevoie de logă ă  2 N bi i pentru a reprezenta marca de timp (moduloț
N) de cap tul s u drept.ă ă  Pentru a reprezenta num rul de 1 avem nevoie doar de logă  2 log 2 N
bi i.ț  Motivul este c  tim c  acest num r i este o putere de 2, s  zicem 2ă ă ă ăș  j , deci noi
poate reprezenta i codând j în binar. Deoarece j este cel mult log 2 N, necesită
log 2 log 2 N bi i.ț  Astfel, O (log N) bi i sunt suficien i pentru a reprezenta o bucket.ț ț
Exist  ase reguli care trebuie respectate atunci când se reprezint  un flux de c treă ă ăș
g le i.ă ț
• Cap tul drept al unei g le i este întotdeauna o pozi ie cu 1.ă ă ț ț
• Fiecare pozi ie cu 1 este într-o g leat .ă ăț
• Nicio pozi ie nu se afl  în mai mult de o g leat .ă ă ăț
• Exist  una sau dou  g le i de orice dimensiune dat , pân  la o dimensiune maxim .ă ă ă ă ă ăț
• Toate dimensiunile trebuie s  aib  o putere de 2.ă ă

• Cupele nu pot sc dea în dimensiune pe m sur  ce ne deplas m spre stânga (înapoi în timp).ă ă ă ă
m rimea 1ă
Dou  dintreă
Una dintre
m rimea 2ă
Cel pu in unulț
de m rimea 8ă
Dou  de m rimea 4ă ă
. . 1 0 1 1 0 1 1 0 0 0 1 0 1 1 1 0 1 1 0 0 1 0 1 1 0
1 0 1 1 0 0 0 1 0 1 1 1 0 1 1 0 0 1
. . . 1 0 1
0 1 1 0
Figura 4.2: Un flux de bi i împ r it în cupe dup  regulile DGIMă ăț ț
5 Nu confunda i aceste „g le i” cu „g le ile” discutate în leg tur  cu hashing.ă ă ă ăț ț ț
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Exemplul 4.11: Figura 4.2 arat  un flux de bi i împ r it în g le i într-un felă ă ăț ț ț
care îndepline te regulile DGIM.ș  La cap tul din dreapta (cel mai recent) vedem dou  g le iă ă ă ț
de m rimea 1. În stânga sa vedem o g leat  de m rimea 2. Re ine i c  aceast  g leat  acoperă ă ă ă ă ă ă ă ăț ț
patru pozi ii, dar doar dou  dintre ele sunt 1. Continuând la stânga, vedem dou  g le iă ă ăț ț
de m rimea 4 i v  suger m c  exist  o g leat  de m rimea 8 mai la stânga.ă ă ă ă ă ă ă ăș
Observa i c  este OK ca unii 0 s  se a eze între g le i.ă ă ăț ș ț  De asemenea, observa i dinț



Fig. 4.2 c  g le ile nu se suprapun;ă ă ț  exist  una sau dou  din fiecare dimensiune pân  laă ă ă
cea mai mare dimensiune, iar dimensiunile cresc doar deplasându-se spre stânga. ✷
În sec iunile urm toare, vom explica urm toarele despre ceva DGIM-ă ăț
ritm:
1. De ce num rul de g le i care reprezint  o fereastr  trebuie s  fie mic.ă ă ă ă ăț
2. Cum se estimeaz  num rul de 1 din ultimii k bi i pentru orice k, cu ună ă ț
eroare nu mai mare de 50%.
3. Cum se men in condi iile DGIM pe m sur  ce noii bi i intr  în flux.ă ă ăț ț ț
4.6.3 Cerin e de stocare pentru algoritmul DGIMț
Am observat c  fiecare cup  poate fi reprezentat  prin O (log N) bi i.ă ă ă ț  Dacă
fereastra are lungimea N, atunci nu exist  mai mult decât N 1, cu siguran .ă ăț  S  presupunem că ă
cea mai mare g leat  are dimensiunea 2ă ă  j . Atunci j nu poate dep i logăș  2 N, altfel sunt mai multe
1 este în aceast  g leat  decât exist  1 în întreaga fereastr .ă ă ă ă ă  Astfel, exist  laă
cele mai multe dou  g le i de toate dimensiunile, de la jurnală ă ț  2 N pân  la 1, i nu g le i mai mariă ăș ț
dimensiuni.
Concluzion m c  exist  g le i O (log N).ă ă ă ă ț  Deoarece fiecare g leat  poate fiă ă
reprezentat în O (log N) bi i, spa iul total necesar pentru toate g le ile reprezentateăț ț ț
trimiterea unei ferestre de dimensiunea N este O (log 2 N).
4.6.4 R spunsul la interogare în algoritmul DGIMă
S  presupunem c  suntem întreba i câte 1 exist  în ultimii k bi i ai ferestrei,ă ă ăț ț
pentru aproximativ 1  k  N. G si i cupa b cu cea mai timpurie marcaj de timp care≤ ≤ ă ț
include cel pu in unele dintre cele mai recente bi i k.ț ț  Estimeaz  num rul de 1 pân  laă ă ă
fie suma m rimilor tuturor g le ilor din dreapta (mai recent ) decât g le iiă ă ă ăț ț
b, plus jum tate din dimensiunea lui b în sine.ă
Exemplul 4.12: S  presupunem c  fluxul este cel din Fig. 4.2 i k = 10. Apoiă ă ș
interogarea solicit  num rul de 1 din cei zece bi i din dreapta, care se întâmpl  s  fieă ă ă ăț
0110010110. Fie c  marca de timp curent  (ora bitului din dreapta) este t.ă ă  Apoi
cele dou  g le i cu unul 1, având marcaje de timp t - 1 i t - 2 sunt completă ă ț ș
inclus în r spuns.ă  G leat  de m rimea 2, cu timestamp t - 4, este, de asemeneaă ă ă
complet inclus. Cu toate acestea, cea mai dreapt  g leat  de m rimea 4, cu marcaj de timpă ă ă ă
t - 8 este inclus doar par ial.ț  tim c  este ultima g leat  care contribuie laă ă ăȘ
r spunde i, deoarece urm toarea g leat  din stânga are marcaj de timp mai mic de t - 9 iă ă ă ăț ș
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astfel este complet afar  din fereastr .ă ă  Pe de alt  parte, cunoa tem g le ileă ăș ț
în dreapta sa se afl  complet în raza de interogare din cauza existen eiă ț
dintr-o g leat  la stânga cu marcaj de timp t - 9 sau mai mare.ă ă
Estimarea noastr  a num rului de 1 în ultimele zece pozi ii este astfel 6. Aceastaă ă ț
num rul este cele dou  g le i de m rimea 1, g leat  de m rimea 2 i jum tate din g leat  deă ă ă ă ă ă ă ă ă ăț ș
m rimea 4 care se afl  par ial în raza de ac iune.ă ă ț ț  Desigur, r spunsul corect este 5. ă ✷
S  presupunem c  estimarea de mai sus a r spunsului la o interogare implic  o g leat  bă ă ă ă ă ă
de dimensiunea 2 j care se afl  par ial în intervalul interog rii.ă ăț  S  ne gândim cumă
departe de r spunsul corect c estimarea noastr  ar putea fi.ă ă  Exist  dou  cazuri:ă ă
estimarea ar putea fi mai mare sau mai mic  decât c.ă
Cazul 1: estimarea este mai mic  decât c.ă  În cel mai r u caz, toate 1 ale lui b suntă
de fapt, în raza de ac iune a interog rii, deci estim rii îi lipse te jum tate de g leat  b sauă ă ă ă ăț ș
2 j  1−  1. Dar în acest caz, c este de cel pu in 2ț  j ; de fapt este cel pu in 2ț  j + 1 - 1, deoarece
exist  cel pu in o g leat  din fiecare dintre dimensiunile 2ă ă ăț  j  1−  , 2 j  2−  , ..., 1. Încheiem
c  estimarea noastr  este de cel pu in 50% din c.ă ă ț
Cazul 2: estimarea este mai mare decât c. În cel mai r u caz, doar cel din dreaptaă
bucata de g leat  b se afl  în raza de ac iune i exist  o singur  g leat  din fiecare dintre dimensiuniă ă ă ă ă ă ăț ș
mai mic decât b. Atunci c = 1 + 2 j  1−  + 2 j  2−  + · · ·  + 1 = 2 j i estimarea vomș
da este 2 j  1−  + 2 j  1−  + 2 j  2−  + · · ·  + 1 = 2 j + 2 j  1−  - 1. Vedem c  estimareaă
nu este cu mai mult de 50% mai mare decât c.
4.6.5 Men inerea condi iilor DGIMț ț
S  presupunem c  avem o fereastr  de lungime N reprezentat  corespunz tor prin g le i careă ă ă ă ă ă ț
s  îndeplineasc  condi iile DGIM.ă ă ț  Când apare un bit nou, este posibil s  fie nevoie s  modific mă ă ă
g le ile, astfel încât acestea s  continue s  reprezinte fereastra i s  satisfac  în continuareă ă ă ă ăț ș
condi iile DGIM.ț  În primul rând, ori de câte ori intr  un bit nou:ă

• Verifica i cel mai stâng (cel mai devreme) cup .ăț  Dac  marca sa de timp a ajuns acumă
marcajul de timp actual minus N, atunci aceast  g leat  nu mai are nimică ă ă
1 e în fereastr .ă  Prin urmare, arunca i-l din lista g le ilor.ăț ț
Acum, trebuie s  ne gândim dac  bitul nou este 0 sau 1. Dac  este 0, atunci nuă ă ă
este necesar  schimbarea ulterioar  a cupelor.ă ă  Cu toate acestea, dac  noul bit este 1, este posibilă
trebuie s  fac  mai multe modific ri.ă ă ă  Primul:



• Crea i o g leat  nou  cu marcajul de timp actual i dimensiunea 1.ă ă ăț ș
Dac  a existat o singur  g leat  de m rimea 1, atunci nu mai trebuie f cut nimic.ă ă ă ă ă ă
Cu toate acestea, dac  exist  acum trei g le i de m rimea 1, aceasta este una prea multe.ă ă ă ăț  Remediem
aceast  problem  prin combinarea celor mai stângi (cele mai vechi) dou  g le i de m rimea 1.ă ă ă ă ăț
• Pentru a combina oricare dou  g le i adiacente de aceea i dimensiune, înlocui i-le cuă ă ț ș ț
o g leat  de dou  ori mai mare.ă ă ă  Marcajul de timp al noii cupe este
marca de timp a celei mai drepte (mai târziu în timp) dintre cele dou  g le i.ă ă ț
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Combinarea a dou  g le i de m rimea 1 poate crea o a treia g le  de m rimea 2. Dac  da,ă ă ă ă ă ă ăț ț
combin m cele dou  g le i din stânga de m rimea 2 într-o g leat  de m rimea 4. Asta, înă ă ă ă ă ă ăț
la rândul s u, se poate crea o a treia g leat  de m rimea 4 i, în caz afirmativ, combin m cele dou  din stângaă ă ă ă ă ăș
într-o g leat  de m rimea 8. Acest proces se poate derula prin dimensiunile g leatei, dară ă ă ă
exist  cel mult logă  2 N dimensiuni diferite i combina ia a dou  adiacenteăș ț
g le ile de aceea i dimensiune necesit  doar timp constant.ă ăț ș  Ca urmare, orice bit nou
poate fi procesat în timp O (log N).
Exemplul 4.13: S  presupunem c  începem cu g le ile din Fig. 4.2 i intr  un 1.ă ă ă ăț ș
În primul rând, g leata din stânga evident nu a c zut pe fereastr , a a c  noiă ă ă ăș
nu arunca i g le i.ăț ț  Cre m o nou  g leat  de m rimea 1 cu cea actuală ă ă ă ă ă
timestamp, spune i t.ț  Acum exist  trei g le i de m rimea 1, a a c  combin mă ă ă ă ăț ș
cele mai la stânga dou .ă  Acestea sunt înlocuite cu o singur  g leat  de m rimea 2. Marcajul s u de timp esteă ă ă ă ă
t - 2, marca de timp a cupei din dreapta (adic  cea mai dreapt  cup  careă ă ă
apare de fapt în Fig. 4.2.
Cel pu in unulț
de m rimea 8ă
Dou  de m rimea 4ă ă
m rimea 2ă
Dou  dintreă
Una dintre
m rimea 1ă
10
1 1
0
1 0 0 1
1 1 1 0 1
0
1 0 1 1 0 0 0 1
. . 1 0 1
Figura 4.3: Cupe modificate dup  ce un nou 1 ajunge în fluxă
Acum exist  dou  g le i de dimensiunea 2, dar acest lucru este permis de regulile DGIM.ă ă ă ț
Astfel, secven a final  a g le ilor dup  ad ugarea 1 este a a cum se arat  înă ă ă ă ăț ț ș
Fig. 4.3. ✷
4.6.6 Reducerea erorii
În loc s  permite i una sau dou  dintre fiecare g leat  de dimensiune, s  presupunem c  permitem oricareă ă ă ă ă ăț
r - 1 sau r din fiecare dintre m rimile 1, 2, 4, ... în cre tere exponen ial , pentru un num r întregă ă ăș ț
r> 2. Pentru a reprezenta orice num r posibil de 1, trebuie s  relax m acest lucruă ă ă
condi ie pentru g le ile de m rimea 1 i g le ile de cea mai mare m rime prezente;ă ă ă ăț ț ș ț  Acolo
poate fi orice num r, de la 1 la r, de g le i de aceste dimensiuni.ă ă ț
Regula pentru combinarea g le ilor este în esen  aceea i ca în sec iunea 4.6.5.ă ăț ț ș ț  Dacă
ob inem r + 1 g le i de m rimea 2ă ăț ț  j , combin m cele dou  din stânga într-o g leat  de m rimeă ă ă ă ă
2 j + 1 . Acest lucru poate determina, la rândul s u, s  existe g le i r + 1 de dimensiunea 2ă ă ă ț  j + 1 i, dac  daăș
continu m s  combin m g le i de dimensiuni mai mari.ă ă ă ă ț
Argumentul utilizat în sec iunea 4.6.4 poate fi folosit i aici.ț ș  Cu toate acestea, pentru că
exist  mai multe g le i de dimensiuni mai mici, putem ob ine o leg tur  mai puternic  asupra erorii.ă ă ă ă ăț ț
Am v zut acolo c  cea mai mare eroare relativ  apare atunci când doar un 1 dină ă ă
g leat  cea mai stâng  b se afl  în intervalul de interogare i, prin urmare, supraestim mă ă ă ă ăș
adev rat num r.ă ă  S  presupunem c  g leata b are dimensiunea 2ă ă ă  j . Atunci adev ratul num r este cel pu ină ă ț
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Dimensiunile cupei i ad ug toarele de transportă ăș
Exist  un model de distribu ie a dimensiunilor cupei pe m sur  ce execut mă ă ă ăț
algoritmul de baz  al sec iunii 4.6.5.ă ț  Gândi i-v  la dou  g le i de dimensiunea 2ă ă ăț ț  j ca la „1”
în pozi ia j i o g leat  de dimensiunea 2ă ăț ș  j ca „0” în acea pozi ie.ț  Apoi



pe m sur  ce sosesc 1 în flux, dimensiunile cupei dup  fiecare 1 se formeaz  consecutivă ă ă ă
numere întregi binare. Secven ele lungi ocazionale de combina ii de cupeț ț
sunt analoage cu ochiurile lungi ocazionale ale transporturilor pe m sur  ce trecem de la ună ă
num r întreg, cum ar fi 101111 pân  la 110000.ă ă
1+ (r - 1) (2 j  1−  + 2 j  2−  + · · ·  +1) = 1 + (r - 1) (2 j - 1). Supraevaluarea este
2 j  1−  - 1. Astfel, eroarea frac ional  esteăț
2 j  1−  - 1
1+ (r - 1) (2 j - 1)
Indiferent de ce este j, aceast  frac ie este delimitat  cu 1 / (r - 1).ă ăț  Astfel, prin
alegând r suficient de mare, putem limita eroarea la orice desired> 0 dorit.
4.6.7 Extensii la num rarea celoră
Este firesc s  ne întreb m dac  putem extinde tehnica acestei sec iuni laă ă ă ț
gestiona i agreg rile mai generale decât num rarea 1 într-un flux binar.ă ăț  Un
direc ia evident  de a privi este s  lu m în considerare fluxurile de numere întregi i s  întreb m dac  putemă ă ă ă ă ăț ș
estimeaz  suma ultimelor k numere întregi pentru orice 1  k  N, unde N, ca de obicei,ă ≤ ≤
este dimensiunea ferestrei.
Este pu in probabil s  putem folosi abordarea DGIM pentru fluxurile care con inăț ț
atât întregi pozitive, cât i negative.ș  Am putea avea un flux care s  le con in  pe amândouă ă ăț
numere întregi pozitive foarte mari i numere întregi negative foarte mari, dar cu o sum  înăș
fereastra care este foarte aproape de 0. Orice imprecizie în estimarea valorilor de
aceste numere întregi mari ar avea un efect uria  asupra estim rii sumei iăș ș
deci eroarea frac ionar  ar putea fi nelimitat .ă ăț
De exemplu, s  presupunem c  am rupt fluxul în g le i a a cum am f cut, dară ă ă ăț ș
a reprezentat galeata prin suma numerelor întregi, mai degrab  decât num rulă ă
din 1. Dac  b este bucketul care se afl  par ial în intervalul de interogare, ar putea fi acelaă ă ț
b are, în prima sa jum tate, numere întregi negative foarte mari i în a doua jum tate, în mod egală ăș
numere întregi pozitive mari, cu o sum  de 0. Dac  estim m contribu ia lui b cuă ă ă ț
jum tate din suma sa, aceast  contribu ie este în esen  0. Dar contribu ia efectiv  aă ă ă ăț ț ț
acea parte a cupei b care se afl  în intervalul de interogare ar putea fi de la 0 laă
suma tuturor numerelor întregi pozitive. Aceast  diferen  ar putea fi mult mai mare decâtă ăț
r spunsul real la interogare, astfel încât estimarea nu ar avea sens.ă
Pe de alt  parte, func ioneaz  i alte extensii care implic  numere întregi.ă ă ăț ș  Cina-
presupune i c  fluxul este format din numere întregi pozitive în intervalul 1 - 2ăț  m pentru
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unele m. Putem trata fiecare dintre m bi ii fiec rui num r întreg ca i cum ar fi un separată ăț ș
curent. Apoi folosim metoda DGIM pentru a num ra 1 în fiecare bit.ă  Presupune
num rul bitului ith (presupunând c  num rul de bi i este de la cap tul de ordine joas , începând de laă ă ă ă ăț
la 0) este c i . Atunci suma numerelor întregi este
m  1−

∑
i = 0

c i 2 i
Dac  folosim tehnica Sec iunii 4.6.6 pentru a estima fiecare că ț  i cu eroare frac ionatăț
cel mult , atunci estimarea sumei adev rate are eroare cel mult .ăǫ ǫ  Cel mai rau
cazul apare atunci când toate c i sunt supraestimate sau toate sunt subestimate de
aceea i frac iune.ș ț
4.6.8 Exerci ii pentru sec iunea 4.6ț ț
Exerci iul 4.6.1: S  presupunem c  fereastra este a a cum se arat  în Fig. 4.2.ă ă ăț ș  Estimează
num rul de 1 este ultimele k pozi ii, pentru k = (a) 5 (b) 15. În fiecare caz, cumă ț
departe de valoarea corect  este estimarea ta?ă
! Exerci iul 4.6.2: Exist  mai multe moduri în care fluxul de bi i 1001011011101ăț ț
ar putea fi împ r ite în g le i.ă ăț ț  G se te-le pe toate.ă ș
Exerci iul 4.6.3: Descrie i ce se întâmpl  cu g le ile dac  mai intr  înc  1ă ă ă ă ăț ț ț
fereastra reprezentat  de Fig. 4.3.ă  Pute i presupune c  niciunul dintre cele 1 nu este afi atăț ș
pleac  de la fereastr .ă ă

4.7 Windows în descompunere
Am presupus c  i o fereastr  glisant  de ine o anumit  coad  a pârâuluiă ă ă ă ăș ț
cele mai recente N elemente pentru N fix sau toate elementele care au ajuns după
ceva timp în trecut. Uneori nu vrem s  facem o distinc ie clară ăț
între elementele recente i cele din trecutul îndep rtat, dar doresc s  ponderezeă ăș
elementele recente mai puternic. În aceast  sec iune, consider m „exponen ială ăț ț
ferestre în descompunere ” i o aplica ie în care sunt destul de utile: g sireaăș ț
cele mai comune elemente „recente”.
4.7.1 Problema elementelor cele mai comune



S  presupunem c  avem un flux ale c rui elemente sunt toate biletele de film cump rateă ă ă ă
peste tot în lume, cu numele filmului ca parte a elementului. Noi vrem
pentru a p stra un rezumat al fluxului care este cel mai popular film „în prezent”.ă
În timp ce no iunea de „în prezent” este imprecis , intuitiv, vrem s  reducemă ăț
popularitatea unui film precum Star Wars – Episodul 4, care a vândut multe bilete,
dar cele mai multe dintre acestea au fost vândute cu zeci de ani în urm .ă  Pe de alt  parte, un film care s-a vândută
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n biletele din fiecare din ultimele 10 s pt mâni sunt probabil mai populare decât un filmă ă
care a vândut 2n bilete s pt mâna trecut , dar nimic în s pt mânile anterioare.ă ă ă ă ă
O solu ie ar fi s  ne imagin m un flux mic pentru fiecare film.ă ăț  Cel de-al treilea bit
are valoarea 1 dac  biletul ith este pentru filmul respectiv i 0 în caz contrar.ă ș  Alege i o fereastrăț
m rimea N, care este num rul celor mai recente bilete care ar fi luate în considerareă ă
în evaluarea popularit ii.ăț  Apoi, utiliza i metoda sec iunii 4.6 pentru a estimaț ț
num rul de bilete pentru fiecare film i clasifica i filmele dup  num rul lor estimat.ă ă ăș ț
Aceast  tehnic  ar putea func iona pentru filme, deoarece exist  doar mii deă ă ăț
filme, dar ar e ua dac  am înregistra în schimb popularitatea articolelorăș
vândut la Amazon sau rata la care difuzeaz  diferi i utilizatori de Twitter, deoareceă ț
exist  prea multe produse Amazon i prea multe tweetere.ă ș  Mai mult decât atât
ofer  r spunsuri aproximative.ă ă

4.7.2 Defini ia ferestrei în descompunereț
O abordare alternativ  este redefinirea întreb rii astfel încât s  nu ne punemă ă ă
pentru un num r de 1 într-o fereastr .ă ă  Mai degrab , s  calcul m o agregare lin  aă ă ă ă
toate cele 1 v zute vreodat  în flux, cu greut i în descompunere, deci cu atât mai în spateă ă ăț
în flux, cu atât este mai mic  greutatea.ă  În mod formal, s  permit  un flux s  conste în prezentă ă ă
dintre elementele a 1 , a 2 , ..., a t , unde a 1 este primul element care ajunge i aș  t este
elementul actual. Fie c o mic  constant , cum ar fi 10ă ă  −6 sau 10 −9 . Defini
fereastra în descre tere exponen ial  pentru ca acest flux s  fie sumaă ăș ț
t  1−

∑
i = 0

a t  i−  (1 - c) i
Efectul acestei defini ii este de a r spândi greut ile fluxuluiă ăț ț
elemente la fel de îndep rtate în timp pe m sur  ce curge curentul.ă ă ă  În schimb, o fereastr  fixă ă
cu aceea i sum  a greut ilor, 1 / c, ar pune greutate egal  1 pe fiecare dintreă ă ăș ț
cele mai recente elemente 1 / c care ajung i cânt resc 0 pe toate elementele anterioare.ăș  The
distinc ia este sugerat  de Fig. 4.4.ăț
Fereastra de
lungime 1 / c
Figura 4.4: O fereastr  în descompunere i o fereastr  cu lungime fix  ă ă ăș cu greutate egală
Este mult mai u or s  ajusta i suma într-o fereastr  exponen ial  în descompunereă ă ăș ț ț
decât într-o fereastr  glisant  de lungime fix .ă ă ă  În fereastra glisant , trebuieă
v  face i griji cu privire la elementul care cade din fereastr  de fiecare dat  când un element nouă ă ăț
ajunge. Asta ne oblig  s  p str m exact elementele împreun  cu suma sau s  le folosimă ă ă ă ă ă
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o schem  de aproximare precum DGIM.ă  Cu toate acestea, atunci când un element nou a t + 1

ajunge la intrarea fluxului, tot ce trebuie s  facem este:ă
1. Înmul i i suma curent  cu 1 - c.ăț ț
2. Ad uga i ună ț  t + 1 .
Motivul pentru care func ioneaz  aceast  metod  este c  fiecare dintre elementele anterioare le are acumă ă ă ăț
s-a deplasat o pozi ie mai departe de elementul curent, astfel încât greutatea sa este înmul ităț ț
de 1 - c. Mai mult, greutatea elementului curent este (1 - c) 0 = 1, deci ad ugândă
a t + 1 este modul corect de a include contribu ia noului element.ț
4.7.3 G sirea celor mai populare elementeă
S  ne întoarcem la problema g sirii celor mai populare filme într-un flux deă ă
vânz ri de bilete.ă  6 Vom folosi o fereastr  exponen ial  în descompunere cu o constantă ă ăț
c, la care s-ar putea crede c  este 10ă  −9 . Adic , aproxim m o fereastr  glisantă ă ă ă
de inând ultimele miliarde de vânz ri de bilete.ăț  Pentru fiecare film, ne imagin m un separată
flux cu 1 de fiecare dat  când un bilet pentru filmul respectiv apare în flux i ună ș
0 de fiecare dat  când ajunge un bilet pentru alt film.ă  Suma în descompunere a lui 1
m soar  popularitatea actual  a filmului.ă ă ă



Ne imagin m c  num rul de filme posibile în flux este imens, a a c  noiă ă ă ăș
nu vreau s  înregistra i valori pentru filmele nepopulare.ă ț  Prin urmare, stabilim
un prag, s  zicem 1/2, astfel încât dac  scorul de popularitate pentru un film s  fie mai mic decât acestaă ă ă
num rul, scorul s u este sc zut de la num rare.ă ă ă ă  Din motive care vor deveni
evident, pragul trebuie s  fie mai mic de 1, de i poate fi cu orice num r mai mică ăș
decât 1. Când un nou bilet ajunge în flux, efectua i urm toarele:ăț
1. Pentru fiecare film al c rui scor îl men inem în prezent, înmul i i-lă ț ț ț
scor de (1 - c).
2. S  presupunem c  noul bilet este pentru filmul M. Dac  exist  în prezent un scor pentru M,ă ă ă ă
ad uga i 1 la acel scor.ă ț  Dac  nu exist  scor pentru M, crea i unul i ini ializa i-lă ă ț ș ț ț
la 1.
3. Dac  vreun scor este sub pragul 1/2, renun a i la acel scor.ă ț ț
Este posibil s  nu fie evident faptul c  num rul de filme ale c ror scoruri sunt principaleă ă ă ă
men inut  în orice moment este limitat .ă ăț  Cu toate acestea, re ine i c  suma tuturor scorurilor este de 1 / c.ăț ț
Nu pot exista mai mult de filme 2 / c cu scor de 1/2 sau mai mult, altfel
suma scorurilor ar dep i 1 / c.ăș  Astfel, 2 / c este o limit  a num rului deă ă
filmele fiind num rate în orice moment.ă  Desigur, în practic , vânz rile de bilete ar fiă ă
fi concentrat doar pe un num r mic de filme în orice moment, deci num rulă ă
din filmele num rate activ ar fi mult mai mici de 2 / c.ă
6 Acest exemplu ar trebui luat cu un bob de sare, deoarece, a a cum am subliniat, acoloș
nu sunt suficiente filme diferite pentru ca aceast  tehnic  s  fie esen ial .ă ă ă ăț  Imagina i-v , dac  vre i, astaă ăț ț
num rul de filme este extrem de mare, deci nu conteaz  vânz rile de bilete pentru fiecare dintre ele separată ă ă
fezabil.
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4.8 Rezumatul capitolului 4
♦ Modelul de date în flux: acest model presupune c  datele ajung la o procesareă
motor la o vitez  care face imposibil de stocat totul în activă
depozitare. O strategie pentru gestionarea fluxurilor este men inerea rezumatelorț
dintre fluxuri, suficient pentru a r spunde la întreb rile a teptate despre date.ă ă ș
O a doua abordare este men inerea unei ferestre glisante a celei mai recenteț
date sosite.

♦ E antionarea fluxurilor: pentru a crea un e antion dintr-un flux care este utilizabil pentruș ș
o clas  de interog ri, identific m un set de atribute cheie pentru flux.ă ă ă  De
bifând cheia oric rui element de flux care ajunge, putem folosi valoarea hashă
pentru a decide în mod consecvent dac  toate sau niciunul dintre elementele cu cheia respectivă ă
va deveni parte a e antionului.ș
♦ Filtre Bloom: Aceast  tehnic  ne permite s  filtr m fluxurile astfel încât elementele careă ă ă ă
apar in unui anumit set sunt permise, în timp ce majoritatea celor care nu sunt membriț
sunt terse.ș  Folosim o matrice mare de bi i i mai multe func ii hash.ț ș ț  Membri
din setul selectat sunt hash la cupe, care sunt bi i din matrice iț ș
acei bi i sunt seta i la 1. Pentru a testa un element de flux pentru calitatea de membru, avem hashț ț
elementul la un set de bi i folosind fiecare dintre func iile hash i numaiț ț ș
accepta i elementul dac  to i ace ti bi i sunt 1.ăț ț ș ț
♦ Num rarea elementelor distincte: pentru a estima num rul de elemente diferiteă ă
ap rând într-un flux, putem hash elemente la numere întregi, interpretate caă
numere binare. 2 ridicat la puterea care este cea mai lung  secven  de 0ă ăț
v zut în valoarea hash a oric rui element de flux este o estimare a num ruluiă ă ă
a diferitelor elemente. Prin utilizarea mai multor func ii hash i combinarea acestoraț ș
estim ri, mai întâi luând medii în cadrul grupurilor i apoi luândă ș
mediana mediilor, ob inem o estimare fiabil .ăț
♦ Momente de fluxuri: al k-lea moment al unui flux este suma celui de-al zecelea
puterile num r rilor fiec rui element care apare cel pu in o dat  înă ă ă ăț
curent. Momentul 0 este num rul de elemente distincte, iar primulă
momentul este lungimea cursului.

♦ Estimarea celui de-al doilea moment: o estimare bun  pentru al doilea moment sauă
num rul surpriz , se ob ine alegând o pozi ie aleatorie în flux,ă ă ț ț
luând de dou  ori de câte ori apare acest element în fluxă
aceast  pozi ie înainte, sc zând 1 i înmul ind cu lungimea luiă ăț ș ț
curentul. Multe variabile aleatorii de acest tip pot fi combinate ca
estim rile pentru num rarea num rului de elemente distincte, pentru a produce ună ă ă
estimare de încredere a celui de-al doilea moment.

♦ Estimarea momentelor superioare: tehnica pentru momentele secundare func ioneazăț
i pentru momentele k, atâta timp cât înlocuim formula 2x - 1 (undeș



x este de câte ori apare elementul la sau dup  selectată
pozi ie) cu xț  k - (x - 1) k .
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♦ Estimarea num rului de 1 într-o fereastr : Putem estima num rulă ă ă
de 1 într-o fereastr  de 0 i 1 prin gruparea 1 în g le i.ă ăș ț  Fiecare
cupa are un num r de 1, care este o putere de 2;ă  sunt unul sau doi
g le ile de fiecare dimensiune i dimensiunile nu scad niciodat  pe m sur  ce ne întoarcem în timp.ă ă ă ăț ș  Dacă
înregistr m doar pozi ia i dimensiunea g le ilor, putem reprezentaă ăț ș ț
con inutul unei ferestre de dimensiunea N cuț  spa iulț  O (log 2 N).

♦ R spuns la întreb ri despre numere de 1: Dac  vrem s  tim aproximativă ă ă ă ș
imita i numere de 1 în cele mai recente k elemente ale unui flux binar,ț
g sim cea mai timpurie g leat  B care se afl  cel pu in par ial în ultimul kă ă ă ă ț ț
pozi iile ferestrei i estima i num rul de 1 pentru a fi sumaăț ș ț
dimensiunile fiec rei g le i mai recente plus jum tate din m rimea lui B. Aceastaă ă ă ăț
estimarea nu poate fi niciodat  sc zut  cu mai mult de 50% din num rul real de 1.ă ă ă ă

♦ Aproxim ri mai apropiate de num rul de 1: Prin schimbarea regulii pentruă ă
câte g le i de o dimensiune dat  pot exista în reprezentarea unuiă ăț
fereastr  binar , astfel încât s  existe fie r, fie r - 1 de o dimensiune dat , putemă ă ă ă
asigura i-v  c  aproximarea la num rul real de 1 nu este niciodat  dezactivat  deă ă ă ă ăț
mai mult de 1 / r.

♦ Windows în descompunere exponen ial : noi, mai degrab  decât s  repar m dimensiunea unei ferestreă ă ă ăț
îmi pot imagina c  fereastra const  din toate elementele care au ajuns vreodată ă ă
în flux, dar cu elementul care a sosit cu unit i de timp în urm  ponderateă ăț
prin e -ct pentru o constant  de timp c.ă  F când acest lucru ne permite s  ne men inem anumiteă ă ț
rezumate ale unei ferestre exponen ial descompuse cu u urin .ăț ș ț  De exemplu,
suma ponderat  a elementelor poate fi recomputat , când ajunge un element nou,ă ă
înmul ind vechea sum  cu 1 - c i apoi ad ugând noul element.ă ăț ș
♦ Men inerea elementelor frecvente într-o fereastr  în descompunere exponen ial :ă ăț ț
Ne putem imagina c  fiecare element este reprezentat de un flux binar, undeă
0 înseamn  c  elementul nu a fost elementul care a ajuns la un moment dat i 1ă ă ș
înseamn  c  a fost.ă ă  Putem g si elementele a c ror sum  binară ă ă ă
fluxul este de cel pu in 1/2.ț  Când ajunge un element nou, înmul i i toate înregistr rileăț ț
sumeaz  cu 1 minus constanta de timp, ad uga i 1 la num rul articolului careă ă ăț
tocmai a sosit i terge i din înregistrare orice articol a c rui sum  a sc zută ă ăș ș ț
sub 1/2.

4.9 Referin e pentru capitolul 4ț
Multe idei asociate cu gestionarea fluxurilor apar în „date cronice
model ”din [8]. O cercetare timpurie a cercet rii în sistemele de gestionare a fluxurilor esteă
[2]. De asemenea, [6] este o carte recent  despre subiectul gestion rii fluxurilor.ă ă
Tehnica de e antionare din sec iunea 4.2 este de la [7].ș ț  Filtrul Bloom este
atribuit în general lui [3], de i în esen  a ap rut aceea i tehnic  caă ă ăș ț ș
„Coduri suprapuse” în [9].
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Algoritmul pentru num rarea elementelor distincte este în esen  cel al lui [5], al-ă ăț
de i metoda special  pe care am descris-o apare în [1].ăș  Acesta din urm  este, de asemeneaă
sursa pentru algoritmul de calcul al num rului surpriz  i mai mareă ă ș
momente. Cu toate acestea, tehnica de men inere a unei probe alese uniformț
de pozi ii în flux se nume te „e antionare rezervor” i provine din [10].ț ș ș ș
Tehnica pentru num rarea aproximativ  a 1 într-o fereastr  este de la [4].ă ă ă
1. N. Alon, Y. Matias i M. Szegedy, „Complexitatea spa ial  a aprox.ăș ț
momente de frecven  de împerechere ", al 28-lea Simpozion ACM despre teoria com-ăț
puting, pp. 20-29, 1996.
2. B. Babcock, S. Babu, M. Datar, R. Motwani i J. Widom, „Modelsș
i probleme în sistemele de flux de date ", Simpozionul pe principiile bazei de dateș

Sisteme, pp. 1-16, 2002.
3. BH Bloom, „Compens ri spa iu / timp în codificarea hash cu erori permise”ă ț
Com. ACM 13: 7, pp. 422-426, 1970.
4. M. Datar, A. Gionis, P. Indyk i R. Motwani, „Maintaining streamș



statistici asupra ferestrelor glisante ", SIAM J. Computing 31, pp. 1794–1813,
2002.
5. P. Flajolet i GN Martin, „Num rarea probabilistic  pentru aplica iile bazei de dateă ăș ț
„al 24-lea Simpozion privind fundamentele tiin ei computerizate, pp. 76–82,ș ț
1983.
6. M. Garofalakis, J. Gehrke i R. Rastogi (editori), Data Stream Man-ș
agement, Springer, 2009.
7. PB Gibbons, „E antionare distinct  pentru r spunsuri extrem de precise la diferiteă ăș
interog ri de valori i rapoarte de evenimente ", Intl.ă ș  Conf. pe baze de date foarte mari,
pp. 541-550, 2001.
8. HV Jagadish, IS Mumick i A. Silberschatz, „Vezi între inereaș ț
probleme pentru modelul de date cronice, ”Proc. ACM Symp. pe Principiile de
Sisteme de baze de date, pp. 113-124, 1995.
9. WH Kautz i RC Singleton, „Coduri binare neadaptative suprapuse”ș
IEEE Transactions on Information Theory 10, pp. 363–377, 1964.
10. J. Vitter, „E antionare aleatorie cu un rezervor”, ACM Transactions onș
Software matematic 11: 1, pp. 37-57, 1985.
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capitolul 5
Analiza leg turiloră
Una dintre cele mai mari schimb ri din via a noastr  în deceniul urm toră ă ăț
secolul a fost disponibilitatea c ut rii eficiente i precise pe web, prin intermediulă ă ș
motoare de c utare precum Google.ă  De i Google nu a fost primul motor de c utare, acesta a fostăș
a fost primul care a reu it s  înving  spammerii care au f cut c utarea aproape inutil .ă ă ă ă ăș
Mai mult, inova ia oferit  de Google a fost o tehnologie non-trivială ăț
avans, numit „PageRank”. Vom începe capitolul explicând ce
PageRank este i cum este calculat eficient.ș
Cu toate acestea, r zboiul dintre cei care doresc s  fac  internetul util i ceiă ă ă ș
cine l-ar exploata în scopuri proprii nu s-a terminat niciodat .ă  Când a fost PageRank
stabilit ca o tehnic  esen ial  pentru un motor de c utare, au inventat spammeriiă ă ăț
modalit i de a manipula PageRank-ul unei pagini Web, denumit adesea link spam.ăț  1
Aceast  dezvoltare a condus la r spunsul TrustRank i a altor tehnici pentruă ă ș
împiedicând spammerii s  atace PageRank.ă  Vom discuta despre TrustRank
i alte abord ri de detectare a spamului de link.ăș

În cele din urm , acest capitol acoper , de asemenea, unele varia ii ale PageRank.ă ă ț  Aceste tehnologii
niques includ PageRank sensibil la subiect (care poate fi, de asemenea, adaptat pentru combaterea
de spam de link) i abordarea HITS sau „hub-uri i autorit i” pentru evaluareăș ș ț
pagini de pe Web.

5.1 PageRank
Începem cu o parte din istoria motoarelor de c utare, pentru a motivaă
defini ia PageRankț  2 , un instrument pentru evaluarea importan ei paginilor webț
într-un mod în care nu este u or de p c lit.ă ăș  Introducem ideea de „surferi aleatori”,
pentru a explica de ce este eficient PageRank. Apoi introducem tehnica „impozitului-
ac iune ”sau reciclarea navigatorilor aleatori, pentru a evita anumite structuri webț
1 Link-ul spammers încearc  uneori s  fac  etica lor mai pu in evident  f când referire laă ă ă ă ăț
ceea ce fac ca „optimizarea motorului de c utare”.ă
2 Termenul PageRank provine de la Larry Page, inventatorul ideii i fondatorulș
Google.
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care prezint  probleme pentru versiunea simpl  a PageRank.ă ă

5.1.1 Motoare de c utare timpurie i spam de termeniă ș
Înainte de Google existau multe motoare de c utare.ă  În mare parte, au func ionatț
Internetul i enumerarea termenilor (cuvinte sau alte iruri de caractere alteleș ș
decât spa iul alb) g sit în fiecare pagin , într-un index inversat.ă ăț  Un index inversat
este o structur  de date care face mai u or, dat un termen, s  g se ti (indicatori c tre) toateă ă ă ăș ș
locurile în care apare termenul respectiv.
Când a fost emis  o interogare de c utare (lista termenilor), paginile cu ace ti termeniă ă ș
au fost extrase din indexul inversat i clasate într-un mod care reflectăș



utilizarea termenilor din pagin .ă  Astfel, prezen a unui termen într-un antet alț
pagina a f cut pagina mai relevant  decât ar fi prezen a termenului înă ă ț
textul obi nuit i un num r mare de apari ii ale termenului s-ar ad uga laă ăș ș ț
relevan a asumat  a paginii pentru interogarea de c utare.ă ăț
Pe m sur  ce oamenii au început s  foloseasc  motoarele de c utare pentru a- i g si drumul pe Web,ă ă ă ă ă ăș
oamenii lipsi i de etic  au v zut ocazia de a p c li motoarele de c utare în oameni de frunteă ă ă ă ăț
la pagina lor. Astfel, dac  a i vinde c m i pe web, tot ce inea la tineă ă ăț ș ț
a fost c  oamenii î i vor vedea pagina, indiferent de ceea ce c utau.ă ăț
Astfel, a i putea ad uga un termen ca „film” la pagina dvs. i s -l face i cu mii deă ăț ș ț
de multe ori, astfel încât un motor de c utare ar crede c  e ti o pagin  teribil de importantă ă ă ăș
filme. Când un utilizator a emis o interogare de c utare cu termenul „film”, c utareaă ă
motorul ar afi a pagina dvs. mai întâi.ș  Pentru a preveni miile de apari ii aleț
„Filmul” de la apari ia pe pagina dvs., i-a i putea da aceea i culoare caț ț ș
fundal. i dac  simpla ad ugare a „filmului” la pagina dvs. nu a f cut trucul,ă ă ăȘ
apoi pute i merge la motorul de c utare, da i-i interogarea „film” i vede i ceăț ț ș ț
pagina a revenit ca prima alegere. Apoi, copia i acea pagin  în a dvs.,ăț
din nou folosind culoarea de fundal pentru ao face invizibil .ă
Tehnici pentru a p c li motoarele de c utare s  cread  c  pagina dvs. este despreă ă ă ă ă ă
lucru care nu este, se numesc termen spam. Abilitatea de a opera termenii spammeri
atât de u or de redat motoarele de c utare timpurii aproape inutile.ăș  Pentru a combate termenul spam,
Google a introdus dou  inova ii:ă ț
1. PageRank a fost folosit pentru a simula unde navigatorii web, începând la întâmplare
pagin , ar tinde s  se adune dac  ar urma link-uri alese aleatoriuă ă ă
de pe pagina la care se aflau în prezent i acest proces a fostș
permis s  itereze de multe ori.ă  Pagini care ar avea un num r mare deă
surferii erau considera i mai „importan i” decât paginile care ar fi rareoriț ț
s  fie vizitat.ă  Google prefer  paginile importante decât paginile neimportante atunci cândă
s  decidem ce pagini s  afi m mai întâi ca r spuns la o interogare de c utare.ă ă ă ă ăș
2. Con inutul unei pagini a fost judecat nu numai prin termenii care apar pe aceastaț
pagin , dar prin termenii utiliza i în sau lâng  linkurile c tre pagina respectiv .ă ă ă ăț  Re ine i căț ț
de i este u or pentru un spammer s  adauge termeni fal i pe o pagin  pe care o controleaz ,ă ă ăș ș ș
nu pot ob ine la fel de u or ad ugarea de termeni fal i pe paginile care leag  de eiă ăț ș ș
propria pagin , dac  nu controleaz  acele pagini.ă ă ă
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PageRank simplificat nu func ioneazăț
Dup  cum vom vedea, calculul PageRank prin simularea surferilor aleatori esteă
un proces care consum  mult timp.ă  S-ar putea crede c  pur i simplu num rândă ăș
num rul de link-uri pentru fiecare pagin  ar fi o bun  aproximare a loculuiă ă ă
surferii întâmpl tori s-ar termina.ă  Cu toate acestea, dac  doar asta am f cut, atunciă ă
ipoteticul vânz tor de c m i ar putea crea pur i simplu o „ferm  de spam” de un milionă ă ă ăș ș
pagini, fiecare dintre ele legându-se la pagina c m ii sale.ă ăș  Apoi, pagina c m ii arată ă ăș
foarte important i un motor de c utare ar fi p c lit.ă ă ăș
Aceste dou  tehnici împreun  o îngreuneaz  foarte mult pentru c ma a ipotetică ă ă ă ăș
vânz tor pentru a p c li Google.ă ă ă  În timp ce vânz torul de c m i poate ad uga în continuare „film” la pagina sa,ă ă ă ăș
faptul c  Google a crezut ceea ce spun alte pagini despre el, peste ceea ce spune elă
despre sine ar nega utilizarea termenilor fal i.ș  Contram sura evidentă ă
este ca vânz torul de c m i s  î i creeze multe pagini i s  se conecteze la c maă ă ă ă ă ă ăș ș ș ș
pagina de vânzare cu un link pe care scrie „film”. Dar acele pagini nu ar fi date
mult  importan  de PageRank, deoarece alte pagini nu ar face leg tura cu acestea.ă ă ăț  The
vânz torul de c m i ar putea crea multe linkuri între propriile sale pagini, dar niciuna dintre acesteaă ă ăș
paginile ar avea mult  importan  în conformitate cu algoritmul PageRank iă ăț ș
prin urmare, tot nu ar fi în stare s -l p c leasc  pe Google s  cread  c  pagina lui eraă ă ă ă ă ă ă
despre filme.
Este rezonabil s  ne întreb m de ce ar trebui s  ne permit  simularea surferilor aleatoriă ă ă ă
aproximeaz  no iunea intuitiv  de „importan ” a paginilor.ă ă ăț ț  Sunt două
motiva ii conexe care au inspirat aceast  abordare.ăț
• Utilizatorii Web „voteaz  cu picioarele”.ă  Au tendin a de a plasa linkuri c tre paginiăț
ei consider  c  sunt pagini bune sau utile de privit, mai degrab  decât rele sau inutileă ă ă
pagini.

• Comportamentul unui surfer aleatoriu indic  ce pagini sunt utilizatorii de pe Webă
sunt susceptibile de a vizita. Utilizatorii au mai multe anse s  viziteze pagini utile decât inutileăș
pagini.
Dar, indiferent de motiv, m sura PageRank a fost dovedit  empirică ă
s  func ioneze i a a vom studia în detaliu modul în care este calculat.ă ț ș ș



5.1.2 Defini ia PageRankț
PageRank este o func ie care atribuie un num r real fiec rei pagini de pe Webă ăț
(sau cel pu in c tre acea por iune a Web-ului care a fost accesat cu crawlere i la linkurile saleăț ț ș
descoperit). Inten ia este c  cu cât este mai mare PageRank-ul unei pagini, cu atât mai multăț
„Important” este. Nu exist  un algoritm fix pentru atribuirea PageRank,ă
i, de fapt, varia iile ideii de baz  pot modifica PageRank-ul relativ al oric ruiă ăș ț

dou  pagini.ă  Începem prin a defini PageRank-ul de baz , idealizat, i îl urm mă ăș
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prin modific ri care sunt necesare pentru a face fa  unor probleme din lumea reală ă ăț
referitoare la structura Web-ului.
Gândi i-v  la Web ca la un grafic direc ionat, unde paginile sunt nodurile i acoloăț ț ș
este un arc de la pagina p 1 la pagina p 2 dac  exist  unul sau mai multe linkuri de la pă ă  1 la p 2 .
Figura 5.1 este un exemplu de versiune mic  a Web-ului, unde exist  doar patruă ă
pagini. Pagina A are leg turi c tre fiecare dintre celelalte trei pagini;ă ă  pagina B are leg turi c treă ă
Numai A i D;ș  pagina C are o leg tur  doar c tre A, iar pagina D are leg turi c tre B i Că ă ă ă ă ș
numai.
B
A
C
D
Figura 5.1: Un exemplu ipotetic al Web-ului
S  presupunem c  un surfer aleator începe la pagina A din Fig. 5.1.ă ă  Exist  leg turi c tre B,ă ă ă
C i D, deci acest surfer va fi în continuare la fiecare dintre acele pagini cu probabilitateș
1/3 i are zero probabilitate de a fi la A. Un surfer aleator la B are, laș
pasul urm tor, probabilitatea 1/2 de a fi la A, 1/2 de a fi la D i 0 de a fi laă ș
B sau C.
În general, putem defini matricea de tranzi ie a Webului pentru a descrie ceț
se întâmpl  surferilor întâmpl tori dup  un pas.ă ă ă  Aceast  matrice M are n rânduri iă ș
coloane, dac  exist  n pagini.ă ă  Elementul m ij din rândul i i coloana j are valoareș
1 / k dac  pagina j are k arcuri afar , iar una dintre ele este pagina i.ă ă  În caz contrar, m ij = 0.
Exemplul 5.1: Matricea de tranzi ie pentru re eaua din Fig. 5.1 esteț ț
M = ��



0
1/2 1
0
1/3
0
0 1/2
1/3
0
0 1/2
1/3 1/2 0
0





În aceast  matrice, ordinea paginilor este cea natural , A, B, C i D. Astfel,ă ă ș
prima coloan  exprim  faptul, deja discutat, c  un surfer la A are ună ă ă
1/3 probabilitate ca urm toarea s  fie la fiecare dintre celelalte pagini.ă ă  A doua coloană
exprim  faptul c  un surfer la B are 1/2 probabilitate de a fi urm torul la Aă ă ă
i acela i lucru cu a fi la D. Cea de-a treia coloan  spune c  un surfer la C este sigur că ă ăș ș

fii la A next. Ultima coloan  spune c  un surfer la D are o probabilitate de 1/2 de a fiă ă
urm torul la B i la fel la C. ă ✷ș
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Distribu ia probabilit ii pentru loca ia unui surfer aleator poate fiăț ț ț



descris de un vector coloan  a c rui component  j este probabilitatea caă ă ă
surfer este la pagina j. Aceast  probabilitate este func ia PageRank (idealizat ).ă ăț
S  presupunem c  începem un surfer aleatoriu la oricare dintre cele n pagini de pe Web cuă ă
probabilitate egal .ă  Apoi vectorul ini ial vț  0 va avea 1 / n pentru fiecare component .ă
Dac  M este matricea de tranzi ie a Web-ului, atunci dup  un pas, distribu iaă ăț ț
al surferului va fi Mv 0 , dup  doi pa i va fi M (Mvă ș  0 ) = M 2 v 0 i a aș ș
pe. În general, înmul ind vectorul ini ial vț ț  0 cu M un total de i ori va fi
da i-ne distribu ia surferului dup  i pa i.ăț ț ș
Pentru a vedea de ce multiplicarea unui vector de distribu ie v cu M d  distribu iaăț ț
x = Mv la pasul urm tor, motiv m dup  cum urmeaz .ă ă ă ă  Probabilitatea x i ca a
surferul aleatoriu va fi la nodul i la pasul urm tor, este ă ∑ j m ij v j . Aici, m ij este
probabilitatea ca un surfer la nodul j s  se deplaseze la nodul i la pasul urm tor (adeseaă ă
0 deoarece nu exist  nicio leg tur  de la j la i), iar vă ă ă  j este probabilitatea ca surferul
a fost la nodul j la pasul anterior.
Acest tip de comportament este un exemplu al teoriei antice a proceselor Markov.
Se tie c  distribu ia surferului se apropie de o distribu ie limitativă ăș ț ț
v care satisface v = Mv, cu condi ia s  fie îndeplinite dou  condi ii:ă ăț ț
1. Graficul este puternic conectat; adic  este posibil s  ob ine i de la oricareă ă ț ț
nod c tre orice alt nod.ă
2. Nu exist  fund turi: noduri care nu au arcuri afar .ă ă ă
Re ine i c  Fig. 5.1 îndepline te ambele condi ii.ăț ț ș ț
Limita este atins  atunci când înmul i i distribu ia cu M alt  dată ă ăț ț ț
nu modific  distribu ia.ă ț  În al i termeni, v-ul limitativ este un eigenvec-ț
torul lui M (un vector propriu al unei matrice M este un vector v care satisface v = Mv pentruλ
unele valori proprii constante ).λ  De fapt, pentru c  M este stocastic, ceea ce înseamn  c  esteă ă ă
fiecare coloan  adaug  câte 1, v este vectorul propriu principal (propriul s u asociată ă ă
valoarea este cea mai mare dintre toate valorile proprii). De asemenea, re ine i c , deoarece M este stocastic,ăț ț
valoarea proprie asociat  cu vectorul propriu principal este 1.ă
Vectorul propriu principal al lui M ne spune unde este cel mai probabil surferul
fie dup  mult timp.ă  Aminti i-v  c  intui ia din spatele PageRank este că ă ăț ț
cu cât este mai probabil ca un surfer s  fie la o pagin , cu atât este mai important  pagina.ă ă ă  Noi
poate calcula vectorul propriu principal al lui M începând cu vectorul ini ialț
v 0 i înmul ind cu M de câteva ori, pân  când vectorul pe care îl ob inem arată ăș ț ț
mic  schimbare la fiecare rund .ă ă  În practic , pentru Web în sine, 50-75 de itera ii suntă ț
suficient pentru a converge în limitele de eroare ale aritmeticii cu precizie dubl .ă
Exemplul 5.2: S  presupunem c  aplic m procesul descris mai sus matriceiă ă ă
M din exemplul 5.1. Deoarece exist  patru noduri, vectorul ini ial vă ț  0 are patru
componente, fiecare 1/4. Secven a de aproxim ri la limita pe care noiăț
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Rezolvarea ecua iilor liniareț
Dac  v  uita i la „Web” cu 4 noduri din Exemplul 5.2, a i putea crede că ă ăț ț
modalitatea de a rezolva ecua ia v = Mv este prin eliminare gaussian .ăț  Intr-adevar,
în acest exemplu, am argumentat care ar fi limita, în esen , f cândă ăț
asa de. Cu toate acestea, în exemple realiste, unde exist  zeci sau sute deă
miliarde de noduri, eliminarea Gaussian  nu este fezabil .ă ă  Motivul este că
Eliminarea gaussian  necesit  timp cubic în num rul de ecua ii.ă ă ă ț
Astfel, singura modalitate de a rezolva ecua ii pe aceast  scar  este s  itera i ca i noiă ă ăț ț ș
au sugerat. Chiar i aceast  itera ie este p tratic  la fiecare rund , dar noiă ă ă ăș ț
o poate accelera profitând de faptul c  matricea M este foarteă
rar; exist  în medie aproximativ zece linkuri pe pagin , adic  zece diferite de zeroă ă ă
intr ri pe coloan .ă ă
Mai mult, exist  o alt  diferen  între calculul PageRankă ă ăț
i rezolvarea ecua iilor liniare.ș ț  Ecua ia v = Mv are un num r infinităț

de solu ii, deoarece putem lua orice solu ie v, înmul im componentele sale cuț ț ț
orice constant  fix  ă ă c i ob ine i o alt  solu ie la aceea i ecua ie.ăș ț ț ț ș ț  Cand
includem constrângerea c  suma componentelor este 1, a a cum am avută ș
gata, atunci vom ob ine o solu ie unic .ăț ț
ob ine înmul ind la fiecare pas cu M este:ț ț




1/4
1/4



1/4
1/4





, ��



24 septembrie
24.05
24.05
24.05





, ��



15/48
48.11.11
48.11.11
48.11.11





, ��



11/32
32.07
32.07
32.07





, ..., ��



3/9
2/9
2/9
2/9





Observa i c  în acest exemplu, probabilit ile pentru B, C i D r mână ă ăț ț ș
la fel. Este u or de v zut c  B i C trebuie s  aib  întotdeauna acelea i valoriă ă ă ăș ș ș
itera ie, deoarece rândurile lor din M sunt identice.ț  Pentru a ar ta c  valorile lor suntă ă
De asemenea, la fel ca valoarea pentru D, o dovad  inductiv  func ioneaz  i o l s m caă ă ă ă ăț ș
un exercitiu. Având în vedere c  ultimele trei valori ale vectorului limitativ trebuie s  fieă ă
la fel, este u or s  descoperi i limita secven ei de mai sus.ăș ț ț  Primul rând al
M ne spune c  probabilitatea lui A trebuie s  fie 3/2 celelalte probabilit i, deciă ă ăț
limita are probabilitatea A egal  cu 3/9 sau 1/3, în timp ce probabilitatea pentruă
alte trei noduri sunt 2/9.
Aceast  diferen  de probabilitate nu este mare.ă ăț  Dar în web-ul real, cu miliarde
de noduri de importan  foarte variabil , adev rata probabilitate de a fi la un nodă ă ăț



ca www.amazon.com este ordinele de m rime mai mari decât probabilitatea deă
noduri tipice. ✷
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5.1.3 Structura Web-ului
Ar fi frumos dac  Web-ul ar fi conectat puternic, precum Fig. 5.1.ă  Cu toate acestea, ea
nu este, în practic .ă  Un studiu timpuriu al Web-ului a constatat c  are structuraă
prezentat în Fig. 5.2. A existat o component  mare puternic conectat  (SCC), dară ă
au existat alte câteva por ii care erau aproape la fel de mari.ț
1. Componenta integrat , format  din pagini care ar putea ajunge la SCC după ă ă
link-uri lowing, dar nu au putut fi accesate de la SCC.
2. Componenta exterioar , format  din pagini accesibile din SCC, dar neadecvateă ă
capabil s  ajung  la CSC.ă ă
3. Varcuri, care sunt de dou  tipuri.ă  Unele grinzi constau din pagini accesibile
de la component , dar nu este capabil s  ajung  la component .ă ă ă ă  The
alte fluturi pot ajunge la componenta exterioar , dar nu sunt accesibileă
componenta exterioar .ă
Componenta
Tuburi
Puternic
Conectat
Componenta
În
Componenta
Afară
Afară
Varcuri
În
Varcuri
Deconectat
Componente
Figura 5.2: Imaginea „papion” a Web-ului
În plus, au existat un num r mic de pagini g site fie înă ă
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(a) Tuburi, care sunt pagini accesibile din component  i care pot ajungeă ș
componenta exterioar , dar incapabil  s  ajung  la SCC sau s  poat  fi atins  de laă ă ă ă ă ă ă
SCC.
(b) Componente izolate care nu pot fi atinse de componentele mari (
SCC, componente de intrare i de ie ire) i nu pot atinge aceste componente.ș ș ș
Mai multe dintre aceste structuri încalc  ipotezele necesare pentruă
itera ia procesului pentru a converge la o limit .ăț  De exemplu, atunci când un surfer aleatoriu
intr  în componenta exterioar , nu pot pleca niciodat .ă ă ă  Ca urmare, surferii încep
fie în SCC, fie în component , se vor termina fie în exterioră
component  sau o tendril  în afara componentei.ă ă  Astfel, nicio pagin  din SCC sauă
componenta se termin  cu orice probabilitate ca un surfer s  fie acolo.ă ă  Dac  interpret mă ă
aceast  probabilitate ca m surare a importan ei unei pagini, apoi concluzion m în mod falsă ă ăț
c  nimic din SCC sau din component  nu are nicio importan .ă ă ăț
Ca rezultat, PageRank este de obicei modificat pentru a preveni astfel de anomalii. Acolo
sunt într-adev r dou  probleme pe care trebuie s  le evit m.ă ă ă ă  În primul rând este impasul, o pagin  careă
nu are linkuri. Surferii care ajung la o astfel de pagin  dispar, iar rezultatul este acelaă
în limit , nicio pagin  care poate ajunge la un punct mort nu poate avea deloc niciun PageRank.ă ă
A doua problem  este grupurile de pagini care au toate outlinkuri, dar nu au niciodată ă
link c tre orice alte pagini.ă  Aceste structuri se numesc capcane pentru p ianjeni.ă  3 Ambele acestea
problemele sunt rezolvate printr-o metod  numit  „impozitare”, unde presupunem o întâmplareă ă
surferul are o probabilitate finit  de a p r si Web-ul la orice pas i noi surferiă ă ă ș
sunt începute la fiecare pagin .ă  Vom ilustra acest proces pe m sur  ce studiem fiecareă ă
cele dou  cazuri problematice.ă

5.1.4 Evitarea impasurilor
Aminti i-v  c  o pagin  f r  niciun link se nume te un punct mort.ă ă ă ă ăț ș  Dac  permitem mor iiă ț
se termin , matricea de tranzi ie a Webului nu mai este stocastic , deoarece unele dintreă ăț
coloanele vor însuma 0 mai degrab  decât 1. O matrice ale c rei sume de coloane sunt laă ă
majoritatea 1 se nume te substochastic.ș  Dac  calcul m Mă ă  i v pentru puteri crescânde ale lui a



matricea substocastic  M, apoi unele sau toate componentele vectorului mergă
la 0. Adic , importan a „se scurge” de pe web i nu ob inem informa iiă ț ș ț ț
despre importan a relativ  a paginilor.ăț
Exemplul 5.3: În Fig. 5.3 am modificat Fig. 5.1 prin eliminarea arcului din
C la A. Astfel, C devine o fund tur .ă ă  În ceea ce prive te surferii aleatori, cândș
un surfer ajunge la C, ei dispar la urm toarea rund .ă ă  Matricea M care
descrie Fig. 5.3 este
M = ��



0
1/2 0
0
1/3
0
0 1/2
1/3
0
0 1/2
1/3 1/2 0
0





3 Acestea se numesc a a deoarece programele care acceseaz  cu crawlere pe Web, înregistrarea paginilor i a linkurilor,ăș ș
sunt adesea denumi i „p ianjeni”.ăț  Odat  ce un p ianjen intr  într-o capcan  pentru p ianjen, nu poate pleca niciodat .ă ă ă ă ă ă
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B
A
C
D
Figura 5.3: C este acum o fund tură ă
Re ine i c  este substocastic, dar nu stocastic, deoarece suma celui de-al treileaăț ț
coloana, pentru C, este 0, nu 1. Iat  secven a vectorilor care rezult  prin pornireă ăț
cu vectorul cu fiecare component  1/4 i înmul ind în mod repetat vectorulă ș ț
de M:





1/4
1/4
1/4
1/4





, ��



3/24
24.05
24.05
24.05








, ��



5/48
7/48
7/48
7/48





, ��



21/288
31/288
31/288
31/288





, ..., ��



0
0
0
0





Dup  cum vedem, probabilitatea ca un surfer s  fie oriunde merge la 0, ca num ră ă ă
de trepte cresc. ✷
Exist  dou  abord ri pentru a face fa  fundurilor.ă ă ă ăț
1. Putem scoate fund turile din grafic i, de asemenea, arunca intr rile loră ăș
arcuri. Dac  face i acest lucru, se pot crea mai multe fund turi, care trebuie, de asemenea, abandonate,ă ăț
recursiv. Cu toate acestea, în cele din urm , ajungem la o conexiune puternică ă
component , nici unul dintre ale c rui noduri nu au fund tur .ă ă ă ă  În ceea ce prive te Fig. 5.2,ș
tergerea recursiv  a fundurilor va elimina p r ile componentei exterioare,ă ăș ț

vânturi i tuburi, dar p r sesc SCC i componenta integral , precum iă ă ăș ș ș
p r i ale oric ror componente mici izolate.ă ăț  4
2. Putem modifica procesul prin care se presupune c  se deplaseaz  surferii aleatoriă ă
despre Web. Aceast  metod , la care ne referim ca „impozitare”, se rezolv  i eaă ă ă ș
problema capcanelor p ianjen, a a c  o vom amâna la Sec iunea 5.1.5.ă ăș ț
Dac  folosim prima abordare, tergerea recursiv  a fundurilor, atunci rezolv mă ă ăș
graficul r mas G prin orice mijloace sunt adecvate, inclusiv impozitulă
metoda dac  ar putea exista capcane de p ianjen în G. Apoi, restaur m graficul, dar p str mă ă ă ă ă
4 S-ar putea s  presupune i c  întreaga component  exterioar  i toate gârlele vor fi eliminate, dară ă ă ăț ș
aminti i-v  c  pot avea în interior componente mai mici puternic conectate, inclusivă ăț
capcane pentru p ianjen, care nu pot fi terse.ă ș

Pagina 204
184
CAPITOLUL 5. ANALIZA LEG TURILORĂ
valorile PageRank pentru nodurile lui G. Noduri nu în G, ci cu predecesori
to i cei din G pot avea PageRank-ul lor calculat prin însumare, peste to i predecesoriiț ț
p, PageRank-ul lui p împ r it la num rul succesorilor lui p din graficul complet.ă ăț
Acum pot exista i alte noduri, nu în G, care au PageRank-ul tuturorș
predecesorii au calculat. Acestea pot avea propriul PageRank calculat de
acela i proces.ș  În cele din urm , toate nodurile din afara G vor avea PageRank-ul loră



calculat; ele pot fi cu siguran  calculate în ordinea opus  celei în careă ăț
au fost terse.ș
B
A
C
D
E
Figura 5.4: Un grafic cu dou  niveluri de fund turiă ă
Exemplul 5.4: Figura 5.4 este o varia ie din Fig. 5.3, unde am introdusț
un succesor E pentru C. Dar E este o fund tur , iar când îl elimin m, iă ă ă ș
intrând din C, descoperim c  C este acum o fund tur .ă ă ă  Dup  îndep rtarea C, nuă ă
mai multe noduri pot fi eliminate, deoarece fiecare dintre A, B i D au arcuri care pleac .ăș  The
graficul rezultat este prezentat în Fig. 5.5.
Matricea pentru graficul din Fig. 5.5 este
M = �


0
1/2 0
1/2
0
1
1/2 1/2 0



Rândurile i coloanele corespund A, B i D în aceast  ordine.ăș ș  Pentru a ob ineț
PageRanks pentru aceast  matrice, începem cu un vector cu toate componentele egaleă
la 1/3 i înmul it în mod repetat cu M. Succesiunea vectorilor pe care o ob inem esteș ț ț


1/3
1/3
1/3



, �


1/6
3/6
2/6



, �


3/12
5/12
4/12



, �


24.05
24.11
24.08



, ..., �


2/9
4/9
3/9



Acum tim c  PageRank-ul lui A este 2/9, PageRank-ul lui B este 4/9,ăș
iar PageRank-ul lui D este 3/9. Mai trebuie s  calcul m PageRanks pentru Că ă
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B
A
D
Figura 5.5: Graficul redus f r  fund turiă ă ă
i E, i o facem în ordinea opus  celei în care au fost terse.ăș ș ș

De când C a fost ters ultima dat , tim c  to i predecesorii s i au PageRanksă ă ăș ș ț
calculat. Ace ti predecesori sunt A i D. În Fig. 5.4, A are trei succesori,ș ș
deci contribuie cu 1/3 din PageRank la C. Pagina D are doi succesori în
Fig. 5.4, deci contribuie cu jum tate din PageRank la C. Astfel, PageRank-ul lui C esteă
1

3 × 2
9

+ 1
2 × 3
9

= 13/54.
Acum putem calcula PageRank pentru E. Acest nod are o singur  pre-ă
decesor, C i C are un singur succesor.ș  Astfel, PageRank-ul lui E este
la fel ca cea a lui C. Re ine i c  sumele din PageRanks dep esc 1, iar eleă ăț ț ș
nu mai reprezint  distribu ia unui surfer aleatoriu.ă ț  Cu toate acestea, ele reprezintă
estim ri decente ale importan ei relative a paginilor.ă ț  ✷
5.1.5 Capcane pentru p ianjen i impozitareă ș
Dup  cum am men ionat, o capcan  de p ianjen este un set de noduri f r  fund turi, dar f r  arcuriă ă ă ă ă ă ă ăț
afar .ă  Aceste structuri pot ap rea inten ionat sau neinten ionat pe web,ă ț ț
i fac ca calculul PageRank s  plaseze tot PageRank înăș

capcane p ianjen.ă
Exemplul 5.5: Lua i în considerare figura 5.6, care este figura 5.1 cu arcul în afara lui Cț
schimbat pentru a indica C însu i.ș  Aceast  schimbare face din C o simpl  capcan  de p ianjenă ă ă ă
nodul. Re ine i c , în general, capcanele pentru p ianjen pot avea multe noduri, i a a cum vom aveaă ăț ț ș ș
vezi în sec iunea 5.4, exist  capcane pentru p ianjen cu milioane de noduri pe care spammeriiă ăț
construi i inten ionat.ț ț
Matricea de tranzi ie pentru Fig. 5.6 esteț
M = ��



0
1/2 0
0
1/3
0
0 1/2
1/3
0
1 1/2
1/3 1/2 0
0





Dac  efectu m itera ia obi nuit  pentru a calcula PageRank-ul nodurilor, noiă ă ăț ș
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B
A
C
D
Figura 5.6: Un grafic cu o capcan  de p ianjen cu un singur nodă ă
ob ineț







1/4
1/4
1/4
1/4





, ��



3/24
24.05
24.11
24.05





, ��



5/48
7/48
29/48
7/48





, ��



21/288
31/288
205/288
31/288





, ..., ��



0
0
1
0





A a cum s-a prezis, tot PageRank-ul se afl  la C, întrucât o dat  acolo exist  un surfer aleatoriuă ă ăș
nu pleca niciodata. ✷
Pentru a evita problema ilustrat  în Exemplul 5.5, modific m calcululă ă



din PageRank permi ând fiec rui surfer aleatoriu o mic  probabilitate de teleportareă ăț
la o pagin  aleatorie, mai degrab  decât s  urmeze un out-link de la pagina lor curent .ă ă ă ă
Pasul iterativ, în care calcul m o nou  estimare vectorial  a PageRanks vă ă ă  ′
din estimarea PageRank actual  v i matricea de tranzi ie M esteă ș ț
v ′ = Mv + (1 - ) e / nβ β
unde  este o constant  aleas , de obicei în intervalul 0,8 - 0,9, e este un vector al tuturorβ ă ă
1 are num rul corespunz tor de componente, iar n este num rul de noduriă ă ă
în graficul web. Termenul Mv reprezint  cazul în care, cu probabilitateβ ă

, surferul aleator decide s  urmeze un out-link din pagina lor actual .β ă ă  The
termenul (1 - ) e / n este un vector fiecare dintre ale c rui componente are valoare (1 - ) / n iβ ă β ș
reprezint  introducerea, cu probabilitatea 1 - , a unui nou surfer aleator laă β
o pagin  aleatorie.ă
Re ine i c , dac  graficul nu are fund turi, atunci probabilitatea de a introduce aă ă ăț ț
noul surfer aleator este exact egal cu probabilitatea ca surferul aleator s  o facă ă
decide s  nu urmeze un link din pagina lor curent .ă ă  În acest caz, este rezonabil
pentru a vizualiza surferul ca hot rând fie s  urmeze un link, fie s  se teleporteze la o întâmplareă ă ă
pagin .ă  Cu toate acestea, dac  exist  funduri, exist  o a treia posibilitate, careă ă ă
este c  surferul nu merge nic ieri.ă ă  Deoarece termenul (1 - ) e / n nu depinde deβ
suma componentelor vectorului v, va exista întotdeauna o frac iuneț
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a unui surfer care opereaz  pe web.ă  Adic , atunci când exist  fundaturi, sumaă ă
dintre componentele lui v poate fi mai mic  de 1, dar nu va ajunge niciodat  la 0.ă ă
Exemplul 5.6: S  vedem modul în care noua abordare a calculului PageRankă
tarifele pe graficul din Fig. 5.6. Vom folosi  = 0,8 în acest exemplu.β  Astfel,
ecua ia pentru itera ie devineț ț
v ′ = ��



0
2/5
0
0
15.04
0
0
2/5
15.04
0
4/5 2/5
15.04.2 / 5
0
0





v + ��



1/20
1/20
1/20
1/20





Observa i c  am încorporat factorul  în M prin înmul irea fiec ruia dintreă β ăț ț
elementele sale de 4/5. Componentele vectorului (1 - ) e / n sunt fiecare 1/20,β
din moment ce 1 -  = 1/5 i n = 4. Iat  primele itera ii:β ăș ț







1/4
1/4
1/4
1/4





, ��



9/60
13/60
25/60
13/60





, ��



41/300
53/300
153/300
53/300





, ��



543/4500
707/4500
2543/4500
707/4500





, ..., ��



15/148
19/148
95/148
19/148





Fiind o capcan  pentru p ianjen, C a reu it s  ob in  mai mult de jum tate din PageRankă ă ă ă ăș ț
pentru sine. Cu toate acestea, efectul a fost limitat i fiecare dintre noduri ob ine uneleș ț
din PageRank. ✷
5.1.6 Utilizarea PageRank într-un motor de c utareă



Dup  ce am v zut cum se calculeaz  vectorul PageRank pentru por iunea Webă ă ă ț
c  un motor de c utare a accesat cu crawlere, ar trebui s  examin m cum sunt aceste informa iiă ă ă ă ț
folosit. Fiecare motor de c utare are o formul  secret  care decide ordinea în careă ă ă
pentru a afi a pagini utilizatorului ca r spuns la o interogare de c utare constând dintr-una sauă ăș
mai mul i termeni de c utare (cuvinte).ăț  Se spune c  Google folose te peste 250 de propriet i diferiteă ăș ț
de pagini, din care se decide o ordine liniar  a paginilor.ă
În primul rând, pentru a fi luat  în considerare pentru clasament, o pagin  trebuie s  aib  laă ă ă ă
cel pu in unul dintre termenii de c utare din interogare.ăț  În mod normal, ponderarea propriet ilorăț
este astfel încât, dac  nu sunt prezen i to i termenii de c utare, o pagin  are foarte pu ine anseă ă ăț ț ț ș
de a fi în top zece care sunt afi ate în mod normal utilizatorului.ș  Printre
pagini calificate, se calculeaz  un scor pentru fiecare i o component  important  aă ă ăș
acest scor este PageRank-ul paginii. Alte componente includ prezen aț
sau absen a termenilor de c utare în locuri proeminente, cum ar fi anteturile sau linkurile c treă ăț
pagina în sine.
5.1.7 Exerci ii pentru sec iunea 5.1ț ț
Exerci iul 5.1.1: Calcula i PageRank-ul fiec rei pagini din Fig. 5.7, presupunândăț ț
f r  impozitare.ă ă
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A
b
c
Figura 5.7: Un exemplu de grafic pentru exerci iiț
Exerci iul 5.1.2: Calcula i PageRank-ul fiec rei pagini din Fig. 5.7, presupunândăț ț

 = 0,8.β
! Exerci iul 5.1.3: S  presupunem c  Web-ul este format dintr-o clic  (set de noduri cu toateă ă ăț
arce posibile de la unul la altul) de n noduri i un singur nod suplimentar careș
este succesorul fiec ruia dintre nodurile din clic .ă ă  Figura 5.8 prezint  acest grafică
pentru cazul n = 4. Determina i PageRank-ul fiec rei pagini, în func ie de năț ț
i .βș

Figura 5.8: Exemplu de grafice discutate în exerci iul 5.1.3ț
!! Exerci iul 5.1.4: Construi i, pentru orice num r întreg n, un web astfel încât, în func ie deăț ț ț

, oricare dintre cele n noduri poate avea cel mai mare PageRank dintre cele n.β  Este
a permis s  existe i alte noduri pe Web în afar  de aceste n.ă ăș
! Exerci iul 5.1.5: Ar ta i prin induc ie pe n c  dac  al doilea, al treilea i al patruleaă ă ăț ț ț ș
componentele unui vector v sunt egale, iar M este matricea de tranzi ie a examenului-ț
p. 5.1, apoi a doua, a treia i a patra component  sunt, de asemenea, egale în Măș  n v
pentru orice n  0.≥
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. . .
Figura 5.9: Un lan  de fund turiăț
Exerci iul 5.1.6: S  presupunem c  elimin m recursiv fund turile din grafic,ă ă ă ăț
rezolva i graficul r mas i estima i PageRank-ul pentru paginile f r  fundă ă ăț ș ț
a a cum este descris în sec iunea 5.1.4.ș ț  S  presupunem c  graficul este un lan  de fund turi, cu capulă ă ăț
de un nod cu o bucl  de sine, a a cum este sugerat în Fig. 5.9.ă ș  Care ar fi pagina-
Rangul atribuit fiec ruia dintre noduri?ă
Exerci iul 5.1.7: Repeta i exerci iul 5.1.6 pentru arborele fundurilor sugerate deț ț ț
Fig. 5.10. Adic , exist  un singur nod cu o bucl  de sine, care este i r d cinaă ă ă ă ăș
a unui arbore binar complet de n niveluri.
. . .
. . .
. . .
. . .
Figura 5.10: Un copac de fund turiă

5.2 Calcul eficient al PageRank
Pentru a calcula PageRank pentru un grafic mare reprezentând Web, avem
pentru a efectua o multiplicare matrice-vector de ordinul a 50 de ori, pân  laă
vectorul este aproape neschimbat la o singur  itera ie.ă ț  La o prim  aproximare,ă
Metoda MapReduce dat  în sec iunea 2.3.1 este potrivit .ă ăț  Cu toate acestea, trebuie s  ne ocup mă ă
cu dou  probleme:ă
1. Matricea de tranzi ie a Web M este foarte rar .ăț  Astfel, reprezentând



prin toate elementele sale este extrem de ineficient. Mai degrab  vrem s  reprezent mă ă ă
matricea prin elementele sale nenule.
2. Este posibil s  nu folosim MapReduce sau, din motive de eficien , ne-am doriă ăț
pentru a utiliza un combinator (a se vedea sec iunea 2.2.4) cu sarcinile H r i pentru a reduceăț ț
cantitatea de date care trebuie transmise de la sarcini de hart  pentru a reduce sarcinile.ă  În
în acest caz, abordarea de striping discutat  în sec iunea 2.3.1 nu este suficientă ăț
pentru a evita utilizarea grea a discului (thrashing).
Discut m solu ia la aceste dou  probleme în aceast  sec iune.ă ă ăț ț
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5.2.1 Reprezentarea matricilor de tranzi ieț
Matricea de tranzi ie este foarte redus , deoarece pagina web medie are aproximativ 10ăț
link-uri externe. Dac , s  zicem, analiz m un grafic de zece miliarde de pagini, atunci doar unulă ă ă
într-un miliard de intr ri nu este 0. Modul corect de reprezentare a oric rei matrici rare esteă ă
pentru a lista loca iile intr rilor diferite de zero i valorile acestora.ăț ș  Dac  folosim 4 octe iă ț
numere întregi pentru coordonatele unui element i un num r de 8 octe i cu precizie dublă ăș ț
pentru valoare, atunci avem nevoie de 16 octe i pe intrare diferit  de zero.ăț  Adic  spa iulă ț
necesar este liniar în num rul de intr ri diferite de zero, mai degrab  decât p tratic înă ă ă ă
latura matricei.
Cu toate acestea, pentru o matrice de tranzi ie a Web-ului, exist  o alt  compresieă ăț
c  putem face.ă  Dac  enumer m intr rile diferite de zero dup  coloan , atunci tim ceă ă ă ă ă ș
fiecare intrare diferit  de zero este;ă  este împ r it la gradul exterior al paginii.ă ț  Putem
reprezint  astfel o coloan  cu un întreg pentru gradul exterior i un întregă ă ș
pe intrare diferit  de zero din acea coloan , indicând num rul rândului unde se afl  acea intrareă ă ă ă
este localizat. Astfel, avem nevoie de pu in mai mult de 4 octe i pe intrare diferit  de zeroăț ț
reprezint  o matrice de tranzi ie.ă ț
Exemplul 5.7: S  relu m exemplul graficului web din Fig. 5.1, a c ruiă ă ă
matricea de tranzi ie esteț
M = ��



0
1/2 1
0
1/3
0
0 1/2
1/3
0
0 1/2
1/3 1/2 0
0





Aminti i-v  c  rândurile i coloanele reprezint  nodurile A, B, C i D, în acelă ă ăț ș ș
Ordin. În Fig. 5.11 este o reprezentare compact  a acestei matrice.ă  5
Destina ii ale gradului sursăț
A
3
B, C, D
B
2
ANUNȚ
C
1
A
D
2
B, C
Figura 5.11: Reprezenta i o matrice de tranzi ie dup  gradul exterior al fiec rui nod iă ăț ț ș
lista succesorilor s iă
De exemplu, intrarea pentru A are gradul 3 i o list  de trei succesori.ăș



Din acel rând din Fig. 5.11 putem deduce c  coloana pentru A din matricea Mă
are 0 în rând pentru A (deoarece nu este pe lista destina iilor) i 1/3 înț ș
rândurile pentru B, C i D. tim c  valoarea este 1/3 deoarece gradulăș Ș
coloana din Fig. 5.11 ne spune c  exist  trei leg turi din A. ă ă ă ✷
5 Deoarece M nu este rar, aceast  reprezentare nu este foarte util  pentru M. Cu toate acestea,ă ă
Exemplul ilustreaz  procesul de reprezentare a matricelor în general, iar matricea este mai rară ă
este, cu atât aceast  reprezentare va economisi mai mult.ă
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5.2.2 Iterarea PageRank folosind MapReduce
O itera ie a algoritmului PageRank implic  luarea unei estim ri de pagină ă ăț
Claseaz  vectorul v i calculeaz  urm toarea estimare vă ă ăș  ′ cu
v ′ = Mv + (1 - ) e / nβ β
Reamintim  este o constant  pu in mai mic  de 1, e este un vector al tuturor 1 i n esteβ ă ăț ș
num rul de noduri din graficul pe care îl reprezint  matricea de tranzi ie M.ă ă ț
Dac  n este suficient de mic încât fiecare sarcin  de hart  s  poat  stoca întregul vector v în maină ă ă ă ă
memorie i, de asemenea, au loc în memoria principal  pentru vectorul de rezultat văș  ′ , apoi acolo
este pu in mai mult aici decât o multiplicare matrice-vector.ț  Pa ii suplimentariș
sunt s  înmul easc  fiecare component  a Mv cu constanta  i s  adauge (1 - ) / n laă ă ă β ă βț ș
fiecare component .ă
Cu toate acestea, este probabil, având în vedere dimensiunea Web-ului de ast zi, c  v este prea multă ă
mare pentru a se potrivi în memoria principal .ă  A a cum am discutat în sec iunea 2.3.1, metodaș ț
de dungi, unde rupem M în dungi verticale (vezi Fig. 2.4) i rupem vș
în dungi orizontale corespunz toare, ne va permite s  execut m MapReduceă ă ă
procesa i eficient, f r  mai mult de v la o sarcin  de hart  decât poate convenabilă ă ă ăț
încap în memoria principal .ă
5.2.3 Utilizarea combinatorilor pentru a consolida vectorul de rezultate
Exist  dou  motive pentru care metoda sec iunii 5.2.2 ar putea s  nu fie adecvat .ă ă ă ăț
1. S-ar putea s  dorim s  ad ug m termeni pentru vă ă ă ă  ′
i , a i-a component  a vectorului de rezultată
v, la sarcinile Hart .ă  Aceast  îmbun t ire este aceea i cu utilizarea unui combinator,ă ă ăț ș
deoarece func ia Reduce adaug  pur i simplu termeni cu o cheie comun .ă ăț ș  Reamintim
c  pentru o implementare MapReduce a multiplic rii matrice-vector,ă ă
cheia este valoarea lui i pentru care este destinat un termen m ij v j .
2. S-ar putea s  nu folosim deloc MapReduce, ci mai degrab  s  execut m iter-ă ă ă ă
pas de ac iune la o singur  ma in  sau o colec ie de ma ini.ă ăț ș ț ș
Vom presupune c  încerc m s  implement m un combinator împreună ă ă ă ă
cu o sarcin  de hart ;ă ă  al doilea caz folose te în esen  aceea i idee.ăș ț ș
S  presupunem c  folosim metoda stripe pentru a parti iona o matrice iă ă ț ș
vector care nu se încadreaz  în memoria principal .ă ă  Apoi o band  vertical  din matriceă ă
M i o band  orizontal  din vectorul v vor contribui la toate componenteleă ăș
a vectorului de rezultat v ′ . Deoarece acel vector are aceea i lungime ca v, nu va aveaș
încap în memoria principal  fie.ă  Mai mult, deoarece M este stocat coloan  cu coloan  pentruă ă
Din motive de eficien , o coloan  poate afecta oricare dintre componentele lui vă ăț  ′ . Ca rezultat,
este pu in probabil ca atunci când trebuie s  ad ug m un termen la o component  vă ă ă ăț  ′
eu , asta
componenta va fi deja în memoria principal .ă  Astfel, majoritatea termenilor vor necesita
ca o pagin  s  fie adus  în memoria principal  pentru ao ad uga la componenta corespunz toare.ă ă ă ă ă ă
Aceast  situa ie, numit  thrashing, necesit  ordine de m rime prea mult timpă ă ă ăț
fezabil.
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O strategie alternativ  se bazeaz  pe parti ionarea matricei în kă ă ț  2 blocuri,
în timp ce vectorii sunt înc  parti iona i în k dungi.ă ț ț  O imagine, care arată
diviziunea pentru k = 4, este în Fig. 5.12. Re ine i c  nu am ar tat multiplica-ă ăț ț
ziunea matricei prin  sau adaosul de (1 - ) e / n, deoarece ace ti pa i suntβ β ș ș
simpl , indiferent de strategia pe care o folosim.ă
v
v
v
v
4
1
2



3
v
v
v
v
4
1
2
3
M
M
M
M
M
M
M
M
M
M
M
M
M
M
M
11
M
12
13
14
21
22
23
24
31
32
33
34
41
42
43
'
'
'
'
44
=
Figura 5.12: Parti ionarea unei matrice în blocuri p trateăț
În aceast  metod , folosimă ă  sarcini k 2 Map. Fiecare sarcin  prime te un p trat dină ăș
matricea M, s  spunem Mă  ij i o band  a vectorului v, care trebuie s  fie vă ăș  j . În tiin areș ț
c  fiecare band  a vectorului este trimis  la k sarcini de hart  diferite;ă ă ă ă  v j este trimis la
gestionarea sarcinii M ij pentru fiecare dintre cele k valori posibile ale lui i. Astfel, v este transmis
prin re ea de k ori.ț  Cu toate acestea, fiecare bucat  din matrice este trimis  o singur  dat .ă ă ă ă
Deoarece dimensiunea matricei, codificat  corect a a cum este descris în sec iunea 5.2.1, poateă ș ț
este de a teptat s  fie de câteva ori mai mare decât vectorul, costul transmisiei esteăș
nu mult mai mare decât minimul posibil. i pentru c  facem astaăȘ
combinând considerabil la sarcinile H r ii, salv m pe m sur  ce datele sunt transmise dină ă ă ăț
Asocia i sarcinile la sarcinile Reduce i.ț ț
Avantajul acestei abord ri este c  putem p stra ambele benzi aă ă ă
v i banda i de vș  ′ în memoria principal  pe m sur  ce proces m Mă ă ă ă  ij . Re ine i c  toateăț ț
termenii genera i din Mț  ij i vș  j contribuie la v ′
i i nici o alt  band  de vă ăș  ′ .
5.2.4 Reprezentarea blocurilor matricei de tranzi ieț
Deoarece reprezent m matricile de tranzi ie în modul special descris înă ț
Sec iunea 5.2.1, trebuie s  lu m în considerare modul în care sunt reprezentate blocurile din Fig. 5.12.ă ăț
Din p cate, spa iul necesar pentru o coloan  de blocuri (o „band ” a a cum am numit-oă ă ăț ș
mai devreme) este mai mare decât spa iul necesar benzii în ansamblu, dar nuț
prea mult mai mare.
Pentru fiecare bloc, avem nevoie de date despre toate acele coloane care au cel pu in unaț
intrare diferit  de zero în cadrul blocului.ă  Dac  k, num rul de dungi din fiecare dimensiune,ă ă
este mare, atunci majoritatea coloanelor nu vor avea nimic în majoritatea blocurilor din banda sa. Pentru
un bloc dat, nu trebuie doar s  list m acele rânduri care au o intrare diferit  de zeroă ă ă
coloana respectiv , dar trebuie s  repet m ă ă ă gradul de ie ire pentru nodul reprezentat deș
coloana. În consecin , este posibil ca gradul extern s  se repete caă ăț
de multe ori ca i gradul în sine.ș  Aceast  observa ie se limiteaz  de deasupraă ăț
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spa iul necesar pentru a stoca blocurile unei benzi la dublul spa iului necesar pentru a stocaț ț
banda în ansamblu.
ABCD
A
B
C
D
Figura 5.13: Un grafic cu patru noduri este împ r it în patru blocuri 2-pe-2ă ț
Exemplul 5.8: S  presupunem c  matricea din Exemplul 5.7 este parti ionat  înă ă ăț
blocuri, cu k = 2. Adic , cadranul din stânga sus reprezint  leg turi de la A sauă ă ă
De la B la A sau B, cadranul din dreapta sus reprezint  leg turi de la C sau D la A sauă ă
B, i a a mai departe.ș ș  Se pare c  în acest mic exemplu, singura intrare pe care noiă
poate evita este intrarea pentru C în M 22 , deoarece C nu are arcuri nici la C, nici la D.
Tabelele care reprezint  fiecare dintre cele patru blocuri sunt prezentate în Fig. 5.14.ă
Dac  examin m Fig. 5.14 (a), vedem reprezentarea quad-stânga susă ă
declama. Observa i c  gradele pentru A i B sunt acelea i ca în Fig. 5.11, deoareceăț ș ș
trebuie s  cunoa tem întregul num r de succesori, nu num rul succesoriloră ă ăș
în cadrul blocului relevant. Cu toate acestea, fiecare succesor al lui A sau B este reprezentat
în Fig. 5.14 (a) sau Fig. 5.14 (c), dar nu ambele. Observa i, de asemenea, c  în Fig. 5.14 (d),ăț
nu exist  nicio intrare pentru C, deoarece nu exist  succesori ai lui C în partea inferioară ă ă
jum tate din matrice (rândurile C i D).ă ș  ✷
5.2.5 Alte abord ri eficiente ale itera iei PageRankă ț
Algoritmul discutat în sec iunea 5.2.3 nu este singura op iune.ț ț  Vom discuta
alte câteva abord ri care utilizeaz  mai pu ine procesoare.ă ă ț  Ace ti algoritmi partajeaz  cuăș
algoritmul din Sec iunea 5.2.3 proprietatea bun  c  matricea M este doar citită ă ăț
o dat , de i vectorul v este citit de k ori, unde se alege parametrul kă ș
astfel încât 1 / kth din vectorii v i vș  ′ poate fi inut în memoria principal .ăț  Reamintim că
algoritmul din Sec iunea 5.2.3 folose te kț ș  2 procesoare, presupunând c  toate sarcinile H r ii suntă ă ț
executat în paralel la diferite procesoare.
Putem atribui toate blocurile dintr-un rând de blocuri unei singure sarcini de hart  iă ș
reduce i astfel num rul de sarcini de hart  la k.ă ăț  De exemplu, în Fig. 5.12, M 11 ,
M 12 , M 13 i Mș  14 vor fi atribuite unei singure sarcini de hart .ă  Dac  reprezent mă ă
blocuri ca în Fig. 5.14, putem citi blocurile dintr-un rând de blocuri unul câte unul,
deci matricea nu consum  o cantitate semnificativ  de memorie principal .ă ă ă  La
în acela i timp în care citim Mș  ij , trebuie s  citim banda vectorial  vă ă  j . Ca rezultat,
fiecare dintre sarcinile k Hart  cite te întregul vector v, împreun  cu 1 / kth dină ăș
matrice.
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Destina ii ale gradului sursăț
A
3
B
B
2
A
(a) Reprezentarea lui M 11 conectând A i B la A i Bș ș
Destina ii ale gradului sursăț
C
1
A
D
2
B
(b) Reprezentarea lui M 12 conectând C i D la A i Bș ș
Destina ii ale gradului sursăț
A
3
C, D
B
2
D
(c) Reprezentarea lui M 21 conectând A i B la C i Dș ș



Destina ii ale gradului sursăț
D
2
C
(d) Reprezentarea lui M 22 conectând C i D la C i Dș ș
Figura 5.14: Reprezentare rar  a blocurilor unei matriceă
Lucrarea care cite te M i v este deci aceea i ca i pentru algoritmul Sec-ș ș ș ș
5.2.3, dar avantajul acestei abord ri este c  fiecare sarcin  de hart  se poate combinaă ă ă ă
to i termenii pentru por iunea vț ț  ′
i pentru care este exclusiv responsabil. În altele
cuvintele, sarcinile de reducere nu au altceva de f cut decât s  concateneze buc ile de vă ă ăț  ′
primit de la k sarcini Harta.
Putem extinde aceast  idee la un mediu în care MapReduce nu este utilizat.ă
S  presupunem c  avem un singur procesor, cu M i v stocate pe discul s u, folosindă ă ăș
aceea i reprezentare rar  pentru M pe care am discutat-o.ăș  Mai întâi putem simula
prima sarcin  Map, cea care folose te blocurile Mă ș  11 pân  la Mă  1k i toate de la v laș
calculeaz  vă  ′
1 . Apoi simul m cea de-a doua sarcin  a h r ii, citind Mă ă ă ț  21 pân  la Mă  2k

i tot din v pentru a calcula vș  ′
2 i a a mai departe.ș ș  În ceea ce prive te algoritmii anteriori, noi astfelș
citi i M o dat  i vk ori.ăț ș  Putem face k cât mai mic posibil, sub rezerva
constrângere c  exist  suficient  memorie principal  pentru a stoca 1 / kth din v i 1 / kth dină ă ă ă ș
v ′ , împreun  cu o por iune cât mai mic  de M pe care o putem citi de pe disc (de obicei, unaă ăț
bloc de disc).
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5.2.6 Exerci ii pentru sec iunea 5.2ț ț
Exerci iul 5.2.1: S  presupunem c  dorim s  stoc m o matrice boolean  n × n (0 iă ă ă ă ăț ș
1 numai elemente). L-am putea reprezenta prin bi i în i i sau am puteaț ș ș
reprezint  matricea prin listarea pozi iilor 1 ca perechi de numere întregi, fiecareă ț
întreg care necesit  logă ⌈  2 n  bi i.ț⌉  Primul este potrivit pentru matrici dense; the
acesta din urm  este potrivit pentru matrici rare.ă  Cât de rar trebuie s  fie matricea (adic  ceă ă
frac iunea din elemente ar trebui s  fie 1) pentru salvarea reprezent rii rareă ăț
spa iu?ţ
Exerci iul 5.2.2: Folosind metoda sec iunii 5.2.1, reprezenta i tranzi iaț ț ț ț
matrici ale urm toarelor grafice:ă
(a) Figura 5.4.
(b) Figura 5.7.
Exerci iul 5.2.3: Folosind metoda sec iunii 5.2.4, reprezenta i tranzi iaț ț ț ț
matricile grafului din Fig. 5.3, presupunând c  blocurile au latura 2.ă
Exerci iul 5.2.4: Lua i în considerare un grafic web care este un lan , cum ar fi Fig. 5.9, cuț ț ț
n noduri. Ca o func ie a lui k, pe care o pute i presupune c  împarte n, descrie iăț ț ț
reprezentarea matricei de tranzi ie pentru acest grafic, folosind metodaț
Sec iunea 5.2.4ț

5.3 PageRank sensibil la subiect
Exist  mai multe îmbun t iri pe care le putem aduce la PageRank.ă ă ăț  Unul, de studiat
în aceast  sec iune, este c  putem cânt ri mai mult anumite pagini din cauza loră ă ăț
subiect. Mecanismul pentru aplicarea acestei ponder ri este de a modifica modul aleatoriuă
surferii se comport , f cându-i s  prefere s  aterizeze pe o pagin  despre care se tie c  acoperă ă ă ă ă ă ăș
subiect ales. În sec iunea urm toare, vom vedea cum poate ideea sensibil  la subiectă ăț
de asemenea, pentru a anula efectele unui nou tip de spam, numit „'link spam”,
care sa dezvoltat pentru a încerca s  p c leasc  algoritmul PageRank.ă ă ă ă

5.3.1 Motiva ia pentru Page Rank-ul sensibil la subiectț
Oamenii diferi i au interese diferite i, uneori, interese diferite suntț ș
exprimat folosind acela i termen într-o interogare.ș  Exemplul canonic este c utareaă
interogare jaguar, care s-ar putea referi la animal, automobil, o versiune a
Sistem de operare MAC sau chiar o consol  de jocuri antic .ă ă  Dac  un motor de c utareă ă
poate deduce c  utilizatorul este interesat de automobile, de exemplu, atunci poateă
face i o treab  mai bun  de a returna paginile relevante utilizatorului.ă ăț
În mod ideal, fiecare utilizator ar avea un vector PageRank privat care oferă
importan a fiec rei pagini pentru utilizatorul respectiv.ăț  Nu este fezabil s  stoca i un vector deă ț
lungime de multe miliarde pentru fiecare dintre un miliard de utilizatori, deci trebuie s  facem cevaă
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mai simplu. Abordarea PageRank sensibil  la subiect creeaz  un vector pentru fiecare dintre eleă ă
un num r mic de subiecte, influen ând PageRank pentru a favoriza paginile acelui subiect.ă ț
Ne str duim apoi s  clasific m utilizatorii în func ie de gradul de interes al acestoraă ă ă ț
fiecare dintre subiectele selectate. De i cu siguran  pierdem o anumit  acurate e, beneficiul esteă ăș ț ț
c  stoc m doar un vector scurt pentru fiecare utilizator, mai degrab  decât un vector enormă ă ă
pentru fiecare utilizator.
Exemplul 5.9: Un set de subiecte utile îl constituie cele 16 categorii de nivel superior (sport, medicin )ă
icine etc.) din Open Directory (DMOZ). 6
Am putea crea 16 PageRank
vectori, câte unul pentru fiecare subiect. Dac  am putea stabili dac  utilizatorul este interesată ă
într-unul dintre aceste subiecte, poate prin con inutul paginilor pe care le au recentț
vizualizat, atunci am putea folosi vectorul PageRank pentru subiectul respectiv atunci când decidem
pe clasamentul paginilor. ✷
5.3.2 Plimb ri aleatorii p rtinitoareă ă
S  presupunem c  am identificat câteva pagini care reprezint  un subiect precum „sportul”.ă ă ă
Pentru a crea un PageRank sensibil la subiect pentru sport, putem aranja acest lucru aleatoriu
surferii sunt introdu i doar într-o pagin  sportiv  aleatorie, mai degrab  decât într-o întâmplareă ă ăș
pagin  de orice fel.ă  Consecin a acestei alegeri este c  sunt surferi aleatoriiăț
probabil s  se afle pe o pagin  de sport identificat  sau pe o pagin  accesibil  pe o cale scurtă ă ă ă ă ă
dintr-una dintre aceste pagini de sport cunoscute. Intui ia noastr  este c  paginile legate deă ăț
dup  paginile de sport sunt ele însele susceptibile s  fie despre sport.ă ă  Paginile pe care le leagă
s  fie, de asemenea, probabil s  fie despre sport, de i probabilitatea de a fi despreă ă ș
sportul scade cu siguran  pe m sur  ce cre te distan a de la o pagin  de sport identificat .ă ă ă ă ăț ș ț
Formularea matematic  pentru itera ia care d  sensibilitate la subiectă ăț
PageRank este similar cu ecua ia pe care am folosit-o pentru PageRank general.ț  Singurul
diferen a este modul în care ad ug m noii surferi.ă ăț  S  presupunem c  S este un set de numere întregi constândă ă
din numerele de rând / coloan  pentru paginile pe care le-am identificat ca apar inând unuiă ț
anumit subiect (numit set de teleport). Fie e S un vector care are 1 în
componente în S i 0 în alte componente.ș  Apoi, pagina sensibil  la subiectă
Rangul pentru S este limita itera ieiț
v ′ = Mv + (1 - ) eβ β  S / | S |
Aici, ca de obicei, M este matricea de tranzi ie a Webului i | S |ț ș  este dimensiunea setului
S.
Exemplul 5.10: S  reconsider m graficul web original pe care l-am folosit în Fig. 5.1,ă ă
pe care le reproducem ca Fig. 5.15. S  presupunem c  folosim  = 0,8.ă ă β  Apoi tranzi iaț
matricea pentru acest grafic, înmul it  cu , esteă βț

M = ��β



0
2/5 4/5
0
15.04
0
0
2/5
15.04
0
0
2/5
15.04.2 / 5
0
0





6 Acest director, aflat la www.dmoz.org, este o colec ie de pagini web clasificate de oameni.ț
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B



A
C
D
Figura 5.15: Repeta i un exemplu de grafic webț
S  presupunem c  tema noastr  este reprezentat  de setul de teleportare S = {B, D}.ă ă ă ă  Apoi
vectorul (1 - ) eβ  S / | S | are 1/10 pentru a doua i a patra component  i 0ăș ș
pentru celelalte dou  componente.ă  Motivul este c  1 -  = 1/5, dimensiunea lui S esteă β
2 i eș  S are 1 în componentele pentru B i D i 0 în componentele pentru Aș ș
i C. Astfel, ecua ia care trebuie iterat  esteăș ț

v ′ = ��



0
2/5 4/5
0
15.04
0
0
2/5
15.04
0
0
2/5
15.04.2 / 5
0
0





v + ��



0
1/10
0
1/10





Iat  primele itera ii ale acestei ecua ii.ă ț ț  Am început i cuș
surferii doar la paginile din setul de teleportare. De i distribu ia ini ialăș ț ț
nu are niciun efect asupra limitei, poate ajuta calculul s  converg  mai repede.ă ă





0/2
1/2
0/2
1/2





, ��



2/10
3/10
2/10
3/10







, ��



42/150
41/150
26/150
41/150





, ��



62/250
71/250
46/250
71/250





, ..., ��



54/210
59/210
38/210
59/210





Observa i c  datorit  concentra iei de surferi la B i D, aceste noduri se ob ină ăț ț ș ț
un PageRank mai mare decât în Exemplul 5.2. În acel exemplu, A a fost
nodul celui mai înalt PageRank. ✷
5.3.3 Utilizarea PageRank sensibil la subiect
Pentru a integra PageRank sensibil la subiect într-un motor de c utare, trebuie:ă
1. Decide i subiectele pentru care vom crea vecini specializate PageRankț
tori.
2. Alege i un set de teleport pentru fiecare dintre aceste subiecte i utiliza i setul respectiv pentru a calculaț ș ț
vectorul PageRank sensibil la subiect pentru subiectul respectiv.
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3. G si i o modalitate de a determina subiectul sau setul de subiecte care sunt cele mai relevanteă ț
pentru o anumit  interogare de c utare.ă ă
4. Folosi i vectorii PageRank pentru subiectul sau subiectele respective în ordonareaț
r spunsuri la interogarea de c utare.ă ă
Am men ionat un mod de a selecta setul de subiecte: utiliza i subiectele de nivel superiorț ț
din Open Directory. Sunt posibile i alte abord ri, dar probabil c  exist  oă ă ăș
nevoie de clasificare uman  a cel pu in unor pagini.ă ț
Al treilea pas este probabil cel mai dificil i au existat mai multe metodeș
propus. Câteva posibilit i:ăț
(a) Permite i utilizatorului s  selecteze un subiect dintr-un meniu.ăț
(b) deduce i subiectul (subiectele) prin cuvintele care apar recent în paginile webț



c utat de utilizator sau interog ri recente emise de utilizator.ă ă  Avem nevoie să
discut m despre cum se trece de la o colec ie de cuvinte la un subiect i vom face astaă ț ș
face i acest lucru în sec iunea 5.3.4ț ț
(c) deduce i subiectul (subiectele) prin informa ii despre utilizator, de exemplu, marcajele acestuia sauț ț
interesele lor declarate pe Facebook.
5.3.4 deducerea subiectelor din cuvinte
Problema clasific rii documentelor pe subiecte este un subiect care a fost studiată
timp de decenii i nu vom intra în detalii mari aici.ș  Este suficient s  spunem astaă
subiectele sunt caracterizate de cuvinte care apar surprinz tor de des în documenteă
pe acest subiect. De exemplu, nici fullback, nici rujeola nu apar foarte des în
documente de pe web. Dar funda ul va ap rea mult mai des decât mediaăș
în paginile despre sport, iar rujeola va ap rea mult mai des decât media înă
pagini despre medicin .ă
Dac  examin m întregul web sau un e antion mare i aleatoriu de web, noiă ă ș ș
poate ob ine frecven a de fundal a fiec rui cuvânt.ăț ț  S  presupunem c  mergem apoi la un mareă ă
e antion de pagini despre care se tie despre un anumit subiect, spun paginile clasificateș ș
sub sport de Open Directory. Examina i frecven ele cuvintelor dinț ț
proba sportiv  i identific  cuvintele care apar semnificativ mai frecventă ăș
în proba sportiv  decât în ă fundal. În a face aceast  judecat , noiă ă
trebuie s  fie atent pentru a evita un cuvânt extrem de rar care apare în sportă
e antion cu frecven  relativ mai mare.ăș ț  Acest cuvânt este probabil o gre eal  de ortografieăș
care s-a întâmplat s  apar  doar într-una sau câteva dintre paginile de sport.ă ă  Astfel, noi
probabil c  dori i s  pune i un etaj pe de câte ori apare un cuvânt, înainte de acestaă ăț ț
poate fi considerat caracteristic unui subiect.
Odat  ce am identificat o mare colec ie de cuvinte care apar mult mai multă ț
frecvent în e antionul de sport decât în ș fundal i facem acela i lucruș ș
pentru toate subiectele de pe lista noastr , putem examina alte pagini i le putem clasifica după ăș
subiect. Iat  o abordare simpl .ă ă  S  presupunem c  Să ă  1 , S 2 , ..., S k sunt mul imile deț
cuvinte care au fost determinate ca fiind caracteristice fiec ruia dintre subiectele de peă
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lista noastr .ă  Fie P setul de cuvinte care apar într-o pagin  dat  P. Calcula iă ă ț
asem narea Jaccard (reamintim sec iunea 3.1.1) dintre P i fiecare dintre Să ț ș  i .
Clasifica i pagina ca subiect cu cea mai mare similaritate Jaccard.ț  Re ine i căț ț
toate asem n rile Jaccard pot fi foarte mici, mai ales dac  dimensiunile seturilor Să ă ă  i sunt
mic. Astfel, este important s  alege i seturi destul de mari Să ț  i pentru a v  asigura că ă
acoperim toate aspectele subiectului reprezentat de set.
Putem folosi aceast  metod  sau o serie de variante pentru a clasifica paginileă ă
utilizatorul a recuperat cel mai recent. Am putea spune c  utilizatorul este interesat de subiectă
în care se încadreaz  cel mai mare num r din aceste pagini.ă ă  Sau am putea amesteca subiectul-
vectori PageRank sensibili propor ional cu frac iunea acestor pagini careț ț
cad în fiecare subiect, construind astfel un singur vector PageRank care reflectă
combina ia actual  de interese a utilizatorului.ăț  De asemenea, am putea folosi aceea i procedur  peăș
paginile pe care utilizatorul le are în prezent marcate sau combin  marcajeleă
pagini cu paginile vizualizate recent.
5.3.5 Exerci ii pentru sec iunea 5.3ț ț
Exerci iul 5.3.1: Calcula i PageRank sensibil la subiect pentru graficul din Fig.ț ț
5.15, presupunând c  setul de teleportare este:ă
(a) Numai A.
(b) A i C.ș

5.4 Link spam
Când a devenit evident c  PageRank i alte tehnici utilizate de Googleă ș
a f cut ca termenul de spam s  fie ineficient, spammerii au apelat la metode concepute pentru a p c liă ă ă ă
algoritmul PageRank în supraevaluarea anumitor pagini. Tehnicile pentru
cre terea artificial  a PageRank-ului unei pagini se nume te colectiv spam spam.ăș ș
În aceast  sec iune, vom examina mai întâi modul în care spammerii creeaz  linkuri spam iă ăț ș
apoi vede i mai multe metode pentru sc derea eficacit ii acestor spamă ăț ț
tehnici, inclusiv TrustRank i m surarea masei de spam.ăș
5.4.1 Arhitectura unei ferme de spam
O colec ie de pagini al c ror scop este de a cre te PageRank-ul unei anumiteăț ș
pagina sau paginile se nume te o ferm  de spam.ăș  Figura 5.16 prezint  cea mai simpl  form  deă ă ă
ferma de spam. Din punctul de vedere al spamului, Web-ul este împ r it înă ț
trei p r i:ă ț
1. Pagini inaccesibile: paginile pe care spamul nu le poate afecta. Majoritatea
Web-ul se afl  în aceast  parte.ă ă



2. Pagini accesibile: acele pagini care, de i nu sunt controlate deș
spammer, poate fi afectat de spam.
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3. Pagini proprii: paginile pe care spamul le de ine i le controleaz .ăț ș
Accesibil
Pagini
Proprie
Pagini
Inaccesibil
Pagini

intŢ ă
Pagină
Figura 5.16: Web-ul din punctul de vedere al link-ului spammer
Farmul de spam con ine pagini proprii ale spamului, organizate într-un specialț
a a cum se vede în partea dreapt , i câteva link-uri din paginile accesibile c treă ăș ș
paginile spammerului. F r  unele leg turi din exterior, ferma de spam ar fiă ă ă
fi inutil, deoarece nici m car nu ar fi accesat cu crawlere de un motor de c utare tipic.ă ă
În ceea ce prive te paginile accesibile, ar putea p rea surprinz tor faptul c  se poateă ă ăș
fect o pagin  f r  a o de ine.ă ă ă ț  Cu toate acestea, ast zi exist  multe site-uri, cum ar fiă ă
bloguri sau ziare care îi invit  pe al ii s - i posteze comentariile pe site.ă ăț ș  În
pentru a ob ine cât mai mult PageRank care curge c tre propriile sale pagini din exterior,ăț
spammerul posteaz  multe comentarii precum „Sunt de acord.ă  V  rug m s  consulta i articolul meu laă ă ă ț
www.mySpamFarm.com. ”
În ferma de spam, exist  o pagin  t, pagina int , la care spammerulă ă ăț
încearc  s  plaseze cât mai mult PageRank.ă ă  Exist  un num r mareă ă
m de pagini suport, care acumuleaz  por iunea de PageRank care esteă ț
distribuite în mod egal tuturor paginilor (frac iunea 1 -  a PageRank-ului care reprezintβ ăț
trimite surferii care merg la o pagin  aleatorie).ă  Paginile de sprijin previn, de asemenea
PageRank de la pierderea, în m sura posibilului, deoarece unele vor fi impozitateă
la fiecare rund .ă  Observa i c  t are un link c tre fiecare pagin  de sprijin iă ă ăț ș
fiecare pagin  de sprijin se leag  numai c tre t.ă ă ă
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5.4.2 Analiza unei ferme de spam
S  presupunem c  PageRank este calculat folosind un parametru de impozitare , de obiceiă ă β
în jur de 0,85. Adic ,  este frac iunea din PageRank-ul unei pagini care se dezv luieă β ăț
omagiat succesorilor s i la urm toarea rund .ă ă ă  S  existe n pagini pe Webă
în total, i s  fie unii dintre ei o ferm  de spam de forma sugerat  în Fig. 5.16,ă ă ăș
cu o pagin  int  t i m care sus in paginile.ă ăț ș ț  Fie x suma de PageRank
contribuit de paginile accesibile. Adic , x este suma, peste toate accesibileă
paginile p cu un link c tre t, din PageRank de p ori , împ r it la num ră β ă ăț
de succesori ai p. În cele din urm , s  fie y PageRank necunoscut al lui t.ă ă  Vom rezolva
pentru tine.
În primul rând, PageRank-ul fiec rei pagini suport esteă

y / m + (1 - ) / nβ β
Primul termen reprezint  contribu ia din t.ă ț  PageRank y de t este impozitat,
deci numai y este distribuit succesorilor lui t.β  C  PageRank este împ r it în mod egală ă ț
printre m paginile de sprijin. Al doilea termen este cota paginii de sprijin
din frac iunea 1 -  a PageRank care este împ r it  în mod egal între toate paginileβ ă ăț ț
pe internet.
Acum, s  calcul m PageRank y al paginii int  t.ă ă ăț  PageRank-ul s u vineă
din trei surse:
1. Contribu ia x din exterior, a a cum am presupus.ț ș
2.  ori PageRank-ul fiec rei pagini suport;β ă  acesta este,

 ( y / m + (1 - ) / n)ββ β
3. (1  ) / n, ponderea frac iei 1   din PageRank care apar ine− β − βț ț
t. Aceast  sum  este neglijabil  i va fi abandonat  pentru a simplifica analiza.ă ă ă ăș
Astfel, din (1) i (2) de mai sus, putem scrieș
y = x + m ( ym +β β
1 - β
n)
= x + β 2 y +  (1 - )β β



m
n
Putem rezolva ecua ia de mai sus pentru y, cedândț
y =
X
1 - β 2
+ c
m
n
unde c =  (1 - ) / (1 - β β β 2 ) =  / (1 + ).β β
Exemplul 5.11: Dac  alegem  = 0,85, atunci 1 / (1 - ă β β 2 ) = 3,6 i c =ș

 / (1 + ) = 0,46.β β  Adic  structura a amplificat PageRank-ul externă
contribu ie cu 360% i, de asemenea, a ob inut o sum  de PageRank care este de 46%ăț ș ț
din frac iunea Web, m / n, care se afl  în ferma de spam.ăț  ✷
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5.4.3 Combaterea spamului prin link
A devenit esen ial ca motoarele de c utare s  detecteze i s  elimine spamul pe linkuri,ă ă ăț ș
la fel cum a fost necesar în deceniul anterior pentru a elimina termenul spam. Acolo
sunt dou  abord ri pentru a lega spamul.ă ă  Una este s  c uta i structuri precumă ă ț
5.16, unde o pagin  se leag  de un num r foarte mare de pagini,ă ă ă
fiecare dintre ele se leag  înapoi de el.ă  Motoarele de c utare caut  cu siguran  astfel de structuriă ă ăț
i elimina i acele pagini din index.ș ț  Acest lucru determin  dezvoltarea de spammeriă

structuri diferite care au în esen  acela i efect al captur rii PageRankă ăț ș
pentru o pagin  sau pagini int .ă ăț  În esen , nu exist  sfâr it al varia iilor din Fig. 5.16,ă ăț ș ț
deci acest r zboi dintre spammeri i motoarele de c utare va continua probabilă ăș
o perioad  lung  de timp.ă ă
Cu toate acestea, exist  o alt  abordare a elimin rii spamului de linkuri care nu există ă ă ă
miza i-v  pe localizarea fermelor de spam.ăț  Mai degrab , un motor de c utare î i poate modifica defini iileă ă ș ț
PageRank pentru a reduce automat rangul paginilor de link-spam. Vom
ia în considerare dou  formule diferite:ă
1. TrustRank, o variant  a PageRank sensibil la subiect, conceput  pentru a reduce nivelulă ă
scor de pagini spam.
2. Masa de spam, un calcul care identific  paginile care ar putea fiă
spam i permite motorului de c utare s  elimine acele pagini sau s  coboareă ă ăș
PageRank-ul lor puternic.
5.4.4 TrustRank
TrustRank este PageRank sensibil la subiect, unde „topic” este un set de pagini
cred c  sunt de încredere (nu spam).ă  Teoria este c  în timp ce o pagin  de spamă ă
se poate face cu u urin  un link c tre o pagin  de încredere, este pu in probabil ca oă ă ăș ț ț
o pagin  demn  ar fi legat  de o pagin  de spam.ă ă ă ă  Zona limit  este un site cuă
bloguri sau alte oportunit i pentru spammeri de a crea linkuri, a a cum sa discutat înăț ș
Sec iunea 5.4.1.ț  Aceste pagini nu pot fi considerate demne de încredere, chiar dac  sunt propriiă
con inutul este extrem de fiabil, a a cum ar fi cazul unui ziar de renume careț ș
le-a permis cititorilor s  posteze comentarii.ă
Pentru a implementa TrustRank, trebuie s  dezvolt m un set adecvat de teleportare aă ă
pagini de încredere. Dou  abord ri care au fost încercate sunt:ă ă
1. L sa i oamenii s  examineze un set de pagini i s  decid  care dintre ele sunt de încredereă ă ă ăț ș
vrednic. De exemplu, am putea alege paginile cu cel mai înalt nivel de PageRank
examina i, pe baza teoriei c , în timp ce spam-ul link-ului poate ridica rangul unei pagini de laăț
de jos pân  la mijlocul ambalajului, este în esen  imposibil de dată ăț
o pagin  spam un PageRank aproape de partea de sus a listei.ă
2. Alege i un domeniu al c rui apartenen  este controlat , presupunând c  acestaă ă ă ăț ț
este greu pentru un spammer s - i introduc  paginile în aceste domenii.ă ăș  De exemplu,
am putea alege domeniul .edu, deoarece este pu in probabil ca paginile universit ii s  fieă ăț ț
ferme de spam. De asemenea, am putea alege .mil sau .gov. Cu toate acestea, problema
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cu aceste alegeri specifice este c  acestea sunt aproape exclusiv site-uri din SUA.ă  La
ob ine i o distribu ie bun  a paginilor Web de încredere, ar trebui s  includemă ăț ț ț
site-uri similare din ri str ine, de exemplu, ac.il sau edu.sg.ă ăț
Este probabil ca motoarele de c utare s  implementeze ast zi o strategie de al doilea tipă ă ă



în mod obi nuit, astfel încât ceea ce credem c  este PageRank într-adev r este o form  de TrustRank.ă ă ăș
5.4.5 Masa spam
Ideea din spatele masei de spam este c  m sur m pentru fiecare pagin  frac iunea acesteiaă ă ă ă ț
PageRank care provine din spam. O facem calculând atât obi nuitulș
PageRank i TrustRank se bazeaz  pe un set de teleporturi de pagini de încredere.ăș
S  presupunem c  pagina p are PageRank r i TrustRank t.ă ă ș  Apoi, masa spam a lui p este
(r - t) / r. O mas  de spam pozitiv  negativ  sau mic  înseamn  c  p nu este probabilă ă ă ă ă ă
o pagin  de spam, în timp ce o mas  de spam apropiat  de 1 sugereaz  c  pagina este probabilă ă ă ă ă
spam. Este posibil s  elimina i paginile cu o mas  mare de spam din indexă ăț
de pagini Web utilizate de un motor de c utare, eliminând astfel o mare parte din linkă
spam f r  a fi nevoie s  identifice anumite structuri pe care agricultorii de spam le utilizeaz .ă ă ă ă
Exemplul 5.12: S  lu m în considerare atât PageRank, cât i Page-topică ă ș
Rang care a fost calculat pentru graficul din Fig. 5.1 din Exemplele 5.2 i 5.10,ș
respectiv. În acest din urm  caz, setul de teleportare a fost nodurile B i D, a a că ăș ș
presupunem c  acestea sunt paginile de încredere.ă  Figura 5.17 tabeleaz  PageRank,ă
TrustRank i masa spam pentru fiecare dintre cele patru noduri.ș
Nod PageRank TrustRank Spam Mass
A
3/9
54/210
0,229
B
2/9
59/210
-0.264
C
2/9
38/210
0,186
D
2/9
59/210
-0.264
Figura 5.17: Calculul masei de spam
În acest exemplu simplu, singura concluzie este c  nodurile B i D, careă ș
au fost a priori determinate s  nu fie spam, au mas  de spam negativ  i suntă ă ă ș
deci nu spam. Celelalte dou  noduri, A i C, au fiecare un spam pozitivă ș
mas , deoarece PageRanks lor sunt mai mari decât TrustRanks.ă  De exemplu,
masa de spam a lui A se calculeaz  luând diferen a 3/9 - 54/210 = 8/105ă ț
i împ r ind 8/105 la PageRank 3/9 pentru a ob ine 8/35 sau aproximativ 0,229.ăș ț ț  In orice caz,

masa lor de spam este înc  mai aproape de 0 decât de 1, deci este probabil s  nu fieă ă
spam. ✷
5.4.6 Exerci ii pentru sec iunea 5.4ț ț
Exerci iul 5.4.1: În sec iunea 5.4.2 am analizat ferma de spam din Fig. 5.16, undeț ț
fiecare pagin  de sprijin se leag  înapoi la pagina int .ă ă ăț  Repeta i analiza pentru aț
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ferm  de spam în care:ă
(a) Fiecare pagin  de sprijin se leag  de sine în loc de pagina int .ă ă ăț
(b) Fiecare pagin  de sprijin nu leag  nic ieri.ă ă ă
(c) Fiecare pagin  de sprijin se leag  atât la ea îns i, cât i la pagina int .ă ă ă ăș ș ț
Exerci iul 5.4.2: Pentru graficul web original din Fig. 5.1, presupunând c  numai B este aăț
pagina de încredere:
(a) Calcula i TrustRank-ul fiec rei pagini.ăț
(b) Calcula i masa de spam a fiec rei pagini.ăț
! Exerci iul 5.4.3: S  presupunem c  doi fermieri de spam sunt de acord s - i conecteze fermele de spam.ă ă ăț ș
Cum a i conecta paginile pentru a cre te cât mai mult posibilț ș
PageRank al paginii int  a fiec rei ferme de spam?ă ăț  Exist  un avantaj în leg tură ă ă
ferme de spam?

5.5 Huburi i autorit iăș ț
O idee numit  „hub-uri i autorit i” a fost propus  la scurt timp dup  ce a fost PageRankă ă ă ăș ț
prima implementare. Algoritmul pentru hub-urile de calcul i autorit ile poartă ăș ț
o oarecare asem nare cu calculul PageRank, deoarece se ocup  i deă ă ș
calcul iterativ al unui punct fix care implic  matrice repetat  - vector multi-ă ă
plicatie. Cu toate acestea, exist  i diferen e semnificative între cele dou  idei,ă ăș ț



i nici unul nu-l poate substitui pe cel lalt.ăș
Acest algoritm hub- i-autorit i, numit uneori HITS (hyperlink-ăș ț
c utare subiect indus ), a fost ini ial conceput  nu ca un pas de preprocesare anterioră ă ăț
gestionarea interog rilor de c utare, a a cum este PageRank, dar ca un pas de f cut împreună ă ă ăș
procesarea unei interog ri de c utare, pentru a clasifica doar r spunsurile la aceast  interogare.ă ă ă ă  Noi
va descrie, totu i, ca o tehnic  de analiz  a întregului web sau aă ăș
por iune accesat  cu crawlere de un motor de c utare.ă ăț  Exist  motive s  credem c  cevaă ă ă
ca aceast  abordare este, de fapt, utilizat  de motorul de c utare Ask.ă ă ă

5.5.1 Intuitia din spatele HITS
În timp ce PageRank î i asum  o no iune unidimensional  de importan  pentru pagini,ă ă ăș ț ț
HITS consider  c  paginile importante au dou  arome de importan .ă ă ă ăț
1. Anumite pagini sunt valoroase deoarece ofer  informa ii despre ună ț
subiect. Aceste pagini se numesc autorit i.ăț
2. Alte pagini sunt valoroase nu pentru c  ofer  informa ii despre oricareă ă ț
subiect, ci pentru c  î i spun unde s  mergi pentru a afla despre subiectul respectiv.ă ăț
Aceste pagini se numesc hub-uri.
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Exemplul 5.13: Un departament tipic la o universitate men ine o pagin  webăț
listând toate cursurile oferite de departament, cu link-uri c tre o pagin  pentru fiecareă ă
curs, povestind despre curs - instructorul, textul, o schi  aăț
con inutul cursului i a a mai departe.ț ș ș  Dac  vrei s  afli despre un anumit curs, tuă ă
nevoie de pagina pentru cursul respectiv; lista cursurilor departamentale nu va func iona.ț  The
pagina cursului este o autoritate pentru cursul respectiv. Cu toate acestea, dac  dori i s  afla iă ăț ț
ce cursuri ofer  departamentul, nu este util s  le c uta i pe fiecareă ă ă ț
pagina cursurilor; mai întâi ave i nevoie de pagina cu lista cursurilor.ț  Aceast  pagin  este un hubă ă
pentru informa ii despre cursuri.ț  ✷
La fel cum PageRank folose te defini ia recursiv  a importan ei c  „o pagină ă ăș ț ț
este important dac  paginile importante se leag  de acesta ", HITS folose te un recursiv reciprocă ă ș
definirea a dou  concepte: „o pagin  este un hub bun dac  se leag  de autorit i bune,ă ă ă ă ăț
iar o pagin  este o autoritate bun  dac  este legat  de hub-uri bune. ”ă ă ă ă

5.5.2 Formalizarea interesului i autorit iiăș ț
Pentru a oficializa intui ia de mai sus, vom atribui dou  scoruri fiec rei pagini web.ă ăț
Un scor reprezint  interesul unei pagini - adic  gradul în care aceastaă ă
este un hub bun, iar al doilea scor reprezint  gradul în care paginaă
este o bun  autoritate.ă  Presupunând c  paginile sunt enumerate, le reprezent mă ă
scoruri dup  vectori h i a.ă ș  Componenta a i-a a h ofer  aglomera iaă ț
ith page, iar a i-a component  a a ofer  autoritatea aceleia i pagini.ă ă ș
În timp ce importan a este împ r it  între succesorii unei pagini, a a cum este exprimat  deă ă ăț ț ș
matricea de tranzi ie a Web-ului, modalitatea normal  de a descrie calcululăț
de hubbiness i autoritate este de a ad uga autoritatea succesorilor de a estimaăș
pentru a estima autoritatea. Daca asta
este tot ceea ce am f cut, atunci valorile autorit ii i autorit ii ar cre te de obiceiă ă ăț ș ț ș
dincolo de limite. Astfel, scal m în mod normal valorile vectorilor h i a soă ș
c  cea mai mare component  este 1. O alternativ  este de a scala astfel încât suma deă ă ă
componentele este 1.
Pentru a descrie calculul iterativ al lui h i a formal, folosim linkulș
matricea Web, L. Dac  avem n pagini, atunci L este o matrice n × n i Lă ș  ij = 1
dac  exist  un link de la pagina i la pagina j, iar Lă ă  ij = 0 dac  nu.ă  Vom avea i noiș
nevoie de L T , transpunerea lui L. Adic  Lă  T
ij = 1 dac  exist  un link din pagină ă ă
j la pagina i i Lș  T
ij = 0 altfel. Observa i c  Lăț  T este similar cu matricea M
pe care l-am folosit pentru PageRank, dar unde L T are 1, M are o frac ie - 1 împ r ită ăț ț
dup  num rul de out-link-uri din pagina reprezentat  de acea coloan .ă ă ă ă
Exemplul 5.14: Pentru un exemplu de execu ie, vom folosi re eaua din Fig. 5.4,ț ț
pe care le reproducem aici ca Fig. 5.18. O observa ie important  este c  mortulă ăț
capetele sau capcanele p ianjen nu împiedic  itera ia HITS s  converg  la aă ă ă ăț
pereche semnificativ  de vectori.ă  Astfel, putem lucra direct cu Fig. 5.18, cu
nu este necesar  „impozitare” sau modificare a graficului.ă  Matricea de leg tur  L i a saă ă ș
transpunerea sunt prezentate în Fig. 5.19. ✷
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B
A
C
D
E
Figura 5.18: Exemple de date utilizate pentru exemplele HITS
L =







0 1 1 1 0
1 0 0 1 0
0 0 0 0 1
0 1 1 0 0
0 0 0 0 0







L T =







0 1 0 0 0
1 0 0 1 0
1 0 0 1 0
1 1 0 0 0
0 0 1 0 0







Figura 5.19: Matricea de leg tur  pentru re eaua din Fig. 5.18 i transpunerea acesteiaă ă ț ș
Faptul c  limbajul unei pagini este propor ional cu sumaă ț
autoritatea succesorilor s i este exprimat  prin ecua ia h = La, unde  esteă ă λ λț
o constant  necunoscut  reprezentând factorul de scalare necesar.ă ă  La fel, faptul
c  autoritatea unei pagini este propor ional  cu suma afacerilor dină ăț
predecesorii s i se exprim  prin a = µLă ă  T h, unde µ este o alt  constant  de scalare.ă ă
Aceste ecua ii ne permit s  calcul m independen a i autoritateaă ăț ț ș
u or, prin substituirea unei ecua ii în cealalt , ca:ăș ț
• h = µLLλ  T h.

• a = µLλ  T La.
Cu toate acestea, deoarece LL T i Lș  T L nu sunt la fel de rare ca L i Lș  T , suntem de obicei
mai bine calculeaz  h i a într-o adev rat  recursivitate reciproc .ă ă ă ăș  Adic  începe i cu hă ț
un vector al tuturor celor 1.
1. Calcula i a = Lț  T h i apoi scala i astfel încât cea mai mare component  s  fie 1.ă ăș ț
2. Apoi, calcula i h = La i scala i din nou.ț ș ț
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Acum, avem o nou  h i putem repeta pa ii (1) i (2) pân  la o anumit  itera ieă ă ăș ș ș ț
modific rile celor doi vectori sunt suficient de mici încât s  le putem opri i acceptaă ă ș
valorile curente ca limit .ă







1
1
1
1
1













1
2
2
2
1













1/2
1
1
1
1/2
















3
3/2
1/2
2
0













1
1/2
1/6
2/3
0







h
L T h
A
La
h







1/2
5/3
5/3
3/2
1/6
















3/10
1
1
9/10
1/10













29/10
6/5
1/10
2
0













1
29.12
1/29
20/29
0







L T h
A
La
h
Figura 5.20: Primele dou  itera ii ale algoritmului HITSă ț
Exemplul 5.15: S  efectu m primele dou  itera ii ale algoritmului HITSă ă ă ț
pe web din Fig. 5.18. În Fig. 5.20 vedem succesiunea vectorilor calcula i.ț
Prima coloan  este h-ul ini ial, toate 1-urile.ă ț  În a doua coloan , am estimată
autoritatea relativ  a paginilor calculând Lă  T h, oferind astfel fiec rei paginiă
suma imuziunilor predecesorilor s i.ă  Cea de-a treia coloan  ne ofer  primaă ă



estimare a. Se calculeaz  prin scalarea celei de-a doua coloane;ă  în acest caz noi
au împ r it fiecare component  la 2, deoarece aceasta este cea mai mare valoare din a douaă ăț
coloan .ă
Cea de-a patra coloan  este La. Adic , am estimat interesul fiec ruiaă ă ă
pagina prin însumarea estim rii autorit ilor fiec ruia dintre succesorii s i.ă ă ă ăț  Apoi,
a cincea coloan  scaleaz  a patra coloan .ă ă ă  În acest caz, împ r im la 3, din moment ceă ț
aceasta este cea mai mare valoare din a patra coloan .ă  Coloanele de la ase la nou  se repetă ăș
procesul descris în explica iile noastre pentru coloanele dou  pân  la cinci, dar cuă ăț
cea mai bun  estimare a nebuniei dat  de coloana a cincea.ă ă
Este posibil ca limita acestui proces s  nu fie evident , dar poate fi calculat  de ună ă ă
program simplu. Limitele sunt:
h =







1
0,3583
0
0,7165
0







a =







0,2087
1
1
0,7913
0
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Acest rezultat are sens. În primul rând, observ m c  hubbiness-ul lui E este cu siguran  0,ă ă ăț
întrucât nu duce nic ieri.ă  Distrugerea lui C depinde numai de autoritatea lui E
i invers, deci nu ar trebui s  ne surprind  c  ambele sunt 0. A este cel mai mareă ă ăș

hub, deoarece se leag  de cele mai mari trei autorit i, B, C i D. De asemenea, B iă ăț ș ș
C sunt cele mai mari autorit i, deoarece acestea sunt legate de cele mai mari dou  hub-uri,ă ăț
A i D.ș
Pentru graficele de dimensiuni web, singurul mod de a calcula solu ia la hub-uriț
i-ecua iile autorit ilor este iterativ.ăș ț ț  Cu toate acestea, pentru acest mic exemplu, noi

poate calcula solu ia rezolvând ecua ii.ț ț  Vom folosi ecua iileț



h = µLLλ  T h. În primul rând, LL T este
LL T =







3 1 0 2 0
1 2 0 0 0
0 0 1 0 0
2 0 0 2 0
0 0 0 0 0







Fie  = 1 / ( µ) i s  fie componentele lui h pentru nodurile A pân  la E s  fie aν λ ă ă ăș
e, respectiv. Atunci se pot scrie ecua iile pentru hț

a = 3a + b + 2d b = a + 2bν ν
c = cν
d = 2a + 2dν
e = 0ν

Ecua ia pentru b ne spune b = a / (  - 2) i ecua ia pentru d ne spune d =νț ș ț
2a / (  - 2).ν  Dac  înlocuim aceste expresii cu b i d în ecua ia cu a,ă ș ț
ob inem a = a (3 + 5 / (   2)).ν ν−ț  Din aceast  ecua ie, deoarece a este un factor al ambelor p r i,ă ăț ț
r mânem cu o ecua ie p tratic  pentru  care simplific  la ă ă ă ν ă νț  2 - 5  + 1 = 0.ν
R d cina pozitiv  este  = (5 + 21) /2=4.791.ă ă ă ν √  Acum, c  tim  nu este nici una, nici altaă νș
0 sau 1, ecua iile pentru c i e ne spun imediat c  c = e = 0.ăț ș
În cele din urm , dac  recunoa tem c  a este cea mai mare component  a lui h i set m a = 1,ă ă ă ă ăș ș
ob inem b = 0,3583 i d = 0,7165.ț ș  Împreun  cu c = e = 0, aceste valori ne dauă
valoarea limitativ  a h.ă  Valoarea lui poate fi calculat  din h prin multiplicareă
prin L T i scalare.ș  ✷
5.5.3 Exerci ii pentru sec iunea 5.5ț ț
Exerci iul 5.5.1: Calcula i grosimea i autoritatea fiec ruia dintre nodurile dinăț ț ș
graficul nostru web original din Fig. 5.1.
! Exerci iul 5.5.2: S  presupunem c  graficul nostru este un lan  de n noduri, a a cum a fost sugerat deă ăț ț ș
Fig. 5.9. Calcula i hub-urile i vectorii de autorit i, în func ie de n.ăț ș ț ț

5.6 Rezumatul capitolului 5
♦ Termen Spam: motoarele de c utare timpurii nu au reu it s  furnizeze rezultate relevanteă ăș
deoarece erau vulnerabili la termenul spam - introducerea în Web
pagini de cuvinte care au denaturat în mod gre it despre ce era pagina.ș
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♦ Solu ia Google pentru Termenul Spam: Google a reu it s  contracareze termenulăț ș
spam prin dou  tehnici.ă  Mai întâi a fost algoritmul PageRank pentru determinarea
exploatarea importan ei relative a paginilor de pe web.ț  Al doilea a fost un
strategia de a crede ce au spus alte pagini despre o anumit  pagin , în sau în apropiereă ă
linkurile lor c tre acea pagin , mai degrab  decât s  cread  doar ceea ce spunea paginaă ă ă ă ă
despre sine.

♦ PageRank: PageRank este un algoritm care atribuie un num r real, numită
PageRank-ul s u, c tre fiecare pagin  de pe Web.ă ă ă  PageRank-ul unei pagini este un
m sura cât de important  este pagina sau cât de probabil este s  fie un bună ă ă
r spuns la o interogare de c utare.ă ă  În forma sa cea mai simpl , PageRank este o solu ieă ț
la ecua ia recursiv  „o pagin  este important  dac  paginile importante se leag  deă ă ă ă ăț
aceasta."

♦ Matricea de tranzi ie a Web-ului: Reprezent m linkuri pe Web printr-o matriceăț
al c rui al doilea rând i coloana a XI-a reprezint  pagina a XI-a a Web-ului.ă ăș  În cazul în care există



sunt unul sau mai multe linkuri de la pagina j la pagina i, apoi intrarea din rândul i iș
coloana j este 1 / k, unde k este num rul de pagini c tre care se leag  pagina j.ă ă ă
Alte intr ri ale matricei de tranzi ie sunt 0.ă ț
♦ Computarea PageRank pe graficele web puternic conectate: Pentru puternic
grafice web conectate (cele în care orice nod poate ajunge la orice alt nod),
PageRank este vectorul propriu principal al matricei de tranzi ie.ț  Putem
calcula i PageRank începând cu orice vector diferit de zero i în mod repetatț ș
înmul ind vectorul curent cu matricea de tranzi ie, pentru a ob ine o mai bunăț ț ț
estima. 7 Dup  aproximativ 50 de itera ii, estimarea va fi foarte aproape deă ț
limita, care este adev ratul PageRank.ă

♦ Modelul de surfer aleator: se poate gândi la calculul PageRank
ca simulând comportamentul multor surferi aleatori, care încep fiecare de la
pagina aleatorie i la orice pas trece i, la întâmplare, la una dintre pagini laș ț
pe care le leag  pagina curent .ă ă  Probabilitatea limitativ  ca un surfer s  fieă ă
la o anumit  pagin  este PageRank-ul acelei pagini.ă ă  Intui ia este c  oameniiăț
tind s  creeze leg turi c tre paginile pe care le consider  utile, deci surferi aleatoriă ă ă ă
va tinde s  fie la o pagin  util .ă ă ă

♦ Impas: o fund tur  este o pagin  web f r  linkuri.ă ă ă ă ă  Prezenta lui
impasurile vor face ca PageRank-ul pentru unele sau pentru toate paginile s  ajung  la 0ă ă
în calculul iterativ, inclusiv pagini care nu sunt impas. Noi
poate elimina toate fundurile înainte de a efectua un calcul PageRank
prin renun area recursiv  a nodurilor f r  arcuri.ă ă ăț  Re ine i c  renun area la unulăț ț ț
nodul poate face ca un altul, care se leag  numai de acesta, s  devin  o fund tur ,ă ă ă ă ă
deci procesul trebuie s  fie recursiv.ă
7 Din punct de vedere tehnic, condi ia ca aceast  metod  s  func ioneze este mai restrâns  decât pur i simplu „puternică ă ă ăț ț ș
conectat." Cu toate acestea, celelalte condi ii necesare vor fi îndeplinite cu siguran  de orice marime puternică ăț ț
component  conectat  a Web-ului care nu a fost construit  artificial.ă ă ă
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♦ Capcane pentru p ianjen: o capcan  pentru p ianjen este un set de noduri la care, de i se pot legaă ă ă ș
reciproc, nu au leg turi c tre alte noduri.ă ă  Într-un calcul iterativ
din PageRank, prezen a capcanelor pentru p ianjeni determin  ca tot PageRank s  fieă ă ăț
capturat în cadrul acelui set de noduri.

♦ Scheme de impozitare: pentru a contracara efectul capcanelor de p ianjen ( i ale fundurilor,ă ș
dac  nu le elimin m), PageRank este normal calculat într-un felă ă
care modific  multiplicarea iterativ  simpl  cu matricea de tranzi ie.ă ă ă ț
Se alege un parametru , de obicei în jur de 0,85.β  Având în vedere o estimare a
PageRank, urm toarea estimare este calculat  prin înmul irea estim rii cuă ă ăț

 ori matricea de tranzi ie, apoi ad ugând (1 - ) / n la estimareβ ă βț
pentru fiecare pagin , unde n este num rul total de pagini.ă ă

♦ Impozitare i surferi aleatori: calculul PageRank folosind taxoni-ș
parametrul  poate fi considerat ca oferind fiec rui surfer aleatoriu o probβ ă ă
capacitatea 1 -  de a p r si webul i de a introduce un num r echivalentβ ă ă ăș
de surferi în mod aleatoriu pe web.

♦ Reprezentarea eficient  a matricilor de tranzi ie: de la o matrice de tranzi ieă ț ț
este foarte rar (aproape toate intr rile sunt 0), economise te atât timp, cât i spa iuă ș ș ț
pentru a-l reprezenta prin listarea intr rilor sale diferite de zero.ă  Cu toate acestea, pe lângă
fiind rare, intr rile diferite de zero au o proprietate special : acestea sunt toateă ă
la fel în orice coloan  dat ;ă ă  valoarea fiec rei intr ri diferite de zero este inversă ă ă
a num rului de intr ri diferite de zero din acea coloan .ă ă ă  Astfel, preferatul
reprezentarea este coloan  cu coloan , unde reprezentarea unei coloaneă ă
este num rul de intr ri diferite de zero, urmat de o list  a rândurilor în care acesteaă ă ă
intr rile apar.ă

♦ Matricea la scar  foarte mare - Multiplicarea vectorial : pentru grafice de dimensiuni web, aceastaă ă
s-ar putea s  nu fie fezabil s  stochezi întregul vector estimativ PageRank înă ă
memoria principal  a unei ma ini.ă ș  Astfel, putem sparge vectorul în k
segmente i rupe matricea de tranzi ie în kș ț  2 p trate, numite blocuri,ă
atribuind fiecare p trat unei singure ma ini.ă ș  Segmentele vectoriale sunt trimise fiecare
la k ma ini, deci exist  un cost suplimentar mic în replicarea vectorului.ăș
♦ Reprezentarea blocurilor unei matrice de tranzi ie: Când împ r im o tranzi ieăț ț ț
matrice în blocuri p trate, coloanele sunt împ r ite în k segmente.ă ă ț  La
reprezint  un segment al unei coloane, nu este nevoie de nimic dac  nu exist  nuleă ă ă
intr ri în acel segment.ă  Cu toate acestea, dac  exist  una sau mai multe intr ri diferite de zero,ă ă ă
atunci trebuie s  reprezent m segmentul coloanei cu num rul totală ă ă



de intr ri diferite de zero în coloan  (deci putem spune ce valoare are zeroă ă
intr rile au) urmat  de o list  a rândurilor cu intr ri diferite de zero.ă ă ă ă

♦ PageRank sensibil la subiect: dac  tim c  interogatorul este interesat de o cerereă ăș
În acest subiect, este logic s  p rtinim PageRank în favoarea paginiloră ă
pe acest subiect. Pentru a calcula aceast  form  de PageRank, identific m un set deă ă ă
pagini despre care se tie c  se afl  pe subiectul respectiv i îl folosim ca „set de teleportare”.ă ăș ș  The
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Calculul PageRank este modificat astfel încât numai paginile din teleport
setului li se acord  o cot  din impozit, mai degrab  decât distribuirea impozitului întreă ă ă
toate paginile de pe Web.

♦ Crearea seturilor de teleportare: Pentru a func iona PageRank sensibil la subiect, trebuieț
identifica i paginile care sunt foarte susceptibile s  fie despre un anumit subiect.ăț  O abordare
este s  începe i cu paginile cu care directorul deschis (DMOZ) se identifică ăț
acel subiect. Un altul este acela de a identifica cuvintele despre care se tie c  sunt asociate cuăș
subiect i selecta i pentru teleport set acele pagini care au un neobi nuitș ț ș
num rul mare de apari ii ale unor astfel de cuvinte.ă ț
♦ Link Spam: pentru a p c li algoritmul PageRank, actorii f r  scrupule auă ă ă ă
a creat ferme de spam. Acestea sunt colec ii de pagini al c ror scop esteăț
concentra i PageRank ridicat pe o anumit  pagin  int .ă ă ăț ț
♦ Structura unei ferme de spam: de obicei, o ferm  de spam este format  dintr-o intă ă ăț
pagin  i foarte multe pagini de sprijin.ă ș  Pagina int  ine leg tura cu toate fi iereleă ăț ț ș
paginile de sprijin, iar paginile de sprijin se leag  numai de pagina int .ă ăț
În plus, este esen ial ca unele leg turi din afara fermei de spam s  fieă ăț
creat .ă  De exemplu, spammer-ul ar putea introduce link-uri c tre inta saă ț
pagin  scriind comentarii în blogurile altor persoane sau în grupurile de discu ii.ă ț
♦ TrustRank: o modalitate de a ameliora efectul spamului link-ului este de a calcula
un PageRank sensibil la subiect numit TrustRank, unde setul de teleportare este un
colec ie de pagini de încredere.ț  De exemplu, paginile de start ale universit ilorăț
ar putea servi drept set de încredere. Aceast  tehnic  evit  împ r irea impozitului înă ă ă ă ț
calculul PageRank cu un num r mare de pagini suport înă
ferme de spam i, prin urmare, î i reduce preferen ial PageRank-ul.ș ș ț
♦ Spam Mass: Pentru a identifica fermele de spam, putem calcula atât conven iileț
PageRank interna ional i TrustRank pentru toate paginile.ț ș  Acele pagini care au
TrustRank mult mai sc zut decât PageRank ar putea face parte dintr-un spamă
ferm .ă

♦ Huburi i autorit i: în timp ce PageRank ofer  o viziune unidimensională ă ăș ț
din importan a paginilor, un algoritm numit HITS încearc  s  m soareă ă ăț
dou  aspecte diferite ale importan ei.ă ț  Autorit ile sunt acele pagini careăț
con in informa ii valoroase.ț ț  Huburile sunt pagini care, de i nuș
ele însele con in informa ii, link c tre locuri unde informa iileăț ț ț
poate fi g sit.ă

♦ Formularea recursiv  a algoritmului HITS: calculul hub-uriloră
i scorurile autorit ilor pentru pagini depind de rezolvarea echivalen ei recursiveăș ț ț

„un hub se leag  de multe autorit i, iar o autoritate este legat  deă ă ăț
de multe hub-uri. ” Solu ia la aceste ecua ii este în esen  un iter-ăț ț ț
matrice ated-multiplicare vectorial , la fel ca PageRank.ă  Însă
existen a unor fund turi sau capcane pentru p ianjen nu afecteaz  solu ia laă ă ăț ț
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HITS ecua ii în modul în care o fac pentru PageRank, deci nu exist  un sistem de impozitareăț
este necesar.

5.7 Referin e pentru capitolul 5ț
Algoritmul PageRank a fost exprimat pentru prima dat  în [1].ă  Experimentele pe
structura Web-ului, pe care am folosit-o pentru a justifica existen a unor fund turi iăț ș
capcane pentru p ianjeni, au fost descrise în [2].ă  Metoda cu band  de bloc pentru efectuareaă
Itera ia PageRank este preluat  din [5].ăț
PageRank sensibil la subiect este preluat din [6]. TrustRank este descris în [4],
iar ideea de mas  spam este preluat  din [3].ă ă



Ideea HITS (hub-uri i autorit i) a fost descris  în [7].ă ăș ț
1. S. Brin i L. Page, „Anatomia unei c ut ri hipertextuale pe scar  larg  pe webă ă ă ăș
motor, ”Proc. A 7-a Intl. Conferin  World-Wide-Web, pp. 107-117, 1998.ăț
2. A. Broder, R. Kumar, F. Maghoul, P. Raghavan, S. Rajagopalan, R.
Stata, A. Tomkins i J. Weiner, „Structura graficului pe web”, Com-ș
puter Networks 33: 1-6, pp. 309-320, 2000.
3. Z. Gyöngi, P. Berkhin, H. Garcia-Molina i J. Pedersen, „Link spamș
detectarea pe baza estim rii masei, ”Proc.ă  32 Intl. Conf. pe Foarte mare
Baze de date, pp. 439-450, 2006.
4. Z. Gyöngi, H. Garcia-Molina i J. Pedersen, „Combating link link spamș
cu trustrank, ”Proc. 30 Intl. Conf. pe baze de date foarte mari, pp. 576–
587, 2004.
5. TH Haveliwala, „Calcul eficient al PageRank”, Stanford Univ.
Raport tehnic al Departamentului de Informatic , septembrie 1999. Disponibil caă
http://infolab.stanford.edu/~taherh/papers/efficient-pr.pdf
6. TH Haveliwala, „PageRank sensibil la subiect”, Proc. Intl. 11 Lume-
Wide-Web Conference, pp. 517-526, 2002
7. JM Kleinberg, „Surse autoritare într-un mediu hiperlegat”, J.
ACM 46: 5, pp. 604-632, 1999.
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Capitolul 6
Seturi obiecte frecvente
Trecem în acest capitol la una dintre marile familii de tehnici pentru caracterizare
date izante: descoperirea unor obiecte frecvente. Aceast  problem  este adesea privit  caă ă ă
descoperirea „regulilor de asociere”, de i aceasta din urm  este un caracter mai complexăș
activizarea datelor, a c ror descoperire depinde fundamental de descoperireă
de obiecte frecvente.
Pentru început, introducem modelul de date „market-basket”, care este esen ialț
o rela ie mult-multe între dou  tipuri de elemente, numite „articole”ăț
i „co uri”, dar cu unele presupuneri despre forma datelor.ș ș  The

problema seturilor de obiecte frecvente este aceea de a g si seturi de elemente care apar în (suntă
legat de) multe dintre acelea i co uri.ș ș
Problema g sirii unor obiecte frecvente difer  de c utarea similarit iiă ă ă ăț
discutat  în capitolul 3. Aici ne intereseaz  num rul absolut de co uriă ă ă ș
care con in un anumit set de articole.ț  În capitolul 3 am vrut articole care au
o mare parte din co urile lor în comun, chiar dac  num rul absolut deă ăș
co urile sunt mici.ș
Diferen a duce la o nou  clas  de algoritmi pentru a g si elemente frecvente-ă ă ăț
seturi. Începem cu algoritmul A-Priori, care func ioneaz  prin eliminarea celor mai multeăț
seturi mari ca candida i, examinând mai întâi seturi mai mici i recunoscând c  aăț ș
setul mare nu poate fi frecvent decât dac  toate subseturile sale sunt.ă  Lu m apoi în considerare diverseă
îmbun t iri ale ideii de baz  A-Priori, concentrându-se pe seturi de date foarte mariă ă ăț
care streseaz  memoria principal  disponibil .ă ă ă
În continuare, consider m algoritmi aproximativi care func ioneaz  mai repede, dar nu suntă ăț
garantat pentru a g si toate seturile obiecte frecvente.ă  De asemenea, în aceast  clas  de algoritmi suntă ă
cele care exploateaz  paralelismul, inclusiv paralelismul pe care îl putem ob ineă ț
o formulare MapReduce. În cele din urm , discut m pe scurt cum s  g sim frecventeă ă ă ă
seturi de articole într-un flux de date.
213
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6.1 Modelul Market-Basket
Modelul de pia -co  de date este utilizat pentru a descrie o form  comun  de multe-ă ă ăț ș
multe rela ii între dou  tipuri de obiecte.ăț  Pe de o parte, avem
articole, iar pe de alt  parte avem co uri, uneori numite „tranzac ii”.ă ș ț
Fiecare co  este format dintr-un set de articole (un set de articole) i, de obicei, presupunem căș ș
num rul articolelor dintr-un co  este mic - mult mai mic decât num rul totală ăș
de articole. Num rul co urilor este de obicei presupus a fi foarte mare, mai mareă ș
decât ceea ce se poate încadra în memoria principal .ă  Se presupune c  datele sunt reprezentate într-ună
fi ier format dintr-o succesiune de co uri.ș ș  În ceea ce prive te sistemul de fi iere distribuitș ș



descrise în sec iunea 2.1, co urile sunt obiectele fi ierului i ale fiec rui coăț ș ș ș ș
este de tip „set de articole”.
6.1.1 Defini ia seturilor de articole frecventeț
Intuitiv, un set de articole care apare în multe co uri se spune c  este „frecvent”.ăș
Pentru a fi formal, presupunem c  exist  un num r s, numit pragul de sprijin.ă ă ă  Dacă
I este un set de articole, suportul pentru I este num rul de co uri pentru care eu suntă ș
subset. Spunem c  sunt frecvent  dac  suportul s u este mai mare sau mai mare.ă ă ă ă
Exemplul 6.1: În Fig. 6.1 sunt seturi de cuvinte. Fiecare set este un co , iarș
cuvintele sunt elemente. Am luat aceste seturi cu un câine de pisic  Googling i luând fragmenteă ș
din cele mai bine clasate pagini. Nu v  îngrijora i dac  apare un cuvânt de dou  oriă ă ăț
într-un co , deoarece co urile sunt seturi i, în principiu, articolele pot ap rea o singur  dat .ă ă ăș ș ș
De asemenea, ignora i majusculele.ț
1. {Pisica i câinele mu c }ăș ș
2. {Yahoo, tiri, revendic ri, o, pisic , împerecheat , cu, un, câine i, produs , viabil ,ă ă ă ă ăș ș
descenden i}ț
3. {Pisic , uciga , probabil, este, un, câine mare}ă ăș
4. {Consultan  profesional , gratuit , pe, câine, antrenament, c elu , antrenament}ă ă ă ăț ț ș
5. {Pisic  i pisoi, antrenament i comportament}ă ș ș
6. {Dog, &, Cat, ofer , câine, antrenament, în, Eugene, Oregon}ă
7. {„Câine i pisic ”, este, un, argou, termen, folosit, de, poli i ti, ofi eri, pentru, un, b rbat -ă ăș ț ș ț
femeie, rela ie}ț
8. {Cump ra i, pentru, spectacol, dvs., câine, îngrijire i, animale de companie, rechizite}ă ț ș
Figura 6.1: Iat  opt co uri, fiecare constând din articole care sunt cuvinteă ș
Deoarece setul gol este un subset al oric rui set, suportul pentru  este 8. Cu toate acestea,ă ∅
în general nu ne vom preocupa de setul gol, din moment ce acesta ne spune
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nimic.
Dintre seturile singleton, evident {cat} i {dog} sunt destul de frecvente.ș
„Câine” apare în toate, cu excep ia co ului (5), deci suportul s u este 7, în timp ce „pisic ” apare înă ăț ș
toate cu excep ia (4) i (8), deci suportul s u este 6. Cuvântul „ i” este, de asemenea, destul de frecvent;ăț ș ș
apare în (1), (2), (5), (7) i (8), deci suportul s u este 5. Cuvintele „a” iăș ș
„Antrenament” apare în trei seturi, în timp ce „pentru” i „este” apar în dou .ăș  Nu
alt cuvânt apare de mai multe ori.
S  presupunem c  ne set m pragul la s = 3. Apoi sunt cinci frecventeă ă ă
seturi de articole singleton: {câine}, {pisic }, { i}, {a} i {antrenament}.ă ș ș
Acum, s  ne uit m la dubletoni.ă ă  Un dubleton nu poate fi frecvent decât dacă
ambele elemente din set sunt frecvente de la sine. Astfel, sunt doar zece
posibile dubletonuri frecvente. Fig. 6.2 este un tabel care indic  ce co uri con ină ș ț
care dubleton.
instruire a
iș

pisică
câine
4, 6
2, 3, 7 1, 2, 7, 8 1, 2, 3, 6, 7
pisică
5, 6
2, 3, 7 1, 2, 5, 7
iș

5
2, 7
A
nici unul
Figura 6.2: Apari iile dubletonelorț
De exemplu, vedem din tabelul din Fig. 6.2 c  dubleton {câine, antrenament}ă
apare doar în co urile (4) i (6).ș ș  Prin urmare, suportul s u este 2 i nu esteă ș
frecvent. Exist  cinci dubletoni frecven i dac  s = 3;ă ăț  sunt
{câine, un} {câine i} {câine, pisic }ăș
{pisic , a}ă
{pisic  i}ă ș
Fiecare apare de cel pu in trei ori;ț  de exemplu, {câine, pisic } apare de cinci ori.ă
În continuare, s  vedem dac  exist  frecvent triple.ă ă ă  Pentru a fi un triplu frecvent,
fiecare pereche de elemente din set trebuie s  fie un dubleton frecvent.ă  De exemplu,
{câine, a i} nu poate fi un set de articole frecvente, pentru c  dac  ar fi, atunci cu siguran  {a,ă ă ăș ț



i} ar fi frecvent, dar nu este.ș  Triplul {câine, pisic  i} ar putea fiă ș
frecvent, deoarece fiecare dintre subgrupurile sale dubleton este frecvent. Din p cate,ă
trei cuvinte apar împreun  numai în co urile (1) i (2), deci nu este o frecvenă ăș ș ț
triplu. Triplul {câine, pisic , a} ar putea fi frecvent, deoarece dubletonele sale sunt toateă
frecvent. De fapt, toate cele trei cuvinte apar în co urile (2), (3) i (7), deciș ș
este un triplu frecvent. Niciun alt triplu de cuvinte nu este nici m car un candidat pentru a fiă
un triplu frecvent, deoarece pentru nici un alt triplu al cuvintelor nu sunt cele trei dubletonuri ale sale
subseturi frecvente. Deoarece exist  un singur triplu frecvent, nu poate fi frecventă
cvadrupluri sau seturi mai mari. ✷
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Vânzare cu am nuntul on-line versus c r midă ă ă ă
Am sugerat în sec iunea 3.1.3 c  un comerciant cu am nuntul online ar folosi similaritateaă ăț
m suri pentru ca obiectele s  g seasc  perechi de obiecte care, de i ar putea s  nu fieă ă ă ă ăș
cump rate de mul i clien i, au avut o frac iune semnificativ  din clien ii loră ăț ț ț ț
in comun. Un comerciant cu am nuntul online ar putea apoi s  fac  publicitate unui articol din perecheă ă ă
c tre câ iva clien i care cump raser  cel lalt obiect al perechii.ă ă ă ăț ț  Acest
metodologia nu are sens pentru un comerciant cu am nuntul de c r mizi, deoareceă ă ă
mai pu ini oameni cump r  un articol, nu poate fi rentabil s  face i publicitate unuiă ă ăț ț
vânzare pe articol. Astfel, tehnicile din capitolul 3 nu sunt adesea utile
pentru comercian ii cu am nuntul de c r mid  i mortar.ă ă ă ăț ș
Dimpotriv , comerciantul cu am nuntul online nu are mare nevoie de analiza pe care o prezent mă ă ă
în acest capitol, deoarece este conceput pentru a c uta seturi de articole care apară
frecvent. Dac  vânz torul cu am nuntul online era limitat la obiecte frecvente, acesteaă ă ă
ar pierde toate oportunit ile care sunt prezente în „coada lung ”ă ăț
selecta i reclame pentru fiecare client individual.ț
6.1.2 Aplica ii de obiecte frecventeț
Aplicarea ini ial  a modelului de co  de pia  a fost în analiza adev ratuluiă ă ăț ș ț
co uri de pia .ăș ț  Adic , supermarketurile i lan urile de magazine înregistreaz  con inutulă ăș ț ț
din fiecare co  de pia  (co  de cump r turi fizic) adus în registru pentruă ă ăș ț ș
verific .ă  Aici „articolele” sunt diferitele produse pe care magazinul le vinde iș
„co urile” sunt seturile de articole dintr-un co  de pia  unic .ă ăș ș ț  Un lan  majorț
ar putea vinde 100.000 de articole diferite i ar putea colecta date despre milioane de pie eș ț
co uri.ș
G sind obiecte frecvente, un comerciant cu am nuntul poate afla ce se cump r  în mod obi nuită ă ă ă ș
împreun .ă  Deosebit de importante sunt perechile sau seturile mai mari de articole care apar mult
mai frecvent decât s-ar fi a teptat au fost articolele cump rate independent.ăș
Vom discuta acest aspect al problemei în sec iunea 6.1.3, dar pentru momentț
s  lu m în considerare pur i simplu c utarea unor seturi de articole frecvente.ă ă ăș  Vom descoperi prin aceasta
analiz  c  mul i oameni cump r  pâine i lapte împreun , dar asta este de pu ină ă ă ă ăț ș ț
interes, deoarece tiam deja c  acestea erau articole populare în mod individual.ăș  Noi
ar putea descoperi c  mul i oameni cump r  hot dog i mu tar împreun .ă ă ă ăț ș ș  Acea,
din nou, nu ar trebui s  fie o surpriz  pentru persoanele c rora le plac hot dog-urile, dar le oferă ă ă ă
supermarketului o oportunitate de a face ni te marketing inteligent.ș  Ei pot face reclama
o vânzare la hot dog i cre te pre ul mu tarului.ș ș ț ș  Când oamenii vin la
magazin pentru hot-dog-urile ieftine, de multe ori î i vor aminti c  au nevoie de mu tar,ăș ș
i cump r  i asta.ă ăș ș  Fie nu vor observa c  pre ul este ridicat, fie motivează ăț

c  nu merit  s  te chinui s  mergi în alt  parte pentru mu tar mai ieftin.ă ă ă ă ă ș
Celebrul exemplu de acest tip este „scutece i bere”.ș  Cu greu s-ar putea
a tepta i ca aceste dou  elemente s  fie corelate, dar prin analiza datelor un lan  de magazineă ăș ț ț
a descoperit c  persoanele care cump r  scutece sunt neobi nuit de susceptibile s  cumpere bere.ă ă ă ăș  The
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teoria este c , dac  cumperi scutece, probabil c  ai un copil acas  i dac  aiă ă ă ă ăș
ai un copil, atunci este pu in probabil s  bei la un bar;ăț  de aceea e ti mai multș
probabil s  aduc  bere acas .ă ă ă  Acela i tip de truc de marketing pe care l-am sugeratș
pentru hot dog i mu tar ar putea fi folosite pentru scutece i bere.ș ș ș
Cu toate acestea, aplica iile de analiz  a elementelor frecvente nu se limiteaz  la piaă ă ăț ț
co uri.ș  Acela i model poate fi folosit pentru a extrage multe alte tipuri de date.ș  niste
exemple sunt:
1. Concepte conexe: Fie ca articolele s  fie cuvinte, iar co urile s  fie documenteă ăș
(de exemplu, pagini web, bloguri, tweets). Un co  / document le con ineș ț



elemente / cuvinte care sunt prezente în document. Dac  c ut m seturi deă ă ă
cuvinte care apar împreun  în multe documente, seturile vor fiă
indicat de cele mai frecvente cuvinte (cuvinte stop), a a cum am v zut în exemplul 6.1.ăș
Acolo, de i inten ia era s  g sim fragmente care s  vorbeasc  despre pisiciă ă ă ăș ț
i câini, cuvintele de oprire „ i” i „a” erau proeminente printreș ș ș

seturi de obiecte. Cu toate acestea, dac  ignor m toate cele mai frecvente cuvinte, atunciă ă
am spera s  g sim printre perechile frecvente câteva perechi de cuvinteă ă
care reprezint  un concept comun.ă  De exemplu, ne-am a tepta la o pereche de genulș
{Brad, Angelina} s  apar  cu o frecven  surprinz toare.ă ă ă ăț
2. Plagiat: L sa i articolele s  fie documente, iar co urile s  fie propozi ii.ă ă ăț ș ț
Un articol / document este „în” un co  / propozi ie dac  propozi ia se afl  înă ăș ț ț
document. Acest aranjament apare înapoi, dar este exact ce
avem nevoie i ar trebui s  ne amintim c  rela ia dintre articoleă ăș ț
iar co urile sunt o rela ie arbitrar  multe-multe.ăș ț  Adic  „în” nevoieă
nu au semnifica ia sa conven ional : „parte din”.ăț ț  În aceast  aplica ie, noiă ț
c uta i perechi de articole care apar împreun  în mai multe co uri.ă ăț ș  Dac  g simă ă
o astfel de pereche, atunci avem dou  documente care împ rt esc mai multe propozi iiă ă ăș ț
uzual. În practic , chiar una sau dou  propozi ii în comun este un bună ă ț
indicator al plagiatului.
3. Biomarkeri: S  fie elementele de dou  tipuri - biomarkeri, cum ar fi geneleă ă
sau proteine din sânge i boli.ș  Fiecare co  este setul de date despreș
un pacient: analiza genomului i a chimiei sângelui, precum i a lorș ș
istoricul medical al bolii. Un set frecvent de articole care const  dintr-o singur  boală ă ă
i unul sau mai mul i biomarkeri sugereaz  un test pentru boal .ă ăș ț

6.1.3 Reguli de asociere
În timp ce subiectul acestui capitol extrage seturi frecvente de articole din date,
aceste informa ii sunt adesea prezentate ca o colec ie de reguli if – then, numite asociateț ț
reguli de ac iune.ț  Forma unei reguli de asociere este I  j, unde I este un set de itemi→
iar j este un element. Implica ia acestei reguli de asociere este c  dac  toateă ăț
articolele din I apar într-un co , apoi j este „probabil” s  apar  în co ul respectiv caă ăș ș
bine.
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Formaliz m no iunea de „probabil” definind încrederea reguliiă ț
I  j s  fie raportul dintre suportul pentru I  {j} i suportul pentru I. Adic ,→ ă ∪ ăș
încrederea regulii este frac ia co urilor cu tot I care, de asemeneaț ș
con ine j.ț
Exemplul 6.2: Lua i în considerare co urile din Fig. 6.1.ț ș  Încrederea regulii
{pisic , câine}  i este 3/5.ă → ș  Cuvintele „pisic ” i „câine” apar în cinci co uri:ă ș ș
(1), (2), (3), (6) i (7).ș  Dintre acestea, „ i” apare în (1), (2) i (7) sau 3/5ș ș
a co urilor.ș
Pentru o alt  ilustra ie, încrederea lui {pisic }  pisoi este 1/6.ă ă →ț  Cuvantul

„Pisic ” apare în ase co uri, (1), (2), (3), (5), (6) i (7).ă ș ș ș  Dintre acestea, doar (5)
are cuvântul „pisoi”. ✷
Încrederea singur  poate fi util , cu condi ia s  sprijine partea stâng  aă ă ă ăț
regula este destul de mare. De exemplu, nu trebuie s  tim c  oamenii suntă ăș
neobi nuit de probabil s  cumpere mu tar atunci când cump r  hot dog, atâta timp cât timă ă ăș ș ș
c  mul i oameni cump r  hot dog i mul i oameni cump r  hot dog iă ă ă ă ăț ș ț ș
mu tar.ş  Putem folosi în continuare trucul vânz rii la hot-dogs discutat în sec iunea 6.1.2.ă ț
Cu toate acestea, exist  adesea o valoare mai mare pentru o regul  de asociere dac  aceasta reflect  o adev rată ă ă ă ă ă
rela ie, în care elementul sau articolele din stânga afecteaz  cumva elementul de peăț
dreapta.
Astfel, definim interesul unei reguli de asociere I  j pentru a fi diferen a→ ț
între încrederea sa i frac ia de co uri care con in j.ș ț ș ț  Acesta este,
dac  nu am nicio influen  asupra lui j, atunci ne-am a tepta ca frac ia co uriloră ăț ș ț ș
inclusiv I care con ine j ar fi exact la fel ca frac iunea dintre toateț ț
co uri care con in j.ș ț  O astfel de regul  are interes 0. Cu toate acestea, este interesant, înă
atât sensul informal, cât i cel tehnic, dac  o regul  are fie un interes ridicat, fie un sensă ăș
c  prezen a lui I într-un co  provoac  cumva prezen a lui j sau foarte mareă ăț ș ț
interes negativ, adic  prezen a lui I descurajeaz  prezen a lui j.ă ăț ț
Exemplul 6.3: Povestea despre bere i scutece este într-adev r o afirma ie că ăș ț
regula cia iei {scutece}  berea are un interes ridicat.→ț  Adic , frac ia de scutec-ă ț
cump r torii care cump r  bere este semnificativ mai mare decât frac ia dintre to i clien iiă ă ă ă ț ț ț
care cump r  bere.ă ă  Un exemplu de regul  cu dobând  negativ  este {cocs}  pepsi.ă ă ă →
Adic , este pu in probabil ca oamenii care cump r  Coca-Cola s  cumpere i Pepsiă ă ă ăț ș
o frac iune bun  din to i oamenii cump r  Pepsi - oamenii prefer  de obicei unul sau unulă ă ă ăț ț



altele, dar nu ambele. În mod similar, se poate a tepta ca regula {pepsi}  cocs→ș
au interes negativ.
Pentru unele calcule numerice, s  ne întoarcem la datele din Fig. 6.1.ă  The
regula {câine}  pisica are încredere 5/7, deoarece „câine” apare în apte co uri, de→ ș ș
care cinci au „pisic ”.ă  Cu toate acestea, „pisica” apare în ase din cele opt co uri,ș ș
deci ne-am a tepta ca 75% din cele apte co uri cu „câine” s  aib  „pisic ”ă ă ăș ș ș
de asemenea. Astfel, interesul regulii este 5 / 7-3 / 4 = -0,036, care este în esen ăț
0. Regula {pisic }  pisoi are interes 1/6 - 1/8 = 0,042.ă →  Justificarea este
c  unul din cele ase co uri cu „pisic ” are i „pisoi”, în timp ce „pisoi”ă ăș ș ș
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apare doar într-unul din cele opt co uri.ș  Acest interes, de i pozitiv, este aproapeș
la 0 i, prin urmare, indic  faptul c  regula asocierii nu este foarte „interesant ”.ă ă ăș  ✷
6.1.4 G sirea regulilor de asociere cu mare încredereă
Identificarea regulilor de asociere utile nu este mult mai dificil  decât g sirea frecventă ă ă
seturi de articole. Vom aborda problema g sirii unor obiecte frecvente înă
echilibrul acestui capitol, dar pentru moment, presupunem c  este posibil s  le g simă ă ă
obiecte frecvente al c ror suport este la sau peste un prag de sprijin s.ă
Dac  c ut m reguli de asociere I  j care se aplic  într-un mod rezonabilă ă ă → ă
frac iune din co uri, atunci sprijinul lui I trebuie s  fie destul de ridicat.ăț ș  În
practic , cum ar fi pentru comercializarea în magazinele de c r mid  i mortar, „destul de ridicat ”ă ă ă ă ăș
este adesea în jur de 1% din co uri.ș  Vrem i încrederea reguliiș
s  fie rezonabil de ridicat, poate 50%, altfel regula are un efect practic redus.ă  La fel de
ca rezultat, setul I  {j} va avea, de asemenea, suport destul de mare.∪
S  presupunem c  am g sit toate seturile de articole care îndeplinesc un prag de asisten  iă ă ă ăț ș
c  avem suportul exact calculat pentru fiecare dintre aceste seturi de articole.ă  Putem
g si i în ele toate regulile de asociere care au atât sprijin ridicat, cât i mareă ț ș
încredere. Adic , dac  J este un set de n elemente care se dovede te a fi frecvent, există ă ăș
numai n posibile reguli de asociere care implic  acest set de itemi, i anume J - {j}  jă →ș
pentru fiecare j din J. Dac  J este frecvent, J - {j} trebuie s  fie cel pu in la fel de frecvent.ă ă ț  Astfel, ea
De asemenea, este un set de articole frecvent i am calculat deja suportul ambelor Jș
i J - {j}.ș  Raportul lor este încrederea regulii J - {j}  j.→

Trebuie s  presupunem c  nu exist  prea multe seturi de articole frecvente i astfelă ă ă ș
nu prea mul i candida i pentru reguli de asociere de înalt  încredere.ăț ț
Motivul este c  fiecare g sit trebuie ac ionat.ă ă ț  Dac  d m magazinulă ă
gestiona i un milion de reguli de asociere care ne îndeplinesc pragurile de asisten  iăț ț ș
încredere, nici m car nu le pot citi, dar mite s  ac ioneze asupra lor.ă ă ă ț  La fel, dac  noiă
producem un milion de candida i pentru biomarkeri, nu ne putem permite s  conducemăț
sentimentele necesare pentru a le verifica. Astfel, este normal s  regla i suportulă ț
prag, astfel încât s  nu primim prea multe seturi obiecte frecvente.ă  Aceast  presupunereă
în sec iunile ulterioare, consecin ele importante asupra eficien eiț ț ț
algoritmi pentru g sirea unor obiecte frecvente.ă

6.1.5 Exerci ii pentru sec iunea 6.1ț ț
Exerci iul 6.1.1: S  presupunem c  exist  100 de articole, numerotate de la 1 la 100 i, de asemenea, 100ă ă ăț ș
co uri, de asemenea numerotate de la 1 la 100. Elementul i se afl  în co ul b dac  i numai dac  i împarte bă ă ăș ș ș
f r  rest.ă ă  Astfel, articolul 1 este în toate co urile, articolul 2 este în toate cele cincizeci dinș
co uri cu num r par i a a mai departe.ăș ș ș  Co ul 12 este format din articolele {1, 2, 3, 4, 6, 12},ș
deoarece acestea sunt toate numerele întregi care împart 12. R spunde i la urm toarele întreb ri:ă ă ăț
(a) Dac  pragul de sprijin este 5, care elemente sunt frecvente?ă
! (b) Dac  pragul de sprijin este 5, ce perechi de articole sunt frecvente?ă
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! (c) Care este suma dimensiunilor tuturor co urilor?ș
! Exerci iul 6.1.2: Pentru datele co ului articolului din Exerci iul 6.1.1, care este co ulț ș ț ș
cel mai mare?
Exerci iul 6.1.3: S  presupunem c  exist  100 de articole, numerotate de la 1 la 100 i, de asemenea, 100ă ă ăț ș
co uri, de asemenea numerotate de la 1 la 100. Elementul i se afl  în co ul b dac  i numai dac  b împarte iă ă ăș ș ș
f r  rest.ă ă  De exemplu, co ul 12 const  din articoleăș
{12, 24, 36, 48, 60, 72, 84, 96}
Repeta i exerci iul 6.1.1 pentru aceste date.ț ț
! Exerci iul 6.1.4: Aceast  întrebare implic  date din care nimic interesantă ăț
pot fi înv ate despre obiecte frecvente, deoarece nu exist  seturi de articole careă ăț



sunt corelate. S  presupunem c  articolele sunt numerotate de la 1 la 10 i fiecare co  esteă ă ș ș
construit prin includerea elementului i cu probabilitatea 1 / i, fiecare decizie fiind luată
independent de toate celelalte decizii. Adic , toate co urile con in elementul 1,ă ș ț
jum tate con in articolul 2, o a treia con ine articolul 3 i a a mai departe.ă ț ț ș ș  S  presupunem num rul deă ă
co urile sunt suficient de mari încât co urile s  se comporte colectiv a a cum s-ar faceăș ș ș
a tepta i statistic.ș ț  L sa i pragul de sprijin s  fie 1% din co uri.ă ăț ș  G siă
obiecte frecvente.
Exerci iul 6.1.5: Pentru datele din Exerci iul 6.1.1, care este încredereaț ț
respectând regulile de asociere?
(a) {5, 7}  2.→
(b) {2, 3, 4}  5.→
Exerci iul 6.1.6: Pentru datele din Exerci iul 6.1.3, care este încredereaț ț
respectând regulile de asociere?
(a) {24, 60}  8.→
(b) {2, 3, 4}  5.→
!! Exerci iul 6.1.7: Descrie i toate regulile de asociere care au încredere de 100%ț ț
pentru datele co ului de pia  ale:ăș ț
(a) Exerci iul 6.1.1.ț
(b) Exerci iul 6.1.3.ț
! Exerci iul 6.1.8: Dovedi i c  în datele din Exerci iul 6.1.4 nu exist  niciun interes-ă ăț ț ț
regulile de asociere; adic  interesul fiec rei reguli de asociere este 0.ă ă
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6.2 Co uri de pia  i algoritmul A-Prioriăș ț ș
Vom începe acum o discu ie despre cum s  g sim obiecte sau informa ii frecventeă ăț ț
derivate din acestea, cum ar fi regulile de asociere cu sprijin i încredere ridicate.ș
Îmbun t irea ini ial  a algoritmilor eviden i, cunoscu i ca „A-Priori”, dină ă ăț ț ț ț
care au fost dezvoltate multe variante, vor fi tratate aici. Urm toarele două ă
sec iunile vor discuta anumite îmbun t iri suplimentare.ă ăț ț  Înainte de a discuta despre A-
Algoritmul priori în sine, începem sec iunea cu o schi  a ipotezelorăț ț
despre modul în care sunt stocate i manipulate datele atunci când c uta i obiecte frecvente.ăș ț
6.2.1 Reprezentarea datelor din co ul de pia ăș ț
Dup  cum am men ionat, presupunem c  datele despre co ul de pia  sunt stocate într-un co  de fi iere.ă ă ăț ș ț ș ș
co  de cump r turi.ă ăș  Eventual, datele se afl  într-un sistem de fi iere distribuit ca în sec iunea 2.1,ă ș ț
iar co urile sunt obiectele pe care le con ine fi ierul.ș ț ș  Sau datele pot fi stocate
într-un fi ier conven ional, cu un cod de caractere pentru a reprezenta co urile i a lorș ț ș ș
obiecte.
Exemplul 6.4: Ne-am putea imagina c  un astfel de fi ier începe:ă ș
{23.456.1001} {3.18.92.145} {...
Aici, personajul {începe un co  i personajul} îl termin .ăș ș  Articolele din
un co  sunt reprezentate prin numere întregi i sunt separate prin virgule.ș ș  Astfel,
primul co  con ine articolele 23, 456 i 1001;ș ț ș  al doilea co  con ine obiecteș ț
3, 18, 92 i 145. ✷ș
Este posibil ca o ma in  s  primeasc  întregul fi ier.ă ă ăș ș  Sau am putea folosi
MapReduce sau un instrument similar pentru a împ r i munca între mai multe procesoare, înă ț
caz în care fiecare procesor prime te doar o parte din fi ier.ș ș  Se pare că
combinând munca procesorelor paralele pentru a ob ine colec ia exact  de articoleăț ț
care îndeplinesc un prag global de asisten  este greu i vom aborda aceast  întrebareă ăț ș
numai în sec iunea 6.4.4.ț
De asemenea, presupunem c  dimensiunea fi ierului co urilor este suficient de mare încât s  fieă ăș ș
nu se încadreaz  în memoria principal .ă ă  Astfel, un cost major al oric rui algoritm este timpulă
este nevoie pentru a citi co urile de pe disc.ș  Odat  ce un bloc de disc plin de co uri este înă ș
memorie principal , o putem extinde, generând toate subseturile de m rime k.ă ă  De la unul
dintre ipotezele modelului nostru este c  dimensiunea medie a unui co  este mic ,ă ăș
generarea tuturor perechilor din memoria principal  ar trebui s  dureze mult mai pu in timpă ă ț
decât timpul necesar citirii co ului de pe disc.ș  De exemplu, dac  sunt 20ă
obiecte într-un co , apoi exist  (ăș  20

2 ) = 190 perechi de articole în co  iș ș
acestea pot fi generate cu u urin  într-o pereche de bucle imbricate.ăș ț
Pe m sur  ce dimensiunea subseturilor pe care dorim s  le gener m cre te, timpul necesară ă ă ă ș
cre te mai mare;ș  de fapt dureaz  aproximativ timp nă  k / k! pentru a genera toate subseturile
de m rimea k pentru un co  cu n articole.ă ș  În cele din urm , de data aceasta domin  timpulă ă
necesare pentru a transfera datele de pe disc. In orice caz:
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1. Adesea, avem nevoie doar de mici obiecte frecvente, astfel încât k nu cre te niciodat  dincolo de 2ăș
sau 3.
2. i când avem nevoie de seturi de articole pentru o dimensiune mare k, de obicei este posibilȘ
pentru a elimina multe dintre articolele din fiecare co , deoarece nu pot participaș
într-un set de articole frecvente, astfel încât valoarea lui n scade pe m sur  ce k cre te.ă ă ș
Concluzia pe care am vrea s  o tragem este c  lucrarea de examinare a fiec ruia dintreă ă ă
co urile pot fi de obicei presupuse propor ionale cu dimensiunea fi ierului.ș ț ș  Putem
m sura i astfel timpul de rulare al unui algoritm de obiecte frecvente cu num rulă ăț
de câte ori este citit fiecare bloc de disc al fi ierului de date.ș
Mai mult, to i algoritmii pe care îi discut m au ăț proprietatea pe care o citesc
fi ier co  secven ial.ș ș ț  Astfel, algoritmii pot fi caracteriza i prin num răț
de trece prin dosarul co ului pe care îl fac i timpul lor de func ionare esteș ș ț
propor ional cu produsul num rului de treceri pe care le fac prinăț
fi ier co  de ori dimensiunea fi ierului respectiv.ș ș ș  Deoarece nu putem controla cantitatea de
date, conteaz  doar num rul de treceri luate de algoritm, i asta esteă ă ș
aspect al algoritmului pe care ne vom concentra la m surarea rul riiă ă
timpul unui algoritm de obiecte frecvente.
6.2.2 Utilizarea memoriei principale pentru num rarea seturilor de articoleă
Cu toate acestea, trebuie s  examin m o a doua problem  legat  de date.ă ă ă ă  Toate
algoritmii de obiecte frecvente ne impun s  men inem numeroase numere diferiteă ț
facem o trecere prin date. De exemplu, ar putea fi necesar s  num r mă ă ă
de câte ori apare fiecare pereche de articole în co uri.ș  Dac  nu avemă
suficient  memorie principal  pentru a stoca fiecare dintre numere, apoi ad ugând 1 la o întâmplareă ă ă
num rarea va necesita cel mai probabil s  înc rc m o pagin  de pe disc.ă ă ă ă ă  În acest caz,
algoritmul va bate i va rula mai multe ordine de m rime mai lent decât dac  am fiă ăș
sigur c  va g si fiecare num r în memoria principal .ă ă ă ă  Concluzia este c  nu putemă
num ra i orice nu se potrive te în memoria principal .ă ăț ș  Astfel, fiecare algoritm are un
limit  cu câte articole se poate ocupa.ă
Exemplul 6.5: S  presupunem c  un anumit algoritm trebuie s  numere toate perechile de elemente,ă ă ă
i exist  n elemente.ăș  Avem astfel nevoie de spa iu pentru stocare (ț  n

2 ) numere întregi, sau aproximativ
n 2 /2 numere întregi. Dac  numerele întregi iau 4 octe i, avem nevoie de 2nă ț  2 octe i.ț  Dac  ma ina noastră ăș
are 2 gigaocte i sau 2ț  31 octe i de memorie principal , atunci avem nevoie de n  2ă ≤ț  15 sau
aproximativ n <33.000. ✷
Nu este banal s  stochezi (ă  n
2 ) conteaz  într-un mod care îl face u or de g sită ăș
num rul pentru o pereche {i, j}.ă  În primul rând, nu am presupus nimic despre cum
elementele sunt reprezentate. Ar putea fi, de exemplu, sfori ca „pâinea”. Aceasta
este mai eficient din punct de vedere spa ial pentru a reprezenta elemente prin numere întregi consecutive de la 1 la n,ț
unde n este num rul de elemente distincte.ă  Cu excep ia cazului în care elementele sunt deja reprezentateț
în acest fel, avem nevoie de un tabel hash care s  traduc  elementele pe m sur  ce apar în fi ieră ă ă ă ș
la numere întregi. Adic , de fiecare dat  când vedem un element în fi ier, îl hash m.ă ă ăș  Dac  esteă
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deja în tabelul hash, putem ob ine codul s u întreg din intrarea sa înăț
masa. Dac  articolul nu este acolo, îi atribuim urm torul num r disponibil (de laă ă ă
num rul num rului de articole distincte v zute pân  acum) i introduce i elementul i elementele acestuiaă ă ă ă ș ț ș
cod în tabel.
Metoda Matricii Triunghiulare
Chiar i dup  codificarea articolelor ca numere întregi, avem totu i problema pe care trebuie s  o avemă ăș ș
num ra i o pereche {i, j} într-un singur loc.ă ț  De exemplu, am putea comanda perechea astfel
c  i <j i folosesc doar intrarea a [i, j] într-o matrice bidimensional  a.ă ăș  Acea
strategia ar face inutil  jum tate din matrice.ă ă  O modalitate mai eficient  din punct de vedere spa ial este de aă ț
utiliza i o matrice triunghiular  unidimensional .ă ăț  Stoc m într-un [k] num rul pentru perecheă ă
{i, j}, cu 1  i <j  n, unde≤ ≤
k = (i - 1) (n -
eu
2)
+ j - i
Rezultatul acestui aspect este c  perechile sunt stocate în ordine lexicografic , adică ă ă
este mai întâi {1, 2}, {1, 3}, ..., {1, n}, apoi {2, 3}, {2, 4}, ..., {2, n} i a a mai departe , josș ș
la {n - 2, n - 1}, {n - 2, n} i în final {n - 1, n}.ș



Metoda Triplurilor
Exist  o alt  abordare a stoc rii num r rilor care poate fi mai adecvat ,ă ă ă ă ă ă
în func ie de frac iunea posibilelor perechi de articole care apar efectiv înț ț
ceva co .ș  Putem stoca num rul ca triplu [i, j, c], adic  num rul deă ă ă
perechea {i, j}, cu i <j, este c. O structur  de date, cum ar fi un tabel hash cu i iă ș
j ca cheie de c utare, este utilizat , astfel încât s  putem afla dac  exist  un triplu pentru un i dat i jă ă ă ă ă ș
i, dac  da, s -l g sesc rapid.ă ă ăș  Numim aceast  abordare metoda triplelor de stocareă

conteaz .ă
Spre deosebire de matricea triunghiular , metoda triplurilor nu ne impune stocareaă
orice dac  num rul pentru o pereche este 0. Pe de alt  parte, metoda tripleloră ă ă
ne cere s  stoc m trei numere întregi, mai degrab  decât unul, pentru fiecare pereche care o faceă ă ă
apar într-un co .ș  În plus, exist  spa iul necesar pentru hashă ț
tabel sau alt  structur  de date utilizat  pentru a sprijini recuperarea eficient .ă ă ă ă  Concluzia
este c  matricea triunghiular  va fi mai bun  dac  cel pu in 1/3 din (ă ă ă ă ț  n
2 ) posibil
perechile apar de fapt în unele co uri, în timp ce dac  sunt semnificativ mai mici de 1/3 dinăș
apar perechi posibile, ar trebui s  lu m în considerare utilizarea metodei triplelor.ă ă
Exemplul 6.6: S  presupunem c  exist  100.000 de articole i 10.000.000 de co uri de 10ă ă ă ș ș
elemente fiecare. Apoi metoda matricei triunghiulare necesit  (ă  100000
2

) = 5 × 10 9
(aproximativ) num r întreg.ă  1 Pe de alt  parte, num rul total de perechiă ă
dintre toate co urile este 10ș  7 ( 10

2 ) = 4,5 × 10 8 . Chiar i în cazul extrem căș
fiecare pereche de articole a ap rut o singur  dat , ar putea exista doar 4,5 × 10ă ă ă  8 perechi cu
1 Aici i pe tot parcursul capitolului, vom folosi aproximarea c  (ăș  n

2 ) = n 2 /2 pentru
mare n.
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conturi nenule. Dac  am folosi metoda triplelor pentru a stoca num rul, am avea nevoieă ă
doar de trei ori num rul de numere întregi sau 1,35 × 10ă  9 numere întregi. Astfel, în aceasta
în cazul în care metoda triplelor va ocupa cu siguran  mult mai pu in spa iu decât triunghiularaăț ț ț
matrice.
Cu toate acestea, chiar dac  erau de zece sau o sut  de ori mai multe co uri, aceastaă ă ș
ar fi normal s  existe o distribu ie suficient de inegal  a articolelor careă ăț
s-ar putea s  fim mai bine folosind metoda triplelor.ă  Adic  ar face unele perechiă
au un num r foarte mare i num rul de perechi diferite care au ap rut într-unaă ă ăș
sau mai multe co uri ar fi mult mai mici decât num rul maxim teoretic deăș
astfel de perechi. ✷
6.2.3 Monotonicitatea seturilor de articole
O mare parte din eficacitatea algoritmilor pe care îi vom discuta este condus  de un singură
observa ie, numit  monotonitate pentru seturile de obiecte:ăț
• Dac  un set I de articole este frecvent, la fel este i fiecare subset al lui I.ă ș
Motivul este simplu. S  fie J  I. Apoi fiecare co  care con ine toate articoleleă ⊆ ș ț
în I con ine cu siguran  toate articolele din J. Astfel, num rul pentru J trebuie s  fie cel pu ină ă ăț ț ț
la fel de mare ca num rul pentru I i dac  num rul pentru I este cel pu in s, atunci num rulă ă ă ăș ț
pentru J este cel pu in s.ț  Deoarece J poate fi cuprins în unele co uri care lipsescș
unul sau mai multe elemente din I - J, este complet posibil ca num rul pentru J s  fieă ă
strict mai mare decât num rul pentru I.ă
Pe lâng  faptul c  algoritmul A-Priori func ioneaz , monotonicitatea ne oferă ă ă ăț
o modalitate de compactare a informa iilor despre obiecte frecvente.ț  Dac  ni se dă ă
un prag de suport s, atunci spunem c  un set de articole este maxim dac  nu exist  un supersetă ă ă
frecvent. Dac  enumer m numai seturile maxime de articole, atunci tim c  toate subseturileă ă ăș
ale unui set maxim de articole sunt frecvente i niciun set care s  nu fie un subset al unoraăș
setul maxim de articole poate fi frecvent.
Exemplul 6.7: S  reconsider m datele din exemplul 6.1 cu ajutorulă ă
vechi s = 3. Am constatat c  exist  cinci singletoni frecven i, cei cu cuvinteă ă ț
„Pisic ”, „câine”, „a”, „ i” i „antrenament”.ă ș ș  Fiecare dintre acestea este con inut  într-unăț
dubleton frecvent, cu excep ia „antrenamentului”, deci un set de obiecte frecvente maxim esteț
{Instruire}. Exist , de asemenea, cinci dubletoni frecven i cu s = 3, i anumeă ț ș
{câine, un} {câine i} {câine, pisic }ăș
{pisic , a}ă
{pisic  i}ă ș
Am g sit, de asemenea, un triplu frecvent, {câine, pisic , a} i nu exist  niciun frecvent mai mareă ă ăș
seturi de articole. Astfel, acest triplu este maxim, dar cele trei frecvente îl dublonează



con ine nu sunt maxime.ț  Celelalte doubletoni frecven i, {câine i} i {pisic ,ăț ș ș
i}, sunt maxime.ș  Observa i c  putem deduce din dubletonii frecven iăț ț

c  singletonii ca {câine} sunt frecven i.ă ț  ✷
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6.2.4 Tirania num r rii perechiloră ă
Dup  cum probabil a i observat, ne-am concentrat pe problema num r rii perechilor înă ă ăț
discu ia de pân  acum.ăț  Exist  un motiv bun pentru a face acest lucru: în practic  cel mai principală ă
este necesar  memorie pentru determinarea perechilor frecvente.ă  Num rul de articole,ă
de i este foarte mare, rareori este atât de mare încât nu putem num ra toate singletonulăș
seteaz  în memoria principal  în acela i timp.ă ă ș
Dar seturile mai mari - triplu, cvadruplu i a a mai departe?ș ș  Aminti i-v  c , în ordineă ăț
pentru ca analiza seturilor frecvente s  aib  sens, rezultatul trebuie s  fie un num r mică ă ă ă
de seturi, sau nu putem nici m car s  le citim pe toate, s  nu mai vorbim de semnifica ia lor.ă ă ă ț
Astfel, în practic , pragul de sprijin este stabilit suficient de mare încât s  fie doar unul rară ă
set care este frecvent. Monotonitatea ne spune c  dac  exist  un triplu frecvent, atunciă ă ă
exist  trei perechi frecvente con inute în el.ă ț  i, desigur, poate existaȘ
perechi frecvente con inute în niciun triplu frecvent.ț  Astfel, ne a tept m s  g simă ă ăș
perechi mai frecvente decât tripluri frecvente, tripluri mai frecvente decât frecvente
cvadrupluri i a a mai departe.ș ș
Acest argument nu ar fi suficient dac  ar fi imposibil s  se evite num rareaă ă ă
toate triplele, deoarece exist  mult mai multe tripluri decât perechi.ă  Este treaba
Algoritmul A-Priori i algoritmi asocia i pentru a evita num rarea multor triple sauăș ț
seturi mai mari i, dup  cum vom vedea, sunt eficiente în acest sens.ăș  Astfel, în ce
în continuare, ne concentr m pe algoritmi pentru calculul perechilor frecvente.ă

6.2.5 Algoritmul A-Priori
Pentru moment, s  ne concentr m pe g sirea numai a perechilor frecvente.ă ă ă  Daca avem
suficient  memorie principal  pentru a num ra toate perechile, folosind oricare dintre metodele discutateă ă ă
în sec iunea 6.2.2 (matrice triunghiular  sau triple), atunci este o chestiune simpl  de citită ăț
fi ierul co urilor într-o singur  trecere.ăș ș  Pentru fiecare co , folosim o bucl  dubl  pentruă ăș
genereaz  toate perechile.ă  De fiecare dat  când gener m o pereche, ad ug m 1 la num rul ei.ă ă ă ă ă
La sfâr it, examin m toate perechile pentru a vedea care au numere egale cu sauăș
mai mare decât pragul de sprijin s; acestea sunt perechile frecvente.
Cu toate acestea, aceast  abordare simpl  e ueaz  dac  exist  prea multe perechi de elemente pentru aă ă ă ă ăș
num ra i-le pe toate în memoria principal .ă ăț  Algoritmul A-Priori este conceput pentru a reduce
num rul de perechi care trebuie num rate, în detrimentul efectu rii a două ă ă ă
trece peste date, mai degrab  decât o trecere.ă
Prima trecere a lui A-Priori
În prima trecere, cre m dou  tabele.ă ă  Primul tabel, dac  este necesar, se traduceă
numele articolelor în numere întregi de la 1 la n, a a cum este descris în sec iunea 6.2.2.ș ț  Cel laltă
tabelul este o serie de num r toare;ă ă  elementul matricii ith conteaz  apari iileă ț
articol numerotat i. Ini ial, conturile pentru toate articolele sunt 0.ț
Pe m sur  ce citim co uri, ne uit m la fiecare articol din co  i îl traducemă ă ăș ș ș
nume într-un num r întreg.ă  Apoi, vom folosi acel num r întreg pentru a indexa în matricea luiă
conteaz  i ad ug m 1 la num rul întreg g sit acolo.ă ă ă ă ăș
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Între trec toarele lui A-Prioriă
Dup  prima trecere, examin m num rul articolelor pentru a determina care dintre eleă ă ă
ele sunt frecvente ca singletoni. Ar putea p rea surprinz tor faptul c  mul i singletoniă ă ă ț
nu sunt frecvente. Dar aminti i-v  c  am stabilit pragul suficient de ridicată ăț
c  nu primim prea multe seturi frecvente;ă  un s tipic ar fi 1% din
co uri.ș  Dac  ne gândim la propriile noastre vizite la un supermarket, cu siguran  cump r mă ă ă ăț
anumite lucruri mai mult de 1% din timp: poate lapte, pâine, Cola sau Pepsi,
i a a mai departe.ș ș  Putem chiar crede c  1% dintre clien i cump r  scutece, chiară ă ăț

de i este posibil s  nu o facem.ăș  Cu toate acestea, multe dintre articolele de pe rafturi sunt cu siguran ăț
nu cump rat de 1% din clien i: Crem  Caesar Salad Dressing de exemplu.ă ăț
Pentru a doua trecere a lui A-Priori, cre m o nou  numerotare de la 1 la m pentruă ă
doar articolele frecvente. Acest tabel este o matrice indexat  de la 1 la n i intrareaă ș
pentru i este fie 0, dac  elementul i nu este frecvent, fie un num r întreg unic în intervalul 1 pân  laă ă ă
m dac  articolul i este frecvent.ă  Ne vom referi la acest tabel drept tabelul cu articole frecvente.
A doua trecere a lui A-Priori



În timpul celei de-a doua treceri, num r m toate perechile care constau din dou  frecventeă ă ă
obiecte. Reamintim din sec iunea 6.2.3 c  o pereche nu poate fi frecvent  decât dac  ambele saleă ă ăț
membrii sunt frecven i.ț  Astfel, nu ne lipsesc perechile frecvente. Spa iul necesar peț
a doua trecere este de 2m 2 octe i, mai degrab  decât 2năț  2 octe i, dac  folosim triunghiularul-ăț
metoda matricei pentru num rare.ă  Observa i c  renumerotarea doar a celor frecventeăț
elemente este necesar dac  dorim s  utiliz m o matrice triunghiular  de m rimea potrivit .ă ă ă ă ă ă  The
set complet de structuri de memorie principal  utilizate în prima i a doua trecere esteă ș
prezentat în Fig. 6.3.
De asemenea, observa i c  beneficiul elimin rii articolelor rare este amplificat;ă ăț  dacă
doar jum tate din articole sunt frecvente, avem nevoie de un sfert din spa iu pentru a conta.ă ț
La fel, dac  folosim metoda triplelor, trebuie s  num r m doar acele perechi de două ă ă ă ă
obiecte frecvente care apar în cel pu in un co .ț ș
Mecanica celei de-a doua treceri este urm toarea.ă
1. Pentru fiecare co , c uta i în tabelul cu articole frecvente pentru a vedea care dintre articolele saleăș ț
sunt frecvente.
2. Într-o bucl  dubl , genera i toate perechile de obiecte frecvente din co ul respectiv.ă ă ț ș
3. Pentru fiecare astfel de pereche, ad uga i una la num rul s u în structura de date obi nuită ă ă ăț ș
num rul de magazine.ă
În cele din urm , la sfâr itul celei de-a doua treceri, examina i structura num r rilor pân  laă ă ă ăș ț
determina i ce perechi sunt frecvente.ț
6.2.6 A-Priori pentru toate seturile obiecte frecvente
Aceea i tehnic  utilizat  pentru g sirea perechilor frecvente f r  a num ra toate perechileă ă ă ă ă ăș
ne permite s  g sim seturi obiecte frecvente mai mari, f r  un num r exhaustiv al tuturor seturilor.ă ă ă ă ă  În
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Figura 6.3: Schema utiliz rii memoriei principale în timpul celor dou  treceri ale A-Prioriă ă
Algoritm
Algoritmul A-Priori, se ia o trecere pentru fiecare set-size k. Dac  nu frecventă
sunt g site seturi de articole de o anumit  dimensiune, apoi monotonitatea ne spune c  nu poate existaă ă ă
seturi obiecte frecvente mai mari, astfel încât s  ne putem opri.ă
Modelul de deplasare de la o dimensiune k la urm toarea dimensiune k + 1 poate fi sumar-ă
marizat astfel. Pentru fiecare dimensiune k, exist  dou  seturi de articole:ă ă
1. C k este setul de articole candidate de m rime k - seturile de articole pe care trebuie s  le avemă ă
num rare pentru a determina dac  acestea sunt de fapt frecvente.ă ă
2. L k este setul de obiecte cu adev rat frecvente de m rimea k.ă ă
Modelul de a trece de la un set la urm torul i o dimensiune la urm toarea esteă ăș
sugerat de Fig. 6.4.
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Figura 6.4: Algoritmul A-Priori alterneaz  între construirea candidatuluiă
seturi i filtrare pentru a g si cele care sunt cu adev rat frecventeă ăș
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Începem cu C 1 , care reprezint  toate seturile de articole singulare, adic  articolele în sine.ă ă
Adic , înainte de a examina datele, orice element ar putea fi frecvent pân  la noiă ă
tiu.ș  Primul pas de filtrare este de a num ra toate articolele i cele a c ror num rare este laă ă ăș

cel pu in pragul de sus inere formeaz  setul Lăț ț  1 al articolelor frecvente.
Setul C 2 al perechilor candidate este setul de perechi ale c ror elemente suntă
în L 1 ; adic  sunt obiecte frecvente.ă  Re ine i c  nu construim Căț ț  2
explicit. Mai degrab  folosim defini ia lui Că ț  2 i test m calitatea de membru în Căș  2 cu
testând dac  ambii membrii s i se afl  în Lă ă ă  1 . A doua trecere a A-Priori
Algoritmul num r  toate perechile de candida i i determin  care apar cel pu ină ă ăț ș ț
de ori. Aceste perechi formeaz  Lă  2 , perechile frecvente.
Putem urma acest tipar pe cât dorim. Setul C 3 al candidatului
triplurile sunt construite (implicit) ca ansamblul triplurilor, dintre care oricare dou  este aă
pereche în L 2 . Presupunerea noastr  despre raritatea seturilor de articole frecvente, subliniată ă
în sec iunea 6.2.4 implic  faptul c  nu vor exista prea multe perechi frecvente, deci eleă ăț
poate fi listat într-un tabel de memorie principal .ă  La fel, nu vor fi prea mul iț
tripluri candidate, deci toate acestea pot fi num rate printr-o generalizare a tripluriloră
metod .ă  Adic , în timp ce triplele sunt folosite pentru a num ra perechi, am folosi cvadrupluri,ă ă
constând din cele trei coduri de articole i num rul asociat, atunci când dorimăș
num r  tripluri.ă ă  În mod similar, putem num ra seturi de dimensiuni k folosind tupluri cu k + 1ă
componente, dintre care ultimul este num rul, iar primul k al c rui element esteă ă
coduri, în ordine sortat .ă
Pentru a g si Lă  3 facem o a treia trecere prin fi ierul co ului.ș ș  Pentru fiecare co ,ș
trebuie doar s  ne uit m la acele elemente care se afl  în Lă ă ă  1 . Din aceste elemente, putem
examina i fiecare pereche i determina i dac  acea pereche este sau nu în Lăț ș ț  2 . Orice articol
a co ului care nu apare în cel pu in dou  perechi frecvente, ambeleăș ț
constau din articole din co , nu pot face parte dintr-un triplu frecvent pe careș
co ul con ine.ș ț  Astfel, avem o c utare destul de limitat  de triple care sunt ambeleă ă
con inute în co  i sunt candida i în Cț ș ș ț  3 . Orice astfel de tripluri g site auă
Am ad ugat la num rul lor.ă ă
Exemplul 6.8: S  presupunem c  co ul nostru este format din articolele de la 1 la 10. Din acestea, 1ă ă ș
pân  la 5 s-au dovedit a fi obiecte frecvente, iar urm toarele perechi auă ă
au fost g site frecvente: {1, 2}, {2, 3}, {3, 4} i {4, 5}.ă ș  La început, elimin mă
elemente care nu sunt frecvente, l sând doar 1 pân  la 5. Cu toate acestea, 1 i 5 apar numai înă ă ș
o pereche frecvent  în setul de articole i, prin urmare, nu poate contribui la o frecvenă ăș ț
triplu con inut în co .ț ș  Astfel, trebuie s  lu m în considerare ad ugarea num rului deă ă ă ă
tripluri care sunt con inute în {2, 3, 4}.ț  Desigur, exist  doar un astfel de triplu.ă
Cu toate acestea, nu o vom g si în Că  3 , deoarece {2, 4} evident nu este frecvent .ă  ✷
Construirea colec iilor de obiecte i candida i frecven i mai mariț ș ț ț
continu  în esen  în acela i mod, pân  când la un pas nu g sim nimic nouă ă ă ăț ș
obiecte frecvente i opri i.ș ț  Acesta este:
1. Defini i Cț  k pentru a fi toate acele seturi de m rimi k, fiecare k - 1 dintre care este ună
set de articole în L k  1−  .
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2. G si i Lă ț  k f când o trecere prin co uri i num rând toate i numaiă ăș ș ș
seturile de m rimi k care se afl  în Că ă  k . Acele seturi de articole care au contat la
cel mai pu in s sunt în Lț  k .
6.2.7 Exerci ii pentru sec iunea 6.2ț ț
Exerci iul 6.2.1: Dac  folosim o matrice triunghiular  pentru a num ra perechi i n, num rulă ă ă ăț ș
un num r de articole, este 20, ce num r de perechi este într-un [100]?ă ă
! Exerci iul 6.2.2: În descrierea noastr  a metodei matricei triunghiulare din sec iuneaăț ț
c iunea 6.2.2, formula pentru k implic  împ r irea unui num r întreg i arbitrar la 2. Cu toate acesteaă ă ăț ț
trebuie s  avem k întotdeauna un num r întreg.ă ă  Dovedi i c  k va fi, de fapt, un num r întreg.ă ăț
! Exerci iul 6.2.3: S  existe I articole într-un set de date din co ul de pia  al B co uri.ă ăț ș ț ș
S  presupunem c  fiecare co  con ine exact K articole.ă ă ș ț  În func ie de I, B,ț
i K:ș

(a) Cât spa iu ocup  metoda matricei triunghiulare pentru a stocaăț
conteaz  toate perechile de articole, presupunând patru octe i per element matrice?ă ț
(b) Care este cel mai mare num r posibil de perechi cu un num r diferit de zero?ă ă
(c) În ce circumstan e putem fi siguri c  metoda triplelor va fiăț
folosi i mai pu in spa iu decât matricea triunghiular ?ăț ț ț
!! Exerci iul 6.2.4: Cum a i num ra toate seturile de elemente de m rimea 3 printr-o generalizareă ăț ț
a metodei matricei triunghiulare? Adic , aranja i-l într-o singur  dimensiuneă ăț
matrice exist  exact un element pentru fiecare set de trei elemente.ă
! Exerci iul 6.2.5: S  presupunem c  pragul de sprijin este 5. G si i frecven a maximă ă ă ăț ț ț
seturi de articole pentru datele de:
(a) Exerci iul 6.1.1.ț
(b) Exerci iul 6.1.3.ț
Exerci iul 6.2.6: Aplica i algoritmul A-Priori cu pragul de sprijin 5 laț ț
datele despre:
(a) Exerci iul 6.1.1.ț
(b) Exerci iul 6.1.3.ț
! Exerci iul 6.2.7: S  presupunem c  avem co uri de pia  care satisfac urm toareleă ă ă ăț ș ț
ipoteze:
1. Pragul de suport este de 10.000.
2. Exist  un milion de articole, reprezentate de numerele întregi 0, 1, ..., 999999.ă
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3. Exist  N obiecte frecvente, adic  obiecte care apar de 10.000 ori sauă ă
Mai Mult.
4. Exist  un milion de perechi care apar de 10.000 de ori sau mai mult.ă
5. Exist  2 milioane de perechi care apar exact o singur  dat .ă ă ă  Dintre aceste perechi, M const  dină
dou  obiecte frecvente;ă  celelalte M au fiecare cel pu in un articol non-frecvent.ț
6. Nu apar deloc alte perechi.
7. Numerele întregi sunt întotdeauna reprezentate de 4 octe i.ț
S  presupunem c  rul m algoritmul A-Priori i putem alege pentru a doua trecereă ă ă ș
între metoda triunghiular -matrice pentru num rarea perechilor candidate i un hashă ă ș
tabel cu triple-element-item-count. Neglija i, în primul caz, spa iul necesarț ț
traduce i între numerele originale ale articolelor i numerele pentru articolele frecvente,ț ș
iar în al doilea caz neglijeaz  spa iul necesar pentru masa hash.ă ț  Ca o func ieț
din N i M, care este num rul minim de octe i de memorie principal  necesară ăș ț
executa i algoritmul A-Priori pe aceste date?ț

6.3 Gestionarea seturilor de date mai mari în memoria principală
Algoritmul A-Priori este bine atâta timp cât pasul cu cea mai mare cerin ăț
pentru memoria principal  - de obicei num rarea perechilor candidate Că ă  2 - are suficient
memorie c  poate fi realizat  f r  zdrobire (mi care repetat  aă ă ă ă ăș
date între disc i memorie principal ).ăș  Au fost propu i mai mul i algoritmiș ț
pentru a reduce dimensiunea setului de candida i Cț  2 . Aici, consider m PCYă
Algoritm, care profit  de faptul c  în prima trecere a lui A-Prioriă ă
exist  de obicei o mul ime de memorie principal  care nu este necesar  pentru num rarea single-uluiă ă ă ăț
obiecte. Apoi ne uit m la algoritmul cu mai multe etape, care folose te trucul PCYă ș
i introduce, de asemenea, treceri suplimentare pentru a reduce în continuare dimensiunea Cș  2 .

6.3.1 Algoritmul lui Park, Chen i Yuș
Acest algoritm, pe care îl numim PCY dup  autorii s i, exploateaz  observa iaă ă ă ț
c  poate exista mult spa iu neutilizat în memoria principal  la prima trecere.ă ăț  În cazul în care există
sunt un milion de articole i gigaocte i de memorie principal , nu avem nevoie de mai mult deăș ț
10% din memoria principal  pentru cele dou  tabele sugerate în Fig. 6.3 - o traducereă ă
tabel de la nume de articole la numere întregi mici i o matrice pentru a num ra aceste numere întregi.ăș
Algoritmul PCY folose te acel spa iu pentru o serie de numere întregi care generalizeazăș ț



ideea unui filtru Bloom (vezi sec iunea 4.3).ț  Ideea este prezentat  schematic înă
Fig. 6.5.
Gândi i-v  la aceast  matrice ca la un tabel hash, ale c rui g le i con in mai degrab  numere întregi decâtă ă ă ă ăț ț ț
seturi de taste (ca într-un tabel hash obi nuit) sau bi i (ca într-un filtru Bloom).ș ț  Perechi de
articolele sunt hashate în g le i ale acestui tabel hash.ă ț  În timp ce examin m un co  în timpulă ș
prima trecere, nu numai c  ad ug m 1 la num rul pentru fiecare articol din co , ciă ă ă ă ș
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Figura 6.5: Organizarea memoriei principale pentru primele dou  treceri ale PCYă
Algoritm
gener m toate perechile, folosind o bucl  dubl .ă ă ă  Hashem fiecare pereche i ad ug mă ăș
1 la g leat  în care se îmbrac  perechea respectiv .ă ă ă ă  Re ine i c  perechea în sine nuăț ț
du-te în g leat ;ă ă  perechea afecteaz  numai singurul întreg din cup .ă ă
La sfâr itul primei treceri, fiecare g leat  are un num r, care este sumaă ă ăș
num r toarea tuturor perechilor care au hash la g leat .ă ă ă ă  Dac  num rul unei g le iă ă ă ț
este cel pu in la fel de mare ca pragul de sprijin s, se nume te cup  frecvent .ă ăț ș
Nu putem spune nimic despre perechile care sunt hash la o g leat  frecvent ;ă ă ă  ei ar putea
toate s  fie perechi frecvente din informa iile disponibile.ă ț  Dar dac  num rul deă ă
g leat  este mai mic  decât s (o g leat  rar ), nu cunoa tem nicio pereche care s  hashezeă ă ă ă ă ă ăș
la aceast  g leat  poate fi frecvent , chiar dac  perechea const  din dou  obiecte frecvente.ă ă ă ă ă ă ă
Acest fapt ne ofer  un avantaj la a doua pas .ă ă  Putem defini setul de
perechile candidate C 2 s  fie acele perechi {i, j} astfel încât:ă
1. i i j sunt obiecte frecvente.ș
2. {i, j} hasheaz  la o g leat  frecvent .ă ă ă ă
Este a doua condi ie care distinge PCY de A-Priori.ț
Exemplul 6.9: În func ie de date i de cantitatea de memorie principal  disponibilă ăț ș
ory, poate fi sau nu un avantaj al utiliz rii tabelului hash la pasul 1. Înă
în cel mai r u caz, toate g le ile sunt frecvente, iar algoritmul PCY conteaz  exactă ă ăț
acelea i perechi ca i A-Priori la a doua pas .ăș ș  Cu toate acestea, uneori, noi
se poate a tepta ca majoritatea g le ilor s  fie rare.ă ăș ț  În acest caz, PCY reduce
cerin ele de memorie ale celei de-a doua treceri.ț

Pagina 252
232
CAPITOLUL 6. ARTICOLE FRECVENTE
S  presupunem c  avem un gigabyte de memorie principal  disponibil pentru tabelul hashă ă ă
la prima trecere. S  presupunem, de asemenea, c  fi ierul de date are câte un miliard de co uri, fiecareă ă ș ș
cu zece obiecte. O bucket este un num r întreg, de obicei 4 octe i, deci putem men ine ună ț ț
un sfert de miliard de g le i.ă ț  Num rul de perechi din toate co urile este de 10ă ș  9 × ( 10



2 )
sau 4,5 × 10 10 perechi; acest num r este, de asemenea, suma num r rilor din g le i.ă ă ă ă ț
Astfel, num rul mediu este de 4,5 × 10ă  10 / 2,5 × 10 8 , sau 180. Dac  pragul de sprijină
s este în jur de 180 sau mai pu in, ne-am putea a tepta ca pu ine g le i s  fie rare.ă ăț ș ț ț  In orice caz,
dac  s este mult mai mare, s  zicem 1000, atunci trebuie s  fie c  marea majoritate aă ă ă ă
g le ile sunt rare.ă ț  Cel mai mare num r posibil de g le i frecvente esteă ă ț
4,5 x 10 10 /1000, sau 45 de milioane din cele 250 de milioane de g le i.ă ț  ✷
Între trecerile PCY, tabelul hash este rezumat ca o bitmap, cu
câte un bit pentru fiecare g leat .ă ă  Bitul este 1 dac  cupa este frecvent  i 0 dac  nu.ă ă ăș  Prin urmare
numerele întregi de 32 de bi i sunt înlocuite cu bi i simpli, iar harta de bi i afi at  înăț ț ț ș
a doua trecere din Fig. 6.5 ocup  doar 1/32 din spa iul care altfel ar fiă ț
disponibil pentru a stoca num rul.ă  Cu toate acestea, dac  majoritatea g le ilor sunt rare, ne a tept mă ă ăț ș
c  num rul de perechi num rate la a doua trecere va fi mult mai mică ă ă
decât num rul total de perechi de articole frecvente.ă  Astfel, PCY poate gestiona unele
seturi de date f r  a bate în timpul celei de-a doua pase, în timp ce A-Priori ar alergaă ă
din memoria principal  i thrash.ă ș
Exist  o alt  subtilitate cu privire la a doua trecere a PCY care afectează ă ă
cantitatea de spa iu necesar .ăț  În timp ce am reu it s  folosim matricea triunghiulară ăș
metod  la a doua trecere a lui A-Priori, dac  am dori, deoarece elementele frecventeă ă
poate fi renumerotat de la 1 la câ iva m, nu putem face acest lucru pentru PCY.ț  Motivul
este c  sunt plasate perechile de articole frecvente pe care PCY ne permite s  le evit mă ă ă
aleatoriu în matricea triunghiular ;ă  sunt perechile care se întâmpl  cu hashă
la o g leat  rar  la prima trecere.ă ă ă  Nu exist  un mod cunoscut de compactareă
matricea pentru a evita l sarea spa iului pentru perechile nenum rate.ă ăț
În consecin , suntem for a i s  folosim metoda triplelor în PCY.ă ăț ț ț  Care re-
stric ia nu poate conta dac  frac ia de perechi de obiecte frecvente care de faptăț ț
apar în g le i erau mici;ă ț  am vrea apoi s  folosim triple pentru A-Prioriă
oricum. Cu toate acestea, dac  cele mai multe perechi de articole frecvente apar împreun  în cel pu ină ă ț
o g leat , atunci suntem obliga i în PCY s  folosim triple, în timp ce A-Priori poate folosi aă ă ăț
matricea triunghiular .ă  Astfel, dac  PCY nu ne permite s  num r m cel pu in 2/3 dină ă ă ă ț
perechi de obiecte frecvente, nu putem câ tiga folosind PCY în loc de A-Priori.ș
În timp ce descoperirea perechilor frecvente de c tre PCY difer  semnificativ de A-ă ă
Priori, etapele ulterioare, unde g sim tripluri frecvente i seturi mai mari, dac  se dore te,ă ăș ș
sunt în esen  acelea i ca A-Priori.ăț ș  Aceast  afirma ie este valabil  i pentru fiecare dintre eleă ăț ș
îmbun t irile aduse A-Priori pe care le acoperim în aceast  sec iune.ă ă ăț ț  Drept urmare, noi
va acoperi doar construc ia perechilor frecvente de aici înainte.ț
6.3.2 Algoritmul cu mai multe etape
Algoritmul cu mai multe etape îmbun t e te PCY utilizând mai multe hash-uri succesiveă ăț ș
tabele pentru a reduce în continuare num rul de perechi de candida i.ă ț  Compensa ia este căț
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Multistage necesit  mai mult de dou  pase pentru a g si perechile frecvente.ă ă ă  O schi  aăț
Algoritmul cu mai multe etape este prezentat în Fig. 6.6.
1
2
Articol
nume
la
numere întregi
n
obiecte
quent
Fre−
1
2
Articol
nume
la
numere întregi
n
contează
Articol
Trecerea 1
contează
pentru g leată ă
Mas  Hashă
1
2



Articol
nume
la
numere întregi
n
obiecte
quent
Fre−
Bitmap 1
Bitmap 2
Structur  de dateă
pentru num r toareă ă
de perechi
Trecerea 2
Bitmap 1
contează
pentru g leată ă
Al doilea
masa hash
Trecerea 3
Figura 6.6: Algoritmul cu mai multe etape utilizeaz  tabele hash suplimentare pentru a reduceă
num rul de perechi de candida iă ț
Prima trecere a Multistage este aceea i cu prima trecere a PCY.ș  Dup  careă
trece i, g le ile frecvente sunt identificate i sintetizate printr-o hart  bit, din nouă ăț ț ș
la fel ca în PCY. Dar a doua trecere a Multistage nu contează
perechi candidate. Mai degrab , folose te memoria principal  disponibil  pentru un alt hashă ă ăș
tabel, folosind o alt  func ie hash.ă ț  De când bitmap-ul din primul tabel hash
ocup  1/32 din memoria principal  disponibil , al doilea tabel hash are aproapeă ă ă
la fel de multe g le i ca prima.ă ț
La a doua trecere a Multistage, trecem din nou prin fi ierul co urilor.ș ș
Nu este nevoie s  num r m din nou articolele, deoarece avem aceste numere de laă ă ă
prima trecere. Cu toate acestea, trebuie s  p str m informa iile despre care sunt articoleleă ă ă ț
frecvente, deoarece avem nevoie atât la a doua, cât i la a treia trecere.ș  In timpul
a doua trecere, vom hash anumite perechi de articole la g le i din al doilea tabel hash.ă ț
O pereche este hashat  numai dac  îndepline te cele dou  criterii pentru a fi num rat  în a douaă ă ă ă ăș
trecere de PCY; adic , vom hash {i, j} dac  i numai dac  i i j sunt ambii frecven i,ă ă ăș ș ț
iar perechea a ajuns la o g leat  frecvent  la prima trecere.ă ă ă  Ca urmare, suma
dintre num rul din al doilea tabel hash ar trebui s  fie semnificativ mai mic decât sumaă ă
pentru prima trecere. Rezultatul este c , chiar dac  al doilea tabel hash areă ă
ne a tept m doar 31/32 din num rul de g le i pe care le are primul tabelă ă ăș ț
s  fie mult mai pu ine g le i frecvente în al doilea tabel hash decât în ă ăț ț primul.
Dup  a doua trecere, al doilea tabel hash este, de asemenea, rezumat ca o hart  de bi i,ă ă ț
iar acea bitmap este stocat  în memoria principal .ă ă  Cele dou  bitmap-uri împreun  ocupă ă ă
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O eroare subtil  în mai multe etapeă
Ocazional, o implementare încearc  s  elimine a doua cerină ă ăț
pentru ca {i, j} s  fie un candidat - c  se hash la o g leat  frecvent  pe primulă ă ă ă ă
trece. Ra ionamentul (fals) este c , dac  nu a fost hash la o g leat  frecventă ă ă ă ăț
la prima pas , nu ar fi fost deloc hashat  la a doua pas ,ă ă ă
i astfel nu ar contribui la num rarea g le ii sale pe a douaă ăș ț

trece. De i este adev rat c  perechea nu este luat  în considerare la a doua trecere, astaă ă ăș
nu înseamn  c  n-ar fi ajuns la o g leat  frecvent  dac  ar fi fostă ă ă ă ă ă
hash. Astfel, este complet posibil ca {i, j} s  fie format din dou  frecventeă ă
obiecte i hashuri la o g leat  frecvent  la a doua trecere, dar nu a f cut-oă ă ă ăș
hash la o g leat  frecvent  la prima trecere.ă ă ă  Prin urmare, toate cele trei condi iiț
trebuie verificat pe trecerea de num rare a Multistage.ă
pu in mai pu in de 1/16 din memoria principal  disponibil , deci exist  înc  o mul imeă ă ă ăț ț ț
spa iu pentru a num ra perechile candidate la a treia trecere.ăț  O pereche {i, j} este în C 2 dacă
i numai dac :ăș

1. i i j sunt ambele elemente frecvente.ș
2. {i, j} hash la o cup  frecvent  în primul tabel hash.ă ă
3. {i, j} hash la o cup  frecvent  în al doilea tabel hash.ă ă
A treia condi ie este distinc ia între Multistage i PCY.ț ț ș
Ar putea fi evident c  este posibil s  introduce i orice num r de treceri întreă ă ăț
primul i ultimul din algoritmul cu mai multe etape.ș  Exist  un factor limitativ careă
fiecare trecere trebuie s  stocheze bitmap-urile din fiecare dintre trecerile anterioare.ă  În cele din urm ,ă
nu mai este suficient spa iu în memoria principal  pentru a face num r rile.ă ă ăț  Nu conteaza



câte treceri folosim, cuplurile cu adev rat frecvente vor fi întotdeauna hash la un frecventă
g leat , deci nu exist  nicio modalitate de a evita num rarea lor.ă ă ă ă

6.3.3 Algoritmul Multihash
Uneori, putem ob ine cea mai mare parte a beneficiilor permiselor suplimentare de pe mai multe etapeț
Algoritm într-o singur  trecere.ă  Aceast  varia ie a PCY se nume te Multihashă ț ș
Algoritm. În loc s  utiliza i dou  tabele hash diferite pe dou  pase succesive,ă ă ăț
utiliza i dou  func ii hash i dou  tabele hash separate care partajeaz  memoria principală ă ă ăț ț ș
la prima trecere, a a cum sugereaz  Fig. 6.7.ăș
Pericolul utiliz rii a dou  tabele hash pe o singur  trecere este c  fiecare tabel hash areă ă ă ă
jum tate de g leat  decât cea mare mas  de hash din PCY.ă ă ă ă  Atâta timp cât media
Num rul unei cupe pentru PCY este mult mai mic decât pragul de sprijin, putemă
opera i dou  mese de ha e pe jum tate i v  a tepta i în continuare la majoritatea g le ilor ambeloră ă ă ăț ș ș ș ț ț
tabelele hash s  fie rare.ă  Astfel, în aceast  situa ie am putea alege foarte bineă ț
abordare multihash.
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Figura 6.7: Algoritmul Multihash folose te mai multe tabele hash într-o singur  trecereăș
Exemplul 6.10: S  presupunem c , dac  rul m PCY, bucket-ul mediu va avea ună ă ă ă
num r s / 10, unde s este pragul de sprijin.ă  Apoi, dac  am folosit Multihashă
abordare cu dou  tabele hash de jum tate, num rul mediu ar fi s / 5.ă ă ă  La fel de
un rezultat, cel mult 1/5 din g le ile din oricare dintre tabelele de hash ar putea fi frecvente,ă ț
iar o pereche aleatorie rare are cel mult probabilitatea (1/5) 2 = 0,04 de a fi în
o g leat  frecvent  în ambele mese de hash.ă ă ă
Prin acela i ra ionament, limita superioar  a perechii rare fiind într-unăș ț
g leat  frecvent  în tabelul de hash PCY este cel mult 1/10.ă ă ă  Adic  am puteaă
a tepta i s  num ra i de 2,5 ori mai multe perechi rare în PCY decât înă ăș ț ț
versiunea Multihash sugerat  mai sus.ă  Prin urmare, ne-am a tepta ca Multihash s  o facă ăș
au o cerin  de memorie mai mic  pentru a doua trecere decât ar fi PCY.ă ăț
Dar aceste limite superioare nu spun povestea complet .ă  Pot exista
mult mai pu ine g le i frecvente decât maximul pentru oricare algoritm, din moment ceăț ț
prezen a unor perechi foarte frecvente va distorsiona distribu ia num rului de g le i.ă ăț ț ț
Cu toate acestea, aceast  analiz  sugereaz  posibilitatea ca pentru unele date iă ă ă ș
accept  praguri, putem face mai bine executând mai multe func ii hash în principală ț
memoria deodat .ă  ✷
Pentru a doua trecere a Multihash, fiecare tabel hash este convertit într-o hart  de bi i,ă ț
ca de obicei. Re ine i c  cele dou  bitmap-uri pentru cele dou  func ii hash din Fig. 6.7ă ă ăț ț ț
ocup  exact la fel de mult spa iu ca o singur  bitmap pentru a doua trecere aă ăț
algoritmul PCY. Condi iile pentru ca o pereche {i, j} s  fie în Căț  2 i astfelș
pentru a solicita un num r pe a doua trecere, sunt acelea i ca pentru a treia trecere deă ș
Multietaj: i i j trebuie s  fie frecvente, iar perechea trebuie s  aib  hash laă ă ăș
o g leat  frecvent  conform ambelor tabele hash.ă ă ă
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A a cum Multistage nu se limiteaz  la dou  tabele hash, putem împ r iă ă ăș ț
memoria principal  disponibil  în câte tabele hash dorim în prima trecere aă ă
Multihash. Riscul este c  ar trebui s  folosim prea multe tabele hash, în medieă ă
num rarea pentru o g leat  va dep i pragul de sprijin.ă ă ă ăș  În acel moment, poate
s  fie foarte pu ine g le i rare în oricare dintre mesele hash.ă ăț ț  Chiar dac  o perecheă
s-ar putea s  g sim un hash la o g leat  frecvent  în fiecare tabel de hash care trebuie num rată ă ă ă ă ă
c  probabilitatea ca o pereche rar  s  fie un candidat cre te, mai degrab  decâtă ă ă ăș
cade, dac  ad ug m un alt tabel hash.ă ă ă

6.3.4 Exerci ii pentru sec iunea 6.3ț ț
Exerci iul 6.3.1: Iat  o colec ie de dou sprezece co uri.ă ăț ț ș  Fiecare con ine trei dintreț
cele ase elemente de la 1 la 6.ș
{1, 2, 3} {2, 3, 4} {3, 4, 5} {4, 5, 6}
{1, 3, 5} {2, 4, 6} {1, 3, 4} {2, 4, 5}
{3, 5, 6} {1, 2, 4} {2, 3, 5} {3, 4, 6}
S  presupunem c  pragul de suport este 4. La prima trecere a algoritmului PCYă ă
folosim o mas  hash cu 11 g le i, iar setul {i, j} este hash la cupa i × jă ă ț
mod 11.
(a) Prin orice metod , calcula i suportul pentru fiecare articol i fiecare pereche de articole.ă ț ș
(b) Ce perechi de hash la ce g le i?ă ț
(c) Care g le i sunt frecvente?ă ț
(d) Care perechi sunt num rate la a doua trecere a algoritmului PCY?ă
Exerci iul 6.3.2: S  presupunem c  rul m algoritmul cu mai multe etape pe datele deă ă ăț
Exerci iul 6.3.1, cu acela i prag de sprijin de 4. Prima trecere este aceea iț ș ș
ca în acel exerci iu, i pentru a doua trecere, vom hash perechi la nou  g le i,ă ăț ș ț
folosind func ia hash care hashes {i, j} la cupa i + j mod 9. Determina iț ț
num r toarele g le ilor la a doua trecere.ă ă ă ț  A doua trecere reduce
set de perechi de candida i?ț  Re ine i c  toate articolele sunt frecvente, deci singurul motiv aăț ț
perechea nu ar fi hash la a doua trecere, dac  este hash la o rară ă
g leat  la prima trecere.ă ă
Exerci iul 6.3.3: S  presupunem c  rul m algoritmul Multihash pe datele deă ă ăț
Exerci iul 6.3.1.ț  Vom folosi dou  mese hash cu câte cinci g le i.ă ă ț  Pentru un,
setul {i, j}, este hash la cupa 2i + 3j + 4 mod 5, iar pentru cealalt , setul esteă
hash to i + 4j mod 5. Deoarece aceste func ii hash nu sunt simetrice în i iț ș
j, ordona i elementele astfel încât i <j când evalua i fiecare func ie hash.ț ț ț  A determina
num rul fiec reia dintre cele 10 g le i.ă ă ă ț  Cât de mare este pragul de sprijin
trebuie s  fie pentru ca algoritmul cu mai multe etape s  elimine mai multe perechi decât PCYă ă
Algoritmul ar folosi, folosind tabelul hash i func ia descris  în exerci iul 6.3.1?ăș ț ț
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! Exerci iul 6.3.4: S  presupunem c  execut m algoritmul PCY pentru a g si frecventă ă ă ăț
perechi, cu date despre co ul de pia  care îndeplinesc urm toarele specifica ii:ă ăș ț ț
1. Pragul de suport este de 10.000.
2. Exist  un milion de articole, reprezentate de numerele întregi 0, 1, ..., 999999.ă
3. Exist  250.000 de articole frecvente, adic  articole care apar de 10.000 de oriă ă
sau mai mult.
4. Exist  un milion de perechi care apar de 10.000 de ori sau mai mult.ă
5. Exist  P perechi care apar exact o dat  i constau din dou  frecventeă ă ăș
obiecte.
6. Nu apar deloc alte perechi.
7. Numerele întregi sunt întotdeauna reprezentate de 4 octe i.ț
8. Când vom împerechea perechi, acestea se distribuie între g le i la întâmplare, dar caă ț
cât mai uniform posibil; adic , pute i presupune c  fiecare g leat  devine exact a saă ă ă ăț
cota echitabil  a perechilor P care apar o singur  dat .ă ă ă
S  presupunem c  exist  S octe i ai memoriei principale.ă ă ă ț  Pentru a rula algoritmul PCY
cu succes, num rul de g le i trebuie s  fie suficient de mare încât majoritatea g le iloră ă ă ăț ț
nu sunt frecvente. În plus, la a doua trecere, trebuie s  fie suficient spa iuă ț
s  numere toate perechile candidate.ă  În func ie de S, care este cea mai mare valoareț
din P pentru care putem rula cu succes algoritmul PCY pe aceste date?
! Exerci iul 6.3.5: În conformitate cu ipotezele date în exerci iul 6.3.4, Mul-ț ț
Algoritmul tihash reduce cerin ele de memorie principal  pentru a doua trecere?ăț



În func ie de S i P, care este num rul optim de tabele hash de utilizatăț ș
la prima trecere?
! Exerci iul 6.3.6: S  presupunem c  execut m algoritmul cu mai multe etape în 3 treceri pentru a g siă ă ă ăț
perechi frecvente, cu date despre co ul de pia  care îndeplinesc urm toarele specifica ii:ă ăș ț ț
1. Pragul de suport este de 10.000.
2. Exist  un milion de articole, reprezentate de numerele întregi 0, 1, ..., 999999.ă
Toate articolele sunt frecvente; adic  apar de cel pu in 10.000 de ori.ă ț
3. Exist  un milion de perechi care apar de 10.000 de ori sau mai mult.ă
4. Exist  P perechi care apar exact o singur  dat .ă ă ă
5. Nu apar deloc alte perechi.
6. Numerele întregi sunt întotdeauna reprezentate de 4 octe i.ț
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7. Când vom împerechea perechi, acestea se distribuie între g le i la întâmplare, dar caă ț
cât mai uniform posibil; adic , pute i presupune c  fiecare g leat  devine exact a saă ă ă ăț
cota echitabil  a perechilor P care apar o singur  dat .ă ă ă
8. Func iile hash utilizate la primele dou  treceri sunt complet independenteăț
adâncitur .ă
S  presupunem c  exist  S octe i ai memoriei principale.ă ă ă ț  În func ie de S i P, ceț ș
este num rul a teptat de perechi de candida i la a treia trecere a Multistageă ș ț
Algoritm?

6.4 Algoritmi de trecere limitată
Algoritmii pentru seturile de articole frecvente discutate pân  acum utilizeaz  o trecere pentru fiecare dimensiuneă ă
a obiectelor pe care le investig m.ă  Dac  memoria principal  este prea mic  pentru a p stra datele i fi ierulă ă ă ă ș ș
spa iul necesar pentru a num ra obiecte frecvente de o m rime, nu pare s  existeă ă ăț
orice modalitate de a evita k trece pentru a calcula colec ia exact  de obiecte frecvente.ăț
Cu toate acestea, exist  multe aplica ii în care nu este esen ial s  descoperi i fiecareă ăț ț ț
obiecte frecvente. De exemplu, dac  c ut m articole cump rate împreun  de laă ă ă ă ă
un supermarket, nu vom desf ura o vânzare bazat  pe fiecare set de articole frecventeă ăș
g sim, deci este destul de suficient s  g sim majoritatea, dar nu toate seturile obi nuite.ă ă ă ș
În aceast  sec iune explor m câ iva algoritmi care au fost propu i s  fie g si iă ă ă ăț ț ș ț
toate sau cele mai frecvente seturi de articole folosind cel mult dou  pase.ă  Începem cu
abordare evident  a utiliz rii unui e antion de date, mai degrab  decât a întregului set de date.ă ă ăș
Un algoritm numit SON folose te dou  treceri, prime te r spunsul exact i împrumută ă ăș ș ș
la implementarea prin MapReduce sau un alt regim de calcul paralel.
În cele din urm , algoritmul lui Toivonen folose te în medie dou  pase, prime te un r spuns exact,ă ă ăș ș
dar, rareori, nu se poate termina într-o anumit  perioad  de timp.ă ă

6.4.1 Algoritmul simplu, randomizat
În loc s  folosim întregul fi ier de co uri, am putea alege un subset aleatoriu deă ș ș
co urile i pretinde i c  este întregul set de date.ăș ș ț  Trebuie s  ajust m suportulă ă
prag pentru a reflecta num rul mai mic de co uri.ă ș  De exemplu, dac  suportulă
pragul pentru setul de date complet este s i alegem un e antion de 1% din co uri,ș ș ș
atunci ar trebui s  examin m e antionul pentru seturile de articole care apar în cel pu in s / 100ă ă ș ț
a co urilor.ș
Cel mai sigur mod de a alege proba este de a citi întregul set de date i pentru fiecareș
co , selecta i co ul respectiv pentru e antion cu o probabilitate fix  ăș ț ș ș p. Presupune
exist  m co uri în întregul fi ier.ă ș ș  La sfâr it, vom avea un e antion al c ruiăș ș
dimensiunea este foarte aproape de co urile pm.ș  Cu toate acestea, dac  avem motive s  credem că ă ă
co urile apar deja în ordine aleatorie în fi ier, apoi nici m car nu avemăș ș
pentru a citi întregul fi ier.ș  Putem selecta primele co uri pm pentru e antionul nostru.ș ș  Sau daca
fi ierul face parte dintr-un sistem de fi iere distribuit, putem alege câteva buc i la întâmplareăș ș ț
s  serveasc  drept prob .ă ă ă
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De ce nu alege i doar prima parte a fi ierului?ț ș
Riscul în selectarea unui e antion dintr-o por iune a unui fi ier mare este caș ț ș
datele nu sunt distribuite uniform în fi ier.ș  De exemplu, s  presupunem c  fi ierulă ă ș
au fost o list  cu adev rat con inut de co  de pia  la un magazin universal, organizată ă ăț ș ț
dup  data vânz rii.ă ă  Dac  a i lua doar primele co uri din fi ier, a i face-oă ț ș ș ț
au date vechi. De exemplu, nu ar exista iPod-uri în aceste co uri,ș
chiar dac  iPod-urile ar fi putut deveni un element popular mai târziu.ă



Ca un alt exemplu, lua i în considerare un dosar de teste medicale efectuate laț
diferite spitale. Dac  fiecare bucat  provine dintr-un spital diferit, atunciă ă
alegerea buc ilor la întâmplare ne va oferi un e antion extras doar dintr-un micăț ș
subset al spitalelor. Dac  spitalele efectueaz  diferite teste sau le efectuează ă ă
în diferite moduri, datele pot fi extrem de p rtinitoare.ă
Dup  ce am selectat e antionul co urilor, folosim o parte din memoria principală ăș ș
pentru a depozita aceste cosuri. Echilibrul memoriei principale este folosit pentru a executa
unul dintre algoritmii pe care i-am discutat, cum ar fi A-Priori, PCY, Multistage,
sau Multihash. Cu toate acestea, algoritmul trebuie s  ruleze treceri peste memoria principală ă
e antion pentru fiecare dimensiune set de articole, pân  când g sim o dimensiune f r  elemente frecvente.ă ă ă ăș  Acolo
nu sunt necesare acces ri pe disc pentru a citi e antionul, deoarece acesta se afl  în memoria principal .ă ă ăș
Pe m sur  ce sunt descoperite obiecte frecvente de fiecare dimensiune, acestea pot fi scrise pe disc;ă ă
aceast  opera ie i citirea ini ial  a e antionului de pe disc sunt singurul discă ăț ș ț ș
Algoritmul face I / O.
Desigur, algoritmul va e ua dac  oricare dintre metodele din sec iunea 6.2 sau 6.3ăș ț
alegem c  nu poate fi rulat în cantitatea de memorie principal  r mas  dup  stocarea fi ieruluiă ă ă ă ă ș
prob .ă  Dac  avem nevoie de mai mult  memorie principal , atunci o op iune este s  citim e antionulă ă ă ăț ș
de pe disc pentru fiecare trecere. Deoarece e antionul este mult mai mic decât setul de date complet,ș
evit m totu i majoritatea discurilor I / O pe care le-au discutat algoritmii anterioră ș
ar folosi.
6.4.2 Evitarea erorilor în algoritmii de e antionareș
Ar trebui s  fim con tien i de problema cu algoritmul simplu din sec iunea 6.4.1:ă ș ț ț
nu se poate baza nici pentru a produce toate elementele care sunt frecvente în
întregul set de date i nici nu va produce numai seturi de articole care sunt frecvente înș
întreg. Un set de articole care este frecvent în ansamblu, dar nu în e antion, este falsș
negativ, în timp ce un set de articole care este frecvent în e antion, dar nu în ansamblu, este unș
fals pozitiv.
Dac  e antionul este suficient de mare, este pu in probabil s  existe erori grave.ă ăș ț  Acesta este,
un set de articole al c rui suport este mult mai mare decât pragul va fi aproape sigură
s  fie identificat dintr-un e antion aleatoriu i un set de articole al c rui suport este mult mai mică ăș ș
decât pragul este pu in probabil s  apar  frecvent în e antion.ă ăț ș  Cu toate acestea, un
elemente al c ror sprijin în ansamblu este foarte aproape de prag este la fel de probabilă
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s  fie frecvent în e antion ca nu.ă ș
Putem elimina falsurile pozitive f când o trecere prin setul de date completă
i num rarea tuturor seturilor de articole care au fost identificate ca frecvente în e antion.ăș ș

P stra i la fel de frecvent numai acele seturi de articole care au fost frecvente în e antion iă ț ș ș
de asemenea frecvent în ansamblu. Re ine i c  aceast  îmbun t ire va elimina toate falsurileă ă ă ăț ț ț
pozitive, dar un fals negativ nu este num rat i, prin urmare, r mâne nedescoperit.ă ăș
Pentru a îndeplini aceast  sarcin  într-o singur  trecere, trebuie s  putem conta toateă ă ă ă
obiecte frecvente de toate dimensiunile simultan, în memoria principal .ă  Dac  am puteaă
rula i algoritmul simplu cu memoria principal  disponibil , apoiă ăț
exist  mari anse s  putem conta toate seturile de articole frecvente laă ăș
o dat , pentru c :ă ă
(a) Singletonii i perechile frecvente ar putea domina colec ia deș ț
toate obiecte frecvente i a trebuit s  le num r m pe toate într-o singur  trecere.ă ă ă ăș
(b) Acum avem toat  memoria principal  disponibil , deoarece nu trebuie s  stoc mă ă ă ă ă
proba din memoria principal .ă
Nu putem elimina complet negativele false, dar le putem reduce
num rul dac  memoria principal  o permite.ă ă ă  Am presupus c  dac  s esteă ă
pragul de suport, iar e antionul este frac iunea p din întregul set de date, atunci noiș ț
utiliza i ps ca prag de sus inere pentru e antion.ț ț ș  Cu toate acestea, putem folosi ceva
mai mic decât cel al pragului pentru e antion, un astfel de 0.9ps.ș  Având o mai mică
prag înseamn  c  vor trebui num rate mai multe seturi de articole din fiecare dimensiune, deciă ă ă
cerin a de memorie principal  cre te.ăț ș  Pe de alt  parte, dac  este suficientă ă
memorie principal , atunci ne vom identifica ca având suport de cel pu in 0.9ps înă ț
e antion aproape toate acele seturi de articole care au suport cel pu in s este întregul.ș ț  Dacă
facem apoi o trecere complet  pentru a elimina acele seturi de articole care au fost identificateă
la fel de frecvente în e antion, dar nu sunt frecvente în ansamblu, nu avem falsș
pozitive i, sper m, s  nu aib  niciunul sau foarte pu ine negative false.ă ă ăș ț
6.4.3 Algoritmul lui Savasere, Omiecinski iș
Navathe
Urm toarea noastr  îmbun t ire evit  atât falsurile negative, cât i falsele pozitive, laă ă ă ă ăț ș
costul efectu rii a dou  treceri complete.ă ă  Se nume te algoritmul SON dup  autori.ăș



Ideea este s  împ r i i fi ierul de intrare în buc i (care pot fi „buc i” înă ă ă ăț ț ș ț ț
sensul unui sistem de fi iere distribuit sau pur i simplu o bucat  din fi ier).ăș ș ș  Trateaz -le pe fiecareă
bucat  ca un e antion i rula i algoritmul Sec iunii 6.4.1 pe acea bucat .ă ăș ș ț ț  Noi
folosi i ps ca prag, dac  fiecare bucat  este frac ia p din întregul fi ier i s esteă ăț ț ș ș
pragul de sprijin. Stoca i pe disc toate seturile de articole frecvente g site pentru fiecareăț
bucat  mare.ă
Odat  ce toate buc ile au fost procesate în acest fel, lua i uniunea deă ăț ț
toate seturile de articole care au fost g site frecvente pentru una sau mai multe buc i.ă ăț  Aceste
sunt elementele candidate. Observa i c  dac  un set de articole nu este frecvent în niciunulă ăț
bucat , atunci suportul s u este mai mic de ps în fiecare bucat .ă ă ă  Deoarece num rul deă
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buc i este 1 / p, concluzion m c  suportul total pentru acel set de articole este mai mic deă ă ăț
(1 / p) ps = s. Astfel, fiecare set de articole care este frecvent în ansamblu este frecvent în
cel pu in o bucat  i putem fi siguri c  toate elementele cu adev rat frecvente suntă ă ăț ș
printre candida i;ț  adic , nu exist  negative negative.ă ă
Am f cut un total de o trecere prin date pe m sur  ce citim fiecare bucată ă ă ă
i a procesat-o.ș  Într-o a doua trecere, num r m toate seturile de articole candidate iă ă ș

selecta i cele care au suport cel pu in s ca elemente frecvente.ț ț
6.4.4 Algoritmul SON i MapReduceș
Algoritmul SON se preteaz  bine unui mediu de calcul paralel.ă  Fiecare
din buc i pot fi procesate în paralel, iar elementele frecvente din fiecareăț
buc i combinate pentru a forma candida ii.ăț ț  Putem distribui candida ii c treăț
mul i procesoare, solicita i fiec rui procesor s  numere suportul pentru fiecare candidată ăț ț
într-un subset de co uri i, în cele din urm , rezuma i acele suporturi pentru a ob ine sprijinulăș ș ț ț
pentru fiecare set de articole candidate din întregul set de date. Acest proces nu are
s  fie implementat în MapReduce, dar exist  un mod natural de exprimareă ă
fiecare dintre cele dou  treceri ca o opera iune MapReduce.ă ț  Vom rezuma acest lucru
Secven a MapReduce-MapReduce de mai jos.ț
Func ia Prima hart : lua i subsetul atribuit al co urilor i g si iă ăț ț ș ș ț
elemente frecvente în subset folosind algoritmul Sec iunii 6.4.1.ț  Ca de-
înscris acolo, reduce i pragul de asisten  de la s la ps dac  fiecare sarcin  H r i devineă ă ă ăț ț ț
frac iunea p din totalul fi ierului de intrare.ț ș  Ie irea este un set de perechi cheie-valoare (F, 1),ș
unde F este un set frecvent de articole din e antion.ș  Valoarea este întotdeauna 1 i esteș
irelevant.
Prima func ie de reducere: fiec rei sarcini de reducere i se atribuie un set de taste, careăț
sunt seturi de articole. Valoarea este ignorat , iar sarcina Reduce le produce pur i simpluă ș
taste (seturi de articole) care apar de una sau mai multe ori. Astfel, ie irea primuluiș
Func ia de reducere este setul de articole candidate.ț
A doua func ie de hart : sarcinile de hart  pentru a doua func ie de hart  sunt luateă ă ăț ț
toate ie irile din prima func ie de reducere (seturile de articole candidate) i aș ț ș
por iunea din fi ierul de date de intrare.ț ș  Fiecare activitate Harta conteaz  num rul de apari iiă ă ț
a fiec ruia dintre elementele candidate dintre co urile din por iunea setului de dateă ș ț
c  a fost atribuit.ă  Ie irea este un set de perechi cheie-valoare (C, v), unde C este unaș
dintre seturile de candida i i v este suportul pentru acel set de articole printre co uriț ș ș
care au fost introduse în aceast  sarcin  de hart .ă ă ă
A doua func ie de reducere: sarcinile de reducere iau seturile de elemente care suntț
date ca chei i sumeaz  valorile asociate.ăș  Rezultatul este sprijinul total
pentru fiecare set de articole pe care sarcina Reduce a fost atribuit s  îl gestioneze.ă  Acestea
seturile de articole a c ror sum  de valori este cel pu in s sunt frecvente în întregul set de date, deciă ă ț
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sarcina Reduce produce aceste seturi de elemente cu num rul lor.ă  Seturi de articole care nu
au suport total cel pu in s nu sunt transmise la ie irea Reduceriiț ș
sarcin .ă  2
6.4.5 Algoritmul lui Toivonen
Acest algoritm utilizeaz  întâmplarea într-un mod diferit de e antionarea simplă ăș
algoritmul sec iunii 6.4.1.ț  Algoritmul lui Toivonen, având în vedere suficiente
ory, va folosi o trecere peste un e antion mic i o trecere complet  peste date.ăș ș  Aceasta
nu va da nici negative negative, nici pozitive, dar exist  un mic, dar diferit de zeroă
probabilitatea c  nu va reu i s  produc  niciun r spuns.ă ă ă ăș  În acest caz, are nevoie
s  se repete pân  d  un r spuns.ă ă ă ă  Cu toate acestea, num rul mediu de treceriă



necesar înainte de a produce toate i numai seturile obiecte frecvente este o mic  constant .ă ăș
Algoritmul lui Toivonen începe prin selectarea unui mic e antion din setul de date de intrare,ș
i g sind din acesta candidatul frecvent seturi de articole.ăș  Procesul este exact a aș

din sec iunea 6.4.1, cu excep ia faptului c  este esen ial ca pragul s  fie setat la cevaă ăț ț ț
mai mic  decât valoarea sa propor ional .ă ăț  Adic , dac  pragul de sprijin pentru întregă ă
setul de date este s, iar dimensiunea e antionului este frac ia p, atunci când se caut  frecventăș ț
seturi de elemente din e antion, utiliza i un prag cum ar fi 0.9ps sau 0.8ps.ș ț  Cu cât noi suntem mai mici
face pragul, cu atât avem nevoie de mai mult  memorie principal  pentru calculul tuturor seturilor de articoleă ă
care sunt frecvente în e antion, dar cu cât avem mai multe anse s  evit m situa iaă ăș ș ț
unde algoritmul nu reu e te s  ofere un r spuns.ă ăș ș
Dup  ce am construit colec ia de obiecte frecvente pentru e antion, noiă ț ș
apoi construi i marginea negativ .ăț  Aceasta este colec ia de articole care nu suntț
frecvente în e antion, dar toate subseturile lor imediate (subseturi construiteș
prin tergerea exact  a unui articol) sunt frecvente în e antion.ăș ș
Exemplul 6.11: S  presupunem c  elementele sunt {A, B, C, D, E} i am g sită ă ăș
urm toarele seturi de articole s  fie frecvente în e antion: {A}, {B}, {C}, {D}, {B, C},ă ă ș
{C, D}. Re ine i c   este, de asemenea, frecvent, atât timp cât exist  cel pu in la fel de multeă ∅ ăț ț ț
co uri ca prag de sprijin, de i din punct de vedere tehnic algoritmii pe care îi avemș ș
descrise omit acest fapt evident. În primul rând, {E} se afl  în marginea negativ , deoareceă ă
nu este frecvent în e antion, dar singurul s u subgrup imediat, , este frecvent.ă ∅ș
Seturile {A, B}, {A, C}, {A, D} i {B, D} se afl  în marginea negativ .ă ăș
Niciunul dintre aceste seturi nu este frecvent i fiecare are dou  subseturi imediate, ambeleăș
care sunt frecvente. De exemplu, {A, B} are subseturi imediate {A} i {B}.ș
Dintre celelalte ase dubletoni, niciunul nu se afl  în grani a negativ .ă ăș ț  Seturile {B, C}
i {C, D} nu se afl  în grani a negativ , deoarece sunt frecvente.ă ăș ț  The

cele patru perechi r mase sunt fiecare E împreun  cu un alt element, iar acestea nuă ă
în marginea negativ , deoarece au un subset imediat {E} care nu esteă
frecvent.
Niciunul dintre tripluri sau seturi mai mari nu se afl  în marginea negativ .ă ă  De exemplu,
{B, C, D} nu se afl  în marginea negativ , deoarece are un subset imediată ă
2 Strict vorbind, func ia Reduce trebuie s  produc  o valoare pentru fiecare tast .ă ă ăț  Poate produce
1 ca valoare pentru seturile de articole g site frecvente i 0 pentru cele care nu sunt frecvente.ă ș
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{B, D} care nu este frecvent. Astfel, chenarul negativ este format din cinci seturi:
{E}, {A, B}, {A, C}, {A, D} i {B, D}.ș  ✷
Pentru a completa algoritmul lui Toivonen, facem o trecere prin întreaga
set, num rând toate seturile de elemente care sunt frecvente în e antion sau se afl  înă ăș
chenar negativ. Exist  dou  rezultate posibile.ă ă
1. Niciun membru al chenarului negativ nu este frecvent în întregul set de date. În
în acest caz, setul corect de elemente frecvente este exact acele seturi de articole
din proba care s-a dovedit a fi frecvent  în ansamblu.ă
2. Unul dintre membrii frontierei negative este frecvent în ansamblu. Atunci noi
nu pot fi sigur c  nu exist  ni te seturi chiar mai mari, nici înă ă ș
chenar negativ i nici colec ia de obiecte frecvente pentru e antion,ș ț ș
care sunt, de asemenea, frecvente în ansamblu. Astfel, nu putem oferi niciun r spuns la acest lucruă
timp i trebuie s  repete algoritmul cu un nou e antion aleatoriu.ăș ș
6.4.6 De ce func ioneaz  algoritmul lui Toivonenăț
În mod clar, algoritmul lui Toivonen nu produce niciodat  un fals pozitiv, întrucâtă
porturi la fel de frecvente acele seturi de articole care au fost num rate i care s-au dovedit a fi frecventeă ș
în ansamblu. Pentru a argumenta c  nu produce niciodat  un fals negativ, trebuie s  ar t mă ă ă ă ă
c  atunci când niciun membru al frontierei negative nu este frecvent în ansamblu, atunciă
nu poate exista niciun set de elemente care s  fie:ă
1. Frecvent în ansamblu, dar
2. În nici grani a negativ  i nici colec ia de obiecte frecvente pentruăț ș ț
proba.
S  presupunem contrariul.ă  Adic , exist  un set S care este frecvent înă ă
întreg, dar nu în grani a negativ  i nu frecvent în e antion.ăț ș ș  De asemenea,
aceast  rund  a algoritmului lui Toivonen a produs un r spuns, care ar fi cu sigurană ă ă ăț
nu include i S printre seturile de articole frecvente.ț  Prin monotonie, toate subseturile lui S
sunt, de asemenea, frecvente în ansamblu. Fie T un subset al lui S care este cel mai mic
dimensiunea posibil  între toate subseturile de S care nu sunt frecvente în e antion.ă ș
Sus inem c  T trebuie s  se afle în grani a negativ .ă ă ăț ț  Sigur T întâlne te unul dintreș
condi ii pentru a fi în grani a negativ : nu este frecvent  în e antion.ă ăț ț ș
De asemenea, îndepline te cealalt  condi ie pentru a fi în grani a negativ : fiecare dintre eiă ăș ț ț
subseturile imediate sunt frecvente în e antion.ș  C ci dac  vreun subset imediat deă ă



T nu au fost frecvente în e antion, atunci ar exista un subset de S, adicăș
mai mic decât T i nu frecvent în e antion, contrazicând selec ia noastr  de Tăș ș ț
ca un subset de S care nu a fost frecvent în e antion, totu i la fel de mic ca oricare altulș ș
a stabilit.
Acum vedem c  T este atât la grani a negativ , cât i frecvent în ansambluă ăț ș
set de date. În consecin , aceast  rund  a algoritmului lui Toivonen nu a produs ună ă ăț
R spuns.ă
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6.4.7 Exerci ii pentru sec iunea 6.4ț ț
Exerci iul 6.4.1: S  presupunem c  exist  opt elemente, A, B, ..., H i urm toareleă ă ă ăț ș
sunt seturile de articole frecvente maxime: {A, B}, {B, C}, {A, C}, {A, D}, {E} iș
{F}. G si i marginea negativ .ă ăț
Exerci iul 6.4.2: Aplica i algoritmul lui Toivonen la datele din exerci iul 6.3.1,ț ț ț
cu un prag de sprijin de 4. Lua i ca e antion primul rând de co uri:ț ș ș
{1, 2, 3}, {2, 3, 4}, {3, 4, 5} i {4, 5, 6}, adic  o treime din fi ier.ăș ș  Scara noastră
suportul jos va fi 1.
(a) Care sunt seturile de articole frecvente în e antion?ș
(b) Care este grani a negativ ?ăț
(c) Care este rezultatul trecerii prin setul de date complet? Sunt oricare dintre
seturi de articole în grani a negativ  frecvente în ansamblu?ăț
!! Exerci iul 6.4.3: S  presupunem c  elementul i apare exact de câte ori într-un fi ier de n co uri,ă ăț ș ș
unde s este pragul de sprijin. Dac  lu m un e antion de n / 100 co uri iă ă ș ș ș
reduce i pragul de sprijin pentru e antion la s / 100, care este probabilitateaț ș
c  voi fi g sit a fi frecvent?ă ă  Pute i presupune c  atât s, cât i n suntăț ș
divizibil cu 100.

6.5 Num rarea elementelor frecvente într-un fluxă
S  presupunem c  în loc de un fi ier de co uri avem un flux de co uri, de laă ă ș ș ș
pe care vrem s -l exploat m frecvent.ă ă  Reamintim din capitolul 4 că
diferen a dintre un flux i un fi ier de date este c  elementele fluxului sunt doarăț ș ș
disponibile când sosesc i, de obicei, rata de sosire este atât de mare încât noiș
nu poate stoca întregul flux într-un mod care permite interogarea u oar .ăș  Mai departe, ea
este obi nuit ca fluxurile s  evolueze în timp, astfel încât elementele care sunt frecvente înăș
fluxul de ast zi s-ar putea s  nu fie frecvent mâine.ă ă
O distinc ie clar  între fluxuri i fi iere, atunci când sunt obiecte frecventeăț ș ș
considerat, este c  nu exist  un sfâr it al unui flux, deci în cele din urm  un set de articole mergeă ă ăș
s  dep easc  pragul de suport, atâta timp cât apare în mod repetat în flux.ă ă ăș
Ca rezultat, pentru fluxuri, trebuie s  ne gândim la pragul de sprijin s ca la o frac iune deă ț
co urile în care trebuie s  apar  un set de articole pentru a fi considerat frecvent.ă ăș
Chiar i cu aceast  ajustare, avem înc  mai multe op iuni cu privire la por iuneă ăș ț ț
a fluxului peste care se m soar  acea frac iune.ă ă ț
În aceast  sec iune, vom discuta mai multe moduri pe care le-am putea extrage frecventă ț
seturi de articole dintr-un flux. În primul rând, lu m în considerare modalit ile de utilizare a tehnologiei de e antionareă ăț ș
niques din sec iunea anterioar .ăț  Apoi, lu m în considerare modelul ferestrei în descompunereă
din sec iunea 4.7 i extinde i metoda descris  în sec iunea 4.7.3 pentru g sireă ăț ș ț ț
Obiecte „populare”.
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6.5.1 Metode de e antionare pentru fluxuriș
În cele ce urmeaz , vom presupune c  elementele fluxului sunt co uri de articole.ă ă ș
Poate cea mai simpl  abordare pentru a men ine o estimare actual  a frecven eiă ăț ț
seturile de articole într-un flux este s  colecteze un anumit num r de co uri i s  le stocheze ca fi ier.ă ă ăș ș ș
În acela i timp, rula i unul dintre algoritmii frecven i-set discuta i în acest capitolș ț ț ț
ignorarea elementelor de flux care sosesc sau stocarea lor ca alt fi ier care urmeaz  s  fieă ăș
analizate ulterior. Când algoritmul de obiecte frecvente se termin , avem ună
estimarea seturilor frecvente de articole din flux. Avem apoi mai multe op iuni.ț
1. Putem folosi aceast  colec ie de obiecte frecvente pentru orice aplica ie esteă ț ț
la îndemân , dar începe i s  rula i o alt  itera ie a setului de obiecte frecvente aleseă ă ăț ț ț
algoritm imediat. Acest algoritm poate:
(a) Utiliza i fi ierul care a fost colectat în timpul primei itera ii a algoritmuluiț ș ț
rithm alerga. În acela i timp, colecta i înc  un fi ier care s  fieă ăș ț ș



utilizat la o alt  itera ie a algoritmului, atunci când aceast  itera ie curentă ă ăț ț
se termin .ă
(b) Începe i acum s  colecta i un alt fi ier de co uri i rula i algoritmulăț ț ș ș ș ț
când a fost colectat un num r adecvat de co uri.ă ș
2. Putem continua s  num r m num rul de apari ii al fiec reia dintre acesteaă ă ă ă ăț
seturi obiecte frecvente, împreun  cu num rul total de co uri v zute înă ă ăș
de la începutul num r rii.ă ă  Dac  se descoper  c  exist  un set de articoleă ă ă ă
într-o frac iune din co uri care este semnificativ sub frac iunea de pragț ș ț
s, atunci acest set poate fi eliminat din colec ia de obiecte frecvente.ț
Când calcula i frac ia, este important s  include i apari iileăț ț ț ț
din fi ierul original al co urilor, din care erau obiecte frecventeș ș
derivat. Dac  nu, risc m s  ne confrunt m cu o perioad  scurt  de timpă ă ă ă ă ă
care un set de articole cu adev rat frecvent nu apare suficient de frecvent iă ș
arunc-o afara. De asemenea, ar trebui s  permitem un anumit mod pentru seturile de articole noi frecventeă
pentru a fi ad ugat la colec ia curent .ă ăț  Posibilit ile includ:ăț
(a) Aduna i periodic un nou segment al co urilor în flux iț ș ș
folosi i-l ca fi ier de date pentru o alt  itera ie a frecven ei aleseăț ș ț ț
algoritmul seturilor de articole. Se formeaz  noua colec ie de articole frecventeă ț
din rezultatul acestei itera ii i din seturile de articole frecvente dinț ș
colec ia anterioar  care a supravie uit posibilit ii de a fi fostă ăț ț ț
ters pentru a deveni rare.ș

(b) Ad uga i câteva seturi de elemente aleatorii la colec ia curent  i num ra i-leă ă ăț ț ș ț
frac iune de apari ii pentru o vreme, pân  când cineva are o idee bun  despreă ăț ț
indiferent dac  sunt sau nu frecvente în prezent.ă  Mai degrab  decât s  alegiă ă
elemente noi complet la întâmplare, s-ar putea concentra pe seturi cu
elemente care apar în multe seturi de elemente deja cunoscute ca fiind frecvente.
De exemplu, o alegere bun  este s  alege i seturi de elemente noi din negativă ă ț
frontier  (sec iunea 6.4.5) a setului curent de obiecte frecvente.ă ț
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6.5.2 Seturi de articole frecvente în Windows în descompunere
Aminti i-v  din sec iunea 4.7 c  o fereastr  în descompunere pe un flux se formeaz  prin pickingă ă ă ăț ț
o mic  constant  c i care d  elementul ith anterior elementului cel mai recentă ă ăș
greutatea (1 - c) i , sau aproximativ e −ci . Sec iunea 4.7.3 a prezentat efectiv unț
metoda de calcul a articolelor frecvente, cu condi ia ca pragul de suport s  fieăț
definit într-un mod oarecum diferit. Adic  am considerat, pentru fiecare articol, ună
flux care avea 1 dac  elementul a ap rut la un anumit element de flux i 0 dacă ă ăș
nu. Am definit „scorul” pentru acel element ca fiind suma ponderilor în care
elementul s u de flux era 1. Am fost constrân i s  înregistr m toate articolele al c ror scoră ă ă ăș
a fost cel pu in 1/2.ț  Nu putem folosi un prag de scor peste 1, pentru c  nuă
ini iaz  un num r pentru un articol pân  când acesta apare în flux i primulă ă ăț ș
când apare, scorul s u este doar 1 (din moment ce 1, sau (1 - c)ă  0 , este greutatea
element curent).
Dac  dorim s  adapt m aceast  metod  la fluxurile de co uri, exist  dou  modific riă ă ă ă ă ă ă ăș
cationi pe care trebuie sa ii facem. Primul este simplu. Elementele fluxului sunt mai degrab  co uriă ș
decât elementele individuale, pot ap rea atât de multe elemente la un anumit element de flux.ă
Trata i fiecare dintre aceste elemente ca i cum ar fi elementul „curent” i ad uga i 1 la al lorăț ș ș ț
scor dup  înmul irea tuturor scorurilor actuale cu 1 - c, a a cum este descris în sec iunea 4.7.3.ă ț ș ț
Dac  unele articole dintr-un co  nu au scor curent, ini ializa i scorurile acestoraă ș ț ț
elemente la 1.
A doua modificare este mai complicat .ă  Vrem s  g sim toate seturile de articole frecvente,ă ă
nu doar seturi de articole singulare. Dac  ar fi s  ini ializ m un num r pentru un set de articoleă ă ă ăț
ori de câte ori am v zut-o, am avea prea multe conturi.ă  De exemplu, un coș
din 20 de articole are peste un milion de subseturi i toate acestea ar trebui ini iateș ț
pentru un co .ș  Pe de alt  parte, dup  cum am men ionat, dac  folosim o cerină ă ă ăț ț
peste 1 pentru ini ierea punct rii unui set de articole, atunci nu am primi niciodată ăț
seturile de articole au început i metoda nu ar func iona.ș ț
O modalitate de a rezolva aceast  problem  este de a începe s  notezi anumite seturi de articole caă ă ă
de îndat  ce vom vedea o singur  instan , dar fi i pruden i cu privire la ce seturi de articole începem.ă ă ăț ț ț
Este posibil s  împrumut m din trucul A-Priori i s  începem un set de articole I numai dac  este completă ă ă ăș
subseturile adecvate imediate sunt deja înscrise. Consecin a acestui lucruț
restric ia este c , dac  eu sunt cu adev rat frecvent, în cele din urm  vom începe s -l num r m,ă ă ă ă ă ă ăț
dar nu începem niciodat  un set de articole decât dac  ar fi cel pu in un candidat înă ă ț
sens folosit în algoritmul A-Priori.
Exemplul 6.12: S  presupunem c  I este un set mare de articole, dar acesta apare în fluxă ă
periodic, o dat  la 1 / 2c co uri.ă ș  Apoi scorul s u i cel al subseturilor sale,ă ș



nu scade niciodat  sub eă  −1/2 , care este mai mare de 1/2. Astfel, odat  creat un scoră
pentru un anumit subset al lui I, acel subset va continua s  fie punctat pentru totdeauna.ă  Primul
când apare I, numai subseturile sale individuale vor avea scoruri create pentru ele.
Cu toate acestea, data viitoare când voi ap rea, fiecare dintre subseturile sale dubleton va începeă
punctaj, deoarece fiecare dintre subseturile imediate ale acelor dubletoni este deja în curs
marcat. La fel, a zecea oar  când apar I, subseturile sale de m rime k - 1 sunt toateă ă
punctat, a a c  ini iam scoruri pentru fiecare dintre subseturile sale de m rime k.ă ăș ț  În cele din urm , noiă
atinge dimensiunea | I |, moment în care începem s  not m eu însu i.ă ă ș  ✷
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6.5.3 Metode hibride
Abordarea sec iunii 6.5.2 ofer  anumite avantaje.ăț  Este nevoie de o limită
cantitatea de munc  de fiecare dat  când ajunge un element de flux i ofer  întotdeaunaă ă ăș
o imagine actualizat  a ceea ce este frecvent în fereastra în descompunere.ă  Este mare
dezavantajul este c  ne cere s  men inem scorurile pentru fiecare set de articole cuă ă ț
un scor de cel pu in 1/2.ț  Putem limita num rul de elemente care sunt punctateă
prin cre terea valorii parametrului c.ș  Dar cu cât c este mai mare, cu atât este mai mic
fereastr  în descompunere este.ă  Astfel, am putea fi obliga i s  accept m informa ii care urm rescă ă ăț ț
fluctua iile locale de frecven  prea strâns, decât s  se integreze peste oă ăț ț
perioada lunga.
Putem combina ideile din sec iunile 6.5.1 i 6.5.2.ț ș  De exemplu, noi
ar putea rula un algoritm standard pentru obiecte frecvente pe un e antion de flux,ș
cu un prag conven ional pentru sprijin.ț  Seturile de articole care se g sesc frecventă
prin acest algoritm va fi tratat ca i cum to i au ajuns la ora curent .ăș ț  Acea
adic  fiecare ob ine un scor egal cu o frac ie fix  ă ăț ț din num rul lor.ă
Mai exact, s  presupunem c  e antionul ini ial are b co uri, c este dec dereaă ă ăș ț ș
constant  pentru fereastra în descompunere i scorul minim pe care dorim s -l accept mă ă ăș
pentru un set de obiecte frecvente în fereastra în descompunere este s. Apoi pragul de sprijin
pentru rularea ini ial  a algoritmului de obiecte frecvente este bcs.ăț  Dac  un set de articole I esteă
sa constatat c  are suport t în e antion, apoi i se acord  ini ial un scor de t / (bc).ă ăș ț
Exemplul 6.13: S  presupunem c = 10ă  −6 i scorul minim pe care dorim s -l accept mă ăș
în fereastra în descompunere este 10. S  presupunem c  lu m un e antion de 10ă ă ă ș  8 co uriș
din pârâu. Apoi, atunci când analiz m e antionul respectiv, folosim un prag de suportă ș
de 10 8 × 10 −6 × 10 = 1000.
Lua i în considerare un set de articole I care are suport 2000 în e antion.ț ș  Apoi ini ialaț
scorul pe care îl folosim pentru I este 2000 / (10 8 × 10 −6 ) = 20. Dup  acest pas de ini iere, fiecareă ț
când un co  ajunge în flux, scorul curent va fi înmul it cuș ț
1 - c = 0,999999. Dac  I ă este un subset al co ului curent, atunci ad uga i 1 la scor.ăș ț
Dac  scorul pentru I scade sub 10, atunci se consider  c  nu mai este frecvent,ă ă ă
deci este eliminat din colec ia de obiecte frecvente.ț  ✷
Din p cate, nu avem un mod rezonabil de a ini ia scorul de noiă ț
seturi de articole. Dac  nu avem niciun scor pentru itemul I, iar 10 este scorul minim pe care îl avem noiă
doresc s  men in , nu exist  nicio modalitate prin care un singur co  s - i poat  s ri scorulă ă ă ă ă ăț ș ș
0 la ceva mai mult decât 1. Cea mai bun  strategie pentru ad ugarea de seturi noi este s  rula i ună ă ă ț
noi calcule frecvente de articole pe un e antion din flux i ad uga i laăș ș ț
colec ia de seturi de articole fiind punctat  pe oricare care îndepline te pragul pentru e antionul respectivăț ș ș
dar nu au fost marcate anterior.
6.5.4 Exerci ii pentru sec iunea 6.5ț ț
!! Exerci iul 6.5.1: S  presupunem c  num r m obiecte frecvente într-un câ tig în descompunereă ă ă ăț ș
dow cu o constant  de descompunere c.ă  S  presupunem, de asemenea, c , cu probabilitatea p, un dată ă
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elementul stream (co ) con ine atât articolele i, cât i j.ș ț ș  În plus, cu
abilitatea p co ul con ine i dar nu j, iar cu probabilitatea p con ine jș ț ț
dar nu eu. În func ie de c i p, care este frac iunea de timp în care vom fiț ș ț
marcând perechea {i, j}?

6.6 Rezumatul capitolului 6
♦ Date Market-Basket: Acest model de date presupune c  exist  dou  tipuri de dateă ă ă
entit i: articole i co uri.ăț ș ș  Exist  o rela ie între mul i i mul iă ț ț ș ț
obiecte i co uri.ș ș  De obicei, co urile sunt legate de seturi mici de articole,ș
în timp ce articolele pot fi legate de multe co uri.ș



♦ Seturi obiecte frecvente: suportul pentru un set de articole este num rul de co uriă ș
care con ine toate acele articole.ț  Elemente cu suport care este cel pu in uniiț
pragul sunt numite obiecte frecvente.

♦ Reguli de asociere: Acestea sunt implica ii pe care dac  un co  con ine unăț ș ț
anumite seturi de elemente I, atunci este probabil s  con in  un alt element particulară ăț
j, de asemenea. Se nume te probabilitatea ca j s  fie i într-un co  care con ine Iăș ș ș ț
încrederea regulii. Dobânda regulii este suma cu care
încrederea se abate de la frac ia tuturor co urilor care con in j.ț ș ț
♦ Gâtul de sticl  de num rare a perechilor: pentru a g si obiecte frecvente, trebuieă ă ă
examina i toate co urile i num ra i num rul de apari ii ale seturilor de aă ăț ș ș ț ț
anumite dimensiuni. Pentru date tipice, cu scopul de a produce un num r mic deă
seturi de articole care sunt cele mai frecvente dintre toate, partea care ia adesea
cea mai mare memorie principal  este num rarea perechilor de articole.ă ă  Astfel, metodele pentru
g sirea de obiecte frecvente se concentreaz  în mod obi nuit pe modul de a minimizaă ă ș
memoria principal  necesar  num r rii perechilor.ă ă ă ă

♦ Matrici triunghiulare: În timp ce s-ar putea folosi o matrice bidimensional  pentruă
num ra i perechi, astfel pierde i jum tate din spa iu, deoarece nu este nevoieă ăț ț ț
num ra i perechea {i, j} atât în ă ț elementele matricei ij, cât i ji.ș  Aranjând
perechi (i, j) pentru care i <j în ordine lexicografic , putem stoca numaiă
conturile necesare într-o matrice unidimensional  f r  spa iu irosit i totu iă ă ă ț ș ș
s  pute i accesa eficient num rul pentru orice pereche.ă ăț
♦ Stocarea perechilor se consider  tripl : dac  mai pu in de 1/3 din perechile posibileă ă ă ț
apar de fapt în co uri, atunci este mai eficient spa iul pentru a stoca num rul deăș ț
perechi ca triple (i, j, c), unde c este num rul perechii {i, j} i i <j.ă ș
O structur  de index, cum ar fi un tabel hash, ne permite s  g sim triplul pentruă ă ă
(i, j) eficient.

♦ Monotonicitatea seturilor obiecte frecvente: O proprietate important  a seturilor de obiecte esteă
c  dac  un set de articole este frecvent, atunci la fel sunt toate subseturile sale.ă ă  Exploat mă
aceast  proprietate pentru a elimina necesitatea de a num ra anumite seturi de articole folosind-oă ă
contrapozitiv: dac  un set de articole nu este frecvent, atunci nici supersetele sale nu sunt.ă
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♦ Algoritmul A-Priori pentru perechi: Putem g si toate perechile frecvente după ă
f când dou  pase peste co uri.ă ă ș  La prima trecere, num r m articoleleă ă
i apoi stabili i ce elemente sunt frecvente.ș ț  Pe al doilea

trece i, num r m doar perechile de articole care se g sesc frecventeă ă ăț
la prima trecere. Monotonitatea ne justific  ignorarea altor perechi.ă

♦ G sirea unor obiecte frecvente mai mari: A-Priori i mul i al i algoritmiă ș ț ț
permite i-ne s  g sim obiecte frecvente mai mari decât perechile, dac  facem o singur  trecereă ă ă ăț
peste co urile pentru fiecare set de m rimi, pân  la o anumit  limit .ă ă ă ăș  Pentru a g siă
obiecte frecvente de m rimea k, monotonitatea ne permite s  ne restrângem aten iaă ă ț
numai acele seturi de articole astfel încât toate subseturile lor de dimensiunea k - 1 au deja
a fost g sit frecvent.ă

♦ Algoritmul PCY: Acest algoritm se îmbun t e te pe A-Priori prin creareaă ăț ș
un tabel hash la prima trecere, folosind tot spa iul de memorie principal care nu esteț
necesare pentru a num ra articolele.ă  Perechile de articole sunt hash i tabelul hashș
g le ile sunt utilizate ca num r întreg de câte ori o pereche a hashă ăț
la g leat .ă ă  Apoi, la a doua trecere, trebuie doar s  num r m perechi deă ă ă
obiecte frecvente care au ajuns la o g leat  frecvent  (una a c rei num rare este laă ă ă ă ă
cel pu in pragul de sprijin) la prima trecere.ț
♦ Algoritmul cu mai multe etape: Putem insera treceri suplimentare între
prima i a doua trecere a algoritmului PCY la hash perechi cu alte, în-ș
tabele hash dependente. La fiecare trecere intermediar , nu trebuie decât s  hashă ă
perechi de obiecte frecvente care s-au m run it la g le i frecvente pe toateă ăț ț
multe pase.

♦ Algoritmul Multihash: Putem modifica prima trecere a PCY Algo-
rithm pentru a împ r i memoria principal  disponibil  în mai multe tabele hash.ă ă ăț  Pe
a doua trecere, trebuie s  contoriz m o pereche de obiecte frecvente numai dac  sunt hashă ă ă
pentru a frecventa g le ile în toate mesele hash.ă ț
♦ Algoritmi aleatori: în loc s  fac  treceri prin toate datele,ă ă
putem alege un e antion aleatoriu de co uri, suficient de mic încât s  fieăș ș
este posibil s  stoca i atât e antionul, cât i num rul necesar de articole înă ăț ș ș



memoria principala. Pragul de sprijin trebuie redus propor ional.ț
Putem g si apoi seturile de articole frecvente pentru e antion i sper m c  acestaă ă ăș ș
este o bun  reprezentare a datelor ca întreg.ă  În timp ce aceast  metod  folose te laă ă ș
majoritatea trec prin întregul set de date, sunt supuse unor fals pozitive
(articole care sunt frecvente în e antion, dar nu în ansamblu) i falseș ș
negative (elemente care sunt frecvente în ansamblu, dar nu e antionul).ș
♦ Algoritmul SON: o îmbun t ire a algoritmului simplu randomizată ăț
rithm este de a împ r i întregul fi ier de co uri în segmente suficient de miciă ț ș ș
c  toate seturile obiecte frecvente pentru segment pot fi g site în memoria principal .ă ă ă
Seturile de articole candidate sunt cele g site frecvent pentru cel pu in un segment.ă ț  A
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a doua trecere ne permite s  num r m to i candida ii i s  g sim exact colec iaă ă ă ă ăț ț ș ț
alegerea de obiecte frecvente. Acest algoritm este adecvat în special într-un
Setare MapReduce.

♦ Algoritmul lui Toivonen: Acest algoritm începe prin g sirea unor obiecte frecventeă
într-un e antion, dar cu pragul coborât, deci exist  pu ine anseăș ț ș
lipsesc un set de articole care este frecvent în ansamblu. Apoi, vom examina
întregul fi ier de co uri, num rând nu numai seturile de articole frecvente înăș ș
e antionul, dar i marginea negativ  - elemente care nu au fostăș ș
g sit frecvent, dar toate subseturile lor imediate sunt.ă  Dac  niciun membru ală
frontiera negativ  se g se te frecvent  în ansamblu, atunci r spunsul este exact.ă ă ă ăș
Dar dac  un membru al frontierei negative este g sit frecvent, atunci întregulă ă
procesul trebuie s  se repete cu un alt e antion.ă ș
♦ Elementele frecvente în fluxuri: dac  folosim o fereastr  în descompunere cu constantă ă ă
c, atunci putem începe s  num r m un articol ori de câte ori îl vedem într-un co .ă ă ă ș  Noi
începe i s  num ra i un set de articole dac  îl vedem cuprins în co ul curent,ă ă ăț ț ș
i toate subseturile sale imediate adecvate sunt deja num rate.ăș  Dupa cum

fereastra se descompune, înmul im toate num r rile cu 1 - c i le elimin mă ă ăț ș
care sunt mai mici de 1/2.

6.7 Referin e pentru capitolul 6ț
Modelul de date al co ului de pia , inclusiv regulile de asociere i A-Prioriăș ț ș
Algoritm, sunt din [1] i [2].ș
Algoritmul PCY este de la [4]. Algoritmii multietape i multihashș
se g sesc în [3].ă
Algoritmul SON este din [5]. Algoritmul lui Toivonen apare în [6].
1. R. Agrawal, T. Imielinski i A. Swami, „Asocia iile miniere întreș ț
seturi de articole din baze de date masive, ”Proc. ACM SIGMOD Intl. Conf. pe
Managementul datelor, pp. 207-216, 1993.
2. R. Agrawal i R. Srikant, „Algoritmi rapizi pentru regulile asocia iei miniere”ș ț
Intl. Conf. pe baze de date foarte mari, pp. 487–499, 1994.
3. M. Fang, N. Shivakumar, H. Garcia-Molina, R. Motwani i JD Ull-ș
omule, „Computer iceberg interog  eficient”, Intl.ă  Conf. pe Foarte mare
Baze de date, pp. 299-310, 1998.
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Capitolul 7
Clustering
Clusterizarea este procesul de examinare a unei colec ii de „puncte” i de grupareț ș
punctele în „clustere” în func ie de o anumit  m sur  a distan ei.ă ă ăț ț  Scopul este acela
punctele din acela i grup au o distan  mic  una de cealalt , în timp ce puncteleă ă ăș ț
în diferite clustere sunt la o distan  mare una de cealalt .ă ăț  O sugestie de
cum ar putea ar ta clusterele a fost v zut în Fig. 1.1.ă ă  Cu toate acestea, exist  inten iaă ț
a fost c  existau trei clustere în jurul a trei intersec ii de drumuri diferite, dară ț
dou  dintre clustere s-au amestecat unul în cel lalt pentru c  nu erau suficientă ă ă
separat.
Scopul nostru în acest capitol este s  oferim metode pentru descoperirea clusterelor în date.ă
Ne intereseaz  în special situa iile în care datele sunt foarte mari i / sauă ț ș
unde spa iul este fie de înalt  dimensiune, fie spa iul nu este euclidianăț ț
toate. Prin urmare, vom discuta mai mul i algoritmi care presupun c  datele sunt valabileăț
nu se încadreaz  în memoria principal .ă ă  Cu toate acestea, începem cu elementele de baz : cele dou  generaleă ă
abord ri ale clusteriz rii i metodele de tratare a clusterelor într-ună ă ș
Spa iul euclidian.ț

7.1 Introducere în tehnicile de clusterizare
Începem prin a revizui no iunile de m suri de distan  i spa ii.ă ăț ț ș ț  Cei doi
abord rile majore ale grup rii - ierarhice i atribuirea punctelor - suntă ă ș
amendat. Trecem apoi la o discu ie despre „blestemul dimensionalit ii”, careăț ț
face dificil  aglomerarea în spa ii cu dimensiuni ridicate, dar i, a a cum vom vedea,ă ț ș ș
permite unele simplific ri dac  sunt utilizate corect într-un algoritm de grupare.ă ă

7.1.1 Puncte, spa ii i distan eț ș ț
Un set de date adecvat pentru grupare este o colec ie de puncte, care sunt obiecteț
apar inând unor spa ii.ț ț  În sensul s u cel mai general, un spa iu este doar un universală ț
set de puncte, din care sunt extrase punctele din setul de date. Cu toate acestea, noi
ar trebui s  in  cont de cazul obi nuit al unui spa iu euclidian (a se vedea sec iunea 3.5.2),ă ăț ș ț ț
253
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care are o serie de propriet i importante utile pentru grupare.ăț  În special,
punctele unui spa iu euclidian sunt vectori de numere reale.ț  Lungimea vectorului
este num rul de dimensiuni ale spa iului.ă ț  Componentele vectorului sunt
denumite în mod obi nuit coordonatele punctelor reprezentate.ș
Toate spa iile pentru care putem efectua o grupare au o m sur  a distan ei,ă ăț ț
oferind o distan  între oricare dou  puncte din spa iu.ă ăț ț  Am introdus distan eț
în sec iunea 3.5.ț  Distan a euclidian  comun  (r d cin  p trat  a sumelor dină ă ă ă ă ă ăț
p trate ale diferen elor dintre coordonatele punctelor din fiecare dimen-ă ț
sion) serve te pentru toate spa iile euclidiene, de i am men ionat i alteleș ț ș ț ș
op iuni pentru m surarea distan ei în spa iile euclidiene, inclusiv în Manhattanăț ț ț
distan a (suma m rimilor diferen elor în fiecare dimensiune) iăț ț ș
L ∞ -distan  (magnitudinea maxim  a diferen ei în orice dimensiune).ă ăț ț
Beagles
Greutate
În l imeăţ
Chihuahua
Teckelii

Figura 7.1: În l imile i greut ile câinilor prelua i din trei soiuriă ăț ș ț ț
Exemplul 7.1: Aplica iile clasice ale clusteriz rii implic  adesea dimensiuni reduseă ăț
spa ii euclidiene sec ionale.ț ț  De exemplu, Fig. 7.1 prezint  în l imea i greutateaă ă ț ș
asigur ri de câini de mai multe soiuri.ă  F r  a ti care câine este din careă ă ș
varietate, putem vedea doar uitându-ne la diagram  c  câinii cad în treiă ă
clustere, iar acele clustere se întâmpl  s  corespund  a trei soiuri.ă ă ă  Cu mici
cantit i de date, orice algoritm de grupare va stabili clustere corecte iăț ș
simpla reprezentare a punctelor i „globul ocular” al complotului vor fi de asemenea suficiente.ș  ✷
Cu toate acestea, problemele moderne de grupare nu sunt atât de simple. Ele pot implica
Spa ii euclidiene de dimensiuni foarte mari sau spa ii care nu sunt euclidieneț ț
toate. De exemplu, este dificil s  grupa i documentele dup  subiectul lor, pe bazaă ăț
apari ia unor cuvinte obi nuite, neobi nuite în documente.ț ș ș  Este provocator
s  grupeze cinefilii dup  tipul sau tipurile de filme care le plac.ă ă
De asemenea, am luat în considerare în sec iunea 3.5 m suri la distan  pentru spa ii non-euclidee.ă ăț ț ț



ces. Acestea includ distan a Jaccard, distan a cosinusului, distan a Hamming,ț ț ț
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i edita i distan a.ș ț ț  Aminti i-v  c  cerin ele pentru o func ie pe perechi de puncteă ăț ț ț

a fi o m sur  de distan  sunt că ă ă ăț
1. Distan ele sunt întotdeauna nenegative i numai distan a dintre un punctț ș ț
i în sine este 0.ș

2. Distan a este simetric ;ăț  nu conteaz  în ce ordine consideriă
puncte atunci când calculeaz  distan a lor.ă ț
3. M surile de distan  respect  inegalitatea triunghiului;ă ă ăț  distan a de la x la yț
la z nu este niciodat  mai mic  decât distan a direct  de la x la z.ă ă ăț
7.1.2 Strategii de clusterizare
Putem împ r i (cluster!) Algoritmi de grupare în dou  grupuri care urmeaz  două ă ă ăț
strategii fundamental diferite.
1. Algoritmii ierarhici sau aglomerativi încep cu fiecare punct al s uă
grup. Clusterele sunt combinate pe baza „apropierii” lor, folosind una dintre
multe defini ii posibile ale „aproape”.ț  Combina ia se opre te când este mai departeț ș
combina ia duce la clustere care nu sunt de dorit pentru una din mai multe reac iiț ț
fii. De exemplu, ne putem opri atunci când avem un num r prestabilit deă
sau putem folosi o m sur  de compacitate pentru clustere i de euriă ă ș ș
pentru a construi un cluster prin combinarea a dou  clustere mai mici dac  rezultatulă ă
clusterul are puncte care se întind pe o regiune prea mare.
2. Cealalt  clas  de algoritmi implic  atribuirea punctelor.ă ă ă  Punctele sunt con-
considerate într-o anumit  ordine i fiecare este alocat  clusterului în careă ăș
se potrive te cel mai bine.ș  Acest proces este în mod normal precedat de o scurt  faz  în careă ă
clusterele ini iale sunt estimate.ț  Varia iile permit combinarea ocazional  sauăț
împ r irea clusterelor sau poate permite neasignarea punctelor, dac  acestea suntă ăț
valori aberante (puncte prea departe de oricare dintre grupurile actuale).
Algoritmii pentru grupare se pot distinge i prin:ș
(a) Dac  algoritmul presupune un spa iu euclidian sau dac  al-ă ăț
goritmul func ioneaz  pentru o m sur  de distan  arbitrar .ă ă ă ă ăț ț  Vom vedea c  aă
distinc ia cheie este c  într-un spa iu euclidian este posibil s  se rezumeă ăț ț
o colec ie de puncte de c tre centroul lor - media punctelor.ăț  Într-o
spa iul non-euclidian, nu exist  no iunea de centroid i suntem for a iăț ț ș ț ț
pentru a dezvolta un alt mod de a rezuma clusterele.
(b) Dac  algoritmul presupune c  datele sunt suficient de mici pentru a se potriviă ă
memorie principal  sau dac  datele trebuie s  locuiasc  în memoria secundar ,ă ă ă ă ă
marily. Algoritmii pentru cantit i mari de date trebuie adesea s  ia comenzi rapide,ă ăț
întrucât este imposibil s  te ui i la toate perechile de puncte, de exemplu.ă ț  Este, de asemenea
este necesar pentru a rezuma grupurile din memoria principal , deoarece nu putem re ineă ț
toate punctele tuturor clusterelor din memoria principal  în acela i timp.ă ș
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7.1.3 Blestemul dimensionalit iiăț
Spa iile euclidiene de înalt  dimensiune au o serie de propriet i neintuitive careă ăț ț
sunt denumite uneori „blestemul dimensionalit ii”.ăț  Neeuclidian
spa iile împ rt esc de obicei i aceste anomalii.ă ăț ș ș  O manifestare a „blestemului”
este c  în dimensiuni ridicate, aproape toate perechile de puncte sunt la fel de departe deă
unul pe altul. O alt  manifestare este c  aproape orice doi vectori sunt aproapeă ă
ortogonal .ă  Vom explora pe rând fiecare dintre acestea.
Distribu ia distan elor într-un spa iu de înalt  dimensiuneăț ț ț
S  lu m în considerare un spa iu euclidian d-dimensional.ă ă ț  S  presupunem c  alegem n aleatoriuă ă
punctele din cubul unit ii, adic  punctele [xă ăț  1 , x 2 , ..., x d ], unde fiecare x i se afl  în intervalulă
De la 0 la 1. Dac  d = 1, plas m puncte aleatorii pe o linie de lungime 1. Ne a tept mă ă ăș
c  unele perechi de puncte vor fi foarte apropiate, de exemplu, puncte consecutive peă
linia. De asemenea, ne a tept m ca unele puncte s  fie foarte îndep rtate - cele aflate în apropiereă ă ăș
capetele opuse ale liniei. Distan a medie între o pereche de puncte este de 1/3.ț  1
S  presupunem c  d este foarte mare.ă ă  Distan a euclidian  între dou  aleatoriiă ăț
punctele [x 1 , x 2 , ..., x d ] i [yș  1 , y 2 , ..., y d ] este

√
√



√
√
d

∑
i = 1

(x i - y i ) 2
Aici, fiecare x i i yș  i este o variabil  aleatorie aleas  uniform în intervalul 0 laă ă
1. Deoarece d este mare, ne putem a tepta ca pentru unii i, | xș  i - y i | va fi aproape de 1.
Aceasta pune o limit  inferioar  de 1 la distan a dintre aproape oricare dou  aleatoriiă ă ăț
puncte. De fapt, un argument mai atent poate pune o limit  inferioar  mai puternică ă ă
distan a dintre toate, cu excep ia unei frac iuni foarte mici din perechile de puncte.ț ț ț
Cu toate acestea, distan a maxim  dintre dou  puncte este d i se poate argumentaă ă √ț ș
c  toate, cu excep ia unei frac iuni foarte mici din perechi, nu au o distană ăț ț ț
aproape de aceast  limit  superioar .ă ă ă  De fapt, aproape toate punctele vor avea o distan  apropiat  deă ăț
distan a medie.ț
Dac  în esen  nu exist  perechi de puncte apropiate, este greu de construită ă ăț
deloc clustere. Exist  pu ine justific ri pentru gruparea unei perechi de puncte iă ăț ș
nu altul. Desigur, datele pot s  nu fie aleatorii i pot fi utileă ș
clustere, chiar i în spa ii foarte înalte.ș ț  Cu toate acestea, argumentul despre
datele aleatorii sugereaz  c  va fi greu s  g se ti aceste grupuri printre atât de mul iă ă ă ă ș ț
perechi care sunt toate la aproximativ aceea i distan .ăș ț
Unghiuri între vectori
S  presupunem din nou c  avem trei puncte aleatorii A, B i C într-o dimensiune dă ă ș
spa iu, unde d este mare.ț  Aici, nu presupunem c  punctele se afl  în cubul unit ii;ă ă ăț
1 Pute i demonstra acest fapt evaluând o integral  dubl , dar nu vom face calcululă ăț
aici, deoarece nu este esen ial pentru discu ie.ț ț
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pot fi oriunde în spa iu.ț  Ce este unghiul ABC? Putem presupune că
A este punctul [x 1 , x 2 , ..., x d ] i C este punctul [yș  1 , y 2 , ..., y d ], în timp ce B este
origine. Reamintim din sec iunea 3.5.4 c  cosinusul unghiului ABC este punctulăț
produsul lui A i C împ r it la produsul lungimilor vectorilor A iăș ț ș
C. Adic  cosinusul esteă

∑ d

i = 1 x i y i

√
∑ d

i = 1 x 2
i √

∑ d

i = 1 y 2
eu

Pe m sur  ce d cre te, numitorul cre te liniar în d, dar numeratorul este o sumă ă ăș ș
de valori aleatorii, care sunt la fel de probabil s  fie pozitive ca negative.ă  Astfel,
valoarea a teptat  a num r torului este 0 i, pe m sur  ce d cre te, devia ia standardă ă ă ă ăș ș ș ț
cre te doar ca d.√ș  Astfel, pentru d mare, cosinusul unghiului dintre oricare două
vectorii sunt aproape siguri c  sunt aproape de 0, ceea ce înseamn  c  unghiul este aproape de 90ă ă ă
grade.
O consecin  important  a faptului c  vectorii aleatori sunt ortogonali este c  dac  noiă ă ă ă ăț
au trei puncte aleatorii A, B i C i tim distan a de la A la Bș ș ș ț
este d 1 , în timp ce distan a de la B la C este dț  2 , putem presupune distan a de la Aț
la C este aproximativ d√ 2
1 + d 2

2 . Aceast  regul  nu se men ine, nici m car aproximativ,ă ă ăț
dac  num rul dimensiunilor este mic.ă ă  Ca caz extrem, dac  d = 1, atunciă
distan a de la A la C ar fi neap rat dăț  1 + d 2 dac  A i C ar fi opuseă ș
laturile lui B sau | d 1 - d 2 | dac  ar fi de aceea i parte.ă ș
7.1.4 Exerci ii pentru sec iunea 7.1ț ț
! Exerci iul 7.1.1: Dovedi i c  dac  alege i dou  puncte în mod uniform i independentă ă ăț ț ț ș
u or pe o linie de lungime 1, atunci distan a a teptat  între puncte esteăș ț ș
1/3.
!! Exerci iul 7.1.2: Dac  alege i dou  puncte în mod uniform în p tratul unit ii, ceă ă ă ăț ț ț
este distan a lor euclidian  a teptat ?ă ăț ș
! Exerci iul 7.1.3: S  presupunem c  avem un spa iu euclidian d-dimensional.ă ăț ț  Considera
vectori ale c ror componente sunt doar +1 sau 1 în fiecare dimensiune.ă −  Re ine i căț ț



fiecare vector are lungimea d, deci produsul lungimilor lor (numitor în√
formula pentru cosinusul unghiului dintre ele) este d. Dac  le-am alege pe fiecareă
component  independent, iar o component  este la fel de probabil s  fie +1 ca -1, ceă ă ă
este distribu ia valorii num r torului formulei (adic  sumaă ă ăț
din produsele componentelor corespunz toare din fiecare vector)?ă  Ce poate
spune i despre valoarea a teptat  a cosinusului unghiului dintre vectori,ăț ș
pe m sur  ce d cre te mare?ă ă ș

7.2 Clusterizarea ierarhică
Începem prin a lua în considerare gruparea ierarhic  într-un spa iu euclidian.ă ț  Acest
algoritmul poate fi folosit doar pentru seturi de date relativ mici, dar chiar i a a, acoloș ș
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sunt unele eficien e pe care le putem realiza printr-o implementare atent .ăț  Când spa iulț
este non-euclidian, exist  probleme suplimentare asociate cu ierarhizareaă
grupare. Prin urmare, consider m „clustroizi” i modul în care putem reprezenta ună ș
cluster atunci când nu exist  nici un punct central sau mediu într-un cluster.ă

7.2.1 Clusterizarea ierarhic  într-un spa iu euclidiană ț
Orice algoritm ierarhic de clusterizare func ioneaz  dup  cum urmeaz .ă ă ăț  Începem cu fiecare
punct în propriul cluster. Pe m sur  ce timpul trece, clustere mai mari vor fi construite deă ă
combinând dou  clustere mai mici i trebuie s  decidem din timp:ă ăș
1. Cum vor fi reprezentate clusterele?
2. Cum vom alege ce dou  clustere s  fuzion m?ă ă ă
3. Când vom opri combinarea clusterelor?
Odat  ce avem r spunsuri la aceste întreb ri, algoritmul poate fi descris succesivă ă ă
cinctly ca:
CÂND nu este timpul s  te opre ti DOă ș
alege cele mai bune dou  clustere pentru a fuziona;ă
combina i cele dou  clustere într-un singur cluster;ăț
SFÂR IT;Ș
Pentru început, vom presupune c  spa iul este euclidian.ă ț  Asta ne permite s  reprezent mă ă
un cluster dup  centroul s u sau media punctelor din cluster.ă ă  Re ine i căț ț
într-un grup de un punct, acel punct este centroidul, deci putem ini ializaț
grupeaz  direct.ă  Putem apoi folosi regula de fuziune care arat  distan aă ț
între oricare dou  clustere este distan a euclidian  dintre centroidele lor,ă ăț
i ar trebui s  alegem cele dou  grupuri la cea mai mic  distan .ă ă ă ăș ț  Alte modalit i de aăț

este posibil  definirea distan ei intercluster i putem alege, de asemenea, cea mai bun  pereche deă ăț ș
clustere pe alt  baz  decât distan a lor.ă ă ț  Vom discuta câteva op iuni înț
Sec iunea 7.2.3.ț
Exemplul 7.2: S  vedem cum ar func iona gruparea ierarhic  de bază ă ăț
datele din Fig. 7.2. Aceste puncte tr iesc într-un spa iu euclidian bidimensional iă ț ș
fiecare punct este numit prin coordonatele sale (x, y). Ini ial, fiecare punct se afl  într-un clusterăț
de la sine i este centroidul acelui cluster.ș  Dintre toate perechile de puncte, acolo
sunt dou  perechi care sunt cele mai apropiate: (10,5) i (11,4) sau (11,4) i (12,3).ă ș ș  Fiecare este
la distan  2.ă√ț  S  rupem leg turile în mod arbitrar i s  decidem s  combin m (11,4) cuă ă ă ă ăș
(12,3). Rezultatul este prezentat în Fig. 7.3, inclusiv centroidul noului cluster,
care este la (11,5, 3,5).
S-ar putea s  crede i c  (10,5) se combin  cu noul cluster în continuare, din moment ce acestaă ă ăț
este atât de aproape de (11,4). Dar regula noastr  la distan  ne impune s  compar m doar clusterulă ă ă ăț
centroide, iar distan a de la (10,5) la centroul noului cluster esteț
1.5 2, care este pu in mai mare decât 2. Astfel, acum sunt cele dou  cele mai apropiate clustere√ ăț
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(4,10)
(7,10)
(9,3)
(11,4)
(12,6)
(5,2)
(2,2)
(3,4)
(6,8)
(4,8)
(10,5)
(12,3)

Figura 7.2: Doisprezece puncte care trebuie grupate ierarhic
cele ale punctelor (4,8) i (4,10).ș  Le combin m într-un singur cluster cuă



centroid (4,9).
În acest moment, cei mai apropia i doi centroizi sunt (10,5) i (11,5, 3,5), deci noiț ș
combina aceste dou  clustere.ă  Rezultatul este un grup de trei puncte (10,5), (11,4),
i (12,3).ș  Centroidul acestui cluster este (11,4), care se întâmpl  s  fie unul dintreă ă

punctele clusterului, dar aceast  situa ie este întâmpl toare.ă ăț  Starea
clustere este prezentat în Fig. 7.4.
Acum, exist  mai multe perechi de centroizi care se afl  la distan  5, iar acesteaă ă ă√ț
sunt cei mai apropia i centroizi.ț  Ar t m în Fig. 7.5 rezultatul alegerii a trei dintreă ă
aceste:
1. (6,8) este combinat cu grupul de dou  elemente având centroid (4,9).ă
2. (2,2) este combinat cu (3,4).
3. (9,3) este combinat cu grupul de trei elemente având centroid (11,4).
Putem continua s  combin m clusterele în continuare.ă ă  Vom discuta oprirea alternativă
ping reguli în continuare. ✷
Exist  mai multe abord ri pe care le-am putea folosi pentru a opri procesul de clusterizareă ă
înceteaz .ă
1. Ne-ar putea fi spus sau avem convingeri despre câte grupuri există
datele. De exemplu, dac  ni se spune c  datele despre câini sunt luateă ă
de la Chihuahuas, Dachshunds i Beagles, atunci tim s  ne oprim cândăș ș
au r mas trei clustere.ă
2. Am putea s  nu mai combin m când la un moment dat cea mai bun  combina ie deă ă ă ț
clusterele existente produc un cluster care este inadecvat. Vom discuta
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(4,10)
(7,10)
(9,3)
(11,4)
(12,6)
(5,2)
(2,2)
(3,4)
(6,8)
(4,8)
(10,5)
(12,3)
(11,5,3,5)

Figura 7.3: Combinarea primelor dou  puncte într-un clusteră
diferite teste pentru adecvarea unui cluster în sec iunea 7.2.3, dar pentru unț
de exemplu, am putea insista ca orice grup s  aib  o distan  medie întreă ă ăț
centroidul i punctele sale nu mai mari decât o anumit  limit .ă ăș  Aceast  abordare esteă
numai sensibil dac  avem un motiv s  credem c  niciun cluster nu se extinde pesteă ă ă
prea mult din spa iu.ț
3. Am putea continua gruparea pân  când exist  un singur cluster.ă ă  In orice caz,
nu are sens s  return m un singur cluster format din toate punctele.ă ă
Mai degrab , return m arborele reprezentând modul în care toate puncteleă ă
au fost combinate. Aceast  form  de r spuns are sens în unele aplica iiă ă ă ț
ac iuni, cum ar fi una în care punctele sunt genomi de specii diferite,ț
iar m surarea distan ei reflect  diferen a în genom.ă ăț ț  2 Apoi,
arborele reprezint  evolu ia acestor specii, adic  ordinea probabilă ă ăț
în care dou  specii s-au ramificat dintr-un str mo  comun.ă ă ș
Exemplul 7.3: Dac  finaliz m gruparea datelor din Fig. 7.2, arboreleă ă
descrierea modului în care grup rile au fost grupate este arborele prezentat în Fig. 7.6.ă  ✷
7.2.2 Eficien a clusteriz rii ierarhiceăț
Algoritmul de baz  pentru clusterizarea ierarhic  nu este foarte eficient.ă ă  La fiecare
pas, trebuie s  calcul m distan ele dintre fiecare pereche de clustere, pentru aă ă ț
g si i cea mai bun  fuziune.ă ăț  Pasul ini ial necesit  timp O (năț  2 ), dar etapele ulterioare
ia timp propor ional cu (n - 1)ț  2 , (n - 2) 2 , .... Suma p tratelor pân  la n esteă ă
O (n 3 ), deci acest algoritm este cubic. Astfel, nu poate fi rulat decât pentru destul de mic
numere de puncte.
2 Acest spa iu nu ar fi euclidian, desigur, ci principiile ierarhiceț
clusterizarea continu , cu unele modific ri, la clusterizarea non-euclidian .ă ă ă
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(7,10)
(9,3)
(11,4)
(12,6)
(5,2)



(2,2)
(3,4)
(6,8)
(12,3)
(4,8)
(4,10)
(4,9)
(10,5)

Figura 7.4: Clustering dup  doi pa i suplimentariă ș
Cu toate acestea, exist  o implementare oarecum mai eficient  a c reia noiă ă ă
ar trebui s  fie con tient.ă ș
1. Începem, a a cum trebuie, calculând distan ele dintre toate perechile deș ț
puncte, iar acest pas este O (n 2 ).
2. Forma i perechile i distan ele lor într-o coad  prioritar , astfel încât s  putem oricândă ă ăț ș ț
g si i cea mai mic  distan  într-un singur pas.ă ă ăț ț  Aceast  opera ie este, de asemenea, O (nă ț  2 ).
3. Când decidem s  îmbin m dou  clustere C i D, elimin m toate intr rileă ă ă ă ăș
în coada prioritar  care implic  unul dintre aceste dou  clustere;ă ă ă  asta necesită
func ioneaz  O (n log n) deoarece exist  cel mult 2n tergeri care trebuie efectuate iă ăț ș ș
tergerea cozii de prioritate poate fi efectuat  în timp O (jurnal n).ăș

4. Calcul m apoi toate distan ele dintre noul cluster i re-ă ț ș
grupuri principale. Aceast  lucrare este, de asemenea, O (n log n), deoarece exist  cel mult nă ă
intr rile care trebuie inserate în coada de prioritate i inserarea într-o prioritateă ș
coada poate fi f cut  i în timp O (jurnal n).ă ă ș
Deoarece ultimii doi pa i sunt executa i de cel mult n ori, iar primii doi pa i suntș ț ș
executat o singur  dat , timpul total de rulare al acestui algoritm este O (nă ă  2 jurnal n).
Aceasta este mai bun  decât O (nă  3 ), dar pune totu i o limit  puternic  asupra cât de mare poate fi nă ăș
fie înainte de a deveni imposibil de utilizat aceast  abordare de grupare.ă

7.2.3 Reguli alternative pentru controlul ierarhic
Clustering
Am v zut o regul  pentru alegerea celor mai bune clustere pentru a fuziona: g si i perechea cuă ă ă ț
cea mai mic  distan  dintre centroizii lor.ă ăț  Alte op iuni sunt:ț
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(7,10)
(9,3)
(11,4)
(12,6)
(5,2)
(2,2)
(3,4)
(12,3)
(4,8)
(4,10)
(4,9)
(10,5)
(2,5, 3)
(6,8)
(4.7, 8.7)
(10,5, 3,8)

Figura 7.5: Înc  trei pa i ai grup rii ierarhiceă ăș
1. Lua i distan a dintre dou  clustere pentru a fi minimul distan elorăț ț ț
între oricare dou  puncte, unul ales din fiecare grup.ă  De exemplu, în
Fig. 7.3 am alege apoi s  grup m punctul (10,5) cu clusterul deă ă
dou  puncte, deoarece (10,5) are distan a 2 i nici o alt  pereche de necluseă √ ăț ș
punctul este atât de aproape. Re ine i c , în exemplul 7.2, am f cut aceast  combina ieă ă ăț ț ț
na iune în cele din urm , dar nu pân  când am combinat o alt  pereche de puncte.ă ă ăț
În general, este posibil ca aceast  regul  s  conduc  la o complet diferită ă ă ă ă
grupându-se din cea ob inut  folosind regula distan ei-centroidilor.ăț ț
2. Lua i distan a dintre dou  clustere pentru a fi distan a medie a tuturorăț ț ț
perechi de puncte, câte unul din fiecare grup.
(2,2) (3,4) (5,2) (4,8) (4,10) (6,8) (7,10) (11,4) (12,3) (10,5) (9,3) (12,6)
Figura 7.6: Arborele care prezint  gruparea complet  a punctelor din Fig. 7.2ă ă
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3. Raza unui cluster este distan a maxim  dintre toate puncteleăț
iar centroidul. Combina i cele dou  clustere al c ror cluster rezultat areă ăț
raza cea mai mic .ă  O u oar  modificare este combinarea clusterelor ale c roră ăș
rezultatul are cea mai mic  distan  medie între un punct i centroid.ă ăț ș
O alt  modificare este de a utiliza suma p tratelor distan eloră ă ț
între puncte i centroid.ș  În unele algoritmi, vom g siă



aceste defini ii variante ale „razei” denumite „raz ”.ăț
4. Diametrul unui cluster este distan a maxim  dintre oricare două ăț
punctele clusterului. Re ine i c  raza i diametrul unui clusterăț ț ș
nu sunt legate direct, deoarece sunt într-un cerc, dar exist  o tendină ăț
pentru ca acestea s  fie propor ionale.ă ț  Putem alege s  fuzion m acele clustereă ă
al c rui cluster rezultat are cel mai mic diametru.ă  Variante ale acestei reguli,
analog cu regula pentru raza, sunt posibile.
Exemplul 7.4: S  lu m în considerare grupul format din cele cinci puncte laă ă
dreapta din Fig. 7.2. Centroidul acestor cinci puncte este (10.8, 4.2). Exist  o cravată ă
pentru cele dou  puncte cele mai îndep rtate de centroid: (9,3) i (12,6), ambele la distană ă ăș ț
√4.68 = 2.16. Astfel, raza este de 2,16. Pentru diametru, îi g sim pe cei doiă
punctele din grup care au cea mai mare distan .ăț  Acestea sunt din nou (9,3) iș
(12,6). Distan a lor este 18 = 4,24, deci acesta este diametrul.√ț  Observa i căț
diametrul nu este exact de dou  ori mai mare decât raza, de i este aproape în acest caz.ă ș  The
motivul este c  centroidul nu este pe linia dintre (9,3) i (12,6).ă ș  ✷
De asemenea, avem op iuni pentru a stabili când s  oprim procesul de fuzionare.ăț  Noi
men ionat deja „opre te-te când avem k clustere” pentru unele k predeterminate.ț ș
Iat  câteva alte op iuni.ă ț
1. Opri i-v  dac  diametrul clusterului care rezult  din cea mai bun  fuziuneă ă ă ăț
plafoneaz  un prag.ă  Putem baza, de asemenea, aceast  regul  pe raz  sau pe oricare dintreă ă ă
variantele razei men ionate mai sus.ț
2. Opri i-v  dac  densitatea clusterului care rezult  din cea mai bun  fuziune esteă ă ă ăț
sub un anumit prag. Densitatea poate fi definit  în multe moduri diferite.ă
Aproximativ, ar trebui s  fie num rul de puncte cluster pe unitate de volum aă ă
grup. Acest raport poate fi estimat la num rul de puncte împ r it laă ă ț
o oarecare putere a diametrului sau razei clusterului. Puterea corectă
ar putea fi num rul de dimensiuni ale spa iului.ă ț  Uneori, 1 sau 2 este
ales ca putere, indiferent de num rul de dimensiuni.ă
3. Opri i-v  când exist  dovezi c  urm toarea pereche de clustere care trebuie combinateă ă ă ăț
produce un cluster r u.ă  De exemplu, am putea urm ri diametrul mediuă
din toate grupurile actuale. Atâta timp cât combin m puncte care într-adev ră ă
apar in unui grup, aceast  medie va cre te treptat.ăț ș  Cu toate acestea, dac  combin mă ă
dou  clustere care chiar nu merit  s  fie combinate, apoi mediaă ă ă
diametrul va face un salt brusc.
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Exemplul 7.5: S  reconsider m Fig. 7.2.ă ă  Are trei clustere naturale. Noi
a calculat diametrul celui mai mare - cele cinci puncte din dreapta - în Ex-
amplu 7,4; este 4.24. Diametrul grupului cu 3 noduri din stânga jos este
3, distan a dintre (2,2) i (5,2).ț ș  Diametrul clusterului cu 4 noduri la
stânga sus este 13 = 3,61.√  Diametrul mediu, 3,62, a fost atins începând
de la 0 dup  nou  fuziuni, deci cre terea este evident lent : aproximativ 0,4 pe fuziune.ă ă ăș
Dac  suntem obliga i s  fuzion m dou  dintre aceste clustere naturale, putem face cel mai bineă ă ă ăț
este fuzioneaz  cele dou  din stânga.ă ă  Diametrul acestui cluster este 89 = 9,43;√  acesta este
distan a dintre cele dou  puncte (2,2) i (7,10).ăț ș  Acum, media
diametrul este (9,43 + 4,24) / 2 = 6,84. Aceast  medie a s rit aproape la fel de multă ă
într-un singur pas ca în to i cei nou  pa i anteriori.ăț ș  Aceast  compara ie indic  faptul că ă ăț
Ultima fuziune nu a fost recomandat  i ar trebui s  o retragem i s  o oprim.ă ă ăș ș  ✷
7.2.4 Clusterizarea ierarhic  în spa ii neuclidieneă ț
Când spa iul este neeuclidian, trebuie s  folosim o anumit  m sur  a distan eiă ă ă ăț ț
este calculat din puncte, cum ar fi Jaccard, cosinus sau distan  de editare.ăț  Adic  noiă
nu poate baza distan ele pe „loca ia” punctelor.ț ț  Algoritmul sec iunii 7.2.1ț
necesit  calcularea distan elor dintre puncte, dar probabil avem oă ț
mod de a calcula acele distan e.ț  O problem  apare atunci când trebuie s  reprezent mă ă ă
un cluster, deoarece nu putem înlocui o colec ie de puncte cu centroul lor.ț
Exemplul 7.6: Problema apare pentru oricare dintre distan ele neeuclidieneț
am discutat, dar pentru a fi concret, s  presupunem c  folosim distan a de editare i noiă ă ț ș
decide i s  îmbina i irurile abcd i aecdb.ăț ț ș ș  Acestea au distan a de editare 3 iț ș
s-ar putea fuziona. Cu toate acestea, nu exist  niciun ir care s  le reprezinte media,ă ăș
sau care ar putea fi considerat c  se afl  în mod natural între ei.ă ă  Am putea lua
una dintre irurile prin care am putea trece atunci când transform m un ir înăș ș
cealalt  prin inser ii sau tergeri unice, cum ar fi aebcd, dar exist  multeă ăț ș
astfel de op iuni.ț  Mai mult, atunci când clusterele sunt formate din mai mult de dou  iruri,ă ș
no iunea de „pe calea dintre” înceteaz  s  mai aib  sens.ă ă ăț  ✷
Având în vedere c  nu putem combina puncte într-un cluster atunci când spa iul este non-ă ț
Euclidian, singura noastr  alegere este s  alegem unul dintre punctele clusterului în sineă ă



reprezint  clusterul.ă  În mod ideal, acest punct este aproape de toate punctele clusterului,
deci, într-un anumit sens, se afl  în „centru”.ă  Numim punctul reprezentativ
clustroid. Putem selecta clustroidul în diferite moduri, fiecare conceput astfel încât, în unele
sens, minimiza i distan ele dintre clustroid i celelalte puncte dinț ț ș
grupul. Alegerile obi nuite includ selectarea drept clustroid a punctului careș
minimizeaz :ă
1. Suma distan elor fa  de celelalte puncte din cluster.ăț ț
2. Distan a maxim  pân  la un alt punct din cluster.ă ăț
3. Suma p tratelor distan elor fa  de celelalte puncte din cluster.ă ăț ț
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Exemplul 7.7: S  presupunem c  folosim distan a de editare i un cluster const  dină ă ăț ș
cele patru puncte abcd, aecdb, abecb i ecdab.ș  Distan ele lor se g sesc înăț
urm torul tabel:ă
ecdab abecb aecdb
abcd
5
3
3
aecdb
2
2
abecb
4
Dac  aplic m cele trei criterii pentru a fi centroid la fiecare dintre cele patru puncteă ă
din cluster, g sim:ă
Punct
Suma Suma Max Sq
abcd
11
5
43
aecdb
7
3
17
abecb
9
4
29
ecdab
11
5
45
Putem vedea din aceste m sur tori c  oricare dintre cele trei criterii esteă ă ă
alege i, aecdb va fi selectat ca clustroid.ț  În general, criterii diferite
ar putea produce clustroizi diferi i.ț  ✷
Op iunile pentru m surarea distan ei dintre clustere care au fost conturateăț ț
în sec iunea 7.2.3 poate fi aplicat într-un cadru non-euclidian, cu condi ia s  folosimăț ț
clustroid în locul centroidului. De exemplu, putem îmbina cele dou  clustereă
ale c ror clustroizi sunt cei mai apropia i.ă ț  Am putea folosi i distan a medie sau minimăș ț
între toate perechile de puncte din grupuri.
Alte criterii sugerate implicau m surarea densit ii unui cluster, pe bază ă ăț
pe raza sau diametrul. Ambele no iuni au sens în non-euclidianț
mediu inconjurator. Diametrul este înc  distan a maxim  dintre oricare două ă ăț
puncte din cluster. Raza poate fi definit  folosind clustroidul în locul luiă
centroidul. Mai mult, este logic s  folosi i acela i tip de evaluare pentruă ț ș
raza a a cum am folosit-o pentru a selecta clustroidul în primul rând.ș  De exemplu,
dac  lu m clustroidul drept punctul cu cea mai mic  sum  de p trate deă ă ă ă ă
distan e fa  de celelalte noduri, apoi defini i raza pentru a fi acea sum  de p trateă ă ăț ț ț
(sau r d cina ei p trat ).ă ă ă ă
În cele din urm , Sec iunea 7.2.3 a discutat, de asemenea, criteriile pentru oprirea fuzion riiă ăț
clustere. Niciunul dintre aceste criterii nu a folosit în mod direct centroidul, decât prin
no iunea de raz  i am observat deja c  „raza” este bună ă ăț ș
sens în spa iile neeuclidiene.ț  Astfel, nu exist  nicio schimbare substan ial  înă ăț
op iuni pentru oprirea criteriilor atunci când trecem de la euclidian la non-euclidianț



spa ii.ț
7.2.5 Exerci ii pentru sec iunea 7.2ț ț
Exerci iul 7.2.1: Efectua i o grupare ierarhic  a setului unidimensionalăț ț
din punctele 1, 4, 9, 16, 25, 36, 49, 64, 81, presupunând c  grupurile sunt reprezentate deă
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centroul lor (mediu), iar la fiecare pas grupurile cu cei mai apropia i centroiziț
sunt fuzionate.
Exerci iul 7.2.2: Cum s-ar schimba gruparea Exemplului 7.2 dac  am folosiăț
pentru distan a dintre dou  clustere:ăț
(a) Minima distan elor dintre oricare dou  puncte, una de la fiecareăț
grup.
(b) Media distan elor dintre perechile de puncte, câte una de la fiecare dintreț
dou  clustere.ă
Exerci iul 7.2.3: Repeta i gruparea exemplului 7.2 dac  alegem s  fuzion mă ă ăț ț
cele dou  clustere al c ror cluster rezultat are:ă ă
(a) Cea mai mic  raz .ă ă
(b) Cel mai mic diametru.
Exerci iul 7.2.4: Calcula i densitatea fiec ruia dintre cele trei clustere din Fig. 7.2,ăț ț
dac  „densitatea” este definit  ca fiind num rul de puncte împ r it laă ă ă ă ț
(a) P tratul razei.ă
(b) Diametrul (nu p trat).ă
Care sunt densit ile, conform (a) i (b), a clusterelor care rezult  dină ăț ș
fuziunea oric ror dou  dintre aceste trei clustere.ă ă  Face diferen a de densitateț
sugereaz  c  grupurile ar trebui sau nu s  fie combinate?ă ă ă
Exerci iul 7.2.5: Putem selecta clustere pentru clustere, chiar dac  spa iul esteăț ț
Euclidian. Lua i în considerare cele trei clustere naturale din Fig. 7.2 i calcula iț ș ț
clustroidele fiec ruia, presupunând c  criteriul pentru selectarea clustroidului este punctulă ă
cu suma minim  a distan elor pân  la cel lalt punct din cluster.ă ă ăț
! Exerci iul 7.2.6: Lua i în considerare spa iul irurilor cu distan  de editare ca distană ăț ț ț ș ț ț
m sura.ă  Da i un exemplu de set de iruri astfel încât, dac  alegem clustroidulăț ș
prin minimizarea sumei distan elor fa  de celelalte puncte ob inem un punctăț ț ț
ca clustroid, dar dac  alegem clustroidul minimizând maximulă
la distan  de celelalte puncte, un alt punct devine clustroid.ăț

7.3 K-înseamn  algoritmiă
În aceast  sec iune începem studiul algoritmilor de atribuire a punctelor.ă ț  Cel mai bun
familia cunoscut  de algoritmi de grupare de acest tip se nume te k-means.ă ș  ei
presupune un spa iu euclidian i î i asum  i num rul de clustere, k,ă ăț ș ș ș
este cunoscut din timp. Cu toate acestea, este posibil s  se deduc  k prin încercare i eroare.ă ă ș
Dup  o introducere în familia algoritmilor k-means, ne vom concentra pe aă
un anumit algoritm, numit BFR dup  autorii s i, care ne permite s  execut mă ă ă ă
k-înseamn  date care sunt prea mari pentru a se potrivi în memoria principal .ă ă
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7.3.1 Bazele K-Means
Un algoritm k-înseamn  este prezentat în Fig. 7.7.ă  Exist  mai multe moduri de selectareă
k punctele ini iale care reprezint  clusterele i le vom discuta înăț ș
Sec iunea 7.3.2.ț  Inima algoritmului este for-loop, în care lu m în considerareă
fiecare punct diferit de cele k puncte selectate i atribui i-l celui mai apropiat cluster,ș ț
unde „cel mai apropiat” înseamn  cel mai apropiat de centroidul clusterului.ă  Re ine i căț ț
Centroidul unui cluster poate migra pe m sur  ce i se atribuie puncte.ă ă  Cu toate acestea, din moment ce
este posibil ca numai punctele din apropierea grupului s  fie alocate, centroul tinde s  nuă ă
mi c -te prea mult.ăș
Alege i ini ial k puncte care ar putea fi incluseț ț
diferite clustere;
Face i din aceste puncte centrele grupurilor lor;ț
PENTRU fiecare punct r mas p Fă Ă
g si i centroidul la care p este cel mai apropiat;ă ț
Ad uga i p la clusterul acelui centru;ă ț
Regla i centroidul acelui cluster pentru a ine cont de p;ț ț
SFÂR IT;Ș



Figura 7.7: Schi a algoritmilor k-meansț
Un pas op ional la sfâr it este de a fixa centroizii grupurilor i laț ș ș
reatribui i fiecare punct, inclusiv k punctele ini iale, la k grupuri.ț ț  Obi nuit,ș
un punct p va fi atribuit aceluia i cluster în care a fost plasat peș
prima trecere. Cu toate acestea, exist  cazuri în care centroidul grupului original al lui pă
s-a deplasat destul de departe de p dup  ce p a fost plasat acolo i p este atribuit unui altă ș
grup pe a doua trecere. De fapt, chiar i unele dintre k punctele originale ar puteaș
termin  fiind reatribuit.ă  Deoarece aceste exemple sunt neobi nuite, nu vom locuiș
la subiect.
7.3.2 Ini ializarea clusterelor pentru K-Meansț
Vrem s  alegem puncte care au anse mari s  se întind  în diferite clustere.ă ă ăș
Exist  dou  abord ri.ă ă ă
1. Alege i puncte care sunt cât mai departe unul de cel lalt posibil.ăț
2. Clusteriza i un e antion de date, poate ierarhic, deci exist  kăț ș
ters. Alege i un punct din fiecare cluster, poate cel mai apropiat deț
centroid al clusterului.
A doua abordare necesit  pu ine elabor ri.ă ăț  Pentru prima abordare,
exist  varia ii.ă ț  O alegere bun  este:ă
Alege i primul punct la întâmplare;ț
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CÂND sunt mai pu ine decât k puncte DOț
Ad uga i punctul a c rui distan  minim  de cel selectată ă ă ăț ț
punctele este cât mai mare posibil;
SFÂR IT;Ș
Exemplul 7.8: S  lu m în considerare cele dou sprezece puncte din Fig. 7.2, pe care le repro-ă ă ă
duce aici ca Fig. 7.8. În cel mai r u caz, alegerea noastr  ini ial  a unui punct este aproape deă ă ăț
centru, s  zicem (6,8).ă  Cel mai îndep rtat punct de la (6,8) este (12,3), astfel încât punctul este alesă
Urm torul.ă
(4,10)
(7,10)
(9,3)
(11,4)
(12,6)
(5,2)
(2,2)
(3,4)
(6,8)
(4,8)
(10,5)
(12,3)

Figura 7.8: Repeta i figura 7.2ț
Printre cele zece puncte r mase, cel a c rui distan  minim  fa  de oricareă ă ă ă ăț ț
(6,8) sau (12,3) este un maxim este (2,2). Acest punct are distan  52 = 7,21 deă√ț
(6,8) i distan a 101 = 10,05 pân  la (12,3);√ ăș ț  astfel „scorul” s u este de 7,21.ă  Poti
verifica i cu u urin  dac  orice alt punct este mai mic decât distan a 7.21 de cel pu in unul dintreă ăț ș ț ț ț
(6,8) i (12,3).ș  Selec ia noastr  de trei puncte de pornire este astfel (6,8), (12,3) iăț ș
(2,2). Observa i c  aceste trei apar in unor clustere diferite.ăț ț
Dac  am fi început cu un punct diferit, s  zicem (10,5), am primi altulă ă
set de trei puncte ini iale.ț  În acest caz, punctele de plecare ar fi (10,5),
(2,2) i (4,10).ș  Din nou, aceste puncte apar in celor trei clustere diferite.ț  ✷
7.3.3 Alegerea valorii corecte a lui k
Este posibil s  nu cunoa tem valoarea corect  a lui k de utilizat într-o grupare k-înseamn .ă ă ăș  Cum-
oricând, dac  putem m sura calitatea grup rii pentru diferite valori ale lui k, noiă ă ă
poate ghici de obicei care este valoarea corect  a lui k.ă  Aminti i-v  discu ia din sec iuneaăț ț ț
tiunea 7.2.3, în special Exemplul 7.5, unde am observat c  dac  lu m o m sură ă ă ă ă
de adecvare pentru clustere, cum ar fi raza sau diametrul mediu, acea valoare
va cre te încet, atâta timp cât num rul de clustere presupunem c  r mâne la sauă ă ăș
peste adev ratul num r de clustere.ă ă  Cu toate acestea, de îndat  ce încerc m s  form m mai pu ineă ă ă ă ț

Pagina 289
7.3. K-ÎNSEAMN  ALGORITMEĂ
269
mai mult decât exist  în realitate, m sura va cre te precipitat.ă ă ș  Ideea este
exprimat  prin diagrama din Fig. 7.9.ă
In medie
Diametru
Num r de clustereă



Valoarea corect  a luiă  k
Figura 7.9: Diametrul mediu sau o alt  m sur  a difuzit ii cre te repedeă ă ă ăț ș
de îndat  ce num rul de clustere scade sub num rul real prezent în dateă ă ă
Dac  nu avem nicio idee care este valoarea corect  a lui k, putem g si o valoare bună ă ă ă
într-o serie de opera iuni de clusterizare care cre te doar logaritmic cuț ș
num r adev rat.ă ă  Începe i prin rularea algoritmului k-means pentru k = 1, 2, 4, 8, ....ț
În cele din urm , ve i g si dou  valori v i 2v între care exist  foarte pu ină ă ă ăț ș ț
sc derea diametrului mediu sau a oric rei m suri de coeziune a clusteruluiă ă ă
folosesc. Putem concluziona c  valoarea lui k justificat  de date se află ă ă
între v / 2 i v. Dac  utiliza i o c utare binar  (discutat  mai jos) în intervalul respectiv,ă ă ă ăș ț
pute i g si cea mai bun  valoare pentru k într-o altă ă ăț  opera iune de grupareț  jurnal 2 v, pentru a
total de 2log 2 v grup ri.ă  Deoarece adev rata valoare a lui k este cel pu in v / 2, avemă ț
a folosit un num r de grup ri care este logaritmic în k.ă ă
Deoarece no iunea „nu prea schimb ” este imprecis , nu putem spune cu exactitateă ăț
cât  schimbare este prea mult .ă ă  Cu toate acestea, c utarea binar  poate fi efectuată ă ă
dup  cum urmeaz , presupunând c  no iunea de „nu prea mult  schimbare” este precis  de uniiă ă ă ă ăț
formul .ă  tim c  exist  prea multe schimb ri între v / 2 i v, sau altfelă ă ăȘ ș
nu am fi continuat s  rul m un cluster pentru clustere 2v.ă ă  S  presupunem c  la uniiă ă
punct, am restrâns intervalul k între x i y.ș  Fie z = (x + y) / 2.
Rula i un cluster cu z ca num r int  de clustere.ă ăț ț  Dac  nu exist  preaă ă
mult  schimbare între z i y, atunci adev rata valoare a lui k se afl  între x i z.ă ă ăș ș
Deci restrânge i recursiv acest interval pentru a g si valoarea corect  a lui k.ă ăț  Pe de alt  parteă
mân , dac  exist  prea multe schimb ri între z i y, atunci utiliza i c utarea binar  înă ă ă ă ă ăș ț
intervalul dintre z i y în schimb.ș
7.3.4 Algoritmul lui Bradley, Fayyad i Reinaș
Acest algoritm, la care vom numi BFR dup  autorii s i, este o variant  aă ă ă
k-înseamn  c  este conceput pentru a grupa date într-un spa iu euclidian de înalt  dimensiune.ă ă ăț
Face o presupunere foarte puternic  cu privire la forma grupurilor: trebuieă
s  fie distribuit în mod normal în jurul unui centroid.ă  Media i devia ia standardș ț
pentru un cluster poate diferi pentru diferite dimensiuni, dar dimensiunile trebuie s  fieă
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independent. De exemplu, în dou  dimensiuni, un grup poate avea form  de trabuc,ă ă
dar trabucul nu trebuie rotit de pe axe. Figura 7.10 indic  punctul.ă
Bine
Bine
Nu e bine
Figura 7.10: Clustere în date pentru care algoritmul BFR poate fi utilizat
poate avea abateri standard care difer  de-a lungul axelor diferite, dar axeleă
clusterul trebuie s  se alinieze cu axele spa iuluiă ț
Algoritmul BFR începe prin selectarea k puncte, folosind una dintre metode
discutate în sec iunea 7.3.2.ț  Apoi, punctele fi ierului de date sunt citite în buc i.ăș ț
Acestea ar putea fi buc i dintr-un sistem de fi iere distribuit sau dintr-un fi ier conven ionalăț ș ș ț
poate fi parti ionat în buc i de dimensiunea adecvat .ă ăț ț  Fiecare bucat  trebuieă
constau din pu ine puncte suficiente pentru a putea fi procesate în memoria principal .ăț  De asemenea
stocate în memoria principal  sunt rezumate ale clusterelor k i a altor date,ă ș
deci întreaga memorie nu este disponibil  pentru a stoca o bucat .ă ă  Datele din memoria principală
altul decât partea din intrare const  din trei tipuri de obiecte:ă
1. Setul de aruncare: Acestea sunt rezumate simple ale clusterelor.
Vom aborda forma de rezumare a clusterelor în scurt timp. Re ine i căț ț
rezumatele cluster nu sunt „aruncate”; ele sunt de fapt esen iale.ț
Cu toate acestea, punctele pe care le prezint  rezumatul sunt eliminate i auă ș
nicio reprezentare în memoria principal  decât prin acest rezumat.ă
2. Setul comprimat: Acestea sunt rezumate, similare cu sumele cluster
maries, dar pentru seturi de puncte care au fost g site aproape unul de altul,ă
dar nu aproape de niciun cluster. Punctele reprezentate de comprimat
seturile sunt, de asemenea, eliminate, în sensul c  nu apar în mod explicit înă
memoria principala. Numim seturile de puncte reprezentate miniclustere.
3. Setul re inut: anumite puncte nu pot fi atribuite nici unui cluster, niciț
sunt suficient de aproape de orice alte puncte pe care le putem reprezenta
de un set comprimat. Aceste puncte sunt p strate în memoria principal  exact a a cumă ă ș
ele apar în fi ierul de intrare.ș
Imaginea din Fig. 7.11 sugereaz  modul în care sunt reprezentate punctele procesate pân  acum.ă ă
Seturile desc rcate i comprimate sunt reprezentate de valori 2d + 1, dacă ăș
datele sunt d-dimensionale. Aceste numere sunt:
(a) Num rul de puncte reprezentate, N.ă
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Un cluster. Punctele sale
sunt în setul de aruncare.
Centroidul s uă
Seturi comprimate
Puncte în
set retinut
Figura 7.11: Puncte în seturile aruncate, comprimate i re inuteș ț
(b) Suma componentelor tuturor punctelor din fiecare dimensiune. Aceste date
este o sumă vectorială de lungime d, iar componenta din dimensiunea a-i-a este
SUMA i .
(c) Suma p tratelor componentelor tuturor punctelor din fiecare di-ă
mension. Aceste date sunt un vector SUMSQ de lungime d i componenta sa înș
cea de-a doua dimensiune este SUMSQ i .
Scopul nostru real este de a reprezenta un set de puncte dup  num rul lor, centroidul iă ă ș
abaterea standard în fiecare dimensiune. Cu toate acestea, aceste valori 2d + 1 ne oferă
acele statistici. N este num rul.ă  Coordonata centroului în dimensiunea i
este SUM i / N, adic  suma din acea dimensiune împ r it  la num rul deă ă ă ăț
puncte. Varian a în dimensiunea i esteț  SUMSQ i / N - ( SUM i / N) 2 . Putem
calcula i abaterea standard în fiecare dimensiune, deoarece este r d cina p trată ă ă ăț
a varian ei.ț
Exemplul 7.9: S  presupunem c  un cluster este format din punctele (5, 1), (6, 2) iă ă − ș
(7, 0). Apoi N = 3, SUM = [18, 1] i− ș  SUMSQ = [110, 5]. Centroidul este
SUM / N sau [6, -1 / 3]. Varian a în prima dimensiune este 110/3 - (18/3)ț  2 =
0,667, deci abaterea standard este 0,667 = 0,816.√  În a doua dimensiune,
varian a este 5/3 - ( 1/3)−ț  2 = 1,56, deci abaterea standard este 1,25. ✷
7.3.5 Prelucrarea datelor în algoritmul BFR
Vom prezenta acum ce se întâmpl  atunci când proces m o parte din puncte.ă ă
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Beneficiile N, USM , SUMSQ Reprezentan aț
Exist  un avantaj semnificativ în reprezentarea seturilor de puncte pe m sur  ce se faceă ă ă
în algoritmul BFR, mai degrab  decât prin stocarea N, a centrului i aă ș
abaterea standard în fiecare dimensiune. Lua i în considerare ce trebuie s  facem cândăț
ad ug m un punct nou unui cluster.ă ă  N este m rit cu 1, desigur.ă  Dar noi
poate ad uga, de asemenea, vectorul care reprezint  loca ia punctului laă ă ț  SUM la
ob ine noulț  SUM i putem ad uga p tratele componenteloră ăș
vector la SUMSQ pentru a ob ine noulț  SUMSQ . Dac  am fi folosit centroidul la locul s uă ă
din SUM , atunci nu am putut regla centroidul pentru a explica noul punct
f r  a face unele calcule care implic  N i recomputareaă ă ă ș
devia iile standard ar fi, de asemenea, mult mai complexe.ț  În mod similar, dac  noiă
dorim s  combin m dou  seturi, ad ug m doar valorile corespunz toare ale lui N,ă ă ă ă ă ă  SUM ,
iș  SUMSQ , în timp ce dac  am folosi abaterile standard i centroid ca aă ș

reprezentare, calculul ar fi mult mai complex.
1. În primul rând, toate punctele care sunt suficient de aproape de centroidul unui cluster sunt
ad ugat la acel cluster.ă  A a cum este descris în caseta privind beneficiile, este simpluș
pentru a ad uga informa ii despre punct la N,ă ț  SUM iș  SUMSQ care
reprezint  clusterul.ă  Atunci arunc m ideea.ă  Întrebarea de ce
Mijloacele „suficient de apropiate” vor fi abordate în scurt timp.
2. Pentru punctele care nu sunt suficient de apropiate de orice centroid, am încheiat
termina i-le, împreun  cu punctele din setul re inut.ăț ț  Orice memorie principală
poate fi utilizat algoritmul de clusterizare, cum ar fi metodele ierarhice
discutate în sec iunea 7.2.ț  Trebuie s  folosim un criteriu pentru a decide când esteă
rezonabil s  combina i dou  puncte într-un cluster sau dou  clustere într-unul.ă ă ăț
Sec iunea 7.2.3 a acoperit modalit ile prin care am putea lua aceast  decizie.ă ăț ț  Clustere de
mai multe puncte sunt rezumate i ad ugate la setul comprimat.ăș
Clusterele Singleton devin setul de puncte re inut.ț
3. Acum avem miniclusturi derivate din încercarea noastr  de a grupa puncte noiă
i vechiul set p strat i avem miniclusterele din vechile com-ăș ș

set presat. De i niciunul dintre aceste miniclustere nu poate fi îmbinat cu unulș
din grupurile k, acestea ar putea fuziona între ele. Criteriul pentru



fuziunea poate fi din nou aleas  în conformitate cu discu ia din sec iunea 7.2.3.ă ț ț
Re ine i c  forma de reprezentare pentru seturile comprimate (N,ăț ț  SUM iș
SUMSQ ) faciliteaz  calcularea statisticilor, cum ar fi varian a pentruă ț
combina ie de dou  miniclusturi pe care le consider m fuzionate.ă ăț
4. Puncte care sunt atribuite unui cluster sau unui minicluster, adic  acelea careă
nu se afl  în setul re inut, sunt scrise, cu atribuirea lor, c treă ăț
memorie secundar .ă
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În cele din urm , dac  aceasta este ultima bucat  de date de intrare, trebuie s  facem cevaă ă ă ă
cu mul imile comprimate i re inute.ț ș ț  Îi putem trata ca valori aberante iș
nu le grupa niciodat .ă  Sau, putem atribui fiecare punct din setul re inut laț
grupul celui mai apropiat centroid. Putem combina fiecare minicluster cu
cluster al c rui centroid este cel mai aproape de centroidul miniclusterului.ă
O decizie important  care trebuie examinat  este modul în care decidem dac  aă ă ă
noul punct p este suficient de apropiat de unul dintre grupurile k pe care are sens s  le ad ug mă ă ă
p la cluster. Au fost sugerate dou  abord ri.ă ă
(a) Ad uga i p la un cluster dac  nu numai c  are cel mai apropiat centroid de p, dar esteă ă ăț
foarte pu in probabil ca, dup  ce toate punctele s  fi fost prelucrate, s  existe alteleă ă ăț
se va constata c  centroidul cluster este mai aproape de p.ă  Aceast  decizie este complexă ă
calcul statistic. Trebuie s  presupunem c  punctele sunt ordonate aleatoriu,ă ă
i c  tim câte puncte vor fi procesate în viitor.ăș ș  Este

avantajul este c , dac  g sim un centroid care este semnificativ mai aproape de pă ă ă
decât oricare altul, putem ad uga p la acel cluster i putem termina cu el, chiar dacă ăș
p este foarte departe de to i centroizii.ț
(b) Putem m sura probabilitatea ca, dac  p apar ine unui cluster, ar fiă ă ț
s  fie g sit cât de departe este de centroul acelui cluster.ă ă  Acest calcul
folose te faptul c  credem c  fiecare cluster const  în mod normală ă ăș
puncte distribuite cu axele distribu iei aliniate cu axeleț
a spa iului.ț  Ne permite s  facem calculul prin Mahalanobisă
distan a punctului, pe care o vom descrie în continuare.ț
Distan a Mahalanobis este în esen  distan a dintre un punct iăț ț ț ș
Centroidul unui cluster, normalizat prin devia ia standard a clusteruluiț
în fiecare dimensiune. Deoarece algoritmul BFR î i asum  axele clusteruluiăș
alinia i cu axele spa iului, calculul distan ei Mahalanobis esteț ț ț
mai ales simplu. Fie p = [p 1 , p 2 , ..., p d ] un punct i c = [cș  1 , c 2 , ..., c d ]
centroid al unui cluster. Fie σ i abaterea standard a punctelor din cluster
în a zecea dimensiune. Apoi distan a Mahalanobis între p i c esteț ș
√
√
√
√
d

∑
i = 1 (p i - c i

σ i
)
2

Adic , normaliz m diferen a dintre p i c în dimensiunea ith cuă ă ț ș
împ r ind la abaterea standard a clusterului în acea dimensiune.ă ț  Restul
formula combin  distan ele normalizate în fiecare dimensiune în normală ț
cale pentru un spa iu euclidian.ț
Pentru a atribui punctul p unui cluster, calcul m distan a dintre Mahalanobisă ț
p i fiecare dintre centroizii cluster.ș  Alegem acel cluster al c rui centru areă
cea mai mic  distan  Mahalanobis i ad ug m p la acel cluster cu condi iaă ă ă ăț ș ț
Distan a Mahalanobis este mai mic  decât un prag.ăț  De exemplu, s  presupunem c  alegemă ă
patru ca prag. Dac  datele sunt distribuite în mod normal, atunci probabilitateaă
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o valoare în m sura în care patru abateri standard de la medie este mai mic  decât una la aă ă
milion. Astfel, dac  punctele din cluster sunt într-adev r distribuite în mod normal, atunciă ă



probabilitatea ca nu vom include un punct care apar ine cu adev rat este mai mică ăț
mai mult de 10 −6 . i un astfel de punct este probabil s  fie atribuit acelui cluster în cele din urmă ăȘ
oricum, atâta timp cât nu se termin  mai aproape de un alt centru ca centroidiiă
migreaz  ca r spuns la punctele ad ugate la clusterul lor.ă ă ă

7.3.6 Exerci ii pentru sec iunea 7.3ț ț
Exerci iul 7.3.1: Pentru punctele din Fig. 7.8, dac  select m trei puncte de plecareă ăț
folosind metoda Sec iunii 7.3.2, iar primul punct pe care îl alegem este (3,4), careț
sunt selectate alte puncte.
!! Exerci iul 7.3.2: Dovedi i c  indiferent de ce punct pornim în Fig. 7.8, dacă ăț ț
select m trei puncte de plecare prin metoda sec iunii 7.3.2 ob inem puncte înă ț ț
fiecare dintre cele trei clustere. Sugestie: a i putea rezolva acest lucru exhaustiv începândț
cu fiecare dintre cele dou sprezece puncte la rând.ă  Cu toate acestea, o aplica ie mai generalăț
solu ia este de a lua în considerare diametrele celor trei clustere i de a lua în considerareț ș
distan a minim  intercluster, adic  distan a minim  între două ă ă ăț ț
puncte alese din dou  clustere diferite.ă  Po i dovedi o teorem  generală ăț
pe baza acestor doi parametri ai unui set de puncte?
! Exerci iul 7.3.3: Da i un exemplu de set de date i o selec ie de k ini ialeț ț ș ț ț
centroizi astfel încât atunci când punctele sunt realocate la cel mai apropiat centroid la
la final, cel pu in unul dintre k punctele ini iale este reatribuit la un cluster diferit.ț ț
Exerci iul 7.3.4: Pentru cele trei grupuri din Fig. 7.8:ț
(a) Calcula i reprezentarea clusterului ca în algoritmul BFR.ț  Acea
este, calcula i N,ț  SUM iș  SUMSQ .
(b) Calcula i varian a i devia ia standard a fiec rui cluster din fiecareăț ț ș ț
cele dou  dimensiuni.ă
Exerci iul 7.3.5: S  presupunem c  un grup de puncte tridimensionale are standardă ăț
abateri de 2, 3 i 5, în cele trei dimensiuni, în aceast  ordine.ăș  Calcula iț
Distan a Mahalanobis între origine (0, 0, 0) i punct (1, 3, 4).−ț ș

7.4 Algoritmul CURE
Trecem acum la un alt algoritm de grupare pe scar  larg  în atribuirea puncteloră ă
clas .ă  Acest algoritm, numit CURE (Clustering Using REpresentatives), ca-
someaz  un spa iu euclidian.ă ț  Cu toate acestea, nu presupune nimic despre
forma clusterelor; nu trebuie s  fie distribuite în mod normal i chiar pot aveaă ș
coturi ciudate, forme S sau chiar inele. În loc s  reprezinte clustere după ă
centroid, folose te o colec ie de puncte reprezentative, a a cum sugereaz  i numele.ăș ț ș ș
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Figura 7.12: Dou  clustere, una înconjurând-o pe cealaltă ă
Exemplul 7.10: Figura 7.12 este o ilustrare a dou  clustere.ă  Clusul interior-
ter este un cerc obi nuit, în timp ce al doilea este un inel în jurul cercului.ș  Acest
aranjamentul nu este complet patologic. O creatur  dintr-o alt  galaxieă ă
s-ar putea s  priveasc  sistemul nostru solar i s  observe c  obiectele se adun  într-un interioră ă ă ă ăș
cerc (planetele) i un inel exterior (centura Kuyper), cu pu in între ele.ș ț
✷
7.4.1 Ini ializare în CUREț
Începem algoritmul CURE prin:
1. Lua i un mic e antion de date i grupa i-le în memoria principal .ăț ș ș ț  În principiu
ciple, ar putea fi utilizat  orice metod  de clusterizare, dar a a cum este conceput pentru CUREă ă ș
se ocup  de clustere în form  ciudat , este de multe ori recomandabil s  utiliza i un ierarhică ă ă ă ț
metoda prin care clusterele sunt fuzionate atunci când au o pereche apropiat  de puncte.ă
Aceast  problem  este discutat  mai detaliat în Exemplul 7.11 de mai jos.ă ă ă
2. Selecta i un set mic de puncte din fiecare cluster pentru a fi puncte reprezentative.ț
Aceste puncte trebuie alese pentru a fi cât mai îndep rtate unele de altele,ă
folosind metoda descris  în sec iunea 7.3.2.ă ț
3. Muta i fiecare dintre punctele reprezentative o frac ie fix  ăț ț din distan ăț
între loca ia sa i centroidul clusterului s u.ăț ș  Poate c  20% este ună
frac ie bun  de ales.ăț  Re ine i c  acest pas necesit  un spa iu euclidian,ă ăț ț ț
deoarece altfel, s-ar putea s  nu existe o no iune de linie între două ăț
puncte.
Exemplul 7.11: Am putea folosi un algoritm ierarhic de grupare pe un e antionș
a datelor din Fig. 7.12. Dac  am lua ca distan  între clustereă ăț
cea mai mic  distan  între orice pereche de puncte, câte unul de la fiecare grup, apoi noiă ăț
ar g si corect cele dou  clustere.ă ă  Adic , buc i din inel s-ar lipiă ăț
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împreun  i buc i din cercul interior se lipeau împreun , dar buc i de inelă ă ă ăș ț ț
ar fi întotdeauna departe de buc ile cercului.ăț  Re ine i c , dac  am folosită ăț ț
regula c  distan a dintre clustere a fost distan a dintre centroidele lor,ă ț ț
atunci s-ar putea s  nu ob inem rezultatul intuitiv corect.ă ț  Motivul este că
centroizii ambelor clustere se afl  în centrul diagramei.ă
Figura 7.13: Selecta i puncte reprezentative din fiecare cluster, departe de unulț
un altul posibil
Pentru al doilea pas, alegem punctele reprezentative. Dac  proba dină
pe care sunt construite clusterele este suficient de mare, putem conta pe un cluster
puncte de prob  la cea mai mare distan  una de cealalt  situat  la limitaă ă ă ăț
grupul. Figura 7.13 sugereaz  care este selec ia noastr  ini ial  de puncte de e antionareă ă ăț ț ș
ar putea ar ta ca.ă
În cele din urm , mut m punctele reprezentative o frac ie fix  ă ă ăț a distan eiț
de la loca ia lor adev rat  spre centroul clusterului.ă ăț  Re ine i c  în Fig. 7.13ăț ț
ambele grupuri au centroul lor în acela i loc: centrul cercului interior.ș
Astfel, punctele reprezentative din cerc se mi c  în interiorul clusterului, a a cum a fostăș ș
inten ionat.ț  Punctele de pe marginea exterioar  a inelului se deplaseaz , de asemenea, în grupul lor, dară ă
punctele de pe marginea interioar  a inelului se mi c  în afara clusterului.ă ăș  Loca iile finale aleț
punctele reprezentative din Fig. 7.13 sunt sugerate de Fig. 7.14. ✷
7.4.2 Finalizarea algoritmului CURE
Urm toarea faz  a CURE este de a fuziona dou  clustere dac  au o pereche de repereă ă ă ă
puncte resentative, câte unul din fiecare grup, care sunt suficient de apropiate. Utilizatorul
poate alege distan a care define te „aproape”.ț ș  Acest pas de fuziune se poate repeta pân  laă
nu mai exist  clustere suficient de apropiate.ă
Exemplul 7.12: Situa ia din Fig. 7.14 serve te ca o ilustrare util .ăț ș  Acolo
este un argument potrivit c ruia inelul i cercul ar trebui s  fie combinate într-adev r, deoarece loră ă ăș
centroizii sunt la fel. De exemplu, dac  decalajul dintre inel i cerc ar fiă ș
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Figura 7.14: Mutarea punctelor reprezentative 20% din distan a pân  la clus-ăț
Centroidul ter
mult mai mic, s-ar putea argumenta c  combinarea punctelor inelului iă ș
cercul într-un singur grup reflecta adev rata stare de lucruri.ă  De exemplu,
inelele lui Saturn au goluri înguste între ele, dar este rezonabil s  vizualiz mă ă
inelele ca un singur obiect, mai degrab  decât mai multe obiecte concentrice.ă  În cazul
din Fig. 7.14 alegerea
1. Frac ia distan ei pân  la centroid pe care o mut m reprezentantulă ăț ț
puncte tive iș
2. Alegerea distan ei dintre punctele reprezentative ale celor dou  clustereăț
fie pentru a evita fuziunea
împreun  stabilim dac  consider m Fig. 7.12 ca un cluster sau dou .ă ă ă ă  ✷
Ultimul pas al CURE este atribuirea punctelor. Fiecare punct p este adus de la
stocare secundar  i comparat  cu punctele reprezentative.ă ăș  Atribuim p
la grupul punctului reprezentativ cel mai apropiat de p.
Exemplul 7.13: În exemplul nostru de rulare, punctele din ring vor fi cu siguran ăț
s  fie mai aproape de unul dintre punctele reprezentative ale inelului decât de orice reprezentantă
punctul cercului. La fel, punctele din cerc vor fi cu siguran  cele mai apropiate de aăț
punctul reprezentativ al cercului. Un outlier - un punct care nu se afl  în ring sauă
cercul - va fi atribuit inelului dac  acesta se afl  în afara inelului.ă ă  Dac  valoarea anterioar  esteă ă
între inel i cerc, acesta va fi atribuit uneia sau alteia, oarecumș
favorizând inelul, deoarece punctele sale reprezentative au fost mutate spre
cerc. ✷
7.4.3 Exerci ii pentru sec iunea 7.4ț ț
Exerci iul 7.4.1: Lua i în considerare dou  grupuri care sunt un cerc i un inel înconjur tor,ă ăț ț ș
ca în exemplul de rulare al acestei sec iuni.ț  Presupune:
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eu. Raza cercului este c.



ii. Cercurile interioare i exterioare care formeaz  inelul au raze i i o, respectivăș ș
tiv.
iii. Toate punctele reprezentative pentru cele dou  clustere se afl  la grani eleă ă ț
clustere.
iv. Punctele reprezentative sunt mutate cu 20% din distan a fa  de valoarea ini ială ăț ț ț
pozi ia spre centroidul grupului lor.ț
v. Clusterele sunt combinate dac , dup  repozi ionare, exist  puncte reprezentativeă ă ăț
din cele dou  clustere la distan a d sau mai mic .ă ăț
În ceea ce prive te d, c, i i o, în ce circumstan e vor fi inelul i cerculș ș ț ș
fuzionat într-un singur cluster?

7.5 Clustering în spa ii non-euclidieneț
În continuare vom lua în considerare un algoritm care trateaz  date care nu sunt de memorie principal , dară ă
nu necesit  un spa iu euclidian.ă ț  Algoritmul, la care ne vom referi ca
GRGPF pentru autorii s i (V. Ganti, R. Ramakrishnan, J. Gehrke, A. Powell iă ș
J. French), ia idei atât din abord rile ierarhice, cât i din cele de atribuire a punctelor.ă ș
La fel ca CURE, reprezint  clustere dup  puncte de e antionare în memoria principal .ă ă ăș  In orice caz,
de asemenea, încearc  s  organizeze clusterele ierarhic, într-un copac, astfel încât un nou punct s  poată ă ă ă
s  fie atribuit clusterului corespunz tor, trecându-l în jos în copac.ă ă  Frunze de
arborele con ine rezumate ale unor clustere, iar nodurile interioare de in subseturi aleț ț
informa ii care descriu clusterele accesibile prin acel nod.ț  O incercare
este f cut  pentru a grupa clusterele dup  distan a lor una de cealalt , deci clusterele de laă ă ă ăț
o frunz  este apropiat , iar grupurile accesibile de la un nod interior sunt relativă ă
aproape de asemenea.
7.5.1 Reprezentarea clusterelor în algoritmul GRGPF
Pe m sur  ce atribuim puncte grupurilor, acestea pot cre te.ă ă ș  Majoritatea punctelor
într-un cluster sunt stocate pe disc i nu sunt utilizate în ghidarea atribuiriiș
puncte, de i pot fi recuperate.ș  Reprezentarea unui cluster în principal
memoria const  din mai multe caracteristici.ă  Înainte de a enumera aceste caracteristici, dac  p există ă
indica i într-un cluster, fieț  ROWSUM (p) s  fie suma p tratelor distan eloră ă ț
de la p la fiecare dintre celelalte puncte din cluster. Re ine i c , de i nu suntemăț ț ș
într-un spa iu euclidian, exist  o anumit  m sur  a distan ei d care se aplic  punctelor,ă ă ă ă ăț ț
altfel nu este posibil s  se grupeze puncte deloc.ă  Urm toarele caracteristici formează ă
reprezentarea unui cluster.
1. N, num rul de puncte din cluster.ă
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2. Clustroidul clusterului, care este definit în mod specific pentru a fi punctul
în cluster care minimizeaz  suma p tratelor distan elor pân  laă ă ăț
celelalte puncte; adic  clustroidul este punctul din grupul cuă
cea mai mică ROWSUM .
3. Suma de rând a clustroidului clusterului.
4. Pentru unele constante alese k, punctele k ale clusterului care sunt cele mai apropiate
clustroidul i sumele lor.ș  Aceste puncte fac parte din reprezentan iț
tarea în cazul în care ad ugarea de puncte la cluster determin  clustroidul să ă ă
Schimbare. Se presupune c  noul clustroid ar fi unul dintreă
aceste k puncte lâng  vechiul clustroid.ă
5. Punctele k ale clusterului care sunt cele mai îndep rtate de clustroid i ale loră ș
sume de rânduri. Aceste puncte fac parte din reprezentare, astfel încât s  putemă
ia în considerare dac  dou  clustere sunt suficient de apropiate pentru a fuziona.ă ă  Presupunerea
se face c  dac  dou  clustere sunt apropiate, atunci o pereche de puncte distan  deă ă ă ăț
clustroizii lor respectivi ar fi aproape.
7.5.2 Ini ializarea Arborelui Clusteruluiț
Clusterele sunt organizate într-un copac, iar nodurile arborelui pot fi foarte
mari, probabil blocuri de disc sau pagini, a a cum ar fi cazul pentru un copac B sau un copac R,ș
cu care arborele care reprezint  clusterul seam n .ă ă ă  Fiecare frunz  a copacului de ine a aă ț ș
multe reprezent ri de grupuri care se pot potrivi.ă  Re ine i c  o reprezentare cluster areăț ț
o dimensiune care nu depinde de num rul de puncte din cluster.ă
Un nod interior al arborelui cluster con ine un e antion de clustroizi dinț ș
grupuri reprezentate de fiecare dintre subarborii s i, împreun  cu indicatori c tre r d cinileă ă ă ă ă
acele subarburi. Probele sunt de dimensiuni fixe, deci num rul de copii careă
un nod interior poate avea este independent de nivelul s u.ă  Observa i c  pe m sur  ce urc mă ă ă ăț
arborele, probabilitatea ca clustroidul unui cluster dat s  fac  parte din e antionă ă ș
diminueaz .ă
Ini ializ m arborele clusterului luând un e antion de memorie principal  a setului de dateă ăț ș
i grupându-l ierarhic.ș  Rezultatul acestei grup ri este un copac T, dar Tă



nu este exact arborele folosit de algoritmul GRGPF. Mai degrab , select m dină ă
T anumite dintre nodurile sale care reprezint  clustere de aproximativ o dimensiune dorită ă
n. Acestea sunt clusterele ini iale pentru algoritmul GRGPF i le plas măț ș
reprezent ri la frunza arborelui care reprezint  cluster.ă ă  Apoi grup m clus-ă
tere cu un str mo  comun în T în noduri interioare ale reprezent rii clusteră ăș
arborele, deci, într-un anumit sens, grupurile descendente dintr-un nod interior sunt la fel de apropiate
pe cat posibil. În unele cazuri, reechilibrarea arborelui care reprezint  clusterul va fiă
necesar. Acest proces este similar cu reorganizarea unui copac B, i vom faceș
nu examina i aceast  problem  în detaliu.ă ăț
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7.5.3 Ad ugarea de puncte în algoritmul GRGPFă
Acum citim puncte din stocarea secundar  i le introducem pe fiecare în cel mai apropiată ș
grup. Începem de la r d cin  i ne uit m la probele de clustroizi pentru fiecare dintre eleă ă ă ăș
copiii r d cinii.ă ă  Orice copil are cel mai apropiat clustru de nou
punctul p este nodul pe care îl examin m în continuare.ă  Când ajungem la orice nod din copac, noi
uita i-v  la e antionul de clustroizi pentru copiii s i i merge i lâng  copilul cuă ă ăț ș ș ț
clustroid cel mai apropiat de p. Re ine i c  unii dintre e antionul de clustroizi de la un nod potăț ț ș
au fost v zute la un nivel superior, dar fiecare nivel ofer  mai multe detalii despreă ă
clustere situate dedesubt, a a c  vedem multe e antioane noi de clustere de fiecare dat  când mergem aă ăș ș
niveleaz  în jos copacul.ă
În cele din urm , ajungem la o frunz .ă ă  Aceast  frunz  are caracteristicile clusterului pentru fiecare clusteră ă
reprezentat de acea frunz  i alegem clusterul al c rui clustroid este cel mai apropiat de p.ă ăș
Regl m reprezentarea acestui cluster pentru a ine cont de noul nod p.ă ț  În
în special, noi:
1. Ad uga i 1 la N.ă ț
2. Ad uga i p tratul distan ei dintre p i fiecare dintre nodurile q men-ă ăț ț ș
cionat în reprezentarea la ROWSUM (q). Aceste puncte q includ
clustroid, cele mai apropiate puncte k i cele mai îndep rtate puncte k.ăș
De asemenea, estim m suma rândurilor lui p, în cazul în care p trebuie s  fac  parte din reprezentantă ă ă
tarea (de exemplu, se dovede te a fi unul dintre k punctele cele mai apropiate de clustroid).ș  Notă
nu putem calcula ROWSUM (p) exact, f r  a merge pe disc i a recuperaă ă ș
toate punctele clusterului. Estimarea pe care o folosim este
ROWSUM (p) = ROWSUM (c) + Nd 2 (p, c)
unde d (p, c) este distan a dintre p i clustroidul c.ț ș  Re ine i c  N iăț ț ș
ROWSUM (c) din aceast  formul  sunt valorile acestor caracteristici înainte de a fiă ă
ajustat pentru a contura ad ugarea p.ă
Ne-am putea întreba de ce func ioneaz  aceast  estimare.ă ăț  În sec iunea 7.1.3 am discutatț
„blestemul dimensionalit ii”, în special observa ia c  într-ună ăț ț
spa iul euclidian dimensional, aproape toate unghiurile sunt unghiuri drepte.ț  Desigur
presupunerea algoritmului GRGPF este c  spa iul ar putea s  nu fie euclidian,ă ăț
dar de obicei un spa iu non-euclidian sufer  i de blestemul dimensionalit ii,ă ăț ș ț
prin aceea c  se comport  în multe feluri ca un spa iu euclidian de înalt  dimensiune.ă ă ăț  Dac  noiă
presupunem c  unghiul dintre p, c i un alt punct q din cluster este un dreptă ș
unghi, atunci teorema lui Pitagora ne spune că
d 2 (p, q) = d 2 (p, c) + d 2 (c, q)
Dac  însum m peste toate q, altele decât c, i apoi ad ug m dă ă ă ăș  2 (p, c) la ROWSUM (p) la
cont de faptul c  clustroidul este unul dintre punctele din cluster, noiă
derivă ROWSUM (p) = ROWSUM (c) + Nd 2 (p, c).
Acum, trebuie s  vedem dac  noul punct p este unul dintre cele mai apropiate sau mai îndep rtate kă ă ă
punctele de la clustroid i, dac  da, p i suma sa de rânduri devin o caracteristic  de cluster,ă ăș ș
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înlocuind una dintre celelalte caracteristici - oricare dintre ele nu mai este una dintre cele mai apropiate
sau cel mai îndep rtat.ă  De asemenea, trebuie s  ne gândim dac  suma rândurilor pentru unul dintre kă ă
cele mai apropiate puncte q sunt acum mai mici decât ROWSUM (c). Aceast  situa ie s-ar putea întâmpla dac  pă ăț
erau mai aproape de unul dintre aceste puncte decât de actualul clustroid. Dac  da, schimb mă ă
rolurile lui c i q.ș  În cele din urm , este posibil ca adev ratul clustroid s  nuă ă ă
s  mai fie unul dintre cele mai apropiate puncte k originale.ă  De atunci nu avem de unde s  timă ș
nu vedem celelalte puncte ale clusterului în memoria principal .ă  Cu toate acestea, ei
sunt stocate pe disc i pot fi aduse periodic în memoria principal  pentru unăș
recomputarea caracteristicilor clusterului.



7.5.4 Divizarea i fuzionarea clusterelorș
Algoritmul GRGPF presupune c  exist  o limit  pe raza unui clusteră ă ă
ar putea avea. Defini ia particular  utilizat  pentru raz  este ă ă ă √ț  ROWSUM (c) / N,
unde c este clustroidul clusterului i N num rul de puncte din cluster.ăș
Adic , raza este r d cina p trat  a p tratului mediu al distan ei de laă ă ă ă ă ă ț
clustroidul punctelor din cluster. Dac  raza unui cluster cre te prea mare,ă ș
este împ r it în dou .ă ăț  Punctele acelui cluster sunt aduse în memoria principal ,ă
i împ r it în dou  clustere pentru a minimiza sumele de rânduri.ă ăș ț  Caracteristicile clusterului

pentru ambele clustere sunt calculate.
Ca rezultat, frunza clusterului divizat are acum înc  un cluster de reprezentat.ă
Ar trebui s  gestion m arborele cluster ca un copac B, deci, de obicei, va fi locă ă
într-o frunz  pentru a ad uga înc  un cluster.ă ă ă  Cu toate acestea, dac  nu, atunci frunza trebuie împ r ită ă ăț
în dou  frunze.ă  Pentru a implementa divizarea, trebuie s  ad ug m un alt indicator i alteleă ă ă ș
proba de clustroizi la nodul p rinte.ă  Din nou, poate exista spa iu suplimentar, dar dacăț
nu, atunci i acest nod trebuie s  fie împ r it i facem acest lucru pentru a minimiza p tratele deă ă ăș ț ș
distan ele dintre e antionul de clustroizi aloca i diferitelor noduri.ț ș ț  Ca în
un copac B, aceast  împ r ire poate ondula pân  la r d cin , care poate fi apoiă ă ă ă ă ăț
împ r i i dac  este necesar.ă ăț ț
Cel mai r u lucru care se poate întâmpla este c  arborele care reprezint  clusterul este acumă ă ă
prea mare pentru a se potrivi în memoria principal .ă  Exist  doar un singur lucru de f cut: îl realiz mă ă ă
mai mic  prin cre terea limitei cât de mare poate fi raza unui cluster i noiă ș ș
ia în considerare fuzionarea perechilor de clustere. În mod normal, este suficient s  se ia în considerare clustereleă
care sunt „în apropiere”, în sensul c  reprezentan ii lor sunt la aceea i frunză ăț ș
sau la frunze cu un p rinte comun.ă  Cu toate acestea, în principiu, putem lua în considerare
fuzionând orice dou  clustere Că  1 i Cș  2 într-un singur cluster C.
Pentru a fuziona clustere, presupunem c  clustroidul lui C va fi unul dintreă
puncte care sunt cât mai departe de clustroidul lui C 1 sau clustroidul de
C 2 . S  presupunem c  vrem s  calcul m suma de rânduri în C pentru punctul p, care este unulă ă ă ă
din punctele k din C 1 care sunt cât mai departe posibil de centroidul lui C 1 . Noi
folosi i argumentul blestemului dimensionalit ii care spune c  toate unghiurile sunt aproximativă ăț ț
unghiuri drepte, pentru a justifica urm toarea formul .ă ă
ROWSUM C (p) = ROWSUM C 1 (p) + N C 2 (d 2 (p, c 1 ) + d 2 (c 1 , c 2 )) + ROWSUM C 2 (c 2 )
În cele de mai sus, subscriem N iș  ROWSUM de la clusterul la care func ia respectivăț
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se refer .ă  Folosim c 1 i cș  2 pentru clustroizii C 1 i respectiv Cș  2 .
În detaliu, calcul m suma p tratelor distan elor de la p la toateă ă ț
nodurile din clusterul combinat C începând cu ROWSUM C 1 (p) pentru a ob ineț
termenii pentru punctele din acela i cluster ca p.ș  Pentru N C 2 puncte q în C 2 ,
consider m calea de la p la clustroidul lui Că  1 , apoi la clustroidul lui C 2 ,
i în cele din urm  la q.ăș  Presupunem c  exist  un unghi drept între picioare de la p laă ă

c 1 i cș  1 pân  la că  2 i un alt unghi drept între cea mai scurt  cale de la p laăș
c 2 i piciorul de la cș  2 la q. Apoi folosim teorema lui Pitagora pentru a justifica
calculând p tratul lungimii c ii la fiecare q ca suma aă ă
p trate ale celor trei picioare.ă
Apoi trebuie s  termin m de calculat caracteristicile clusterului fuzionat.ă ă  Noi
trebuie s  lu m în considerare toate punctele din clusterul fuzionat pentru care timă ă ș
rânduri. Acestea sunt centroidele celor dou  grupuri, punctele k cele mai apropiate deă
clustroizi pentru fiecare grup i punctele k cele mai îndep rtate de clustroizi pentru fiecareăș
cluster, cu excep ia punctului care a fost ales ca nou clustroid.ț
Putem calcula distan ele fa  de noul clustroid pentru fiecare dintre aceste 4k + 1ăț ț
puncte. Select m k cu cele mai mici distan e ca puncte „apropiate” iă ț ș
k cu cele mai mari distan e ca punctele „îndep rtate”.ăț  Putem apoi calcula
sume de rânduri pentru punctele alese, folosind acelea i formule de mai sus cu care ne obi nuiamș ș
calcula i sumele de rânduri pentru clustroizii candida i.ț ț
7.5.5 Exerci ii pentru sec iunea 7.5ț ț
Exerci iul 7.5.1: Folosind reprezentarea cluster din sec iunea 7.5.1, reprezenta iț ț ț
cele dou sprezece puncte din Fig. 7.8 ca un singur cluster.ă  Utiliza i parametrul k = 2 caț
num rul de puncte apropiate i îndep rtate care trebuie incluse în reprezentare.ă ăș  Aluzie:
Deoarece distan a este euclidian , putem ob ine p tratul distan ei dintreă ăț ț ț
dou  puncte luând suma p tratelor diferen elor de-a lungul x- iă ă ț ș
axe-y.
Exerci iul 7.5.2: Calcula i raza, în sensul folosit de GRGPF Algo-ț ț
ritm (r d cin  p trat  a p tratului mediu al distan ei de la clustroid) pentruă ă ă ă ă ă ț
grupul care reprezint  cele cinci puncte din dreapta jos din Fig. 7.8.ă  Re ine i c  (11,4)ăț ț
este clustroidul.



7.6 Clustering pentru fluxuri i paralelismș
În aceast  sec iune, vom analiza pe scurt modul în care s-ar putea grupa un flux.ă ț  The
modelul pe care îl avem în minte este unul în care exist  o fereastr  glisant  (ă ă ă
4.1.3) din N puncte i putem cere centroizii sau clustroizii dinș
cele mai bune clustere formate din ultimii m ai acestor puncte, pentru orice m  N. De asemenea≤
studia i o abordare similar  grup rii unui set mare de puncte fixe folosind MapRe-ă ăț
duce pe un cluster de calcul (f r  joc de cuvinte).ă ă  Aceast  sec iune ofer  numaiă ăț
o schi  aproximativ  pentru a sugera posibilit ile, care depind de presupunerile noastreă ă ăț ț
despre cum evolueaz  clusterele într-un flux.ă
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7.6.1 Modelul de calcul al fluxului
Presupunem c  fiecare element de flux este un punct într-un anumit spa iu.ă ț  Alunecarea
fereastra const  din cele mai recente N puncte.ă  Scopul nostru este de a precluziona subseturi
punctelor din flux, astfel încât s  putem r spunde rapid la întreb rile din formulară ă ă

„Care sunt grupurile din ultimele m puncte?” pentru orice m  N. Exist  multe≤ ă
variante ale acestei interog ri, în func ie de ceea ce presupunem despre ceea ce constituieă ț
un cluster. De exemplu, putem folosi o abordare k-means, unde ne afl m cu adev rată ă
cerând ca ultimele m puncte s  fie parti ionate în exact k clustere.ă ț  Sau, putem
permite i num rul de clustere s  varieze, dar utiliza i unul dintre criteriile din sec iunea 7.2.3ă ăț ț ț
sau 7.2.4 pentru a determina când se va opri combinarea clusterelor în clustere mai mari.
Nu facem nicio restric ie în ceea ce prive te spa iul în care punctele fluxuluiț ș ț
Tr i.ă  Poate fi un spa iu euclidian, caz în care r spunsul la interogare esteăț
centroizii grupurilor selectate. Spa iul poate fi neeuclidian, în careț
caz, r spunsul este clusteroidele grupurilor selectate, unde oricare dintreă
pot fi utilizate defini ii pentru „clustroid” (a se vedea sec iunea 7.2.4).ț ț
Problema este mult mai u oar  dac  presupunem c  toate elementele fluxului suntă ă ăș
ales cu statistici care nu variaz  de-a lungul fluxului.ă  Apoi, un e antion deș
fluxul este suficient de bun pentru a estima clusterele i, de fapt, putem ignoraș
flux dup  un timp.ă  Cu toate acestea, modelul fluxului presupune în mod normal că
statisticile elementelor fluxului variaz  în func ie de timp.ă ț  De exemplu, centroizii
grupurile pot migra încet odat  cu trecerea timpului sau clusterele se pot extinde,ă
contracteaz , divizeaz  sau fuzioneaz .ă ă ă

7.6.2 Un algoritm de grupare a fluxului
În aceast  sec iune, vom prezenta o versiune mult simplificat  a unui algoritmă ăț
denumit BDMO (pentru autori, B. Babcock, M. Datar, R. Motwani,
i L. O'Callaghan).ș  Versiunea adev rat  a algoritmului implic  mult mai multă ă ă

structuri complexe, care sunt concepute pentru a oferi garan ii de performan  înăț ț
cel mai r u caz.ă
Algoritmul BDMO se bazeaz  pe metodologia de num rare a celor dintr-ună ă
flux care a fost descris în sec iunea 4.6.ț  Iat  asem n rile cheie iă ă ă ș
diferen e:ț
• La fel ca acel algoritm, punctele fluxului sunt parti ionate în iț ș
rezumat de, g le i ale c ror dimensiuni sunt o putere de dou .ă ă ăț  Aici, dimensiunea
o g leat  este num rul de puncte pe care le reprezint , mai degrab  decât num rul deă ă ă ă ă ă
flux elemente care sunt 1.

• Ca i pân  acum, dimensiunile g le ilor respect  restric ia c  exist  una sauă ă ă ă ăș ț ț
dou  din fiecare dimensiune, pân  la o anumit  limit .ă ă ă ă  Cu toate acestea, nu presupunem că
secven a de dimensiuni admisibile a cupei începe cu 1. Mai degrab , sunt necesareăț
numai pentru a forma o secven  în care fiecare dimensiune este de dou  ori mai mare decât dimensiunea anterioar , de exemplu,ă ă ăț
3, 6, 12, 24, ....
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• Dimensiunile g leatelor sunt reduse din nou pentru a nu sc dea pe m sur  ce ne întoarcemă ă ă ă
timp. Ca i în sec iunea 4.6, putem concluziona c  va exista O (log N)ăș ț
g le i.ă ț
• Con inutul unei g le i const  din:ă ăț ț
1. Dimensiunea cupei.
2. Marcajul de timp al cupei, adic  cel mai recent punct pe careă
contribuie la g leat .ă ă  La fel ca în Sec iunea 4.6, pot fi marcaje de timpț



înregistrat modulo N.
3. O colec ie de înregistr ri care reprezint  clusterele în careă ăț
punctele acelei g le i au fost parti ionate.ă ț ț  Aceste înregistr ri con in:ă ț
(a) Num rul de puncte din cluster.ă
(b) Centroidul sau clustroidul clusterului.
(c) Orice al i parametri necesari pentru a ne permite s  fuzion m clustereă ăț
i s  men in  aproxim ri la setul complet de parametri pentruă ă ăș ț

cluster combinat. Vom da câteva exemple când vom discuta
procesul de fuziune din sec iunea 7.6.4.ț
7.6.3 Ini ializarea g le ilorăț ț
Cea mai mic  dimensiune a cupei noastre va fi p, o putere de 2. Astfel, fiecare p element de flux,ă
cre m o nou  g leat , cu cele mai recente p puncte.ă ă ă ă  Marca de timp pentru aceasta
cupa este marca de timp a celui mai recent punct din cup .ă  S-ar putea s  plec mă ă
fiecare punct dintr-un cluster de la sine, sau putem efectua o grupare a acestor puncte
conform oric rei strategii de clusterizare pe care am ales-o.ă  De exemplu, dac  noiă
alege i un algoritm k-înseamn , apoi (presupunând k <p) grup m punctele înă ăț
k clustere de un algoritm.
Orice metod  folosim pentru a grupa ini ial, presupunem c  este posibilă ăț
calcula i centroizii sau clustroizii pentru grupuri i num ra i punctele înăț ș ț
fiecare cluster. Aceste informa ii devin parte a înregistr rii pentru fiecare cluster.ăț  Noi
calcula i, de asemenea, orice al i parametri pentru clustere vor fi necesari înț ț
proces de fuziune.
7.6.4 Fuzionarea g le iloră ț
Urmând strategia din sec iunea 4.6, ori de câte ori cre m o nou  g leat , noiă ă ă ăț
trebuie s  revizui i secven a g le ilor.ă ăț ț ț  În primul rând, dac  o g leat  are o marc  de timpă ă ă ă
adic  mai mult de N unit i de timp înainte de ora curent , atunci nimic din astaă ă ăț
cupa este în fereastr  i este posibil s  o scoatem din list .ă ă ăș  În al doilea rând, s-ar putea s  avemă
am creat trei g le i de dimensiunea p, caz în care trebuie s  fuzion m cele mai vechi dou  dintreă ă ă ăț
cei trei. Fuziunea poate crea dou  g le i de dimensiunea 2p, caz în care este posibilă ă ț
trebuie s  fuzioneze g le i de dimensiuni crescânde, recursiv, la fel ca în sec iunea 4.6.ă ă ț ț
Pentru a îmbina dou  g le i consecutive, trebuie s  facem mai multe lucruri:ă ă ăț
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1. Dimensiunea g le ii este de dou  ori mai mare decât cea a celor dou  g le i care sunt îmbinate.ă ă ă ăț ț
2. Marcajul de timp pentru cupa îmbinat  este marcajul de timp al celui mai recentă
dintre cele dou  g le i consecutive.ă ă ț
3. Trebuie s  analiz m dac  s  fuzion m clustere i, dac  da, trebuie s  calcul mă ă ă ă ă ă ă ăș
parametrii clusterelor fuzionate. Vom detalii despre aceast  parte aă
algoritmul luând în considerare mai multe exemple de criterii de fuziune iș
modalit i de estimare a parametrilor necesari.ăț
Exemplul 7.14: Poate c  cel mai simplu caz este în care folosim un k-înseamnă ă
abordare într-un spa iu euclidian.ț  Reprezent m clustere dup  num rul loră ă ă
punctele i centroidele lor.ș  Fiecare g leat  are exact k grupuri, a a c  putem alegeă ă ăș
p = k, sau putem alege p mai mare decât k i grup m punctele p în k grupuri atunci cândăș
cre m o g leat  ini ial ca în sec iunea 7.6.3.ă ă ă ț ț  Trebuie s  g sim cea mai bun  potrivireă ă ă
între grupurile k ale primei g le i i grupurile k ale celui de-al doilea.ă ț ș  Aici,

„Cel mai bun” înseamn  potrivirea care minimizeaz  suma distan elor dintreă ă ț
centroizii grupurilor potrivite.
Re ine i c  nu avem în vedere fuzionarea a dou  clustere din acela i compartiment,ă ăț ț ș
deoarece presupunerea noastr  este c  clusterele nu evolueaz  prea mult întreă ă ă
g le i secutive.ă ț  Astfel, ne-am a tepta s  g sim în fiecare dintre cele dou  g le i adiacenteă ă ă ăș ț
o reprezentare a fiec ruia dintre k-clustere „adev rate” care exist  în flux.ă ă ă
Când decidem s  îmbin m dou  clustere, câte unul din fiecare cup , num rulă ă ă ă ă
de puncte din clusterul fuzionat este cu siguran  suma num rului de puncte dină ăț
dou  clustere.ă  Centroidul clusterului fuzionat este media ponderat  aă
centroizi din cele dou  grupuri, unde ponderarea este dup  num rul de puncteă ă ă
în clustere. Adic , dac  cele dou  clustere au nă ă ă  1 iș  respectiv 2 puncte,
i au centroizi cș  1 i cș  2 (ace tia din urm  sunt vectori d-dimensionali pentru unii d),ăș

atunci clusterul combinat are n = n 1 + n 2 puncte i are centroidș
c =
n 1 c 1 + n 2 c 2
n 1 + n 2

✷
Exemplul 7.15: Metoda din Exemplul 7.14 este suficient  atunci când grupurile suntă
schimbându-se foarte încet. S  presupunem c  ne-am putea a tepta ca centroidii clusterului să ă ăș



gr ta i suficient de repede încât, atunci când se potrivesc centroizii de la doi consecutiviă ț
ar putea fi confruntate cu o situa ie ambigu , în care nu esteăț
clar care dintre cele dou  clustere se potrive te cel mai bine cu un cluster dat din cealalt  cup .ă ă ăș
O modalitate de a v  proteja împotriva unei astfel de situa ii este de a crea mai mult de k clustere înă ț
fiecare g leat , chiar dac  tim c , atunci când interog m (a se vedea sec iunea 7.6.5), vom face acest lucruă ă ă ă ăș ț
trebuie s  fuzioneze în exact k clustere.ă  De exemplu, am putea alege p a fi
mult mai mare decât k i, atunci când îmbin m, unim clustere numai atunci când rezultatulăș
este suficient de coerent în conformitate cu unul dintre criteriile prezentate în sec iunea 7.2.3.ț
Sau am putea folosi o strategie ierarhic  i s  facem cele mai bune fuziuni, astfel încâtă ăș
men ine i p> k grupe în fiecare g leat .ă ăț ț
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S  presupunem, pentru a fi specific, c  vrem s  punem o limit  asupra sumeiă ă ă ă
distan ele dintre toate punctele unui cluster i centroul s u.ăț ș  Apoi în plus
la num rul de puncte i centroidul unui cluster, putem include o estimareă ș
din aceast  sum  din înregistrarea unui cluster.ă ă  Când ini ializ m o g leat , putemă ă ăț
calcula i suma exact.ț  Dar pe m sur  ce îmbin m clustere, acest parametru devine ună ă ă
numai estimare. S  presupunem c  îmbin m dou  clustere i dorim s  calcul m suma luiă ă ă ă ă ăș
distan ele pentru clusterul fuzionat.ț  Utiliza i nota ia pentru centroizi i num r ri înă ăț ț ș
Exemplul 7.14 i, în plus, fie sș  1 i sș  2 să fie sumele pentru cele dou  clustere.ă
Apoi, putem estima raza clusterului fuzionat
n 1 | c 1 - c | + n 2 | c 2 - c | + s 1 + s 2
Adic , estim m distan a dintre orice punct x i noul centruă ă ț ș
c s  fie distan a dintre acel punct i centrul s u vechi (aceste distan e însumează ă ăț ș ț
s 1 + s 2 , ultimii doi termeni din expresia de mai sus) plus distan a de laț
Centroidul vechi la cel nou (aceste distan e se însumeaz  la primii doi termeni aiăț
expresia de mai sus). Re ine i c  aceast  estimare este o margine superioar , de triunghiă ă ăț ț
inegalitate.
O alternativ  este înlocuirea sumei distan elor cu suma p tratelor luiă ăț
distan ele de la puncte la centroid.ț  Dac  aceste sume pentru cele dou  clustereă ă
sunt t 1 i respectiv tș  2 , atunci putem produce o estimare pentru aceea i sumăș
în noul cluster ca
n 1 | c 1 - c | 2 + n 2 | c 2 - c | 2 + t 1 + t 2
Aceast  estimare este aproape corect  dac  spa iul este de înalt  dimensiune, prin „blestemă ă ă ăț
de dimensionalitate. ” ✷
Exemplul 7.16: Al treilea exemplu al nostru va presupune un spa iu neeuclidian i nrț ș
constrângere asupra num rului de clustere.ă  Vom împrumuta mai multe dintre tehnici
din algoritmul GRGPF din sec iunea 7.5.ț  Mai exact, reprezent m clustereă
prin clustroidul i rândul lor (suma p tratelor distan elor de la fiecareăș ț
nodul clusterului la clustroidul s u).ă  Includem în înregistrarea unui cluster
informa ii despre un set de puncte la distan  maxim  de clustroid,ă ăț ț
inclusiv distan ele lor fa  de clustroid i sumele lor rând.ăț ț ș  Reamintim că
scopul lor este de a sugera un clustroid atunci când acest cluster este fuzionat cu altul.
Când îmbin m g le i, putem alege una dintre multele modalit i de a decide careă ă ăț ț
clustere de fuzionat. De exemplu, putem considera perechi de clustere în ordine de
distan a dintre clustroizii lor.ț  Putem alege, de asemenea, s  fuzion m clustereă ă
când le consider m, cu condi ia ca suma sumelor lor rând s  fie sub o anumit  valoareă ă ăț
limit .ă  Alternativ, putem efectua îmbinarea dac  suma de sume de rânduri este împ r ită ă ăț
dup  num rul de puncte din clustere este sub o limit .ă ă ă  Oricare dintre celelalte
strategii discutate pentru a decide când s  fuzioneze clustere pot fi folosite, de asemenea,ă
cu condi ia s  aranj m s  men inem datele (de exemplu, diametrul clusterului) necesare pentruă ă ăț ț
a lua decizii.
Atunci trebuie s  alegem un nou clustroid, dintre punctele cele mai îndep rtateă ă
din clustroidele celor dou  clustere fuzionate.ă  Putem calcula sume de rânduri pentru
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fiecare dintre ace ti clustroizi candida i utilizând formulele date în sec iunea 7.5.4.ș ț ț  Noi
urmeaz , de asemenea, strategia dat  în acea sec iune pentru a alege un subset al îndep rtatuluiă ă ăț
punctele din fiecare cluster s  fie setul de puncte îndep rtate pentru clusterul fuzionat,ă ă
i s  calculeze noile sume de rânduri i distan a pân  la clustroid pentru fiecare.ă ăș ș ț  ✷

7.6.5 R spunsul la întreb riă ă
Aminti i-v  c  presupunem c  o interogare este o cerere pentru grupurile din cele mai recente mă ă ăț



puncte din flux, unde m  N. Din cauza strategiei pe care am adoptat-o≤
de a combina g le i pe m sur  ce ne întoarcem în timp, este posibil s  nu putem g si un setă ă ă ă ăț
de g le i care acoper  exact ultimele m puncte.ă ăț  Cu toate acestea, dac  alegemă
cel mai mic set de g le i care acoper  ultimele m puncte, vom include în acesteaă ăț
g le i nu mai mult de ultimele 2m puncte.ă ț  Vom produce, ca r spuns laă
interogare, centroizii sau clustroizii tuturor punctelor din g le ile selectate.ă ț  În
pentru ca rezultatul s  fie o bun  aproximare la clustere pentru exactă ă
ultimele m puncte, trebuie s  presupunem c  punctele cuprinse între 2m i m + 1 nu vor fiă ă ș
au statistici radical diferite de cele mai recente m puncte. Cu toate acestea, dacă
statisticile variaz  prea rapid, amintim din sec iunea 4.6.6 c  este mai complexă ăț
schema de cupare poate garanta c  putem g si g le i pentru a acoperi cel multă ă ă ț
ultimul m (1 + ) puncte, pentru orice > 0.ǫ ǫ
Dup  ce am selectat g le ile dorite, le punem în comun toate grupurile.ă ă ț  Apoi folosim
o metodologie pentru a decide ce clustere s  fuzioneze.ă  Exemplele 7.14 iș
7.16 sunt ilustra ii ale dou  abord ri ale acestei fuziuni.ă ăț  De exemplu, dac  suntemă
necesare pentru a produce exact k clustere, atunci putem îmbina clustere cu
cei mai apropia i centroizi pân  când r mânem doar cu k clustere, ca în Exemplul 7.14.ă ăț  Sau
putem lua o decizie dac  fuzion m sau nu clustere în diferite moduri, a a cum noiă ă ș
e antionat în exemplul 7.16.ș
7.6.6 Clusterizarea într-un mediu paralel
Acum, s  lu m în considerare pe scurt utilizarea paralelismului disponibil într-un computeră ă
grup. 3 Presupunem c  ni se ofer  o colec ie foarte mare de puncte i ne dorimă ă ț ș
s  exploateze paralelismul pentru a calcula centroizii grupurilor lor.ă  Cel mai simplu
abordarea este de a utiliza o strategie MapReduce, dar în majoritatea cazurilor suntem constrân iș
pentru a utiliza o singur  sarcin  de reducere.ă ă
Începe i prin crearea mai multor sarcini de hart .ăț  Fiec rei sarcini i se atribuie un subset al fi ieruluiă ș
puncte. Sarcina func iei H r i este de a grupa punctele pe care i se acord .ă ăț ț  Rezultatul s u esteă
un set de perechi cheie-valoare cu o cheie fix  ă 1 i o valoare care este descriereaș
dintr-un cluster. Aceast  descriere poate fi oricare dintre posibilit ile sugerate înă ăț
Sec iunea 7.6.2, cum ar fi centroidul, num rul i diametrul clusterului.ăț ș
Deoarece toate perechile cheie-valoare au aceea i cheie, poate exista o singur  reducereăș
sarcin .ă  Aceast  sarcin  prime te descrieri ale clusterelor produse de fiecare hartă ă ăș
3 Nu uita i c  termenul „cluster” are dou  semnifica ii complet diferite în acest sensă ăț ț
sec iune.ț
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sarcini i trebuie s  le îmbine în mod corespunz tor.ă ăș  Putem folosi discu ia din Sec-ț
tiunea 7.6.4 ca reprezentativ  a diferitelor strategii pe care le-am putea folosi pentru a produceă
gruparea final , care este rezultatul sarcinii Reduce.ă

7.6.7 Exerci ii pentru sec iunea 7.6ț ț
Exerci iul 7.6.1: Executa i algoritmul BDMO cu p = 3 în cele ce urmeazăț ț
Date euclidiene unidimensionale:
1, 45, 80, 24, 56, 71, 17, 40, 66, 32,48,96, 9, 41, 75, 11, 58,93, 28, 39, 77
Algoritmii de grupare sunt k-înseamn  cu k = 3. Numai centroidul unui cluster,ă
împreun  cu num rul s u, este necesar pentru a reprezenta un cluster.ă ă ă
Exerci iul 7.6.2: Folosind clusterele din exerci iul 7.6.1, produce i cele mai buneț ț ț
centroizi ca r spuns la o interogare care solicit  gruparea ultimelor 10 puncte.ă ă

7.7 Rezumatul capitolului 7
♦ Clusterizare: Clusterele sunt adesea un rezumat util al datelor care sunt în formă
de puncte într-un anumit spa iu.ț  Pentru a grupa punctele, avem nevoie de o m sur  a distan eiă ă ț
pe acel spa iu.ț  În mod ideal, punctele din acela i cluster au distan e mici întreș ț
între ele, în timp ce punctele din diferite grupuri au distan e mari între eleț
lor.

♦ Algoritmi de clusterizare: algoritmii de clusterizare au în general unul din doi
forme. Algoritmii ierarhici de clusterizare încep cu toate punctele dintr-un cluster
proprii, iar grupurile din apropiere sunt combinate iterativ. Alocarea punctelor
algoritmii de grupare iau în considerare punctele la rândul lor i le atribuieș
ter în care se potrivesc cel mai bine.

♦ Blestemul dimensionalit ii: puncte în spa euclidian de înalt  dimensiune-ă ăț
ces, precum i punctele din spa iile neeuclidiene se comport  adesea neintuitiv.ăș ț
Dou  propriet i nea teptate ale acestor spa ii sunt c  punctele aleatorii suntă ă ăț ș ț
aproape întotdeauna la aproximativ aceea i distan , iar vectorii aleatori sunt aproapeăș ț
întotdeauna ortogonale.

♦ Centroizi i clustroizi: într-un spa iu euclidian, membrii unui grupș ț



poate fi mediat, iar aceast  medie se nume te centroid.ă ș  În non-euclidian
spa ii, nu exist  nicio garan ie c  punctele au o „medie”, a a c  noi suntemă ă ăț ț ș
obligat s  foloseasc  unul dintre membrii clusterului ca reprezentant sauă ă
element tipic al clusterului. Acest reprezentant se nume te clustroid.ș
♦ Alegerea Clustroidului: Exist  multe modalit i prin care putem defini un punct tipică ăț
a unui cluster într-un spa iu non-euclidian.ț  De exemplu, am putea alege
punct cu cea mai mic  sum  de distan e fa  de celelalte puncte, cea mai mică ă ă ăț ț
suma p tratelor acelor distan e sau cea mai mic  distan  maximă ă ă ăț ț
la orice alt punct din cluster.
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♦ Raza i diametrul: indiferent dac  spa iul este sau nu euclidian, putem de-ăș ț
amendeaz  raza unui cluster pentru a fi distan a maxim  de centroidă ăț
sau clustroid în orice punct din acel cluster. Putem defini diametrul
clusterul s  fie distan a maxim  dintre oricare dou  puncte dină ă ăț
grup. Sunt cunoscute i defini ii alternative, în special ale razei,ș ț
de exemplu, distan a medie de la centroid la celelalte puncte.ț
♦ Clusterizare ierarhic : aceast  familie de algoritmi are multe varia ii,ă ă ț
care difer  în primul rând în dou  domenii.ă ă  În primul rând, putem alege în diferite moduri
care dou  clustere s  fuzioneze în continuare.ă ă  În al doilea rând, putem decide când s  ne oprimă
procesul de îmbinare în diferite moduri.

♦ Alegerea grupurilor de îmbinare: o strategie pentru a decide cea mai bun  pereche deă
clustere pentru a fuziona într-un cluster ierarhic este de a alege clustere cu
cei mai apropia i centroizi sau clustroizi.ț  O alt  abordare este de a alege perechea deă
grupuri cu cele mai apropiate puncte, câte unul din fiecare grup. O a treia abordare
este de a utiliza distan a medie între puncte de la cele dou  clustere.ăț
♦ Oprirea procesului de fuziune: Un cluster ierarhic poate continua pân  laă
a r mas un num r fix de clustere.ă ă  Alternativ, am putea fuziona
pân  când este imposibil s  g se ti o pereche de clustere a c ror fuziune este suficientă ă ă ă ăș
compact, de exemplu, clusterul fuzionat are o raz  sau un diametru sub uneleă
prag. O alt  abordare implic  fuziunea atâta timp cât rezultă ă ă
clusterul are o „densitate” suficient de mare, care poate fi definit  în diverseă
moduri, dar este num rul de puncte împ r it la o anumit  m sur  a dimensiuniiă ă ă ă ăț
clusterul, de exemplu, raza.

♦ Algoritmi K-Means: Aceast  familie de algoritmi face parte din atribuirea puncteloră
tasteaz  i î i asum  un spa iu euclidian.ă ăș ș ț  Se presupune c  exist  exactă ă
k clustere pentru unele k cunoscute. Dup  alegerea k centrozelor ini iale ale clusterului,ă ț
punctele sunt considerate unul câte unul i atribuite celui mai apropiat centroid.ș
Centroidul unui cluster poate migra în timpul atribuirii punctelor i unș
ultimul pas op ional este s  reatribui i toate punctele, inând în acela i timp centreleăț ț ț ș
fixat la valorile lor finale ob inute în timpul primei treceri.ț
♦ Ini ializarea algoritmilor K-Means: o modalitate de a g si k centroizi ini iali esteăț ț
pentru a alege un punct aleatoriu, apoi alege i k - 1 puncte suplimentare, fiecare caț
cât mai departe posibil de punctele alese anterior. O alternativ  esteă
pentru a începe cu un mic e antion de puncte i a utiliza un cluster ierarhic pentruș ș
îmbina i-le în k clustere.ț
♦ Alegerea K într-un algoritm K-Means: Dac  num rul de clustere este necunoscut,ă ă
putem folosi o tehnic  de c utare binar , încercând un cluster k-înseamn  cuă ă ă ă
diferite valori ale k. C ut m cea mai mare valoare a lui k pentru care aă ă
sc derea sub k grupuri are ca rezultat un diametru mediu radical mai mareă
a grupurilor. Aceast  c utare poate fi efectuat  într-o serie de grup riă ă ă ă
opera ii care este logaritmic  în adev rata valoare a lui k.ă ăț
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♦ Algoritmul BFR: Acest algoritm este o versiune a k-mijloacelor concepute pentru
gestiona i datele care sunt prea mari pentru a se potrivi în memoria principal .ăț  Presupune clustere
sunt distribuite în mod normal în jurul axelor.

♦ Reprezentarea clusterelor în BFR: punctele sunt citite de pe un disc pe buc iăț
timp. Clusterele sunt reprezentate în memoria principal  prin num rul de numereă ă



ber de puncte, suma vectorial  a tuturor punctelor i vectorul format dină ș
însumând p tratele componentelor punctelor din fiecare dimensiune.ă
O alt  colec ie de puncte, prea departe de un centru de cluster pentru a fi inclusă ăț
într-un cluster, sunt reprezentate ca „minicluster” în acela i mod ca kș
clustere, în timp ce înc  alte puncte, care nu sunt aproape de nici un alt punct, voră
s  fie reprezenta i ca ei în i i i numi i puncte „re inute”.ă ț ș ș ș ț ț
♦ Puncte de procesare în BFR: majoritatea punctelor dintr-o înc rcare de memorie principală ă
va fi atribuit unui cluster din apropiere i parametrilor pentru acel clusterș
va fi ajustat pentru a ine cont de noile puncte.ț  Punctele neatribuite pot
pot fi formate în miniclustere noi, iar aceste miniclustere pot fi combinate
cu miniclusteruri descoperite anterior sau puncte re inute.ț  Dup  ultimaă
înc rcarea memoriei, miniclusterele i punctele re inute pot fi combinate cu cele ale acestoraă ș ț
cel mai apropiat grup sau p strat ca valori aberante.ă

♦ Algoritmul CURE: Acest algoritm este de tipul atribuirii punctelor.
Este proiectat pentru un spa iu euclidian, dar clusterele pot avea orice form .ăț  Aceasta
gestioneaz  date prea mari pentru a se potrivi în memoria principal .ă ă

♦ Reprezentarea clusterelor în CURE: Algoritmul începe prin gruparea a
mic e antion de puncte.ș  Apoi selecteaz  puncte reprezentative pentru fiecareă
cluster, prin alegerea punctelor din cluster care sunt la fel de departe de fiecare
altele posibil. Scopul este de a g si puncte reprezentative la margineaă
grupul. Cu toate acestea, punctele reprezentative sunt apoi mutate cu o frac iuneț
de drum spre centroul clusterului, a a c  se afl  oarecum înă ăș
interiorul clusterului.

♦ Procesarea punctelor în CURE: Dup  crearea punctelor reprezentative pentru fiecareă
cluster, întregul set de puncte poate fi citit de pe disc i atribuit unuiș
grup. Atribuim un punct dat clusterului punctului reprezentativ
care este cel mai aproape de punctul dat.

♦ Algoritmul GRGPF: Acest algoritm este de tipul atribuirii punctelor.
Se ocup  de date care sunt prea mari pentru a se potrivi în memoria principal  i nuă ă ș
presupune i un spa iu euclidian.ț ț
♦ Reprezentarea clusterelor în GRGPF: Un cluster este reprezentat de num rareă
de puncte din cluster, clustroidul, un set de puncte cel mai apropiat de clustroid
i un set de puncte cel mai îndep rtat de clustroid.ăș  Punctele din apropiere permit

s  schimb m clustroidul dac  grupul evolueaz  i punctele îndep rtateă ă ă ă ăș
permite combinarea eficient  a clusterelor în circumstan e adecvate.ă ț  Pentru
fiecare dintre aceste puncte, înregistr m i suma de rânduri, adic  r d cina p trată ă ă ă ă ăș
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a sumei p tratelor distan elor de la acel punct la toate celelalteă ț
punctele clusterului.

♦ Organizarea arborelui de clustere în GRGPF: reprezent rile de clustere sunt sau-ă
organizat într-o structur  de copac ca un copac B, unde sunt nodurile arboreluiă
de obicei blocuri de disc i con in informa ii despre multe clustere.ș ț ț  The
frunzele de in reprezentarea a cât mai multe clustere posibil, în timp ce inte-ț
nodurile rior de in un e antion de clustroizi ai grupurilor la coborârea lorț ș
frunze dant. Organiz m arborele astfel încât grupurile ale c ror reprezentan iă ă ț
tives sunt în orice subarbore sunt cât mai aproape posibil.

♦ Puncte de procesare în GRGPF: Dup  ini ializarea clusterelor dintr-un e antion deă ț ș
puncte, introducem fiecare punct în grupul cu cel mai apropiat clustroid.
Datorit  structurii copacului, putem începe de la r d cin  i putem alege s  vizit mă ă ă ă ă ăș
copilul cu e antionul clustroid cel mai apropiat de punctul dat.ș  Ca urmare a
aceast  regul  pe o cale din copac ne conduce la o frunz , unde introducemă ă ă
indica i în grupul cu cel mai apropiat clustroid de pe acea frunz .ăț
♦ Fluxuri de cluster: o generalizare a algoritmului DGIM (pentru num rare)ă
1 în fereastra glisant  a unui flux) poate fi folosit pentru a grupa puncteă
care fac parte dintr-un flux care evolueaz  lent.ă  Algoritmul BDMO folose teș
g le i similare cu cele ale DGIM, cu dimensiuni de g le i permise formând ună ăț ț
secven  în care fiecare dimensiune este de dou  ori dimensiunea precedent .ă ă ăț
♦ Reprezentarea g le ilor în BDMO: dimensiunea unei g le i este num rulă ă ăț ț
de puncte pe care le reprezint .ă  G leat  în sine de ine doar o reprezentare aă ă ț
grupuri de aceste puncte, nu punctele în sine. Un cluster reprezintă
includ un num r al punctelor, centroidul sau clustroidul,ă
i alte informa ii necesare pentru fuzionarea clusterelor conformș ț



unele strategii selectate.

♦ Fuzionarea g le ilor în BDMO: Atunci când g le ile trebuie îmbinate, g simă ă ăț ț
cea mai bun  potrivire a grupurilor, câte una din fiecare g le i, i combina i-leă ă ț ș ț
in perechi. Dac  fluxul evolueaz  lent, atunci ne a tept m la g le i consecutiveă ă ă ăș ț
pentru a avea aproape acelea i centroizi de cluster, deci aceast  potrivire are sens.ăș
♦ R spuns la interog ri în BDMO: o interogare este lungimea unui sufix al glis riiă ă ă
fereastr .ă  Lu m toate grupurile din toate g le ile care sunt cel pu ină ă ț ț
par ial în acel sufix i combina i-le folosind o strategie.ț ș ț  The
clusterele rezultate sunt r spunsul la interogare.ă

♦ Clustering folosind MapReduce: Putem împ r i datele în buc i iă ăț ț ș
grupa i fiecare bucat  în paralel, utilizând o sarcin  Map.ă ăț  Clustere din fiecare
Sarcina de hart  poate fi grupat  în continuare într-o singur  sarcin  de reducere.ă ă ă ă
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7.8 Referin e pentru capitolul 7ț
Studiul ancestral al grup rii pentru date la scar  larg  este algoritmul BIRCHă ă ă
din [6]. Algoritmul BFR este de la [2]. Algoritmul CURE se g se te în [5].ă ș
Lucrarea despre algoritmul GRGPF este [3]. Contextul necesar
în ceea ce prive te copacii B i copacii R, pute i g si în [4].ăș ș ț  Studiul grup rii peă
fluxurile sunt preluate din [1].
1. B. Babcock, M. Datar, R. Motwani i L. O'Callaghan, „Maintainingș
varian  i k-mediane peste ferestrele fluxului de date, ”Proc.ăț ș  ACM Symp.
pe Principiile sistemelor de baze de date, pp. 234-243, 2003.
2. PS Bradley, UM Fayyad i C. Reina, „Scaling clustering algorithmsș
la baze de date mari, ”Proc. Discovery Knowledge and Data Mining, pp. 9–
15, 1998.
3. V. Ganti, R. Ramakrishnan, J. Gehrke, AL Powell i JC French :,ș
„Clusterizarea seturilor de date mari în spa ii metrice arbitrare”, Proc.ț  Intl. Conf.
pe Ingineria datelor, pp. 502-511, 1999.
4. H. Garcia-Molina, JD Ullman i J. Widom, Sisteme de baze de date: Theș
Edi ia a doua carte complet , Prentice-Hall, Upper Saddle River, NJ,ăț
2009.
5. S. Guha, R. Rastogi i K. Shim, „CURE: Un clustering eficientș
ritm pentru baze de date mari, ”Proc. ACM SIGMOD Intl. Conf. pe Gestionare-
mentul datelor, pp. 73-84, 1998.
6. T. Zhang, R. Ramakrishnan i M. Livny, „BIRCH: o date eficientăș
metoda de clustering pentru baze de date foarte mari, ”Proc. ACM SIGMOD Intl.
Conf. on Management of Data, pp. 103-114, 1996.

Pagina 313

Capitolul 8
Publicitate pe web
Una dintre marile surprize ale secolului 21 a fost abilitatea tuturor felurilor de
aplica ii web interesante pentru a se sprijini prin publicitate, mai degrabăț
decât abonamentul. În timp ce radioul i televiziunea au reu it s  foloseasc  publicitateaă ăș ș
ca surs  principal  de venit, majoritatea mass-media - ziare i reviste,ă ă ș
de exemplu - a trebuit s  utilizeze o abordare hibrid , combinând veniturile dină ă
publicitate i abonamente.ș
De departe, cel mai profitabil loc de publicitate online a fost c utarea iă ș
o mare parte din eficien a publicit ii în c utare provine din modelul „AdWords”ă ăț ț
de potrivire a interog rilor de c utare cu reclamele.ă ă  Prin urmare, vom dedica mult
din acest capitol la algoritmi pentru optimizarea modului în care se realizeaz  aceast  atribuire.ă ă
Algoritmii utiliza i sunt de un tip neobi nuit;ț ș  sunt lacomi i sunt „on-ș
linie ”într-un anumit sens tehnic de discutat. Prin urmare, vom devia
pentru a discuta aceste dou  probleme algoritmice - l comie i algoritmi on-line - înă ă ș
în general, înainte de a aborda problema AdWords.
O a doua problem  interesant  de publicitate online implic  selectarea articolelor c treă ă ă ă
face i publicitate la un magazin online.ț  Aceast  problem  implic  „filtrare colaborativ ”ă ă ă ă
unde încerc m s  g sim clien i cu un comportament similar pentru a le sugeraă ă ă ț



cump ra i lucruri cump rate de clien i similari.ă ăț ț  Acest subiect va fi tratat în
Sec iunea 9.3.ț

8.1 Probleme în publicitatea online
În aceast  sec iune, rezum m problemele tehnice prezentate deă ăț
oportunit i pentru publicitate online.ăț  Începem prin a analiza tipurile de reclame
g sit pe web.ă

8.1.1 Oportunit i de publicitateăț
Webul ofer  mai multe moduri pentru un agent de publicitate de a- i afi a anun urile poten ialuluiă ș ș ț ț
Clien i.ț  Iat  principalele locuri.ă
293
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1. Unele site-uri, cum ar fi eBay, Craig's List sau site-urile de tranzac ionare automat  permit publicitateaăț
cump r torii î i posteaz  anun urile direct, fie gratuit, contra cost, fie un comision.ă ă ăș ț
2. Anun urile grafice sunt plasate pe multe site-uri web.ț  Agen ii de publicitate pl tesc pentru afi areăț ș
la o rat  fix  ă ă pe afi are (un afi aj al anun ului cu desc rcarea deăș ș ț
pagina de c tre un utilizator).ă  În mod normal, o a doua desc rcare a paginii, chiară
de c tre acela i utilizator, va avea ca rezultat afi area unui alt anun  i este un al doileaă ș ș ț ș
impresie.
3. Magazinele online, cum ar fi Amazon, afi eaz  reclame în multe contexte.ăș  Reclamele
nu sunt pl tite de produc torii produsului promovat, dar suntă ă
selectat de magazin pentru a maximiza probabilitatea ca clientul s  o facă ă
fi interesat de produs. Consider m acest tip de publicitate înă
Capitolul 9.
4. Anun urile de c utare sunt plasate printre rezultatele unei interog ri de c utare.ă ă ăț  Agen i de publicitateț
licita i pentru dreptul de a afi a anun ul lor ca r spuns la anumite întreb ri, dară ăț ș ț
pl tesc numai dac  se face clic pe anun .ă ă ț  Anun urile speciale care trebuie afi ate suntț ș
selectat de un proces complex, care urmeaz  s  fie discutat în acest capitol, implicândă ă
termenii de c utare pentru care a ofertat agentul de publicitate, valoarea ofertei acestora,ă
probabilitatea observat  ca s  se fac  clic pe anun  i suma totală ă ă ăț ș
bugetul oferit de agentul de publicitate pentru serviciu.
8.1.2 Plasarea direct  a anun uriloră ț
Când agen ii de publicitate pot plasa anun uri direct, cum ar fi un anun  gratuit pe lista lui Craig sauț ț ț
caracteristica „cump r -o acum” de pe eBay, exist  mai multe probleme pe care trebuie s  le fac  site-ulă ă ă ă ă
a avea de-a face cu. Anun urile sunt afi ate ca r spuns la termenii de interogare, de exemplu, „apartament Paloăț ș
Alto." Site-ul Web poate utiliza un index inversat de cuvinte, la fel ca un motor de c utareă
face (vezi sec iunea 5.1.1) i returneaz  acele anun uri care con in toate cuvintele dinăț ș ț ț
interogare. Alternativ, se poate cere agentului de publicitate s  specifice parametrii anun ului,ă ț
care sunt stocate într-o baz  de date.ă  De exemplu, un anun  pentru o ma in  uzat  ar putea specificaă ăț ș
produc torul, modelul, culoarea i anul din meniurile derulante, deci numai clară ș
pot fi folosi i termeni în elese.ț ț  Interoga ii pot folosi acelea i meniuri de termeni înț ș
interog rile lor.ă
Clasarea anun urilor este pu in mai problematic , deoarece nu exist  nimic asem n tor linkuriloră ă ă ăț ț
pe Web pentru a ne spune ce reclame sunt mai „importante”. O strategie utilizat  esteă
"Cel mai recent primul." Aceast  strategie, de i echitabil , este supus  abuzului, undeă ă ăș
agen ii de publicitate posteaz  mici varia ii ale anun urilor lor la intervale frecvente.ăț ț ț  Tehnologia
tehnologia pentru descoperirea de reclame prea asem n toare a fost deja acoperit , înă ă ă
Sec iunea 3.4.ț
O abordare alternativ  este s  încerca i s  m sura i atractivitatea unui anun .ă ă ă ăț ț ț
De fiecare dat  când este afi at, înregistra i dac  interogatorul a f cut clic sau nu pe acesta.ă ă ăș ț
Se presupune c  se va face clic mai frecvent pe anun urile atractive decât pe cele careă ț
nu sunt. Cu toate acestea, exist  mai mul i factori care trebuie lua i în considerare la evaluareă ț ț
reclame:
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1. Pozi ia anun ului într-o list  are o influen  mare asupra faptului c  este sau nuă ă ăț ț ț
se face clic. Primul de pe list  are de departe cea mai mare probabilitate, iară
probabilitatea scade exponen ial pe m sur  ce pozi ia cre te.ă ăț ț ș
2. Anun ul poate avea atractivitate care depinde de termenii de interogare.ț  Pentru
de exemplu, un anun  pentru o decapotabil  uzat  ar fi mai atractiv dacă ă ăț
interogarea de c utare include termenul „convertibil”, chiar dac  ar putea fi ună ă



r spuns valid la întreb rile care caut  marca respectiv , f r  a specificaă ă ă ă ă ă
indiferent dac  se dore te sau nu un decapotabil.ă ș
3. Toate reclamele merit  s  fie afi ate pân  la probabilitatea lor de clică ă ăș
poate fi aproximat îndeaproape. Dac  începem toate anun urile cu o probabilitate de clică ț
din 0, nu le vom ar ta niciodat  i astfel nu vom înv a niciodat  dac  sunt sau nuă ă ă ă ăș ț
sunt reclame atractive.
8.1.3 Probleme pentru anun urile graficeț
Aceast  form  de publicitate pe web seam n  cel mai mult cu cea tradi ională ă ă ă ăț
mass-media. Un anun  pentru un Chevrolet difuzat în paginile New York Times este unț
anun ul grafic, iar eficien a acestuia este limitat .ăț ț  Poate fi v zut de mul i oameni, dară ț
majoritatea nu sunt interesa i s  cumpere o ma in , doar au cump rat o ma in , nu conduc,ă ă ă ăț ș ș
sau ave i un alt motiv bun pentru a ignora anun ul.ț ț  Totu i, costul tip ririi anun uluiăș ț
a fost înc  suportat de ziar i, prin urmare, de agentul de publicitate.ă ș  O impresie
a unui anun  similar pe Yahoo!ț  pagina de pornire va fi relativ ineficientă
din esen  acela i motiv.ăț ș  Taxa pentru plasarea unui astfel de anun  este de obicei oț
frac iune de cent pe impresie.ț
R spunsul mass-media tradi ionale la aceast  lips  de concentrare a fost crearea de ziareă ă ăț
pers sau reviste pentru interese speciale. Dac  sunte i produc tor de cluburi de golf,ă ăț
difuzarea anun ului dvs. în Golf Digest v  va oferi o cre tere a ordinii de m rimeă ăț ș
în probabilitatea ca persoana care v  vede anun ul s  fie interesat  de acesta.ă ă ăț  Acest
fenomen explic  existen a multor maga-ă ț
zine. Ei pot înc rca mult mai mult pe afi are pentru un anun  decât esteă ș ț
priz  de uz general, cum ar fi un ziar zilnic.ă  Acela i fenomen seș
pere pe Web. Un anun  pentru cluburi de golf pe sports.yahoo.com/golf are multeț
mai mult  valoare pe afi are decât acela i anun  pe Yahoo!ă ș ș ț  pagina de start sau
un anun  pentru Chevrolets pe Yahoo!ț  pagina de golf.
Cu toate acestea, Web-ul ofer  o oportunitate de a adapta anun urile grafice într-un mod careă ț
suportul copiat nu poate: este posibil s  utiliza i informa ii despre utilizatoră ț ț
stabili i ce anun  ar trebui s  fie afi at, indiferent de ce pagin  suntă ăț ț ș
uitandu-ma la. Dac  se tie c  lui Sally îi place golful, atunci are sens s  ar iă ă ă ăș ț
este un anun  pentru cluburi de golf, indiferent de ce pagin  se uit .ă ăț  Am putea
determin  dragostea lui Sally pentru golf în diferite moduri:ă
1. Poate apar ine unui grup legat de golf pe Facebook.ț
2. Ea poate men iona frecvent „golf” în e-mailurile postate pe contul ei Gmail.ț
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3. Poate petrece mult timp pe Yahoo! pagina de golf.
4. Ea poate emite frecvent interog ri de c utare cu termeni lega i de golf.ă ă ț
5. Poate marca site-urile Web ale unuia sau mai multor terenuri de golf.
Fiecare dintre aceste metode, precum i multe altele ca acestea, creeaz  o intimitate enormă ăș
probleme. Scopul acestei c r i nu este s  încerc m s  rezolv m aceste probleme, careă ă ă ă ăț
în practic , probabil, nu au nicio solu ie care s  satisfac  toate preocup rile.ă ă ă ăț  Pe
pe de o parte, oamenilor le plac serviciile gratuite care au devenit recent reclame-
acceptate, iar aceste servicii depind de faptul c  publicitatea este mult mai eficientă ă
decât anun urile conven ionale.ț ț  Exist  un acord general c , dac  trebuie s  existe reclame,ă ă ă ă
este mai bine s  vezi lucruri pe care s-ar putea s  le folose ti de fapt decât s  ai ce paginiă ă ăș
vedere aglomerat  de irelevan e.ă ț  Pe de alt  parte, exist  un mare poten ială ă ț
pentru utilizare abuziv  dac  informa iile p r sesc domeniul ma inilor care execută ă ă ă ăț ș
algoritmi publicitari i ajunge în mâinile oamenilor reali.ș

8.2 Algoritmi on-line
Înainte de a aborda problema potrivirii reclamelor cu interog rile de c utare, noiă ă
va devia u or examinând clasa general  la care ace ti algoritmiăș ș
apar ine.ț  Aceast  clas  este denumit  „on-line” i implic  în general oă ă ă ăș
proach numit „lacom”. De asemenea, oferim, în sec iunea urm toare, un exemplu preliminarăț
a unui algoritm lacom on-line pentru o problem  mai simpl : potrivire maxim .ă ă ă

8.2.1 Algoritmi on-line i off-lineș
Algoritmii tipici func ioneaz  dup  cum urmeaz .ă ă ăț  Toate datele necesare algoritmului sunt
prezentat ini ial.ț  Algoritmul poate accesa datele în orice ordine. La sfarsit,
algoritmul î i produce r spunsul.ăș  Un astfel de algoritm este numit off-line.
Cu toate acestea, exist  momente în care nu putem vedea toate datele înainte deă
goritmul trebuie s  ia unele decizii.ă  Capitolul 4 a acoperit mineritul în flux, unde
am putut stoca doar o cantitate limitat  din flux i a trebuit s  r spundem la întreb riă ă ă ăș
despre întregul flux atunci când este chemat s  fac  acest lucru.ă ă  Exist  o form  extrem  deă ă ă
procesarea fluxului, unde trebuie s  r spundem cu o ie ire dup  fiecare element de fluxă ă ăș
sose te ment.ș  Astfel, trebuie s  decidem despre fiecare element al fluxului, ne tiind nimică ș



la tot viitorul. Algoritmii acestei clase sunt numi i algoritmi on-line.ț  1
A a cum ar fi cazul, ar fi selectarea anun urilor pentru a fi afi ate cu interog ri de c utareă ăș ț ș
relativ simplu dac  am putea face acest lucru off-line.ă  Am vedea o lun  în valoare deă
interog ri de c utare i analiza i i ofertele f cute de agen ii de publicitate pentru termenii de c utareă ă ă ăș ț ș ț
ca bugete publicitare pentru luna respectiv , iar apoi am putea atribui reclameă
1 Din p cate, ne confrunt m cu un alt caz de semnifica ii duale, cum ar fi coinciden aă ă ț ț
implicând termenul „cluster” pe care l-am men ionat în sec iunea 7.6.6, unde trebuia s  interpret mă ăț ț
expresii corespunz toare, cum ar fi „algoritmi pentru calcularea clusterelor pe clusterele de computere”.ă  Aici
termenul „on-line” se refer  la natura algoritmului i nu trebuie confundat cu „on-line”ă ș
înseamn  „pe internet” în fraze precum „algoritmi on-line pentru publicitate on-line”.ă
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interog rile într-un mod care maximizeaz  atât veniturile pentru motorul de c utare, cât iă ă ă ș
num rul de afi ri ob inute de fiecare agent de publicitate.ă ăș ț  Problema cu off-line
algoritmi este c  majoritatea interogatorilor nu vor s  a tepte o lun  pentru a- i c utaă ă ă ăș ș
rezultate.
Astfel, trebuie s  folosim un algoritm on-line pentru a atribui reclame interog rilor de c utare.ă ă ă
Adic , atunci când sose te o interogare de c utare, trebuie s  select m anun urile pentru a le afi aă ă ă ăș ț ș
interoga i imediat.ț  Putem folosi informa ii despre trecut, de exemplu, nuț
trebuie s  afi m un anun  dac  bugetul agentului de publicitate a fost deja cheltuit, iar noiă ă ăș ț
poate examina rata de clic (frac iune din timpul pe care se face clic pe anunț ț
când este afi at) pe care un anun  l-a ob inut pân  acum.ăș ț ț  Cu toate acestea, nu putem folosi
orice despre interog ri de c utare viitoare.ă ă  De exemplu, nu putem ti dacăș
vor exista o mul ime de interog ri care vor ajunge mai târziu i vor folosi termeni de c utare pe care se bazeaz  acest lucruă ă ăț ș
agentul de publicitate a f cut oferte mai mari.ă
Exemplul 8.1: S  lu m un exemplu foarte simplu de ce s  cunoa tem viitorulă ă ă ș
ar putea ajuta. Un produc tor A de replici de mobilier antic a licitat 10 cen iă ț
pe termenul de c utare „chesterfield”.ă  2 Un produc tor mai conven ional B areă ț
licita i 20 de cen i atât pentru termenii „chesterfield”, cât i pentru „canapea”.ț ț ș  Ambele au lunar
bugete de 100 USD i nu exist  al i ofertan i în niciunul dintre ace ti termeni.ăș ț ț ș  Este
începutul lunii i tocmai a sosit o interogare de c utare „chesterfield”.ăș
Ne este permis s  afi m un singur anun  cu interogarea.ă ăș ț
Lucrul evident de f cut este s  afi a i anun ul lui B, deoarece acestea liciteaz  mai mult.ă ă ăș ț ț  Cum-
vreodat , s  presupunem c  vor exista o mul ime de interog ri de c utare luna aceasta pentru „canapea”, dar foarteă ă ă ă ăț
pu ini pentru „chesterfield”.ț  Apoi A nu î i va cheltui niciodat  bugetul de 100 USD, în timp ce B.ăș
cheltui i bugetul întreg, chiar dac  îi oferim interogarea lui A. Mai exact, dac  există ă ăț
face i cel pu in înc  500 de interog ri pentru „canapea” sau „chesterfield”, atunci există ă ăț ț
niciun r u i poten ial un beneficiu în a da întrebarea lui A. Va fi în continuareă ș ț
este posibil ca B s - i cheltuiasc  întreg bugetul, în timp ce cre tem suma deă ăș ș
Bugetul lui A care va fi cheltuit. Re ine i c  acest argument are sens atât dinăț ț
punctul de vedere al motorului de c utare, care dore te s  maximizeze veniturile totale,ă ăș
i din punctul de vedere atât al lui A, cât i al lui B, care probabil vor s  ob in  totulă ăș ș ț

impresiile pe care bugetele le permit.
Dac  am putea cunoa te viitorul, atunci am ti câte alte „canapele”ă ș ș
interog ri i câte alte întreb ri „chesterfield” urmau s  ajung  la aceastaă ă ă ăș
lun .ă  Dac  num rul respectiv este sub 500, atunci vrem s  îi adres m interogarea lui B c treă ă ă ă ă
maximiza i veniturile, dar dac  este de 500 sau mai mult, atunci vrem s -i d m lui A. De cândă ă ăț
nu cunoa tem viitorul, un algoritm on-line nu poate merge întotdeauna la fel de bine ca unș
algoritm off-line. ✷
8.2.2 Algoritmi lacomi
Mul i algoritmi on-line sunt de tip lacom.ț  Ace ti algoritmiș
ia decizia lor ca r spuns la fiecare element de intrare prin maximizarea unoraă
func ia elementului de intrare i a trecutului.ț ș
2 Un chesterfield este un tip de canapea. A se vedea, de exemplu, www.chesterfields.info.
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Exemplul 8.2: Algoritmul lacom evident pentru situa ia descris  înăț
Exemplul 8.1 este de a atribui o interogare celui mai mare ofertant care mai are înc  buget.ă
Pentru datele din acest exemplu, ceea ce se va întâmpla este c  primele 500 de „canapele” sauă
Interog rile „chesterfield” vor fi atribuite lui B. În acel moment, B r mâne f r  bugetă ă ă ă
i nu i se mai atribuie interog ri.ăș  Dup  aceea, urm toarele 1000 de interog ri „chesterfield”ă ă ă

sunt atribuite la A, iar interog rile „canapea” nu primesc anun  i, prin urmare, câ tig  c utareaă ă ăț ș ș
motor fara bani.
Cel mai r u lucru care se poate întâmpla este c  sosesc 500 de interog ri „chesterfield”,ă ă ă



urmat de 500 de interog ri „canapea”.ă  Un algoritm off-line ar putea atribui în mod optim
primele 500 pân  la A, câ tigând 50 USD, iar urm toarele 500 pân  la B, câ tigând 100 USD sau un totală ă ăș ș
de 150 USD. Cu toate acestea, algoritmul lacom va atribui primii 500 lui B, câ tigândș
100 USD, apoi nu are anun  pentru urm toarele 500, f r  a câ tiga nimic.ă ă ăț ș  ✷
8.2.3 Raportul competitiv
Dup  cum vedem din Exemplul 8.2, un algoritm on-line nu trebuie s  dea un rezultat atât de bună ă
ca cel mai bun algoritm off-line pentru aceea i problem .ăș  Cel mai mult ne putem a tepta esteș
c  va exista o constant  c mai mic  de 1, astfel încât pe orice intrare, rezultatulă ă ă
unui anumit algoritm on-line este de cel pu in c ori rezultatul optimuluiț
algoritm off-line. Constanta c, dac  exist , se nume te raportul competitiv pentruă ă ș
algoritmul on-line.
Exemplul 8.3: Algoritmul lacom, pe datele particulare din Exemplul 8.2,
ofer  un rezultat care este de 2/3 la fel de bun ca cel al algoritmului optim: 100 $ fa  deă ăț
150 USD. Acest lucru demonstreaz  c  raportul competitiv nu este mai mare de 2/3.ă ă  Dar
ar putea fi mai pu in.ț  Raportul competitiv pentru un algoritm poate depinde de ce fel
de date poate fi introdus în algoritm. Chiar dac  restrângem intr rile laă ă
situa ia descris  în Exemplul 8.2, dar cu ofertele permise s  varieze, atunciă ăț
putem ar ta c  algoritmul lacom are un raport competitiv nu mai mare de 1/2.ă ă
Doar ridica i oferta cu A la  mai pu in de 20 de cen i.ț ǫ ț ț  Pe m sur  ce  se apropie de 0, lacomulă ă ǫ
algoritmul produce în continuare doar 100 $, dar randamentul din algoritmul optim
se apropie de 200 de dolari. Putem ar ta c  este imposibil s  faci mai r u decât jum tate dină ă ă ă ă
optim în acest caz simplu, deci raportul competitiv este într-adev r 1/2.ă  In orice caz,
vom l sa acest tip de dovad  pentru sec iunile ulterioare.ă ă ț  ✷
8.2.4 Exerci ii pentru sec iunea 8.2ț ț
! Exerci iul 8.2.1: Un exemplu popular de proiectare a unui algoritm on-line pentruț
minimizarea raportului competitiv este problema cump r rii schiurilor.ă ă  3 S  presupunem c  pute i cump raă ă ăț
schiuri pentru 100 USD sau pute i închiria schiuri pentru 10 USD pe zi.ț  Decizi s  începi schiul,ă
dar nu tii dac  î i va pl cea.ă ăș ț  Pute i încerca s  schia i pentru orice num r deă ăț ț
zile i apoi renun  la ea.ăș ț  Meritul unui algoritm este costul pe zi al schiurilor,
i trebuie s  încerc m s  reducem la minimum acest cost.ă ă ăș

3 Mul umesc Anna Karlin pentru acest exemplu.ț
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Un algoritm online pentru luarea deciziei de închiriere / cump rare este „cump ra i schiuriă ă ț
imediat. ” Dac  încerca i s  schia i o dat , c dea i în jos i renun a i la acesta, atunci acest lucru on-lineă ă ă ăț ț ț ș ț ț
algoritmul v  cost  100 USD pe zi, în timp ce algoritmul optim off-line ar costaă ă
ai închiriat schiuri cu 10 USD pentru ziua în care le-ai folosit. Astfel, competitivul
Raportul algoritmului „cump ra i schiuri imediat” este cel mult 1/10, i anumeă ț ș
de fapt, raportul concuren ial exact, deoarece utilizarea schiurilor într-o zi este cea mai proastăț
posibil rezultat pentru acest algoritm. Pe de alt  parte, algoritmul on-lineă

„Întotdeauna închiriaz  schiuri” are un raport competitiv arbitrar mic.ă  Dac  se dovede te aă ș
î i place foarte mult s  schiezi i mergi regulat, apoi dup  n zile, vei fi pl tit 10 milioane USD sauă ă ăț ș
10 USD / zi, în timp ce algoritmul optim off-line ar fi cump rat schiuri dintr-o dat ,ă ă
i a pl tit doar 100 USD, sau 100 USD / n pe zi.ăș

Întrebarea dvs.: proiecta i un algoritm on-line pentru problema cump r rii schiurilor careă ăț
are cel mai bun raport competitiv posibil. Care este acel raport competitiv? Aluzie:
Din moment ce ai putea, în orice moment, s  faci o c dere i s  te hot r ti s  renun i la schi, singurulă ă ă ă ă ăș ș ț
un lucru pe care îl poate folosi algoritmul online pentru a lua decizia este de câte ori
anterior ai plecat la schi.

8.3 Problema potrivirii
Vom aborda acum o problem  care este o versiune simplificat  a problemeiă ă
potrivirea anun urilor la interog rile de c utare.ă ăț  Aceast  problem , numit  „potrivire maxim ”, esteă ă ă ă
o problem  abstract  care implic  grafice bipartite (grafice cu dou  seturi de noduri -ă ă ă ă
stânga i dreapta - cu toate marginile conectând un nod din stânga setat la un nod dinș
set corect. Figura 8.1 este un exemplu de grafic bipartit. Nodurile 1, 2, 3 i 4ș
formeaz  setul din stânga, în timp ce nodurile a, b, c i d formeaz  setul din dreapta.ă ăș
8.3.1 Meciuri i Meciuri Perfecteș
S  presupunem c  ni se d  un grafic bipartit.ă ă ă  O potrivire este un subset de margini
astfel încât niciun nod s  nu fie cap tul a dou  sau mai multe muchii.ă ă ă  O potrivire se spune c  esteă
perfect dac  fiecare nod apare în potrivire.ă  Re ine i c  o potrivire poate numaiăț ț
fii perfect dac  seturile din stânga i din dreapta sunt de aceea i dimensiune.ă ș ș  O potrivire care este la fel
mare ca orice alt  potrivire pentru graficul în cauz  se spune c  este maxim .ă ă ă ă
Exemplul 8.4: Setul de margini {(1, a), (2, b), (3, d)} este o potrivire pentru
grafic bipartit din Fig. 8.1. Fiecare membru al setului este o margine a bipartitului
grafic i niciun nod nu apare de mai multe ori.ș  Setul de margini



{(1, c), (2, b), (3, d), (4, a)}
este o potrivire perfect , reprezentat  de linii grele în Fig. 8.2.ă ă  Fiecare nod apare
exact o dat .ă  Este, de fapt, singura potrivire perfect  pentru acest grafic, de iă ș
unele grafice bipartite au mai multe potriviri perfecte. Potrivirea lui
Fig. 8.2 este, de asemenea, maxim , deoarece fiecare potrivire perfect  este maxim .ă ă ă  ✷
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Figura 8.1: Un grafic bipartit
8.3.2 Algoritmul lacom pentru potrivirea maximă
Algoritmii off-line pentru g sirea unei potriviri maxime au fost studia i pentruă ț
ades, i se poate ajunge foarte aproape de O (nș  2 ) pentru un grafic n-nod. Algoritm online
au fost studiate, de asemenea, ritmurile problemei i este aceast  clas  de algoritmiă ăș
vom lua în considerare aici. În special, algoritmul lacom pentru potrivirea maximă
func ioneaz  dup  cum urmeaz .ă ă ăț  Consider m marginile în orice ordine sunt date.ă
Când lu m în considerare (x, y), ad uga i aceast  margine la potrivire dac  nu sunt nici x, nici yă ă ă ăț
capetele oric rei margini selectate pentru potrivire pân  acum.ă ă  În caz contrar, s ri i (x, y).ă ț
Exemplul 8.5: S  consider m o potrivire lacom  pentru graficul din Fig. 8.1.ă ă ă  Cina-
pozi ion m ordon m nodurile lexicografic, adic  dup  ordinea nodului lor stâng,ă ă ă ăț
rupând leg turile de nodul drept.ă  Apoi consider m marginile în ordinea (1, a),ă
(1, c), (2, b), (3, b), (3, d), (4, a). Prima margine, (1, a), devine cu siguran  o parte dinăț
potrivire. A doua muchie, (1, c), nu poate fi aleas , deoarece nodul 1 dejaă
apare în potrivire. A treia margine, (2, b), este selectat , deoarece niciuna dintre eleă
nodul 2 i nici nodul b apar în potrivire pân  acum.ăș  Edge (3, b) este respins pentru
meciul deoarece b este deja egalat, dar apoi (3, d) se adaug  la meciă
deoarece nici 3 i nici d nu au fost potrivite pân  acum.ăș  În cele din urm , (4, a) este respinsă
deoarece apare un meci a. Astfel, asortarea produs  de lacomiă
algoritmul pentru aceast  ordonare a muchiilor este {(1, a), (2, b), (3, d)}.ă  Dup  cum am v zut,ă ă
aceast  potrivire nu este maxim .ă ă  ✷
Exemplul 8.6: Un meci lacom poate fi chiar mai r u decât cel din Exemplul 8.5.ă
În graficul din Fig. 8.1, orice ordonare care începe cu cele dou  margini (1, a)ă
i (3, b), în ambele ordine, se vor potrivi cu aceste dou  perechi, dar apoi nu vor puteaăș

pentru a se potrivi cu nodurile 2 sau 4. Astfel, dimensiunea potrivirii rezultate este de numai 2. ✷

Pagina 321
8.3. PROBLEMA DE MATCH
301
4
1
A
b
c
d
2
3
Figura 8.2: Singura potrivire perfect  pentru graficul din Fig. 8.1ă

8.3.3 Raportul competitiv pentru potrivirea lacomă
Putem ar ta un raport competitiv de 1/2 pentru algoritmul de potrivire lacom deă
Sec iunea 8.3.2.ț  În primul rând, raportul nu poate fi mai mare de 1/2. Am v zut deja astaă
pentru graficul din Fig. 8.1, exist  o potrivire perfect  a m rimii 4. Cu toate acestea, dacă ă ă ă
marginile sunt prezentate în oricare dintre comenzile discutate în Exemplul 8.6, dimensiunea
din meci este doar 2, sau jum tate din optim.ă  Întrucât raportul competitiv pentru
un algoritm este minimul peste toate intr rile posibile ale raportului dintre ceea ceă
algoritmul atinge rezultatul optim, vedem c  1/2 este o limit  superioară ă ă
pe raportul competitiv.
S  presupunem c  Mă ă  o este o potrivire maxim , iar Mă  g este potrivirea cu cea lacomă
algoritmul produce. Fie L setul de noduri din stânga care se potrivesc în M o dar
nu în M g . Fie R setul de noduri dreapta care sunt conectate prin margini la oricare



nod în L. Noi sus inem c  fiecare nod din R este potrivit în Măț  g . S  presupunem c  nu;ă ă
în special, s  presupunem c  nodul r din R nu se potrive te în Mă ă ș  g . Apoi lacomii
algoritmul va lua în considerare în cele din urm  unele margini ( , r), unde  este în L. În acest cază ℓ ℓ
timp, niciunul dintre capetele acestei margini nu se potrive te, pentru c  am presupus c  niciuna dintre eleă ăș
ℓ i nici r nu se potrivesc vreodat  cu algoritmul lacom.ăș  Aceast  observa ie contraziceă ț
definirea modului în care func ioneaz  algoritmul lacom;ăț  adic  algoritmul lacomă
s-ar potrivi cu adev rat ( , r).ă ℓ  Concluzion m c  fiecare nod din R este potrivit înă ă
M g .
Acum, tim mai multe lucruri despre dimensiunile seturilor i ale potrivirilor.ș ș
1. | M o |  | M≤  g | + | L |, deoarece printre nodurile din stânga, numai nodurile din L pot
se potrive te în Mș  o dar nu M g .
2. | L |  | R |, deoarece în M≤  o , toate nodurile din L au fost potrivite.
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3. | R |  | M≤  g |, deoarece fiecare nod din R este potrivit în M g .
Acum, (2) i (3) ne d  | L |ăș   | M≤  g |. Asta, împreun  cu (1), ne oferă ă
| M o |  2 | M≤  g | sau | M g | ≥ 1
2 | M o |. Ultima inegalitate spune c  competitivulă
raportul este de cel pu in 1/2.ț  Întrucât am observat deja c  raportul competitiv este nră
mai mult de 1/2, ajungem la concluzia c  raportul este exact 1/2.ă

8.3.4 Exerci ii pentru sec iunea 8.3ț ț
Exerci iul 8.3.1: Defini i graficul Gț ț  n pentru a avea 2n noduri
a 0 , a 1 , ..., a n  1−  , b 0 , b 1 , ..., b n  1−

i urm toarele margini.ăș  Fiecare nod a i , pentru i = 0, 1, ..., n - 1, este conectat la
nodurile b j i bș  k , unde
j = 2i mod n i k = (2i + 1) mod nș
De exemplu, graficul G 4 are urm toarele margini: (aă  0 , b 0 ), (a 0 , b 1 ), (a 1 , b 2 ),
(a 1 , b 3 ), (a 2 , b 0 ), (a 2 , b 1 ), (a 3 , b 2 ) i (aș  3 , b 3 ).
(a) G si i o potrivire perfect  pentru Gă ăț  4 .
(b) G si i o potrivire perfect  pentru Gă ăț  5 .
!! (c) Dovedi i c  pentru fiecare n, Găț  n are o potrivire perfect .ă
! Exerci iul 8.3.2: Câte potriviri perfecte fac graficele Gț  4 i Gș  5 ale
Exerci iul 8.3.1 are?ț
! Exerci iul 8.3.3: Dac  algoritmul lacom ne ofer  sau nu o potrivire perfect  -ă ă ăț
pentru graficul din Fig. 8.1 depinde de ordinea în care consider m marginile.ă
Dintre cele 6! ordinele posibile ale celor ase margini, câte ne ofer  o potrivire perfect -ă ăș
ing? Da i un test simplu pentru a distinge acele ordine care dau perfectulț
potrivire dintre cele care nu.

8.4 Problema AdWords
Acum lu m în considerare problema fundamental  a publicit ii în c utare, pe care o numimă ă ă ăț
„problema AdWords”, deoarece a fost întâmpinat  pentru prima dat  în Google Adwordsă ă
sistem. Discut m apoi despre un algoritm lacom numit „Echilibru” care ofer  un bună ă
raport competitiv. Analiz m acest algoritm pentru un caz simplificat al AdWordsă
problem .ă

Pagina 323
8.4. PROBLEMA ADWORDS
303
8.4.1 Istoricul publicit ii în c utareă ăț
În jurul anului 2000, o companie numit  Overture (cump rat  ulterior de Yahoo!)ă ă ă
a introdus un nou tip de c utare.ă  Agen ii de publicitate liciteaz  pentru cuvinte cheie (cuvinte într-unăț
interogare de c utare), iar atunci când un utilizator a c utat acel cuvânt cheie, linkurile c tre toate fi iereleă ă ă ș
agen ii de publicitate care liciteaz  pentru acel cuvânt cheie sunt afi a i în ordinea cu cea mai mare ofert -primul.ă ăț ș ț
Dac  s-a f cut clic pe linkul agentului de publicitate, acesta a pl tit suma licitat .ă ă ă ă
Acest tip de c utare a fost foarte util pentru cazul în care interogatorul de c utareă ă
într-adev r c uta reclame, dar a fost destul de inutil pentru interogatoră ă
care doar c uta informa ii.ă ț  Reamintim discu ia noastr  din sec iunea 5.1.1ăț ț
despre punctul în care, cu excep ia cazului în care un motor de c utare poate oferi r spunsuri fiabileă ăț
interog ri care sunt pentru informa ii generale, nimeni nu va dori s  foloseasc  c utareaă ă ă ăț
atunci când caut  s  cumpere ceva.ă ă
Câ iva ani mai târziu, Google a adaptat ideea într-un sistem numit Adwords.ț  De
în acel moment, fiabilitatea Google a fost bine stabilit , astfel încât oamenii au fost dispu iă ș
s  aib  încredere în anun urile în care au fost afi ate.ă ă ț ș  Google a p strat lista de r spunsuri pe bazaă ă



PageRank i alte criterii obiective separate de lista de anun uri, deci la felș ț
sistemul a fost util pentru interogatorul care dorea doar informa ii, precum iț ș
interogator care caut  s  cumpere ceva.ă ă
Sistemul Adwords a dep it sistemul anterior în mai multe moduriăș
a f cut selec ia anun urilor mai complex .ă ăț ț
1. Google ar afi a doar un num r limitat de anun uri la fiecare interogare.ăș ț  Prin urmare,
în timp ce Overture pur i simplu a comandat toate anun urile pentru un anumit cuvânt cheie, Google a trebuit s  o facă ăș ț
decide i ce anun uri s  afi a i, precum i ordinea în care s  le afi a i.ă ăț ț ș ț ș ș ț
2. Utilizatorii sistemului Adwords au specificat un buget: suma în care erau
dispu i s  pl teasc  pentru toate clicurile pe anun urile lor într-o lun .ă ă ă ăș ț  Aceste constrângeri
face ca problema atribuirii anun urilor pentru interog rile de c utare s  devin  mai complex , ca i noiă ă ă ă ăț ș
indicat în Exemplul 8.1.
3. Google nu a comandat pur i simplu reclame dup  valoarea ofertei, ci după ăș
suma pe care se a teptau s  o primeasc  pentru afi area fiec rui anun .ă ă ăș ș ț  Adic  cliculă
rata de trecere a fost observat  pentru fiecare anun , pe baza istoricului afi rilor deă ăț ș
acel anun .ț  Valoarea unui anun  a fost considerat  a fi produsul ofertei iăț ș
rata de clic.
8.4.2 Defini ia problemei AdWordsț
Desigur, decizia cu privire la ce reclame s  fie afi ate trebuie luat  on-line.ă ăș
Astfel, vom lua în considerare doar algoritmi online pentru rezolvarea AdWords
problem , care este dup  cum urmeaz .ă ă ă

• Dat:
1. Un set de oferte ale agen ilor de publicitate pentru interog ri de c utare.ă ăț
2. O rat  de clic pentru fiecare pereche de interogare-agent de publicitate.ă
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3. Un buget pentru fiecare agent de publicitate. Vom presupune c  bugetele sunt pentru ună
lun , de i ar putea fi utilizat  orice unitate de timp.ă ăș
4. O limit  a num rului de anun uri care trebuie afi ate la fiecare interogare de c utare.ă ă ăț ș
• R spunde i la fiecare interogare de c utare cu un set de agen i de publicitate astfel încât:ă ăț ț
1. Dimensiunea setului nu este mai mare decât limita num rului de reclameă
pe interogare.
2. Fiecare agent de publicitate a licitat pentru interogarea de c utare.ă
3. Fiec rui agent de publicitate îi r mâne suficient buget pentru a pl ti anun ul, dac  esteă ă ă ăț
f cut clic pe.ă
Venitul unei selec ii de anun uri reprezint  valoarea total  a anun urilor selectate, undeă ăț ț ț
valoarea unui anun  este produsul ofertei i rata de clic pentruț ș
anun  i interogare.ț ș  Meritul unui algoritm online este venitul total ob inutț
peste o lun  (unitatea de timp peste care se presupune c  se aplic  bugetele).ă ă ă  Noi
va încerca s  m soare raportul competitiv pentru algoritmi, adic  minimulă ă ă
venituri totale pentru algoritmul respectiv, pentru orice succesiune de interog ri de c utare, împ r ite laă ă ă ț
veniturile algoritmului off-line optim pentru aceea i secven  de c utareă ăș ț
întreb ri.ă
8.4.3 Abordarea lacom  a problemei AdWordsă
Deoarece doar un algoritm on-line este potrivit pentru problema AdWords, ar trebui
examina i mai întâi performan a algoritmului evident lacom.ț ț  Vom face
o serie de simplific ri pentru mediu;ă  scopul nostru este s  ar t mă ă ă
de fapt, exist  un algoritm mai bun decât algoritmul lacom evident.ă  The
simplific ri:ă
(a) Exist  un anun  afi at pentru fiecare interogare.ă ț ș
(b) To i agen ii de publicitate au acela i buget.ț ț ș
(c) Toate ratele de clic sunt acelea i.ș
(d) Toate ofertele sunt fie 0, fie 1. Alternativ, putem presupune c  valoarea luiă
fiecare anun  (produsul ofertei i rata de clic) este acela i.ț ș ș
Algoritmul lacom alege, pentru fiecare interogare de c utare, orice agent de publicitate care areă
licita i 1 pentru acea interogare.ț  Raportul competitiv pentru acest algoritm este 1/2, ca iș
urm torul exemplu arat .ă ă
Exemplul 8.7: S  presupunem c  exist  doi agen i de publicitate A i B i doar doiă ă ă ț ș ș
interog ri posibile, x i y.ă ș  Agentul de publicitate A licit  numai pentru x, în timp ce B licit  pentru ambeleă ă
x i y.ș  Bugetul pentru fiecare agent de publicitate este 2. Observa i similaritatea cuț
situa ia din Exemplul 8.1;ț  singurele diferen e sunt faptul c  ofertele de fiecareăț
agentul de publicitate sunt la fel i bugetele sunt mai mici aici.ș
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Aspecte AdWords care nu sunt în modelul nostru
Exist  mai multe moduri în care sistemul AdWords real difer  deă ă
model simplificat al acestei sec iuni.ț
Sumele licitate i interog rile de c utare: în modelul nostru simplificat,ă ăș
Liciteaz  pentru seturi de cuvinte, iar oferta unui agent de publicitate este eligibil  pentru a fi afi ată ă ăș
interog ri de c utare care au exact acela i set de cuvinte ca i agentul de publicitateă ă ș ș
licita ie.ț  În realitate, Google, Yahoo !, i Microsoft ofer  tuturor agen ilor de publicitate o func ieăș ț ț
cunoscut sub numele de potrivire ampl , în cazul în care un anun  este eligibil pentru a fi afi at pentru c utareă ăț ș
interog ri care sunt potriviri inexacte ale cuvintelor cheie licitate.ă  Exemplele includ
interog ri care includ un subset sau superset de cuvinte cheie, precum i interog riă ăș
care utilizeaz  cuvinte cu semnifica ii foarte asem n toare cu cuvintele oferite de agentul de publicitateă ă ăț
pe. Pentru astfel de potriviri ample, motoarele de c utare taxeaz  agentul de publicitate pe bazaă ă
formule complicate luând în considerare cât de strâns legat  de c utareă ă
interogarea se refer  la suma licitat  a agentului de publicitate.ă ă  Aceste formule variaz  în func ie de motoarele de c utareă ăț
i nu sunt f cute publice.ăș

Înc rcarea agen ilor de publicitate pentru clicuri: în modelul nostru simplificat, când este un utilizatoră ț
face clic pe anun ul unui agent de publicitate, acesta este taxat cu suma pe care o areț
licita ie.ț  Aceast  politic  este cunoscut  sub numele de licita ie la primul pre .ă ă ă ț ț
În realitate, c uta iă ț
motoarele folosesc un sistem mai complicat cunoscut sub numele de licita ie la al doilea pre ,ț ț
unde fiecare agent de publicitate pl te te aproximativ oferta agentului de publicitate careă ș
plasate imediat în spatele lor în licita ie.ț  De exemplu, primul
loc agentul de publicitate pentru o c utare ar putea pl ti oferta agentului de publicitate în al doilea rândă ă
loc, plus un cent. S-a demonstrat c  licita iile la al doilea pre  sunt mai miciă ț ț
susceptibile de a fi jucate de agen ii de publicitate decât de licita iile la primul pre  iț ț ț ș
duce la venituri mai mari pentru motorul de c utare.ă
Fie succesiunea interog rilor xxyy.ă  Algoritmul lacom este capabil s  aloceă
primele dou  x-uri c tre B, dup  care nu exist  nimeni cu un buget necheltuită ă ă ă
pl ti i pentru cei doi y.ă ț  În acest caz, venitul pentru algoritmul lacom este de 2.
Cu toate acestea, algoritmul optim off-line va aloca x-urile la A i y-urileș
la B, realizând un venit de 4. Raportul competitiv pentru algoritmul lacom
nu este deci mai mult de 1/2. Putem argumenta c , în orice secven  de interog ri,ă ă ăț
raportul dintre veniturile pentru algoritmii lacomi i optimi este de cel pu in 1/2, folosindș ț
în esen , aceea i idee ca în sec iunea 8.3.3.ăț ș ț  ✷
8.4.4 Algoritmul de echilibru
Exist  o simpl  îmbun t ire a algoritmului lacom care ofer  o competitivitateă ă ă ă ăț
raport de 3/4 pentru cazul simplu al sec iunii 8.4.3.ț  Acest algoritm, numit
Algoritmul de echilibru, atribuie o interogare agentului de publicitate care licit  pentru interogare iă ș
are cel mai mare buget r mas.ă  Leg turile pot fi rupte în mod arbitrar.ă
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Exemplul 8.8: Lua i în considerare aceea i situa ie ca în Exemplul 8.7.ț ș ț  Balanta
Algoritmul poate atribui prima interogare x fie A, fie B, deoarece ambele licitează
pe x i bugetele lor r mase sunt acelea i.ăș ș  Cu toate acestea, al doilea x trebuie s  fieă
atribuit celuilalt dintre A i B, deoarece acestea au apoi cel mai mare r masăș
buget. Primul y este atribuit lui B, deoarece are buget r mas i esteă ș
singur ofertant pe y. Ultimul y nu poate fi atribuit, deoarece B este în afara bugetului iș
A nu a licitat. Astfel, veniturile totale pentru algoritmul de echilibru pe aceste date
este 3. În compara ie, venitul total pentru algoritmul off-line optim esteț
4, deoarece poate atribui x-urile lui A i y-urile lui B. Concluzia noastr  este c ,ă ăș
pentru problema AdWords simplificat  din sec iunea 8.4.3, raportul competitiv ală ț
Algoritmul de echilibru nu dep e te 3/4.ăș ș  Vom vedea asta doar cu
doi agen i de publicitate, 3/4 este exact raportul competitiv, de i este num rulăț ș
de agen i de publicitate cre te, raportul competitiv scade la 0,63 (de fapt 1 - 1 / e), darț ș
nu mai jos. ✷
8.4.5 O limit  inferioar  a raportului competitiv pentru echilibruă ă
În aceast  sec iune vom demonstra c , în cazul simplu al algoritmului de echilibruă ăț
pe care o lu m în considerare, raportul competitiv este de 3/4.ă  Având în vedere exemplul 8.8, noi
trebuie doar s  demonstreze c  venitul total ob inut de algoritmul de echilibru esteă ă ț
cel pu in 3/4 din venituri pentru algoritmul off-line optim.ț  Astfel, ia în considerare un
situa ie în care exist  doi agen i de publicitate, Aăț ț  1 i Aș  2 , fiecare cu un buget de
B. Vom presupune c  fiecare interogare este atribuit  unui agent de publicitate de c tre optimă ă ă



algoritm. Dac  nu, putem terge acele interog ri f r  a afecta veniturile dină ă ă ăș
algoritmul optim i posibil reducerea veniturilor soldului.ș  Astfel,
cel mai mic raport competitiv posibil este atins atunci când secven a de interogare constăț
numai din reclame alocate de algoritmul optim.
De asemenea, vom presupune c  bugetele ambilor agen i de publicitate sunt consumate deă ț
algoritm optim. Dac  nu, putem reduce bugetele i vom argumenta din nou că ăș
venitul algoritmului optim nu este redus, în timp ce cel al Balance poate
doar mic oreaz .ăș  Aceast  modificare ne poate obliga s  folosim bugete diferite pentru cei doiă ă
agen ii de publicitate, dar vom continua s  presupunem c  bugetele sunt ambele B. Plec mă ă ăț
ca exerci iu extinderea probei la cazul în care bugetele dinț
doi agen i de publicitate sunt diferi i.ț ț
Figura 8.3 sugereaz  modul în care interog rile 2B sunt atribuite agen ilor de publicitate de c treă ă ăț
doi algoritmi. În (a) vedem c  interog rile B sunt atribuite fiec ruia dintre Aă ă ă  1 i Aș  2
prin algoritmul optim. Acum, lua i în considerare modul în care sunt atribuite acelea i interog riăț ș
de Balance. În primul rând, observa i c  Soldul trebuie s  epuizeze bugetul a cel pu in unulă ăț ț
dintre agen ii de publicitate, s  zicem Aăț  2 . Dac  nu, atunci ar exista o anumit  interogare atribuită ă ă
niciun agent de publicitate, chiar dac  ambii aveau buget.ă  Cunoa tem cel pu in unul dintreș ț
agen ii de publicitate licit  la fiecare interogare, deoarece acea interogare este atribuit  în mod optimă ăț
algoritm. Aceast  situa ie contrazice modul în care este definit s  func ioneze echilibrul;ă ăț ț  aceasta
atribuie întotdeauna o interogare dac  poate.ă
Astfel, vedem în Fig. 8.3 (b) c  lui Aă  2 i se atribuie B interog ri.ă  Aceste întreb riă
ar fi putut fi atribuit fie A 1, fie A 2 de c tre algoritmul optim.ă  Noi
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A 1
A 2
A 1
A 2
B
B
X
X
y
Nu
folosit
(a) Optim
(b) Sold
Figura 8.3: Ilustra ia atribuirilor de interog ri c tre agen ii de publicitate din op iuneă ăț ț ț
algoritmi mama i Balanceș
vezi i în Fig. 8.3 (b) c  folosim y ca num r de interog ri atribuite lui Aă ă ăș  1 iș
x ca B - y. Scopul nostru este s  ar t m y  x.ă ă ă ≥  Aceast  inegalitate va ar ta veniturileă ă
de echilibru este cel pu in 3B / 2 sau 3 / 4th veniturile algoritmului optim.ț
Observ m c  x este, de asemenea, num rul de interog ri neatribuite pentru Soldă ă ă ă
Algoritm i c  toate interog rile neatribuite trebuie s  fi fost atribuite lui Aă ă ăș  2
prin algoritmul optim. Motivul este c  Aă  1 nu r mâne niciodat  f r  buget,ă ă ă ă
deci orice interogare atribuit  de algoritmul optim lui Aă  1 este cu siguran  licitat  de c tre Aă ă ăț  1 .
Deoarece A 1 are întotdeauna buget în timpul rul rii algoritmului de echilibru, astaă
algoritmul va atribui cu siguran  aceast  interogare, fie Aă ăț  1, fie A 2 .
Exist  dou  cazuri, în func ie de mai multe interog riă ă ăț
atribuite lui A 1 de algoritmul optim sunt atribuite lui A 1 sau A 2 de c tre Balan .ă ăț
1. S  presupunem c  cel pu in jum tate dintre aceste interog ri sunt atribuite de Sold c tre Aă ă ă ă ăț  1 . Apoi
y  B / 2, deci sigur y  x.≥ ≥
2. S  presupunem c  mai mult de jum tate din aceste interog ri sunt atribuite de Sold c tre Aă ă ă ă ă  2 .
Lua i în considerare ultima dintre aceste interog ri q care este atribuit  lui Aă ăț  2 de c tre Soldă
Algoritm. În acel moment, A 2 trebuie s  fi avut cel pu in un buget la fel de mareă ț
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disponibil ca A 1 sau altfel Balance ar fi atribuit interogarea q c tre Aă  1 , doar
a a cum a f cut algoritmul optim.ăș  Din moment ce mai mult de jum tate din B interogeaz  acest lucruă ă
algoritmul optim atribuie lui A 1 este atribuit lui A 2 de c tre Balance, noiă
s  ti i c  chiar înainte de a fi atribuit q, bugetul r mas al lui Aă ă ăș ț  2 era la
majoritatea B / 2. Prin urmare, la acel moment, bugetul r mas al Aă  1 era, de asemenea
cel mult B / 2. Deoarece bugetele scad doar, tim c  x  B / 2.ă ≤ș  Aceasta



urmeaz  c  y  x, deoarece x + y = B.ă ă ≥
Concluzion m c  y  x în ambele cazuri, deci raportul competitiv al solduluiă ă ≥
Algoritmul este 3/4.
8.4.6 Algoritmul echilibrului cu mul i ofertan iț ț
Atunci când sunt mul i agen i de publicitate, raportul competitiv pentru Balance Algo-ț ț
ritmul poate fi sub 3/4, dar nu prea sub aceast  frac iune.ă ț  Cel mai r u cază
pentru Balance este dup  cum urmeaz .ă ă
1. Exist  N agen i deă ț  publicitate, A 1 , A 2 , ..., A N .
2. Fiecare agent de publicitate are un buget B = N !.
3. Exist  N interog ri qă ă  1 , q 2 , ..., q N .
4. Agentul de publicitate A i licit  la interog rile qă ă  1 , q 2 , ..., q i i la alte interog ri.ăș
5. Secven a de interogare const  din N runde.ăț  A doua rund  este format  din Bă ă
apari ii ale interog rii qăț  i i nimic altceva.ș
Algoritmul off-line optim atribuie interog rile B qă  i din runda ith la
A i pentru toti i. Astfel, toate interog rile sunt atribuite unui ofertant i veniturile totale aleă ș
algoritmul optim este NB.
Cu toate acestea, algoritmul de echilibru atribuie fiecare dintre interog rile din runda 1 c treă ă
N agen ii de publicitate în mod egal, deoarece to i liciteaz  pentru qăț ț  1 i pentru algoritmul de echilibruș
prefer  ofertantul cu bugetul r mas cel mai mare.ă ă  Astfel, fiecare agent de publicitate
ob ine B / N al interog rilor qăț  1 . Acum lua i în considerare interog rile qăț  2 din runda 2. Toate, cu excep ia Aț  1
licita i pentru aceste interog ri, astfel încât acestea s  fie împ r ite în mod egal între Aă ă ăț ț  2 pân  la Aă  N , cu
fiecare dintre ace ti N-1 ofertan i primind interog ri B / (N - 1).ăș ț  Modelul, sugerat
dup  Fig. 8.4, se repet  pentru fiecare rund  i = 3, 4, ..., cu Aă ă ă  i prin A N ob inândț
Interog ri B / (N - i + 1).ă
Cu toate acestea, în cele din urm , bugetele agen ilor de publicitate cu num r mai mare vor fiă ăț
epuizat. Asta se va întâmpla la cea mai joas  rund  j astfel încâtă ă
B (
1
N
+
1
N - 1
+ ·· ·  +
1
N - j + 1)

≥ B
acesta este,
1
N
+
1
N - 1
+ ·· ·  +
1
N - j + 1

≥ 1
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A 1
A 2
A 3
A n −1

A n
B / n
B / ( n 1)−
B / ( n 2)−
. . .
Figura 8.4: Distribuirea interog rilor c tre N agen i de publicitate în cel mai r u cază ă ăț
Euler a ar tat c  pe m sur  ce k devine mare, ă ă ă ă ∑
k

i = 1 1 / i se apropie de log e k. Folosind aceasta
observa ie, putem aproxima suma de mai sus ca logț  e N - log e (N - j).
C ut m astfel j astfel încât logă ă  e N - log e (N - j) = 1, aproximativ
mately. Dac  înlocuim logă  e N - log e (N - j) cu logul echivalent e (N / (N - j))
i exponen ia i ambele p r i ale ecua iei logăș ț ț ț ț  e (N / (N - j)) = 1, ob inemț

N / (N - j) = e. Rezolvând aceast  ecua ie pentru j, ob inemă ț ț



j = N (1 -
1
e)
ca valoare aproximativ  a lui j pentru care to i agen ii de publicitate sunt fie în afara bugetuluiă ț ț
sau nu licita i pentru oricare dintre interog rile r mase.ă ăț  Astfel, venitul aproximativ
ob inut prin algoritmul de echilibru este BN (1 -ț  1
e

), adic  întreb rile dină ă
primele j runde. Prin urmare, raportul competitiv este de 1 - 1
e

, sau aproximativ 0,63.
8.4.7 Algoritmul de echilibru generalizat
Algoritmul de echilibru func ioneaz  bine atunci când toate sumele licitate sunt 0 sau 1. Cu toate acestea, în practic ,ă ăț
sumele licitate pot fi arbitrare, iar cu ofertele i bugetele arbitrare echilibrul nu reu e teș ș ș
cânt ri i corect dimensiunile ofertelor.ă ț  Urm torul exemplu ilustrează ă
punct.
Exemplul 8.9: S  presupunem c  exist  doi agen i de publicitate Aă ă ă ț  1 i Aș  2 i o interogareș
q. Ofertele pentru q i bugete sunt:ș
Ofertant
Buget de licitare
A 1
1
110
A 2
10
100
Dac  exist  10 apari ii de q, algoritmul off-line optim va fi atribuită ă ț
pe toate la A 2 i câ tig  venituri 100. Cu toate acestea, deoareceăș ș  bugetul lui A 1 este mai mare,
Soldul va atribui toate cele zece interog ri c tre Aă ă  1 pentru un venit de 10. De fapt, se poate
extinde i u or aceast  idee pentru a ar ta c  pentru situa ii ca aceasta, nu există ă ă ăț ș ț
raport competitiv mai mare de 0, care este valabil pentru algoritmul de echilibru. ✷
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Pentru a face echilibrul s  func ioneze în situa ii mai generale, trebuie s  facemă ăț ț
dou  modific ri.ă ă  În primul rând, trebuie s  influen m alegerea anun ului în favoarea unor sume licitate mai mari.ă ăț ț
În al doilea rând, trebuie s  fim mai pu in absolu i cu privire la bugetul r mas.ă ăț ț  Mai degrab , noiă
ia în considerare frac ia din bugetele r mase, a a c  suntem p rtinitori spre utilizareă ă ăț ș
o parte din bugetul fiec rui agent de publicitate.ă  Ultima schimbare va face echilibrul
Algoritm mai „avers de risc”; nu va l sa prea mult din niciun agent de publicitateă
buget nefolosit. Se poate ar ta (vezi referin ele capitolului) c  urm toareleă ă ăț
generalizarea algoritmului de echilibru are un raport competitiv de 1 - 1 / e =
0,63.

• S  presupunem c  sose te o interogare q, agentul de publicitate Aă ă ș  i a licitat x i pentru aceast  interogareă
(re ine i c  xăț ț  i ar putea fi 0). De asemenea, s  presupunem c  acea frac iune fă ă ț  i din buget
din A i nu este cheltuit  în prezent.ă  Fie Ψ i = x i (1 - e − f i ). Apoi atribui i q laț
agent de publicitate A i astfel încât Ψ i este un maxim. Rupe i leg turile în mod arbitrar.ăț
Exemplul 8.10: Lua i în considerare modul în care ar func iona algoritmul de echilibru generalizatț ț
pe datele din Exemplul 8.9. Pentru prima apari ie a interog rii q,ăț
Ψ 1 = 1 × (1 - e −1 )
deoarece A 1 a licitat 1 i frac ia 1 dinș ț  bugetul lui A 1 r mâne.ă  Acesta este,
Ψ 1 = 1 - 1 / e = 0,63
Pe de alt  parte, ă Ψ 2 = 10 × (1 - e −1 ) = 6.3. Astfel, primul q este acordat lui
A 2 .
Acela i lucru se întâmpl  pentru fiecare dintre q-uri.ăș  Adic , ă Ψ 1 r mâne la 0,63, în timp ceă
Ψ 2 scade. Cu toate acestea, nu coboar  niciodat  sub 0,63.ă ă  Chiar i pentru a 10-a q, cândș
90% din bugetul lui A 2 a fost deja utilizat, Ψ 2 = 10 × (1 - e −1/10 ). Reamintim
(Sec iunea 1.3.5) extinderea Taylor eț  x = 1 + x cu 2 /2! + x cu 3 / cu 3! + · · ·. Prin urmare,
e −1/10 = 1 -
1
10
+
1
200 -
1
Peste 6000 ·· ·
sau aproximativ, e -1-10 = 0,905. Astfel, Ψ 2 = 10 × 0,095 = 0,95. ✷



L s m nedovedit  afirma ia c  raportul competitiv pentru acest algoritmă ă ă ăț
este 1 - 1 / e. De asemenea, l s m nedovedit un fapt surprinz tor suplimentar: f r  on-lineă ă ă ă ă
algoritmul pentru problema AdWords descris în aceast  sec iune poate avea ună ț
raport competitiv peste 1 - 1 / e.
8.4.8 Observa ii finale despre problema AdWordsț
Algoritmul de echilibru, a a cum este descris, nu ia în considerare posibilitateaș
c  rata de clic difer  pentru diferite anun uri.ă ă ț  Este simplu s  se înmul ească ăț
suma licitat  în func ie de rata de clic atunci când calcula i ă Ψț ț  i i, dac  face i acest lucru, o ve i faceăș ț ț
maximiza i veniturile a teptate.ț ș  Putem chiar s  încorpor m informa ii despreă ă ț
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rata de clic pentru fiecare anun  din fiecare interogare pentru care o valoare diferit  de zeroăț
a fost licitat. Când ne confrunt m cu problema aloc rii unei anumite interog ri q,ă ă ă
încorpor m un factor care este rata de clic pentru anun ul respectiv la interogarea q,ă ț
atunci când calcul m fiecare dintre -uri.ă Ψ
O alt  problem  pe care trebuie s  o lu m în considerare în practic  este frecven a istoric  aă ă ă ă ă ăț
întreb ri.ă  Dac , de exemplu, tim c  agentul de publicitate Aă ăș  i are un buget suficient
mici, pentru c  sunt sigur c  vor fi suficiente întreb ri care vor veni mai târziu în lună ă ă ă
satisfacerea cererii lui A i , atunci nu are rost s  cre ti ă Ψș  i dac  o parte dină  bugetul lui A i
a fost deja cheltuit. Adic , men inem ă Ψț  i = x i (1 - e −1 ) atâta timp cât noi
se poate a tepta ca în lun  s  r mân  suficiente întreb ri pentru a da Aă ă ă ă ăș  i
bugetul s u complet de reclame.ă  Aceast  modificare poate face ca soldul s  se comporte mai r u dacă ă ă ă
secven a de interog ri este guvernat  de un adversar care poate controla secven aă ăț ț
de interog ri.ă  Un astfel de adversar poate provoca interog rile Aă  i licitate brusc la
disp rea.ă  Cu toate acestea, motoarele de c utare primesc atât de multe întreb ri i genera ia loră ă ș ț
este atât de aleatoriu, încât nu este necesar în practic  s  ne imagin m abateri semnificativeă ă ă
din norm .ă
8.4.9 Exerci ii pentru sec iunea 8.4ț ț
Exerci iul 8.4.1: S  presupunem c  folosind ipotezele simplificatoare din exemplul 8.7ă ăț
c  exist  trei agen i de publicitate, A, B i C. Exist  trei interog ri, x, y iă ă ă ăț ș ș
z. Fiecare agent de publicitate are un buget de 2. Agentul de publicitate A licit  numai pentru x;ă  B licit  pe xă
i y, în timp ce C liciteaz  pentru x, y i z.ăș ș  Re ine i c  în secven a de interogare xxyyzz,ăț ț ț

algoritmul optim off-line ar genera un venit de 6, deoarece toate interog rile potă
s  fie atribuit.ă
! (a) Ar ta i c  algoritmul lacom va atribui cel pu in 4 dintre aceste 6 interog ri.ă ă ăț ț
!! (b) G si i o alt  secven  de interog ri, astfel încât algoritmul lacom s  poat  as-ă ă ă ă ă ăț ț
semna i cât mai pu in de jum tate din interog rile pe care algoritmul off-line optim le atribuieă ăț ț
pe acea secven .ăț
!! Exerci iul 8.4.2: Extinde i dovada sec iunii 8.4.5 la cazul în care cele douăț ț ț
agen ii de publicitate au bugete inegale.ț
! Exerci iul 8.4.3: Ar ta i cum s  modifica i Exemplul 8.9 schimbând ofertele i / sauă ăț ț ț ș
bugetele pentru a face ca raportul competitiv s  ias  cât de aproape de 0 dori i.ă ă ț

8.5 Implementarea AdWords
De i acum ar trebui s  avem o idee despre cum sunt selectate anun urile pentru a merge cu r spunsulă ăș ț
la o interogare de c utare, nu am abordat problema g sirii ofertelor careă ă
au fost f cute la o anumit  interogare.ă ă  Atâta timp cât ofertele sunt pentru setul exact de
cuvinte într-o interogare, solu ia este relativ u oar .ăț ș  Cu toate acestea, exist  o serie deă
extensii la procesul de potrivire a interog rii / licit rii care nu sunt la fel de simple.ă ă  Vom
explica i detaliile din aceast  sec iune.ăț ț
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8.5.1 Sumele potrivite i interog rile de c utareă ăș
Dup  cum am descris problema AdWords i a a cum apare în mod normală ș ș
practic , agen ii de publicitate licit  pe seturi de cuvinte.ă ăț  Dac  apare o interogare de c utare avândă ă
exact acel set de cuvinte într-o anumit  ordine, atunci se spune c  oferta se potrive te cuă ă ș
interogare i devine un candidat pentru selec ie.ș ț  Putem evita s  ne ocup mă ă
cu ordinea cuvintelor prin stocarea tuturor seturilor de cuvinte reprezentând o ofert  în lexicografică
ordinea (alfabetic ).ă  Lista cuvintelor în ordine sortat  formeaz  cheia hash pentruă ă
licitate, iar aceste sume licitate pot fi stocate într-un tabel hash utilizat ca index, dup  cum sa discutată
în sec iunea 1.3.2.ț
De asemenea, interog rile de c utare au cuvintele lor sortate înainte de c utare.ă ă ă  Când hash



lista sortat , g sim în tabelul hash toate ofertele pentru exact acel set de cuvinte.ă ă
Acestea pot fi recuperate rapid, deoarece nu trebuie decât s  ne uit m la con inutul acestuiaă ă ț
g leat .ă ă
Mai mult, exist  anse mari s  putem p stra întregul tabel hashă ă ăș
memoria principala. Dac  exist  un milion de agen i de publicitate, fiecare liciteaz  pentru 100 de interog ri,ă ă ă ăț
iar înregistrarea ofertei necesit  100 de octe i, apoi avem nevoie de zece gigaocte i deă ț ț
memoria principal , care se încadreaz  în limitele a ceea ce este fezabil pentru un singură ă
ma in rie.ăș  Dac  este necesar mai mult spa iu, putem împ r i g le ile mesei hashă ă ăț ț ț
printre câte ma ini avem nevoie.ș  Interog rile de c utare pot fi hash i trimiseă ă ș
la aparatul adecvat.
În practic , interog rile de c utare pot ajunge mult prea rapid pentru o singur  ma-ă ă ă ă
chine, sau grup de ma ini care colaboreaz  la o singur  interogare la un moment dat, laă ăș
gestioneaz -le pe toate.ă  În acest caz, fluxul de interog ri este împ r it în cât mai multe buc iă ă ăț ț
dup  cum este necesar, i fiecare pies  este manipulat  de un grup de ma ini.ă ă ăș ș  De fapt,
modificarea interog rii de c utare, independent de reclame, va necesita un grup de ma iniă ă ș
lucrând în paralel oricum, pentru ca întreaga procesare a unei interog ri s  poată ă ă
s  se fac  în memoria principal .ă ă ă

8.5.2 Probleme de potrivire mai complexe
Cu toate acestea, poten ialul de potrivire a ofertelor la obiecte nu este limitat la cazț
unde obiectele sunt interog ri de c utare i criteriul de potrivire este acela i-set-of-ă ă ș ș
cuvinte. De exemplu, Google coreleaz  i ofertele AdWords cu e-mailurile.ă ș  Acolo,
criteriul de potrivire nu se bazeaz  pe egalitatea seturilor.ă  Mai degrab , o ofert  pentru un set deă ă
cuvintele S corespund unui e-mail dac  toate cuvintele din S apar oriunde în e-mail.ă
Aceast  problem  de potrivire este mult mai grea.ă ă  Putem men ine în continuare un tabel hashț
index pentru sume licitate, dar num rul de subseturi de cuvinte dintr-un e-mail cu o sut  de cuvinteă ă
este mult prea mare pentru a c uta toate seturile sau chiar toate seturile mici de (s  zicem)ă ă
trei sau mai pu ine cuvinte.ț  Exist  o serie de alte aplica ii poten iale aleă ț ț
acest tip de potrivire care, în momentul redact rii acestui articol, nu este implementată
dar ar putea fi. Toate implic  interog ri permanente - interog ri pe care utilizatorii le posteaz  într-ună ă ă ă
site-ul, a teptând ca site-ul s  îi notifice ori de câte ori se potrive te ceva cu interogareaăș ș
devine disponibil pe site. De exemplu:
1. Twitter v  permite s  urm ri i toate „tweet-urile” unei anumite persoane.ă ă ă ț  In orice caz,
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este fezabil s  permite i utilizatorilor s  specifice un set de cuvinte, cum ar fiă ăț
muzic  gratuit  pentru iPodă ă
i vede i toate tweet-urile în care apar toate aceste cuvinte, nu neap rat înăș ț

ordine, i nu neap rat adiacente.ăș
2. Site-urile de tiri online permit adesea utilizatorilor s  selecteze dintre anumite chei-ăș
cuvinte sau fraze, de exemplu, „asisten  medical ” sau „Barack Obama” i primi iă ăț ș ț
alerte ori de câte ori un nou articol de tiri con ine acel cuvânt sau consecutivș ț
succesiune de cuvinte. Aceast  problem  este mai simpl  decât problema e-mail / AdWordsă ă ă
din mai multe motive. Potrivirea unor cuvinte simple sau secven e consecutiveț
de cuvinte, chiar i într-un articol lung, nu consum  timp ca potrivireaăș
mici seturi de cuvinte. Mai mult, seturile de termeni pe care îi pute i c utaăț
este limitat , deci nu exist  prea multe „sume licitate”.ă ă  Chiar dac  mul i oameni dorescă ț
alerte despre acela i termen, o singur  intrare index, cu lista tuturor celorăș
persoane asociate, este obligatoriu. Cu toate acestea, un sistem mai avansat ar putea
permite utilizatorilor s  specifice alerte pentru seturi de cuvinte într-un articol de tiri, la fel caă ș
Sistemul AdWords permite oricui s  liciteze pentru un set de cuvinte dintr-un e-mail.ă

8.5.3 Un algoritm de potrivire pentru documente i oferteș
Vom oferi un algoritm care se va potrivi cu multe „sume licitate” cu multe „documente”.
men iuni. "ț  Ca i înainte, o ofert  este un set (de obicei mic) de cuvinte.ăș  Un document este un
un set mai mare de cuvinte, cum ar fi un e-mail, un tweet sau un articol de tiri.ș  Presupunem acolo
sute de documente pe secund  care ajung, de i dac  există ă ăș
multe, fluxul de documente poate fi împ r it între mai multe ma ini sau grupuri deă ț ș
ma ini.ș  Presupunem c  exist  multe oferte, poate de ordinul a o sută ă ă
milioane sau un miliard. Ca întotdeauna, vrem s  facem la fel de mult în memoria principal  ca i noiă ă ș
poate sa.
Vom reprezenta, ca i pân  acum, o ofert  prin cuvintele sale enumerate într-o anumit  ordine.ă ă ăș  Acolo
sunt dou  elemente noi în reprezentare.ă  În primul rând, vom include un statut cu
fiecare list  de cuvinte.ă  Starea este un num r întreg care indic  câte dintre primeleă ă
cuvintele de pe list  au fost potrivite cu documentul curent.ă  Când este o ofertă
stocat în index, starea acestuia este întotdeauna 0.
În al doilea rând, în timp ce ordinea cuvintelor ar putea fi lexicografic , putem reduceă
cantitate de munc  prin ordonarea cuvintelor cel mai rar.ă  Cu toate acestea, din moment ce num rulă



de cuvinte diferite care pot ap rea în e-mailuri este în esen  nelimitat, nu esteă ăț
fezabil s  ordona i toate cuvintele în acest mod.ă ț  Ca un compromis, am putea identifica
cele mai frecvente cuvinte de pe web sau dintr-un e antion al fluxului de documenteș
proces m.ă  Aici, n ar putea fi o sut  de mii sau un milion.ă  Aceste
n cuvintele sunt sortate dup  frecven  i ocup  sfâr itul listei, cuă ă ăț ș ș
cuvintele cele mai frecvente chiar la final. Toate cuvintele nu se num r  printre cele mai frecventeă ă
poate fi presupus la fel de rar i ordonat lexicografic.ș  Apoi,
cuvintele din orice document pot fi comandate. Dac  un cuvânt nu apare pe listă ă
de n cuvinte frecvente, plaseaz -l în fa a ordinii, lexicografic.ă ț  Acestea
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apar cuvintele din document care apar pe lista celor mai frecvente cuvinte
dup  cuvintele rare, în ordinea invers  a frecven ei (adic  cu cele mai multeă ă ăț
cuvinte frecvente ale documentelor comandate ultima).
Exemplul 8.11: S  presupunem c  documentul nostru esteă ă
- A fost str lucit, iar tocul t iosă ă

„The” este cel mai frecvent cuvânt în englez , iar „ i” este doar pu in mai pu ină ș ț ț
frecvent. S  presupunem c  „twas” face lista cuvintelor frecvente, de iă ă ș
frecven a sa este cu siguran  mai mic  decât cea a „celor” sau „ i”.ă ăț ț ș  Celelalte cuvinte da
nu face lista de cuvinte frecvente.
Apoi sfâr itul listei const  din „dou ”, „ i” i „cel”, în aceast  ordine,ă ă ăș ș ș
întrucât aceasta este ordinea invers  a frecven ei.ă ț  Celelalte trei cuvinte sunt plasate
în fruntea listei în ordine lexicografic .ă  Prin urmare,
brillig slithy toves twas and the
este secven a de cuvinte din document, ordonat  corespunz tor.ă ăț  ✷
Sumele licitate sunt stocate într-un tabel hash, a c rui cheie hash este primul cuvânt ală
oferta, în ordinea explicat  mai sus.ă  Înregistrarea ofertei va include, de asemenea
informa ii despre ce trebuie f cut atunci când oferta este potrivit .ă ăț  Starea este 0 iș
nu trebuie s  fie stocate în mod explicit.ă  Exist  o alt  mas  de hash, a c rei sarcin  este să ă ă ă ă ă
s  con in  copii ale acelor oferte care au fost par ial potrivite.ă ăț ț  Aceste oferte au
o stare care este cel pu in 1, dar mai mic  decât num rul de cuvinte din set.ă ăț  Dacă
starea este i, apoi tasta hash pentru acest tabel hash este (i + 1) st cuvânt. The
aranjarea tabelelor de hash este sugerat  de Fig. 8.5.ă  Pentru a procesa un document,
urmeaz  urm toarele instruc iuni.ă ă ț
1. Sorta i cuvintele documentului în ordinea discutat  mai sus.ăț  Înl turaă
cuvinte duplicat.
2. Pentru fiecare cuvânt w, în ordinea sortat :ă
(i) Folosind w ca cheie hash pentru tabelul ofertelor par ial potrivite, g si iăț ț
acele oferte având ca cheie w.
(ii) Pentru fiecare astfel de ofert  b, dac  w este ultimul cuvânt al lui b, muta i b la tabelul luiă ă ț
sume licitate potrivite.
(iii) Dac  w nu este ultimul cuvânt al lui b, ad uga i 1 la starea b i reface i b folosindă ă ț ș ț
cuvântul a c rui pozi ie este una mai mult decât noul statut, caă ț
tasta Diez.
(iv) Folosind w ca cheie hash pentru tabelul tuturor ofertelor, g si i acele oferte pentruă ț
care w este primul lor cuvânt în ordinea sortat .ă
(v) Pentru fiecare astfel de ofert  b, dac  exist  un singur cuvânt pe lista sa, copia i-l înă ă ă ț
tabelul ofertelor potrivite.
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Hash  table−
Index de
ofertele
ofertele
asortat
Par ialţ
ofertele
asortat
Lista de
Cuvântul w
cheie hash
(a) Uit -te în susă
w



(b) Trece i laț
ie ire dacăș
este ultimul cuvânt
w
(c) Reheat
cu una mai mare
w
w
stare dacă
nu este ultimul
hash  key−  w
liciteaz  cuă
(d) Uit -te în susă
liciteaz  cuă
este singurul cuvânt
ie ire dacăș  w
(e) Copia i înț
Hash pe al doilea cuvânt
decât un cuvânt
starea 1 dac  mai multă
(f) Copia i cuț
Figura 8.5: Gestionarea unui num r mare de oferte i a unui num r mare de documenteă ăș
(vi) Dac  b const  din mai multe cuvinte, ad uga i-l, cu starea 1, laă ă ă ț
tabel cu sume licitate par ial potrivite, folosind al doilea cuvânt al lui b caț
tasta Diez.
3. Produce i lista ofertelor potrivite ca rezultat.ț
Avantajul celei mai rare-prima comenzi ar trebui s  fie acum vizibil.ă  O ofert  este numaiă
copiat în al doilea tabel hash dac  cel mai rar cuvânt al acestuia apare în document.ă  În
compara ie, dac  s-ar folosi ordinea lexicografic , s-ar copia mai multe oferte înă ăț
a doua mas  hash.ă  Minimizând dimensiunea acelui tabel, nu numai c  reducemă
cantitatea de munc  în pa ii 2 (i) –2 (iii), dar facem mai probabil ca acest lucru s  fie întregă ăș
tabelul poate fi p strat în memoria principal .ă ă

8.6 Rezumatul capitolului 8
♦ Publicitate direc ionat : marele avantaj pe care îl are publicitatea bazat  pe webă ăț
publicitatea în mass-media conven ional , cum ar fi ziarele, este Webăț
publicitatea poate fi selectat  în func ie de interesele fiec rei persoaneă ăț
utilizator. Acest avantaj a permis sprijinirea multor servicii Web
în totalitate prin venituri din publicitate.

♦ Algoritmi on-line i off-line: algoritmi conven ionali care sunt permi iș ț ș
pentru a vedea toate datele lor înainte de a produce un r spuns sunt numi i off-line.ă ț  Un on-
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algoritmul de linie este necesar pentru a r spunde la fiecare element dintr-un fluxă
imediat, cu cunoa terea doar a trecutului, nu a elementelor viitoare dinș
curentul.

♦ Algoritmi lacomi: Mul i algoritmi on-line sunt lacomi, în sensul căț
î i selecteaz  ac iunea la fiecare pas prin minimizarea unor func ii obiectiveăș ț ț
ziune.

♦ Raport competitiv: Putem m sura calitatea unui algoritm on-lineă
prin minimizarea, peste toate intr rile posibile, a valorii rezultatuluiă
algoritm de linie comparat cu valoarea rezultatului celui mai bun posibil
algoritm off-line.

♦ Potrivirea bipartit : aceast  problem  implic  dou  seturi de noduri i un set deă ă ă ă ă ș
muchii între membrii celor dou  seturi.ă  Scopul este de a g si un maximă
potrivire - un set cât mai mare de margini posibil, care s  nu includ  niciun nod mai multă ă
decât o dat .ă

♦ Solu ie on-line la problema de potrivire: Un algoritm lacom pentruț
g sirea unei potriviri într-un grafic bipartit (sau orice alt grafic, de altfel) esteă
pentru a ordona marginile într-un fel i pentru fiecare margine la rândul s u, ad uga i-le laă ăș ț
se potrive te dac  niciunul dintre capetele sale nu face înc  parte dintr-o margine selectat  anterioră ă ăș
meci. Se poate dovedi c  acest algoritm are un raport competitiv deă
1/2; adic  nu reu e te niciodat  s  se potriveasc  cu cel pu in jum tate din num rul de noduri ca cel mai bună ă ă ă ă ăș ș ț
meciuri de algoritmi off-line.

♦ Gestionarea anun urilor în c utare: un motor de c utare prime te sume licitate de la agen ii de publicitateă ăț ș ț
pentru anumite interog ri de c utare.ă ă  Unele reclame sunt afi ate cu fiecare interogare de c utare,ăș



iar motorului de c utare i se pl te te suma licitat  numai dac  interogatorulă ă ă ăș
face clic pe anun .ț  Fiecare agent de publicitate poate oferi un buget, suma totală
sunt dispu i s  pl teasc  pentru clicuri într-o lun .ă ă ă ăș
♦ Problema AdWords: datele pentru problema AdWords sunt un set de sume licitate
de c tre agen ii de publicitate cu privire la anumite interog ri de c utare, împreun  cu un buget total pentruă ă ă ăț
fiecare agent de publicitate i informa ii despre rata de clic istoric  pentruăș ț
fiecare anun  pentru fiecare interogare.ț  O alt  parte a datelor este fluxul de c utareă ă
interog ri primite de motorul de c utare.ă ă  Obiectivul este de a selecta on-line
un set de anun uri de dimensiuni fixe ca r spuns la fiecare interogare care va maximizaăț
venituri pentru motorul de c utare.ă

♦ Problem  simplificat  AdWords: pentru a vedea unele dintre nuan ele select rii anun urilor,ă ă ăț ț
am considerat o versiune simplificat  în care toate sumele licitate sunt fie 0, fie 1,ă
este afi at un singur anun  la fiecare interogare i to i agen ii de publicitate au acela i lucruș ț ș ț ț ș
buget. Conform acestui model, algoritmul lacom evident al difuz rii reclameiă
destina ie de plasare pentru oricine a licitat pentru interogare i îi r mâne bugetăț ș
se poate demonstra c  are un raport competitiv de 1/2.ă
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♦ Algoritmul de echilibru: Acest algoritm îmbun t e te simplul lacomă ăț ș
algoritm. Un anun  de interogare este dat agentului de publicitate care a licitat pentru interogareț
i are cel mai mare buget r mas.ăș  Leg turile pot fi rupte în mod arbitrar.ă

♦ Raportul competitiv al algoritmului de echilibru: pentru AdWords simplificat
model, raportul competitiv al algoritmului de echilibru este de 3/4 pentru caz
din doi agen i de publicitate i 1 1 / e, sau aproximativ 63% pentru orice num r de agen i de publicitate.− ăț ș ț
♦ Algoritmul de echilibru pentru problema generalizat  AdWords: Când licita iă ț
Ders pot face oferte diferite, au bugete diferite i au diferiteș
ratele de clic pentru diferite interog ri, algoritmul de echilibru acord  ună ă
anun  c tre agentul de publicitate cu cea mai mare valoare a func iei  = x (1  eă Ψ −ț ț  − f ).
Aici, x este produsul ofertei i rata de clic pentru anun ul respectivș ț
vertiser i interogare, iar f este frac ia din bugetul agentului de publicitate careș ț
r mâne necheltuit .ă ă

♦ Implementarea unui algoritm AdWords: cea mai simpl  versiune a implement riiă ă
men ionarea serve te în situa ii în care ofertele sunt exact pe setul deț ș ț
cuvinte din interogarea de c utare.ă  Putem reprezenta o interogare prin lista acesteia
cuvinte, în ordine sortat .ă  Ofertele sunt stocate într-un tabel hash sau în structuri similare
tura, cu o cheie hash egal  cu lista sortat  de cuvinte.ă ă  O interogare de c utare poateă
apoi s  fie asortate cu ofertele printr-o c utare simpl  în tabel.ă ă ă

♦ Potrivirea seturilor de cuvinte împotriva documentelor: o versiune mai dificil  a anun uluiă ț
problema de implementare a cuvintelor permite sume licitate, care sunt înc  seturi mici deă
cuvinte ca într-o interogare de c utare, care trebuie asortate cu documente mai mari, de exempluă
ca e-mailuri sau tweets. Un set de sume licitate se potrive te cu documentul dac  toate cuvinteleăș
apar în document, în orice ordine i nu neap rat adiacente.ăș
♦ Stocare Hash a seturilor de cuvinte: O structur  de date util  stocheaz  cuvinteleă ă ă
fiecare ofert  stabilit  în ordinea cea mai rar -prima.ă ă ă  Documentele au cuvintele lor sortate
în aceea i ordine.ș  Seturile de cuvinte sunt stocate într-un tabel hash cu primul
cuvânt, în ordinea cea mai rar -prim , ca cheie.ă ă

♦ Prelucrarea documentelor pentru meciurile de licita ie: Proces m cuvinteleăț
document rarest-first. Seturi de cuvinte al c ror prim cuvânt este cuvântul curentă
sunt copiate într-un tabel hash temporar, cu al doilea cuvânt ca cheie.
Seturile deja în tabelul de hash temporar sunt examinate pentru a vedea dac  cuvântulă
aceasta este cheia lor care se potrive te cu cuvântul curent i, dac  da, sunt ref cuteă ăș ș
folosind urm torul lor cuvânt.ă  Seturile al c ror ultim cuvânt se potrive te sunt copiate înă ș
ie ire.ș

8.7 Referin e pentru capitolul 8ț
[1] este o investiga ie a modului în care pozi ia anun ului influen eaz  rata de clic.ăț ț ț ț
Algoritmul de echilibru a fost dezvoltat în [2] i aplicarea sa la publicitateș
problemele cuvintelor provin din [3].
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Capitolul 9
Sisteme de recomandare
Exist  o clas  extins  de aplica ii web care implic  prezicerea utilizatoruluiă ă ă ăț
r spunsuri la op iuni.ă ț  O astfel de facilitate se nume te sistem de recomandare.ș  Noi
va începe acest capitol cu o analiz  a celor mai importante exemple ale acestoraă
sisteme. Cu toate acestea, pentru a pune problema în aten ie, dou  exemple bune deăț
sistemele de recomandare sunt:
1. Oferirea de articole de tiri cititorilor de ziare online, pe baza unei previziuniș
a intereselor cititorului.
2. Oferind clien ilor unui retailer online sugestii despre ceea ce eiț
ar putea dori s  cumpere, pe baza istoricului lor trecut de achizi ii i / sau produseă ț ș
c ut ri.ă ă
Sistemele de recomandare utilizeaz  o serie de tehnologii diferite.ă  Putem
clasifica aceste sisteme în dou  mari grupuri.ă

• Sistemele bazate pe con inut examineaz  propriet ile articolelor recomandate.ă ăț ț  Pentru
de exemplu, dac  un utilizator Netflix a urm rit multe filme despre cowboy, atunci recomandă ă ă
remedia i un film clasificat în baza de date ca având genul „cowboy”.ț
• Sistemele de filtrare colaborativ  recomand  elemente bazate pe m suri de similaritateă ă ă
surse între utilizatori i / sau articole.ș  Elementele recomandate unui utilizator sunt
cele preferate de utilizatori similari. Acest tip de sistem de recomandare poate
folosi i bazele stabilite în capitolul 3 pentru c utarea similarit ii i în capitolul 7ă ăț ț ș
pe grupare. Cu toate acestea, aceste tehnologii de la sine nu sunt suficiente
i exist  câ iva algoritmi noi care s-au dovedit eficien i pentruăș ț ț

sisteme de recomandare.

9.1 Un model pentru sistemele de recomandare
În aceast  sec iune introducem un model pentru sistemele de recomandare, bazat peă ț
o matrice de utilit i a preferin elor.ăț ț  Introducem conceptul de „coad  lung ”ă ă
319
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ceea ce explic  avantajul vânz torilor online fa  de produsele conven ionale, c r mid  iă ă ă ă ă ăț ț ș
vânz tori de mortar.ă  Apoi analiz m pe scurt tipurile de aplica ii în careă ț
sistemele de recomandare s-au dovedit utile.
9.1.1 Matricea utilitară
Într-o aplica ie-sistem de recomandare exist  dou  clase de entit i, careă ă ăț ț
ne vom referi ca utilizatori i articole.ș  Utilizatorii au preferin e pentru anumite articole,ț
iar aceste preferin e trebuie scoase din date.ț  Datele în sine sunt reprezentate
trimis ca o matrice de utilit i, oferind pentru fiecare pereche utilizator-articol, o valoare care reprezintă ăț
ceea ce se tie despre gradul de preferin  al utilizatorului respectiv pentru acel articol.ăș ț  Valori
provin dintr-un set ordonat, de exemplu, numere întregi 1-5 care reprezint  num rul de steleă ă
pe care utilizatorul a acordat-o drept evaluare pentru acel articol. Presupunem c  matricea esteă
rare, ceea ce înseamn  c  majoritatea intr rilor sunt „necunoscute”.ă ă ă  O evaluare necunoscut  implică ă
c  nu avem informa ii explicite despre preferin a utilizatorului pentru articol.ă ț ț
Exemplul 9.1: În Fig. 9.1 vedem un exemplu de matrice utilitar , reprezentândă
evalu ri ale filmelor pe o scar  de la 1 la 5, cu 5 cea mai mare evaluare.ă ă  Blankurile reprezintă
situa ia în care utilizatorul nu a evaluat filmul.ț  Numele filmelor sunt
HP1, HP2 i HP3 pentru Harry Potter I, II i III, TW pentru Twilight i SW1,ș ș ș
SW2 i SW3 pentru Star Wars episoadele 1, 2 i 3. Utilizatorii sunt reprezenta iș ș ț
cu majuscule de la A la D.



HP1 HP2 HP3 TW SW1 SW2 SW3
A
4
5
1
B
5
5
4
C
2
4
5
D
3
3
Figura 9.1: O matrice de utilit i care reprezint  evalu ri ale filmelor pe o scar  1-5ă ă ă ăț
Observa i c  majoritatea perechilor utilizator-film au spa ii libere, ceea ce înseamn  c  utilizatorul nu areă ă ăț ț
a apreciat filmul. În practic , matricea ar fi i mai rar , cu cea tipică ă ăș
utilizatorii evalueaz  doar o mic  parte din toate filmele disponibile.ă ă  ✷
Scopul unui sistem de recomandare este de a prezice golurile din utilitar
matrice. De exemplu, utilizatorul A ar dori SW2? Exist  pu ine dovezi dină ț
matricea minuscul  din Fig. 9.1.ă  S-ar putea s  proiect m sistemul nostru de recomandare pentruă ă
s  ia în considerare propriet ile filmelor, cum ar fi produc torul, regizorul, vedetele,ă ă ăț
sau chiar asem narea numelor lor.ă  Dac  da, s-ar putea s  observ m similaritateaă ă ă
între SW1 i SW2 i apoi concluzioneaz  c , deoarece lui A nu i-a pl cut SW1, eiă ă ăș ș
Era pu in probabil s  se bucure nici de SW2.ăț  Alternativ, cu mult mai multe date, noi
s-ar putea observa c  oamenii care au evaluat atât SW1, cât i SW2 au avut tendin a de a daă ș ț
le evalu ri similare.ă  Astfel, am putea concluziona c  A ar da i SW2 aă ș
rating sc zut, similar cu ratingul lui SW1.ă
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De asemenea, ar trebui s  fim con tien i de un obiectiv u or diferit, care are sens în mul iă ș ț ș ț
aplica ii.ț  Nu este necesar s  se prevad  fiecare intrare goal  dintr-o matrice de utilit i.ă ă ă ăț
Mai degrab , este necesar doar s  descoperi i câteva intr ri în fiecare rând care sunt probabileă ă ăț
a fi înalt. În majoritatea aplica iilor, sistemul de recomandare nu oferăț
utilizatorilor o clasare a tuturor articolelor, ci mai degrab  sugereaz  câteva pe care utilizatorul ar trebui s  le apreciezeă ă ă
extrem de. Este posibil s  nu fie chiar necesar s  g si i toate articolele cu cel mai mare nivel de a teptareă ă ă ț ș
evalu ri, dar numai pentru a g si un subgrup mare de persoane cu cele mai mari evalu ri.ă ă ă

9.1.2 Coada lungă
Înainte de a discuta despre principalele aplica ii ale sistemelor de recomandare, permite i-neț ț
medita la fenomenul cozii lungi care face ca sistemele de recomandare s  fieă
sary. Sistemele de livrare fizic  sunt caracterizate de o penurie de resurse.ă
Magazinele de c r mid  i mortar au spa iu limitat pe raft i pot ar ta clientuluiă ă ă ăș ț ș
doar o mic  parte din toate alegerile care exist .ă ă  Pe de alt  parte, on-lineă
magazinele pot pune la dispozi ia clientului orice exist .ăț  Astfel, un fizic
libr ria poate avea câteva mii de c r i pe rafturile sale, dar Amazon oferă ă ăț
milioane de c r i.ă ț  Un ziar fizic poate imprima câteva zeci de articole pe
zi, în timp ce serviciile de tiri online ofer  mii pe zi.ăș
Recomandarea în lumea fizic  este destul de simpl .ă ă  În primul rând, nu este
este posibil s  adapta i magazinul la fiecare client în parte.ă ț  Astfel, alegerea
ceea ce este disponibil este guvernat numai de numerele agregate. De obicei, a
libr ria va afi a doar c r ile cele mai populare i un ziară ăș ț ș
va imprima doar articolele pe care crede c  le vor interesa cei mai mul i oameni.ă ț
În primul caz, cifrele de vânz ri guverneaz  alegerile, în al doilea caz, editorială ă
judecata serve te.ș
A fost numit  distinc ia dintre lumile fizice i cele onlineă ț ș
fenomenul cozii lungi i este sugerat în Fig. 9.2.ș  Axa verticală
reprezint  popularitate (de câte ori este ales un articol).ă  Elementele sunt
ordonate pe axa orizontal  în func ie de popularitatea lor.ă ț  Institu ii fiziceț
ac iunile ofer  doar cele mai populare articole din stânga liniei verticale, în timp ceăț
institu iile on-line corespunz toare furnizeaz  întreaga gam  de articole: coadaă ă ăț
precum i articolele populare.ș
Fenomenul de coad  lung  oblig  institu iile on-line s  recomande articoleă ă ă ăț
utilizatorilor individuali. Nu este posibil s  prezenta i utilizatorului toate articolele disponibile,ă ț
modul în care institu iile fizice pot.ț  Nici nu ne putem a tepta ca utilizatorii s  fi auzităș



din fiecare dintre elementele pe care le-ar putea pl cea.ă

9.1.3 Aplica ii ale sistemelor de recomandareț
Am men ionat câteva aplica ii importante ale sistemelor de recomandare,ț ț
dar aici vom consolida lista într-un singur loc.
1. Recomand ri despre produse: Poate c  este cea mai important  utilizare a recomand riloră ă ă ă
sistemele de repara ii se desf oar  la comercian ii cu am nuntul online.ă ă ăț ș ț  Am observat cum Amazon
sau furnizori similari on-line se str duiesc s  le ofere fiec rui utilizator care revineă ă ă
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Coada lungă
Figura 9.2: Coada lung : institu iile fizice pot furniza doar ceea ce este popular,ă ț
în timp ce institu iile on-line pot pune la dispozi ie totulț ț
sugestii de produse pe care ar putea s  le cumpere.ă  Aceste sugestii sunt
nu aleatoriu, ci se bazeaz  pe deciziile de cump rare luate de similareă ă
clien ilor sau despre alte tehnici pe care le vom discuta în acest capitol.ț
2. Recomand ri de filme: Netflix ofer  clien ilor s i recomand riă ă ă ăț
de filme care ar putea s  le plac .ă ă  Aceste recomand ri se bazeaz  pe evalu riă ă ă
furnizate de utilizatori, la fel ca evalu rile sugerate în exemplul de utilitateă
matricea din Fig. 9.1. Importan a prezicerii exacte a evalu rilor esteăț
atât de mare, încât Netflix a oferit un premiu de un milion de dolari pentru primul
algoritm care ar putea bate propriul sistem de recomandare cu 10%. 1
The
premiul a fost în cele din urm  câ tigat în 2009, de c tre o echip  de cercet tori numit  „Bellkoră ă ă ă ăș
Haos pragmatic ”, dup  peste trei ani de concuren .ă ăț
3. Articole de tiri: Serviciile de tiri au încercat s  identifice articole de informa ieăș ș ț
interes pentru cititori, pe baza articolelor pe care le-au citit în trecut.
Similitudinea s-ar putea baza pe similaritatea cuvintelor importante din
documente sau pe articolele care sunt citite de persoane cu o lectur  similară ă
gusturi. Acelea i principii se aplic  recomand rii blogurilor din rândul acestoraă ăș
milioane de bloguri disponibile, videoclipuri pe YouTube sau alte site-uri unde
con inutul este furnizat în mod regulat.ț
1 Pentru a fi exact, algoritmul trebuia s  aib  o eroare p trat -medie-r d cin  (RMSE) de 10%ă ă ă ă ă ă ă
mai pu in decât RMSE al algoritmului Netflix pe un set de test preluat din evalu rile reale ale Netflixăț
utilizatori. Pentru a dezvolta un algoritm, concuren ilor li s-a oferit un set de date de instruire, preluat i dinț ș
date reale Netflix.
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În aer sub ire i atingerea viduluiț ș
Un exemplu extrem al modului în care coada lung , împreun  cu un design bine concepută ă
sistemul de recomandare poate influen a evenimentele este povestea spus  de Chris An-ăț
derson despre o carte numit  Atingerea vidului.ă  Acest alpinism
cartea nu a fost un mare vânz tor la vremea ei, dar la mul i ani dup  ce a fost publicată ă ăț
a fost publicat  o alt  carte despre acela i subiect, numit  Into Thin Air.ă ă ăș
dorit. Sistemul de recomandare Amazon a remarcat câteva persoane care
a cump rat ambele c r i i a început s  recomande Atingerea vidului să ă ă ăț ș
cei care au cump rat sau au luat în considerare Into Thin Air.ă  Dac  nu ar fi existată
vânz tor de c r i online, Touching the Void nu ar fi putut fi v zut niciodat  de poten ială ă ă ăț ț
cump r tori, dar în lumea online, atingerea Vidului a devenit în cele din urmă ă ă
foarte popular în sine, de fapt, mai mult decât în Into Thin Air.
9.1.4 Popularea matricei de utilit iăț
F r  o matrice de utilit i, este aproape imposibil s  recomand m articole.ă ă ă ă ăț  In orice caz,
dobândirea datelor din care s  construi i o matrice de utilit i este adesea dificil .ă ă ăț ț  Sunt
dou  abord ri generale pentru a descoperi valoarea pe care utilizatorii o acord  articolelor.ă ă ă
1. Putem cere utilizatorilor s  evalueze articolele.ă  În general, ratingurile filmelor sunt ob inuteț
i unele magazine online încearc  s  ob in  evalu ri de la cump r torii lor.ă ă ă ă ă ăș ț

Site-urile care furnizeaz  con inut, cum ar fi unele site-uri de tiri sau YouTube, solicit  de asemenea utilizatoriloră ăț ș
pentru a evalua articolele. Aceast  abordare este limitat  în ceea ce prive te eficacitatea sa, deoarece în generală ă ș
utilizatorii nu sunt dispu i s  ofere r spunsuri i informa iile din acesteaă ăș ș ț
cine o face poate fi p rtinitor de chiar faptul c  provine de la oameni dorniciă ă
pentru a oferi evalu ri.ă
2. Putem face inferen e din comportamentul utilizatorilor.ț  Cel mai evident, dac  este un utilizatoră
cump r  un produs de la Amazon, urm re te un film pe YouTube sau cite te o tireă ă ă ș ș ș
articol, atunci se poate spune c  utilizatorului îi place „acest articol”.ă  Re ine i c  acest tipăț ț



a sistemului de rating are într-adev r o singur  valoare: 1 înseamn  c  îi place utilizatoruluiă ă ă ă
elementul. Adesea, g sim o matrice de utilit i cu acest tip de date afi ateă ăț ș
cu 0, mai degrab  decât spa ii libere, în cazul în care utilizatorul nu a cump rat sau vizualizată ăț
elementul. Cu toate acestea, în acest caz, 0 nu este mai mic decât 1; este nu
evaluare deloc. Mai general, se poate deduce interesul din comportamentul celuilalt
decât cump rarea.ă  De exemplu, dac  un client Amazon vizualizeaz  informa iiă ă ț
despre un articol, putem deduce c  sunt interesa i de articol, chiar dacă ăț
nu o cump r .ă ă
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9.2 Recomand ri bazate pe con inută ț
Dup  cum am men ionat la începutul capitolului, exist  dou  arhitecturi de bază ă ă ăț
pentru un sistem de recomandare:
1. Sistemele bazate pe con inut se concentreaz  pe propriet ile articolelor.ă ăț ț  Asem narea articoleloră
se determin  prin m surarea similarit ii în propriet ile lor.ă ă ă ăț ț
2. Sistemele de filtrare colaborativ  se concentreaz  pe rela ia dintre utilizatoriă ă ț
i articole.ș  Similitudinea articolelor este determinat  de similaritateaă

evalu rile acestor articole de c tre utilizatorii care au evaluat ambele articole.ă ă
În aceast  sec iune, ne concentr m pe sistemele de recomandare bazate pe con inut.ă ăț ț  Urmatorul
sec iunea va acoperi filtrarea colaborativ .ăț
9.2.1 Profiluri de articole
Într-un sistem bazat pe con inut, trebuie s  construim pentru fiecare articol un profil, care esteăț
o înregistrare sau o colec ie de înregistr ri care reprezint  caracteristici importante ale acesteiaă ăț
articol. În cazuri simple, profilul const  din câteva caracteristici ale articoluluiă
care sunt u or de descoperit.ș  De exemplu, ia în considerare caracteristicile unui film care
poate fi relevant pentru un sistem de recomandare.
1. Setul de actori ai filmului. Unii telespectatori prefer  filmele cuă
actori prefera i.ț
2. Directorul. Unii spectatori au o preferin  pentru munca anumitorăț
regizori.
3. Anul în care a fost realizat filmul. Unii telespectatori prefer  filmele vechi;ă
al ii urm resc doar cele mai recente versiuni.ăț
4. Genul sau tipul general de film. Unora dintre spectatori le plac doar comediile,
al ii drame sau roman e.ț ț
Exist  multe alte caracteristici ale filmelor care ar putea fi folosite i ele.ă ș  Cu exceptia
pentru ultimul gen, informa iile sunt disponibile din descrierileț
filme. Genul este un concept mai vag. Cu toate acestea, recenziile de filme atribuie în general
un gen dintr-un set de termeni frecvent folosi i.ț  De exemplu, filmul pe internet
Baza de date (IMDB) atribuie un gen sau genuri fiec rui film.ă  Vom discuta
construc ia mecanic  a genurilor din sec iunea 9.3.3.ăț ț
Multe alte clase de articole ne permit, de asemenea, s  ob inem caracteristici disponibileă ț
date, chiar dac  aceste date trebuie introduse la un moment dat manual.ă  De exemplu,
produsele au adesea descrieri scrise de produc tor, care ofer  caracteristiciă ă
relevante pentru acea clas  de produs (de exemplu, dimensiunea ecranului i culoarea dulapului pentru ună ș
TELEVIZOR). C r ile au descrieri similare cu cele pentru filme, a a c  putem ob ineă ăț ș ț
func ii precum autorul, anul public rii i genul.ăț ș  Produse muzicale precum
deoarece desc rc rile de CD-uri i MP3 au func ii disponibile precum artist, compozitor,ă ă ș ț
i gen.ș
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9.2.2 Descoperirea caracteristicilor documentelor
Exist  alte clase de articole în care nu este imediat evident ceă
valorile caracteristicilor ar trebui s  fie.ă  Vom lua în considerare dou  dintre ele: colectarea documenteloră
ac iuni i imagini.ț ș  Documentele prezint  probleme speciale i vom discutaă ș
tehnologia pentru extragerea caracteristicilor din documente din aceast  sec iune.ă ț  Imagini
va fi discutat în sec iunea 9.2.3 ca un exemplu important în cazul în care furnizeaz  utilizatorăț
caracteristicile au o oarecare speran  de succes.ăț
Exist  multe tipuri de documente pentru care poate face un sistem de recomandareă
fii util. De exemplu, exist  multe articole de tiri publicate în fiecare zi iă ș ș
nu le putem citi pe toate. Un sistem de recomandare poate sugera articole despre
subiectele de care este interesat un utilizator, dar cum putem distinge între subiecte? Web



paginile sunt, de asemenea, o colec ie de documente.ț  Putem sugera pagini pe care le poate folosi un utilizator
vreau sa vad? La fel, blogurile ar putea fi recomandate utilizatorilor interesa i, dac  noiăț
ar putea clasifica blogurile dup  subiecte.ă
Din p cate, aceste clase de documente nu tind s  fie disponibileă ă
informa ii capabile care ofer  caracteristici.ăț  Un substitut care a fost util în practic  esteă
identificarea cuvintelor care caracterizeaz  tema unui document.ă  Cum facem
identificarea a fost prezentat  în sec iunea 1.3.1.ă ț  Mai întâi, elimina i cuvintele de oprire -ț
cele câteva sute de cuvinte cele mai frecvente, care tind s  spun  pu in despreă ă ț
subiectul unui document. Pentru cuvintele r mase, calcula i scorul TF.IDF pentruă ț
fiecare cuvânt din document. Cele cu cele mai mari scoruri sunt cuvintele
care caracterizeaz  documentul.ă
Putem lua apoi ca caracteristici ale unui document cele n cuvinte cu cel mai mare
Scoruri TF.IDF. Este posibil s  alege i n pentru a fi acela i pentru toate documentele sau pentruă ț ș
fie n un procent fix din cuvintele din document. Am putea alege i noiș
pentru a face ca toate cuvintele ale c ror scoruri TF.IDF sunt peste un prag dat s  fie aă ă
parte a setului de caracteristici.
Acum, documentele sunt reprezentate de seturi de cuvinte. Intuitiv, ne a tept măș
aceste cuvinte pentru a exprima subiectele sau ideile principale ale documentului. De exemplu,
într-un articol de tiri, ne-am a tepta ca cuvintele cu cel mai mare scor TF.IDF s  fieăș ș
include numele persoanelor discutate în articol, propriet i neobi nuite aleăț ș
evenimentul descris i loca ia evenimentului.ș ț  Pentru a m sura asem narea a două ă ă
documente, exist  mai multe m suri naturale de distan  pe care le putem folosi:ă ă ăț
1. Am putea folosi distan a Jaccard între seturile de cuvinte (amintim Sec.ț
ziunea 3.5.3).
2. Am putea folosi distan a cosinusului (reamintim sec iunea 3.5.4) dintre seturi,ț ț
tratate ca vectori.
Pentru a calcula distan a cosinusului în op iunea (2), gândi i-v  la seturile deăț ț ț
Cuvintele TF.IDF ca vector, cu o component  pentru fiecare cuvânt posibil.ă  The
vectorul are 1 dac  cuvântul este în set i 0 dac  nu.ă ăș  Deoarece între dou  documenteă
men iuni exist  doar un num r finit de cuvinte între cele dou  seturi ale lor, infinitulă ă ăț
dimensionalitatea vectorilor este lipsit  de importan .ă ăț  Aproape toate componentele au 0 in
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Dou  tipuri de similitudini ale documenteloră
Reamintim c  în sec iunea 3.4 am dat o metod  pentru g sirea documentelor careă ă ăț
au fost „similare”, folosind indril , minhashing i LSH.ăș ș  Acolo, no iuneaț
de similaritate a fost lexical - documentele sunt similare dac  con in mari,ă ț
secven e identice de personaje.ț  Pentru sistemele de recomandare, no iuneaț
de asem nare este diferit.ă  Ne intereseaz  doar apari iile multoraă ț
cuvinte importante în ambele documente, chiar dac  exist  pu in  asem nare lexicală ă ă ă ăț
între documente. Cu toate acestea, metodologia pentru a g si similareă
documentele r mân aproape la fel.ă  Odat  ce avem o m sur  de distan ,ă ă ă ăț
fie Jaccard, fie cosinus, putem folosi minhashing (pentru Jaccard) sau aleatoriu
hiperplanuri (pentru distan a cosinusului; vezi Sec iunea 3.7.2) care alimenteaz  date c tre un LSHă ăț ț
algoritm pentru a g si perechile de documente similare în sensulă
partajând multe cuvinte cheie comune.
atât, cât i 0 nu au impact asupra valorii produsului punct.ș  Pentru a fi precis, punctul
produs este m rimea intersec iei celor dou  seturi de cuvinte i a lungimiloră ăț ș
dintre vectori sunt r d cinile p trate ale num rului de cuvinte din fiecare set.ă ă ă ă  Acea
calculul ne permite s  calcul m cosinusul unghiului dintre vectori caă ă
produs punct împ r it la produsul lungimilor vectorului.ă ț
9.2.3 Ob inerea caracteristicilor articolelor din eticheteț
S  lu m în considerare o baz  de date cu imagini ca un exemplu al modului în care caracteristicile auă ă ă
ob inute pentru obiecte.ț  Problema cu imaginile este c  datele lor, de obiceiă
o serie de pixeli, nu ne spune nimic util despre caracteristicile lor. Putem
calcula i propriet ile simple ale pixelilor, cum ar fi cantitatea medie de ro u dinăț ț ș
poz , dar pu ini utilizatori caut  imagini ro ii sau mai ales ca imagini ro ii.ă ăț ș ș
Au existat mai multe încerc ri de a ob ine informa ii despre caracteristiciă ț ț
de articole, invitând utilizatorii s  eticheteze articolele introducând cuvinte sau fraze careă
descrie articolul. Astfel, o imagine cu mult ro u ar putea fi etichetat  „Tianan-ăș
men Square ”, în timp ce altul este etichetat„ apus la Malibu ”. Distinc ia esteț
nu ceva ce ar putea fi descoperit de programele existente de analiz  a imaginii.ă
Aproape orice fel de date pot avea caracteristicile sale descrise de etichete. Una dintre
primele încerc ri de a eticheta cantit i masive de date au fost site-ul del.icio.us,ă ăț
cump rat ulterior de Yahoo !, care a invitat utilizatorii s  eticheteze pagini Web.ă ă  Scopul acestui lucru
etichetarea trebuia s  fac  disponibil  o nou  metod  de c utare, unde utilizatorii au introdus ună ă ă ă ă ă



set de etichete ca interogare de c utare i sistemul a recuperat paginile web careă ș
fusese etichetat astfel. Cu toate acestea, este posibil  i utilizarea etichetelor ca fi ieră ș ș
sistemul de recomandare. Dac  se observ  c  un utilizator recupereaz  sau marcează ă ă ă ă
multe pagini cu un anumit set de etichete, apoi putem recomanda alte pagini cu
acelea i etichete.ș
Problema cu etichetarea ca abordare a descoperirii caracteristicilor este că
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Etichete din jocuri pe computer
O direc ie interesant  pentru încurajarea etichet rii este abordarea „jocurilor”ă ăț
pionierat de Luis von Ahn. A permis doi juc tori s  colaboreze laă ă
etichet  pentru o imagine.ă  În runde, ei ar sugera o etichet , iar etichetele ar face-oă
s  fie schimbat.ă  Dac  au fost de acord, atunci „au câ tigat”, iar dac  nu, ar face-oă ăș
joac  o alt  rund  cu aceea i imagine, încercând s  fii de acord simultană ă ă ăș
pe o etichet .ă  De i este o direc ie inovatoare de încercat, este îndoielnic dacăș ț
se poate genera suficient interes public pentru a produce suficient  munc  gratuită ă ă
satisface nevoile de date etichetate.
procesul func ioneaz  numai dac  utilizatorii sunt dispu i s - i fac  probleme cu crearea etichetelor iă ă ă ăț ș ș ș
exist  destule etichete pentru ca cele eronate ocazionale s  nu influen eze sistemulă ă ț
prea mult.
9.2.4 Reprezentarea profilurilor articolelor
Scopul nostru final pentru recomandarea bazat  pe con inut este s  cre m atât un elementă ă ăț
profil format din perechi caracteristic -valoare i un profil de utilizator care rezumă ăș
eren ele utilizatorului, pe baza rândului lor din matricea utilitar .ăț  În sec iunea 9.2.2ț
am sugerat cum ar putea fi construit un profil de articol. Ne-am imaginat un vector
din 0 i 1, unde un 1 a reprezentat apari ia unui cuvânt cu TF.IDF mareș ț
în document. Deoarece caracteristicile pentru documente erau toate cuvinte, a fost u or de f cutăș
reprezint  profilurile în acest fel.ă
Vom încerca s  generaliz m aceast  abordare vectorial  la tot felul de caracteristici.ă ă ă ă  Este
u or de f cut pentru caracteristicile care sunt seturi de valori discrete.ăș  De exemplu, dac  unulă
caracteristica filmelor este setul de actori, apoi imagina i-v  c  exist  o componentă ă ă ăț
pentru fiecare actor, cu 1 dac  actorul este în film i 0 dac  nu.ă ăș  La fel, noi
poate avea o component  pentru fiecare regizor posibil i pentru fiecare gen posibil.ă ș  Toate
aceste caracteristici pot fi reprezentate folosind doar 0 i 1.ș
Exist  o alt  clas  de caracteristici care nu este u or reprezentat  de Booleană ă ă ăș
vectori: acele caracteristici care sunt numerice. De exemplu, am putea lua
ratingul mediu pentru filme ca o caracteristic ,ă  2 i aceast  medie este un num r real.ă ăș
Nu are sens s  ai o component  pentru fiecare dintre media posibilă ă ă
evalu ri, iar acest lucru ne-ar determina s  pierdem structura implicit  în cifre.ă ă ă
Adic , dou  evalu ri apropiate, dar nu identice, ar trebui considerate mai multă ă ă
asem n toare decât evalu rile foarte diferite.ă ă ă  De asemenea, caracteristicile numerice ale produselor,
precum dimensiunea ecranului sau capacitatea discului pentru PC-uri, ar trebui considerate similare dacă
valorile lor nu difer  foarte mult.ă
Caracteristicile numerice ar trebui s  fie reprezentate de componente individuale ale vectoriloră
reprezentând obiecte. Aceste componente de in valoarea exact  a acelei caracteristici.ăț
2 Evaluarea nu este o caracteristic  foarte fiabil , dar va servi drept exemplu.ă ă
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Nu exist  niciun r u dac  unele componente ale vectorilor sunt booleeni i altele suntă ă ă ș
cu valoare real  sau cu valori întregi.ă  Înc  putem calcula distan a cosinusului dintreă ț
vectori, de i dac  facem acest lucru, ar trebui s  ne gândim în mod adecvată ăș
a scalat componentele non-booleene, astfel încât nici ele s  nu domineă
calcul i nici nu sunt irelevante.ș
Exemplul 9.2: S  presupunem c  singurele caracteristici ale filmelor sunt setul de actori iă ă ș
ratingul mediu. Lua i în considerare dou  filme cu cinci actori fiecare.ăț  Dou  dintreă
actorii sunt în ambele filme. De asemenea, un film are un rating mediu de 3 iș
altele o medie de 4. Vectorii arat  ceva de genulă
0 1 1 0 1 1 0 1 3α
1 1 0 1 0 1 1 0 4α
Cu toate acestea, exist , în principiu, un num r infinit de componente suplimentare,ă ă
fiecare cu 0 pentru ambii vectori, reprezentând to i actorii posibili pe care nici unul dintre eiț
filmul are. Deoarece distan a cosinusului vectorilor nu este afectat  de componentele dinăț



pe care ambii vectori au 0, nu trebuie s  ne facem griji cu privire la efectul actorilor careă
nu sunt în niciun film.
Ultima component  afi at  reprezint  ratingul mediu.ă ă ăș  Am ar tată
ca având un factor de scalare necunoscut .α În termeni de , putem calculaα
cosinusul unghiului dintre vectori. Produsul punct este 2 + 12α 2 , iar
lungimile vectorilor sunt 5 + 9√ α 2 i 5 + 16√ αș  2 . Astfel, cosinusul
unghiul dintre vectori este
2 + 12α 2

√25 + 125α 2 + 144α 4
Dac  alegem  = 1, adic  lu m evalu rile medii a a cum sunt, atunciă α ă ă ă ș
valoarea expresiei de mai sus este 0,816. Dac  folosim  = 2, adic  ne dubl mă α ă ă
evalu rile, atunci cosinusul este 0,940.ă  Adic  vectorii par mult mai apropia iă ț
în direc ie decât dac  folosim  = 1. La fel, dac  folosim  = 1/2, atunci cosinusulă α ă αț
este 0,619, ceea ce face ca vectorii s  arate destul de diferit.ă  Nu putem spune care este valoarea

 este „corect”, dar vedem c  alegerea factorului de scalare pentru caracteristicile numericeα ă
afecteaz  decizia noastr  cu privire la cât de similare sunt articolele.ă ă  ✷
9.2.5 Profiluri de utilizator
Nu trebuie doar s  cre m vectori care descriu elemente;ă ă  trebuie s  cre m vectoriă ă
cu acelea i componente care descriu preferin ele utilizatorului.ș ț  Avem
matrice utilitar  reprezentând conexiunea dintre utilizatori i articole.ă ș  Reamintim
intr rile de matrice nonblank ar putea fi doar 1 reprezentând achizi ii ale utilizatorilor sau aă ț
conexiune similar , sau ar putea fi numere arbitrare reprezentând o evaluare sauă
gradul de afec iune pe care utilizatorul îl are pentru articol.ț
Cu aceste informa ii, cea mai bun  estimare pe care o putem face cu privire la ce articoleăț
utilizatorului îi place o agregare a profilurilor acelor articole. Dac  utilitateaă
matricea are doar 1, atunci agregatul natural este media componentelor
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a vectorilor care reprezint  profilurile articolelor pentru articolele în care utilitarulă
matrix are 1 pentru acel utilizator.
Exemplul 9.3: S  presupunem c  articolele sunt filme, reprezentate de profiluri booleene cuă ă
componente corespunz toare actorilor.ă  De asemenea, matricea utilitar  are 1 dac  utilizatorulă ă
a v zut filmul i este necompletat în caz contrar.ă ș  Dac  20% din filmele acelui utilizator Uă
like-urile o au pe Julia Roberts ca unul dintre actori, apoi profilul utilizatorului pentru U va fi
au 0,2 în componenta pentru Julia Roberts. ✷
Dac  matricea utilitar  nu este boolean , de exemplu, evalu rile 1-5, atunci putem ponderaă ă ă ă
vectorii reprezentând profilurile articolelor dup  valoarea utilit ii.ă ăț  Face
sensul de a normaliza utilit ile prin sc derea valorii medii pentru un utilizator.ă ăț
În acest fel, ob inem greut i negative pentru articolele cu o evaluare sub medie iăț ț ș
ponderi pozitive pentru articolele cu evalu ri peste medie.ă  Acest efect se va dovedi
util atunci când discut m în sec iunea 9.2.6 cum s  g sim elemente pe care ar trebui s  le utilizezeă ă ă ăț
ca.
Exemplul 9.4: Lua i în considerare acelea i informa ii despre film ca în Exemplul 9.3, darț ș ț
acum s  presupunem c  matricea utilitar  are intr ri non-blank care sunt cotate în 1-5ă ă ă ă
gam .ă  S  presupunem c  utilizatorul U acord  un rating mediu de 3. Exist  trei filmeă ă ă ă
cu Julia Roberts ca actor, iar acele filme au primit rating de 3, 4 i 5.ș
Apoi, în profilul de utilizator al U, componenta pentru Julia Roberts va avea valoare
adic  media de 3 - 3, 4 - 3 i 5 - 3, adic  o valoare de 1.ă ăș
Pe de alt  parte, utilizatorul V acord  o evaluare medie de 4 i, de asemenea, a evaluată ă ș
trei filme cu Julia Roberts (nu conteaz  dac  sunt sau nuă ă
acelea i trei filme apreciate de U).ș  Utilizatorul V acord  acestor trei filme evalu ri de 2, 3,ă ă
i 5. Profilul de utilizator pentru V are, în componenta pentru Julia Roberts,ș

media de 2 - 4, 3 - 4 i 5 - 4, adic  valoarea 2/3.ă −ș  ✷
9.2.6 Recomandarea de articole utilizatorilor pe baza con inutuluiț
Cu vectori de profil atât pentru utilizatori, cât i pentru articole, putem estima gradul pân  laăș
între care un utilizator ar prefera un articol calculând distan a dintre cosinus întreț
vectorii utilizatorului i articolului.ș  La fel ca în Exemplul 9.2, s-ar putea s  dorim s  scal m varia iiă ă ă ț
Ious componente ale c ror valori nu sunt booleene.ă  Hiperplanul aleator iș
tehnicile de hashing sensibile la localitate pot fi folosite pentru a plasa (doar) profiluri de articole
în g le i.ă ț  În acest fel, dat unui utilizator c ruia dorim s -l recomand mă ă ă
itemi, putem aplica acelea i dou  tehnici - hiperplane aleatorii i LSH -ăș ș
pentru a determina în ce g le i trebuie s  c ut m obiecte care ar putea avea un mică ă ă ăț
distan a cosinus de utilizator.ț
Exemplul 9.5: Lua i în considerare mai întâi datele din Exemplul 9.3.ț  Profilul utilizatorului va fi
au componente pentru actori propor ionale cu probabilitatea ca actorul s  aibă ăț



apare într-un film care îi place utilizatorului. Astfel, cele mai înalte recomand ri (cele mai miciă
distan a cosinusului) apar in filmelor cu o mul ime de actori care apar în mul iț ț ț ț
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din filmele care îi plac utilizatorului. Atâta timp cât actorii sunt singurele informa ii pe care le avemț
despre caracteristicile filmelor, acesta este probabil cel mai bun lucru pe care îl putem face. 3
Acum, ia în considerare Exemplul 9.4. Acolo, am observat c  vectorul pentru un utilizatoră
va avea numere pozitive pentru actorii care tind s  apar  în filme de c tre utilizatoră ă ă
aprecieri i numere negative pentru actorii care tind s  apar  în filme de utilizatoră ăș
nu-i place. Lua i în considerare un film cu mul i actori care îi plac utilizatorului i doar câ ivaț ț ș ț
sau niciuna care s  nu-i plac  utilizatorului.ă ă  Cosinusul unghiului dintre cel al utilizatorului
iar vectorii filmului vor fi o frac iune pozitiv  mare.ăț  Asta implic  un unghi închisă
la 0 i, prin urmare, o mic  distan  de cosinus între vectori.ă ăș ț
Apoi, ia în considerare un film cu aproximativ la fel de mul i actori care îi plac utilizatorului ca aceiaț
utilizatorului nu-i place. În aceast  situa ie, cosinusul unghiului dintre utilizatoră ț
i filmul este în jur de 0 i, prin urmare, unghiul dintre cei doi vectori este în jurș ș

90 de grade. În cele din urm , lua i în considerare un film cu majoritatea actori pe care utilizatorul nu îi place.ă ț
În acest caz, cosinusul va fi o frac ie negativ  mare, iar unghiul dintreăț
cei doi vectori vor fi aproape de 180 de grade - cosinusul maxim posibil
distan .ţă  ✷
9.2.7 Algoritmi de clasificare
O abordare complet diferit  a unui sistem de recomandare care utilizeaz  profiluri de articoleă ă
iar matricile utilitare sunt de a trata problema ca fiind una de înv are automat .ă ăț  Privire
datele date ca set de instruire i, pentru fiecare utilizator, construi i un clasificator care preziceș ț
evaluarea tuturor articolelor. Exist  un num r mare de clasificatori diferi i i astaă ă ț ș
nu este scopul nostru de a preda acest subiect aici. Cu toate acestea, ar trebui s  fii con tientă ș
a op iunii de a dezvolta un clasificator pentru recomandare, a a c  vom discutaăț ș
un clasificator comun - arbori de decizie - pe scurt.
Un arbore de decizie este o colec ie de noduri, aranjate ca un arbore binar.ț  The
las  s  ia decizii;ă ă  în cazul nostru, decizia ar fi „aprecieri” sau „nu”
ca." Fiecare nod interior este o condi ie pentru obiectele clasificate;ț  în a noastră
în cazul în care condi ia ar fi un predicat care implic  una sau mai multe caracteristici ale unuiăț
articol.
Pentru a clasifica un element, începem de la r d cin  i aplic m predicatul la r d cină ă ă ă ă ă ăș
la articol. Dac  predicatul este adev rat, merge i la copilul din stânga i, dac  este fals, merge i laă ă ăț ș ț
copilul potrivit. Apoi repeta i acela i proces la nodul vizitat, pân  la o frunză ăț ș
este atins. Aceast  frunz  clasific  articolul ca apreciat sau nu.ă ă ă
Construirea unui arbore de decizie necesit  selectarea unui predicat pentru fiecareă
nod interior. Exist  multe modalit i de a alege cel mai bun predicat, dar toateă ăț
încerca i s  aranja i ca unul dintre copii s  primeasc  toate sau majoritatea exemplelor pozitiveă ă ăț ț
în setul de instruire (adic  elementele care îi plac utilizatorului dat, în cazul nostru) iă ș
alt copil prime te toate sau majoritatea exemplelor negative (articolele pe care le face acest utilizatorș
nu ca).
3 Re ine i c  faptul c  toate componentele utilizator-vector vor fi frac ii mici nu afectează ă ăț ț ț
recomandare, deoarece calculul cosinusului implic  împ r irea la lungimea fiec rui vector.ă ă ăț
Adic , vectorii de utilizator vor avea tendin a de a fi mult mai scur i decât vectorii de film, ci doar direc iaă ț ț ț
de vectori conteaz .ă
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Odat  ce am selectat un predicat pentru un nod N, împ r im articolele înă ă ț
cele dou  grupuri: cele care satisfac predicatul i cele care nu.ă ș  Pentru
fiecare grup, g sim din nou predicatul care separ  cel mai bine pozitivul iă ă ș
exemple negative în acel grup. Aceste predicate sunt atribuite copiilor
din N. Acest proces de împ r ire a exemplelor i construirea copiilor poate continuaă ț ș
la orice num r de niveluri.ă  Putem opri i crea o frunz , dac  grupul de articoleă ăș
pentru un nod este omogen; adic  toate sunt exemple pozitive sau negative.ă
Cu toate acestea, este posibil s  dorim s  ne oprim i s  cre m o frunz  cu decizia majorit iiă ă ă ă ă ăș ț
pentru un grup, chiar dac  grupul con ine atât exemple pozitive, cât i negative.ă ț ș
Motivul este c  semnifica ia statistic  a unui grup mic poate s  nu fie ridicată ă ă ăț
suficient pentru a te baza. Din acest motiv, o variant  de strategie este crearea unui ansamblu deă
arborii de decizie, fiecare folosind diferite predicate, dar permit copacilor s  fie mai adânciă
decât ceea ce justific  datele disponibile.ă  Astfel de copaci sunt numi i supra-echipa i.ț ț  La
clasifica i un articol, aplica i to i copacii din ansamblu i l sa i-i s  votezeă ăț ț ț ș ț



rezultat. Nu vom lua în considerare aceast  op iune aici, ci vom da o ipotetic  simplă ă ăț
exemplu de arbore de decizie.
Exemplul 9.6: S  presupunem c  articolele noastre sunt articole de tiri, iar caracteristicile sunt cele mai importanteă ă ș
TF.IDF cuvinte (cuvinte cheie) în acele documente. Mai mult, s  presupunem c  exist  un utilizatoră ă ă
U c ruia îi plac articolele despre baseball, cu excep ia articolelor despre New York Yankees.ă ț
Rândul matricei utilitare pentru U are 1 dac  U a citit articolul i este necompletat dacă ăș
nu. Vom lua 1-urile ca „like” i spa iile libere ca „nu-mi place”.ș ț  Predicati
vor fi expresii booleene ale cuvintelor cheie.
Întrucât lui U îi place în general baseball-ul, am putea g si c  este cel mai bun predicat pentruă ă
r d cina este „homerun” SAU („aluat” I „ulcior”).ă ă Ș  Articole care satisfac
predicat va tinde s  fie exemple pozitive (articole cu 1 în rând pentru U înă
matricea utilitar ), iar articolele care nu reu esc s  satisfac  predicatul vor tinde s  fieă ă ă ăș
exemple negative (spa ii libere în rândul matricei utilitare pentru U).ț  Figura 9.3 prezintă
r d cina, precum i restul arborelui decizional.ă ă ș
S  presupunem c  grupul de articole care nu satisfac predicatul includeă ă
suficient de pu ine exemple pozitive în care putem concluziona c  toate aceste elemente se află ăț
clasa „nu-mi place”. Putem pune apoi o frunz  cu decizia „nu-mi place” caă
copil drept al r d cinii.ă ă  Cu toate acestea, articolele care satisfac predicatul includ
o serie de articole care nu-i plac utilizatorului U; acestea sunt articolele care men ioneazăț
Yankees. Astfel, la copilul stâng al r d cinii, construim un alt predicat.ă ă
Am putea descoperi c  predicatul „Yankees” SAU „Jeter” SAU „Teixeira” esteă
cel mai bun indicator posibil al unui articol despre baseball i despre Yankees.ș
Astfel, vedem în Fig. 9.3 copilul stâng al r d cinii, care aplic  acest predicat.ă ă ă
Ambii copii ai acestui nod sunt frunze, deoarece putem presupune c  articoleleă
satisfacerea acestui predicat sunt predominant negative i cei care nu-l satisfacș
sunt predominant pozitive. ✷
Din p cate, clasificatorii de toate tipurile tind s  construiasc  mult timp.ă ă ă
De exemplu, dac  dorim s  folosim arbori de decizie, avem nevoie de un arbore per utilizator.ă ă  Con-
structurarea unui arbore nu necesit  doar s  ne uit m la toate profilurile articolelor, ci i noiă ă ă ș
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(„aluat” I „ulcior”)Ș

„homerun” SAU

„Yankees” SAU

„Jeter” SAU „Teixeira”
Nu
Ca
Nu
Ca
Îi place
Figura 9.3: Un arbore de decizie
trebuie s  ia în considerare multe predicate diferite, care ar putea implica com-ă
bin ri de caracteristici.ă  Astfel, aceast  abordare tinde s  fie utilizat  doar pentru relativă ă ă
dimensiuni mici ale problemei.
9.2.8 Exerci ii pentru sec iunea 9.2ț ț
Exerci iul 9.2.1: Trei calculatoare, A, B i C, au caracteristicile numericeț ș
enumerate mai jos:
Caracteristică
A
B
C
Viteza procesorului
3,06 2,68 2,92
Dimensiunea discului
500
320
640
Dimensiunea memoriei principale
6
4
6
Ne putem imagina aceste valori ca definind un vector pentru fiecare computer; pentru in-
pozi ia, vectorul lui A este [3.06, 500, 6].ț  Putem calcula distan a cosinusului dintreț
oricare dintre doi vectori, dar dac  nu scal m componentele, atunci disculă ă
dimensiunea va domina i va face diferen e în celelalte componente în esen  înăș ț ț



vizibil. S  folosim 1 ca factor de scar  pentru viteza procesorului,  pentru dimensiunea discului,ă ă α
i  pentru dimensiunea memoriei principale.βș

(a) În ceea ce prive te  i , calcula i cosinusurile unghiurilor dintre vectoriα βș ș ț
pentru fiecare pereche din cele trei calculatoare.
(b) Care sunt unghiurile dintre vectori dac   =  = 1?ăα β
(c) Care sunt unghiurile dintre vectori dac   = 0,01 i  = 0,5?ăα βș
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! (d) Un mod corect de selectare a factorilor de scal  este de a face ca fiecare s  fie propor ional inversă ă ț
propor ional cu valoarea medie a componentei sale.ț  Care ar fi valorile
dintre  i , i care ar fi unghiurile dintre vectori?α βș ș
Exerci iul 9.2.2: O modalitate alternativ  de scalare a componentelor unui vector este de aăț
începe prin normalizarea vectorilor. Adic , calcula i media pentru fiecare companieă ț
ponent i scade-l din valoarea componentei respective în fiecare vector.ș
(a) Normaliza i vectorii pentru cele trei calculatoare descrise în exerci iul 9.2.1.ț ț
!! (b) Aceast  întrebare nu necesit  calcul dificil, dar necesit  uneleă ă ă
gândire serioas  despre ce înseamn  unghiurile dintre vectori.ă ă  Când toate
ponen ii nu sunt negativi, a a cum sunt în datele din Exerci iul 9.2.1, nrț ș ț
vectorii pot avea un unghi mai mare de 90 de grade. Cu toate acestea, atunci când noi
normaliza vectorii, putem ( i trebuie) s  ob inem câteva componente negative, deciăș ț
unghiurile pot fi acum orice, adic  de la 0 la 180 de grade.ă  În plus,
mediile sunt acum 0 în fiecare component , deci sugestia din partea (d) dină
Exerci iul 9.2.1 pe care ar trebui s -l scal m în propor ie invers  cu mediaă ă ăț ț
nu are niciun sens. Sugereaz  o modalitate de a g si o scar  adecvat  pentru fiecareă ă ă ă
component  a vectorilor normaliza i.ă ț  Cum a i interpreta un mare sauț
mic unghi între vectori normaliza i?ț  Pentru ce ar fi unghiurile
vectorii normaliza i deriva i din datele din exerci iul 9.2.1?ț ț ț
Exerci iul 9.2.3: Un anumit utilizator a evaluat cele trei calculatoare din Exerci iul 9.2.1ț ț
dup  cum urmeaz : A: 4 stele, B: 2 stele, C: 5 stele.ă ă
(a) Normaliza i evalu rile pentru acest utilizator.ăț
(b) Calcula i un profil de utilizator pentru utilizator, cu componente pentru viteza procesorului,ț
dimensiunea discului i dimensiunea memoriei principale, pe baza datelor din exerci iul 9.2.1.ș ț

9.3 Filtrare colaborativă
Vom adopta acum o abordare semnificativ diferit  a recomand rii.ă ă
În loc s  folosim caracteristicile elementelor pentru a determina similitudinea lor, ne concentr m peă ă
similaritatea evalu rilor utilizatorilor pentru dou  articole.ă ă  Adic , în locul articolului-profilă
vector pentru un articol, folosim coloana sa în matricea utilitar .ă  Mai departe, în schimb
de a crea un vector de profil pentru utilizatori, îi reprezent m dup  rândurile lor dină ă
matrice utilitar .ă  Utilizatorii sunt similari dac  vectorii lor sunt apropia i în func ie de uniiă ț ț
m surarea distan ei, cum ar fi Jaccard sau distan a cosinusului.ă ț ț  Recomandare pentru a
utilizatorul U se face apoi uitându-se la utilizatorii care sunt cei mai asem n tori cu U în acestă ă
i recomand  elemente care le plac acestor utilizatori.ăș  Procesul de identificare

utilizatori similari i recomandând ceea ce le place utilizatorilor similari se nume te colaborativș ș
filtrare.
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9.3.1 M surarea similitudiniiă
Prima întrebare cu care trebuie s  ne ocup m este cum s  m sur m similitudinea utilizatorilor sauă ă ă ă ă
elemente din rândurile sau coloanele lor din matricea utilitar .ă  Am reprodus
Fig. 9.1 aici ca Fig. 9.4. Aceste date sunt prea mici pentru a trage concluzii fiabile,
dar dimensiunea sa redus  va clarifica unele dintre capcanele alegerii unei distan eă ț
m sura.ă  Observa i în mod specific utilizatorii A i C. Au evaluat dou  filme înăț ș
comune, dar par a avea opinii aproape diametral opuse despre
aceste filme. Ne-am a tepta s  se fac  o m sur  bun  a distan eiă ă ă ă ăș ț
ei destul de departe unul de altul. Iat  câteva m suri alternative de luat în considerare.ă ă
HP1 HP2 HP3 TW SW1 SW2 SW3
A
4
5
1
B
5



5
4
C
2
4
5
D
3
3
Figura 9.4: Matricea utilitar  introdus  în Fig. 9.1ă ă
Distan a Jaccardț
Am putea ignora valorile din matrice i ne putem concentra numai asupra seturilor de elemente evaluate.ș
Dac  matricea de utilit i reflect  doar achizi iile, aceast  m sur  ar fi bună ă ă ă ă ă ăț ț
unul de ales. Cu toate acestea, atunci când utilit ile sunt evalu ri mai detaliate, Jaccardă ăț
distan a pierde informa ii importante.ț ț
Exemplul 9.7: A i B au o intersec ie de dimensiunea 1 i o uniune de dimensiunea 5.ș ț ș
Astfel, asem narea lor Jaccard este 1/5, iar distan a lor Jaccard este 4/5;ă ț  adică
sunt foarte departate. În compara ie, A i C au o similaritate Jaccard deț ș
2/4, deci distan a lor Jaccard este aceea i, 1/2.ț ș  Astfel, A apare mai aproape de C
decât pentru B. Cu toate acestea, concluzia pare intuitiv gre it .ăș  A i C nu sunt de acordș
cele dou  filme pe care le-au vizionat amândoi, în timp ce A i B par s  le fi pl cut amândouă ă ă ăș
un film pe care l-au vizionat în comun. ✷
Distan a cosinusuluiț
Putem trata golurile ca o valoare 0. Aceast  alegere este discutabil , deoarece areă ă
efectul de a trata lipsa unei evalu ri ca fiind mai asem n tor cu antipatia filmului decâtă ă ă
pl cându-i.ă
Exemplul 9.8: Cosinusul unghiului dintre A i B esteș
4 × 5

√4 2 + 5 2 + 1 2 5√ 2 + 5 2 + 4 2
= 0,380
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Cosinusul unghiului dintre A i C esteș
5 × 2 + 1 × 4

√4 2 + 5 2 + 1 2 2√ 2 + 4 2 + 5 2
= 0,322
Deoarece un cosinus mai mare (pozitiv) implic  un unghi mai mic i, prin urmare, un mai mică ș
distan , aceast  m sur  ne spune c  A este pu in mai aproape de B decât de C. ă ă ă ă ă ✷ț ț
Rotunjirea datelor
Am putea încerca s  elimin m similitudinea aparent  dintre filmele pe care un utilizator le apreciază ă ă ă
extrem i celor cu scoruri mici prin rotunjirea evalu rilor.ăș  De exemplu, am putea
consider  ratingurile 3, 4 i 5 ca „1” i consider  ratingurile 1 i 2 ca nevalorificate.ă ăș ș ș
Matricea utilitar  ar ar ta apoi ca în Fig. 9.5.ă ă  Acum, distan a Jaccardț
între A i B este 3/4, în timp ce între A i C este 1;ș ș  adic , C apare mai departeă
din A decât B, ceea ce este intuitiv corect. Aplicarea distan ei cosinusului laț
Fig. 9.5 ne permite s  tragem aceea i concluzie.ă ș
HP1 HP2 HP3 TW SW1 SW2 SW3
A
1
1
B
1
1
1
C
1
1
D
1
1
Figura 9.5: Utilit ile de 3, 4 i 5 au fost înlocuite cu 1, în timp ce evalu rile de 1ă ăț ș
i 2 sunt omiseș

Normalizarea evalu riloră
Dac  normaliz m ratingurile, sc zând din fiecare rating ratingul mediuă ă ă
din acel utilizator, transform m evalu rile sc zute în cifre negative i cele mari înă ă ă ș



numere pozitive. Dac  lu m distan a cosinusului, vom g si c  utilizatorii cuă ă ă ăț
vizualiz rile opuse ale filmelor pe care le-au vizionat în comun vor avea aproape aproape vectoriă
direc ii opuse i pot fi considerate cât mai îndep rtate posibil.ăț ș  In orice caz,
utilizatorii cu opinii similare despre filmele clasificate în comun vor avea un
unghi relativ mic între ele.
Exemplul 9.9: Figura 9.6 prezint  matricea din Fig. 9.4 cu toate evalu rile nor-ă ă
malizat. Un efect interesant este c  ratingurile lui D au disp rut efectiv,ă ă
deoarece un 0 este acela i cu un gol când se calculeaz  distan a cosinusului.ăș ț  Re ine i căț ț
D a dat doar 3 i nu s-a diferen iat între filme, deci este foarte posibilș ț
c  opiniile lui D nu merit  luate în serios.ă ă
S  calcul m cosinusul unghiului dintre A i B:ă ă ș
(2/3) × (1/3)

√ (2/3) 2 + (5/3) 2 + ( 7/3)−  2  (1/3)√  2 + (1/3) 2 + ( 2/3)−  2
= 0,092
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HP1 HP2
HP3
TW
SW1 SW2 SW3
A
2/3
5/3 7/3−
B
1/3
1/3 2/3−
C

−5/3
1/3
4/3
D
0
0
Figura 9.6: Matricea utilitar  introdus  în Fig. 9.1ă ă
Cosinusul unghiului dintre A i C esteș
(5/3) × ( 5/3) + ( 7/3) × (1/3)− −

√ (2/3) 2 + (5/3) 2 + ( 7/3)−  2  ( 5/3)√−  2 + (1/3) 2 + (4/3) 2 = 0.559−
Observa i c  în conformitate cu aceast  m sur , A i C sunt mult mai departe decât A iă ă ă ăț ș ș
B, i niciuna dintre perechi nu este foarte apropiat .ăș  Ambele observa ii au un sens intuitiv,ț
având în vedere c  A i C nu sunt de acord cu cele dou  filme pe care le-au evaluat în comun, în timp ce Aă ăș
i B dau scoruri similare cu filmul pe care l-au evaluat în comun.ș  ✷

9.3.2 Dualitatea asem n riiă ă
Matricea utilitar  poate fi privit  ca ne spune despre utilizatori sau despre articole sauă ă
ambii. Este important s  ne d m seama c  oricare dintre tehnicile pe care le-am sugerată ă ă
Sec iunea 9.3.1 pentru g sirea utilizatorilor similari poate fi utilizat  pe coloanele utilitaruluiă ăț
matrice pentru a g si elemente similare.ă  Exist  dou  moduri în care este simetriaă ă
rupt în practic .ă
1. Putem folosi informa ii despre utilizatori pentru a recomanda articole.ț  Adic  dată
un utilizator, putem g si un num r dintre cei mai similari utilizatori, poate utilizândă ă
tehnicile din Capitolul 3. Ne putem baza recomandarea pe
deciziile luate de ace ti utilizatori similari, de exemplu, recomand  articolele pe careăș
cel mai mare num r dintre ace tia au achizi ionat sau au evaluat cu mare valoare.ă ș ț  Cu toate acestea, acolo
nu este simetrie. Chiar dac  g sim perechi de articole similare, trebuie s  lu mă ă ă ă
un pas suplimentar pentru a recomanda articole utilizatorilor. Acest punct este
explorat în continuare la sfâr itul acestei subsec iuni.ș ț
2. Exist  o diferen  în comportamentul tipic al utilizatorilor i al articolelor, ca i elă ăț ș ș
se refer  la similitudine.ă  Intuitiv, articolele tind s  fie clasificabile în simpleă
termeni. De exemplu, muzica tinde s  apar in  unui singur gen.ă ăț  Este imposibil
ble, de exemplu, pentru ca o pies  muzical  s  fie atât rockul anilor 60, cât i barocul anilor 1700.ă ă ă ș  Pe
pe de alt  parte, exist  persoane c rora le place atât rockul anilor 60, cât i anii 1700ă ă ă ș
baroc i care cump r  exemple de ambele tipuri de muzic .ă ă ăș  Consecin aț
este c  este mai u or s  descoperi i articole similare, deoarece apar ină ăș ț ț
la acela i gen, decât este de a detecta c  doi utilizatori sunt similari deoareceăș
prefer  un gen în comun, în timp ce fiec ruia îi plac i unele genuri careă ă ș
celuilalt nu-i pas .ă
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Dup  cum am sugerat în (1) de mai sus, o modalitate de a prezice valoarea utilit ii-ă ăț
intrarea matricei pentru utilizatorul U i elementul I este de a g si n utilizatori (pentru unii predetermina iăș ț
n) cele mai asem n toare cu U i media evalu rilor lor pentru articolul I, num rându-le doar pe celeă ă ă ăș
printre cei n utilizatori similari care au evaluat I. Este, în general, mai bine s  se normalizezeă
matricea mai întâi. Adic , pentru fiecare dintre cei n utilizatori sc de i ratingul mediuă ă ț
pentru articolele din ratingul lor pentru i. Media diferen ei pentru acei utilizatori careț
am evaluat I i apoi ad uga i aceast  medie la nota medie pe care o acord  Uă ă ăș ț
toate obiectele. Aceast  normalizare ajusteaz  estimarea în cazul în care U are tendin aă ă ț
acord  evalu ri foarte mari sau foarte mici, sau o frac iune mare din utilizatorii similari careă ă ț
evaluat I (dintre care poate exista doar câ iva) sunt utilizatori care tind s  evalueze foarte multăț
sau foarte sc zut.ă
În mod regulat, putem folosi similaritatea articolelor pentru a estima intrarea pentru utilizatorul U i articolulș
I. G si i m elemente cele mai asem n toare cu I, pentru unii m, i lua i ratingul mediu,ă ă ăț ș ț
dintre m articole, din ratingurile pe care le-a acordat U. În ceea ce prive te similitudinea utilizator-utilizator,ș
lu m în considerare numai acele elemente dintre m pe care U le-a evaluat i probabil c  esteă ăș
În elept s  normaliz m mai întâi evalu rile articolelor.ă ă ăț
Re ine i c  oricare dintre abord rile de estimare a intr rilor în matricea de utilit i noiă ă ă ăț ț ț
utilizarea, nu este suficient s  g si i o singur  intrare.ă ă ăț  Pentru a recomanda articole c treă
un utilizator U, trebuie s  estim m fiecare intrare din rândul matricei utilitare pentruă ă
U sau cel pu in g si i toate sau majoritatea intr rilor din acel rând care sunt goale, dar care auă ăț ț
o valoare estimat  ridicat .ă ă  Exist  un compromis în ceea ce prive te dac  ar trebui s  lucr mă ă ă ăș
de la utilizatori similari sau articole similare.

• Dac  g sim utilizatori similari, atunci trebuie s  facem procesul o singur  dat  pentru utilizatoră ă ă ă ă
U. Din setul de utilizatori similari putem estima toate golurile din
matrice utilitar  pentru U. Dac  lucr m din elemente similare, trebuie s  calcul mă ă ă ă ă
articole similare pentru aproape toate articolele, înainte de a putea estima rândul pentru U.

• Pe de alt  parte, similitudinea element-articol ofer  adesea informa ii mai fiabileă ă ț
formare, datorit  fenomenului observat mai sus, i anume c  esteă ăș
este mai u or s  g se ti articole de acela i gen decât s  g se ti utilizatori c rora le place doară ă ă ă ăș ș ș ș
elemente dintr-un singur gen.
Indiferent de metoda pe care o alegem, ar trebui s  calcul m în prealabil articolele preferate pentru fiecareă ă
utilizator, mai degrab  decât s  a tept m pân  când trebuie s  lu m o decizie.ă ă ă ă ă ăș  Din moment ce utilitatea
matricea evolueaz  lent, în general este suficient s  o calcul m rar iă ă ă ș
presupunem c  r mâne fix între recomputa ii.ă ă ț
9.3.3 Clusterizarea utilizatorilor i a elementelorș
Este greu s  detect m similitudinea dintre articole sau utilizatori, deoarece avemă ă
pu ine informa ii despre perechile utilizator-articol din matricea de utilit i rare.ăț ț ț  În
perspectiva Sec iunii 9.3.2, chiar dac  dou  elemente apar in aceluia i gen, acoloă ăț ț ș
este probabil s  fie foarte pu ini utilizatori care au cump rat sau evaluat ambii.ă ăț  La fel, chiar dacă
ambilor utilizatori le place amândou  un gen sau genuri, este posibil s  nu fi cump rat niciun articol dină ă ă
uzual.
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O modalitate de a face fa  acestei capcane este de a grupa articole i / sau utilizatori.ăț ș  Selecta iț
oricare dintre m surile de distan  sugerate în sec iunea 9.3.1 sau orice alt  distană ă ă ăț ț ț
m sura i i utiliza i-o pentru a efectua o grupare de, s  zicem, elemente.ă ăț ș ț  Oricare dintre metode
sugerat în capitolul 7 poate fi folosit. Cu toate acestea, vom vedea c  poateă
fii un motiv mic pentru a încerca s  te grupezi într-un num r mic de clustere imediat.ă ă
Mai degrab , o abordare ierarhic , în care l s m mai multe clustere nemiscate poateă ă ă ă
este suficient ca un prim pas. De exemplu, s-ar putea s  l s m jum tate din num rul de clustereă ă ă ă ă
exist  articole.ă
HP
TW SW
A
4
5
1
B
4,67



C
2
4.5
D
3
3
Figura 9.7: Matrice de utilit i pentru utilizatori i grupuri de articoleăț ș
Exemplul 9.10: Figura 9.7 arat  ce se întâmpl  cu matricea utilitar  din Fig. 9.4ă ă ă
dac  reu im s  grup m cele trei filme Harry-Potter într-un singur cluster, notată ă ăș
HP i, de asemenea, grupeaz  cele trei filme Star-Wars într-un singur cluster SW.ăș  ✷
Având elemente grupate într-o anumit  m sur , putem revizui matricea utilitar  astfel încâtă ă ă ă
coloanele reprezint  grupuri de articole, iar intrarea pentru utilizatorul U i clusterul esteă ș
ratingul mediu pe care U l-a acordat acelor membri ai grupului C pe care l-a evaluat U.
Re ine i c  U poate nu a evaluat niciunul dintre membrii clusterului, caz în careăț ț
intrarea pentru U i C este înc  necompletat .ă ăș
Putem utiliza aceast  matrice de utilit i revizuit  pentru a grupa utilizatorii, din nou folosindă ă ăț
m sur  de timp considerat  cea mai potrivit .ă ă ă ă  Folosi i un algoritm de grupare careț
las  din nou multe clustere, de exemplu, jum tate din num rul de clustere din num rul de utilizatori.ă ă ă ă  Re-
vise matricea utilitar , astfel încât rândurile s  corespund  clusterelor de utilizatori, la fel caă ă ă
coloanele corespund grupurilor de articole. În ceea ce prive te grupurile de elemente, calcula iș ț
intrare pentru un cluster de utilizatori prin media evalu rilor utilizatorilor din cluster.ă
Acum, acest proces poate fi repetat de mai multe ori, dac  ne place.ă  Adic  putemă
grupa i clusterele de elemente i combina i din nou coloanele matricei utilitare careț ș ț
apar in unui singur grup.ț  Putem apoi s  apel m din nou la utilizatori i s  grup m fi ierulă ă ă ăș ș
clustere de utilizatori. Procesul se poate repeta pân  când avem un intuitiv rezonabilă
num rul de clustere de fiecare fel.ă
Odat  ce am grupat utilizatorii i / sau articolele în m sura dorit  iă ă ăș ș
a calculat matricea utilitar  cluster-cluster, putem estima intr rile dină ă
matricea utilitar  inal  dup  cum urmeaz .ă ă ă ă  S  presupunem c  vrem s  prezicem intrarea pentru utilizatorul Uă ă ă
i articolul I:ș

(a) G si i grupurile la care apar in U i eu, spunem grupurile C i D, respectivă ț ț ș ș
tiv.
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(b) Dac  intrarea în matricea de utilitate cluster-cluster pentru C i D este cevaă ș
în afar  de gol, utiliza i aceast  valoare ca valoare estimat  pentru intrarea U – Iă ă ăț
în matricea utilitar  original .ă ă
(c) Dac  intrarea pentru C-D este necompletat , atunci utiliza i metoda descris  în sec iunea 9.3.2ă ă ăț ț
pentru a estima acea intrare luând în considerare clustere similare cu C sau D. Folosi iț
estimare rezultat  ca estimare pentru intrarea UI.ă

9.3.4 Exerci ii pentru sec iunea 9.3ț ț
abcdef
gh
A
4 5
5 1
3 2
B
3 4 3 1 2
1
C
2
1 3
4
5 3
Figura 9.8: O matrice utilitar  pentru exerci iiă ț
Exerci iul 9.3.1: Figura 9.8 este o matrice de utilit i, reprezentând evalu rile, pe aă ăț ț
Scala de 1–5 stele, de opt elemente, de la a la h, de c tre trei utilizatori A, B i C. Calcula iă ș ț
urm toarele din datele acestei matrice.ă
(a) Tratând matricea utilitar  ca boolean , calcula i distan a Jaccardă ă ț ț
între fiecare pereche de utilizatori.
(b) Repeta i partea (a), dar utiliza i distan a cosinusului.ț ț ț
(c) Trata i evalu rile de 3, 4 i 5 ca 1 i 1, 2 i necompletate ca 0. Calcula iăț ș ș ș ț
Distan a Jaccard între fiecare pereche de utilizatori.ț
(d) Repeta i partea (c), dar utiliza i distan a cosinusului.ț ț ț
(e) Normaliza i matricea sc zând din fiecare intrare non-blank mediaăț



valoare pentru utilizatorul s u.ă
(f) Folosind matricea normalizat  din partea (e), calcula i distan a cosinusuluiă ț ț
între fiecare pereche de utilizatori.
Exerci iul 9.3.2: În acest exerci iu, grup m elemente în matricea din Fig. 9.8.ăț ț
Face i pa ii urm tori.ăț ș
(a) Clusteriza i cele opt elemente ierarhic în patru clustere.ț  Urm toareleă
metoda ar trebui utilizat  pentru a grupa.ă  Înlocui i toate cele 3, 4 i 5 cu 1 iț ș ș
înlocui i 1, 2 i goluri cu 0. folosi i distan a Jaccard pentru a m suraăț ș ț ț
distan a dintre vectorii de coloan  rezulta i.ăț ț  Pentru clustere de mai mult
decât un element, lua i distan a dintre clustere pentru a fi minimăț ț
distan  între perechi de elemente, câte una de la fiecare grup.ăț

Pagina 360
340
CAPITOLUL 9. SISTEME DE RECOMANDARE
(b) Apoi, construi i din matricea original  din Fig. 9.8 o nou  matrice a c reiă ă ăț
rândurile corespund utilizatorilor, ca i pân  acum, i ale c ror coloane corespundă ăș ș
clustere. Calcula i intrarea pentru un utilizator i un grup de articole prin medieț ș
intr rile nonblank pentru acel utilizator i toate elementele din cluster.ă ș
(c) Calcula i distan a cosinusului între fiecare pereche de utilizatori, în func ie deț ț ț
matrice din partea (b).

9.4 Reducerea dimensionalit iiăț
O abordare complet diferit  pentru estimarea intr rilor goale din utilitară ă
matricea este de a conjectura c  matricea utilitar  este de fapt produsul a două ă ă
matrice lungi i sub iri.ș ț  Aceast  viziune are sens dac  exist  un set relativ mică ă ă
a caracteristicilor articolelor i utilizatorilor care determin  reac ia majorit ii utilizatorilor laă ăș ț ț
majoritatea articolelor. În aceast  sec iune, schi m o abordare a descoperirii a dou  astfelă ă ăț ț
matrici; abordarea se nume te „descompunere UV” i este un exemplu deș ș
o teorie mai general  numit  SVD (descompunere cu valoare singular ).ă ă ă

9.4.1 Descompunerea UV
Lua i în considerare filmele ca un exemplu.ț  Majoritatea utilizatorilor r spund la un num r mică ă
de caracteristici; le plac anumite genuri, pot avea anumi i actori celebri sauț
actri e care le plac i poate c  sunt câ iva regizori cu un rol semnificativăț ș ț
ca urmare a. Dac  începem cu matricea utilitar  M, cu n rânduri i m coloaneă ă ș
(de exemplu, exist  n utilizatori i m elemente), atunci am putea g si o matriceă ăș
U cu n rânduri i d coloane i o matrice V cu d rânduri i m coloane,ș ș ș
astfel încât UV s  se apropie îndeaproape de M în acele intr ri în care M este nonblank.ă ă
Dac  da, atunci am stabilit c  exist  d dimensiuni care ne permit acest lucruă ă ă
caracterizeaz  atât utilizatorii, cât i articolele îndeaproape.ă ș  Putem folosi apoi intrarea în
produs UV pentru a estima intrarea necompletat  corespunz toare în matricea de utilitate M.ă ă
Acest proces se nume te descompunerea UV a lui M.ș
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u 11

u 12

u 21
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u 31

u 32

u 41
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u 51
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× [
v 11

v 12

v 13

v 14

v 15

v 21

v 22

v 23

v 24

v 25 ]
Figura 9.9: Descompunerea UV a matricei M
Exemplul 9.11: Vom folosi ca exemplu de rulare o matrice 5-cu-5 M cu
toate, cu excep ia a dou  dintre intr rile sale cunoscute.ă ăț  Dorim s  descompunem M într-un 5-pe-2 iă ș
Matricea 2-la-5, respectiv U i V.ș  Sunt prezentate matricile M, U i Vș
în Fig. 9.9 cu intr rile cunoscute ale lui M indicate i matricile U iă ș ș
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V afi at cu intr rile lor ca variabile de determinat.ăș  Acest exemplu este
în esen  cel mai mic caz netrivial în care exist  mai multe intr ri cunoscute decâtă ă ăț
exist  intr ri în U i V combinate i, prin urmare, ne putem a tepta caă ă ș ș ș
cea mai bun  descompunere nu va produce un produs care este de acord exact în nonblankă
intr rile lui M. ă ✷

9.4.2 Eroare Root-Mean-Square
În timp ce putem alege dintre mai multe m suri cu privire la cât de aproape de produs este UVă
M, alegerea tipic  este eroarea r d cin -medie-p trat (RMSE), unde noiă ă ă ă ă
1. Suma, peste toate intr rile neblane din M, p tratul diferen ei dintreă ă ț
acea intrare i intrarea corespunz toare din produsul UV.ăș
2. Lua i media (media) acestor p trate împ r ind la num rul deă ă ăț ț
termeni în sum  (adic , num rul de intr ri neblane în M).ă ă ă ă
3. Lua i r d cina p trat  a mediei.ă ă ă ăț
Minimizarea sumei p tratelor este aceea i cu reducerea r d cinii p trateă ă ă ăș
din p tratul mediu, deci omitem în general ultimii doi pa i din alergarea noastră ăș
exemplu.
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Figura 9.10: Matrici U i V cu toate intr rile 1ăș
Exemplul 9.12: S  presupunem c  U i V ar trebui s  aib  fiecare intr ri careă ă ă ă ăș
sunt toate 1, a a cum se arat  în Fig. 9.10.ăș  Aceasta este o presupunere slab , deoarece produsul,ă
format din toate cele 2, are intr ri care sunt mult sub media înregistr riloră ă
în M. Cu toate acestea, putem calcula RMSE pentru acest U i V;ș  de fapt
regularitatea în intr ri face calculul mai u or de urm rit.ă ăș
Lua i în considerare primele rânduri de M i UV.ț ș  Sc dem 2 (fiecare intrare în UV) dină
intr rile din primul rând al lui M, pentru a ob ine 3, 0, 2, 2, 1. P tr m i însum m acesteaă ă ă ăț ș
pentru a ob ine 18. În al doilea rând, facem acela i lucru pentru a ob ine 1, 1, 0, 2, 1, p trat i− − ăț ș ț ș
suma pentru a ob ine 7. În al treilea rând, a doua coloan  este goal , astfel încât intrarea esteă ăț
ignorat la calculul RMSE. Diferen ele sunt 0, 1, 1, 2 i suma−ț ș
de p trate este 6. Pentru al patrulea rând, diferen ele sunt 0, 3, 2, 1, 3 i sumaă ț ș
de p trate este 23. Al cincilea rând are o intrare goal  în ultima coloan , deciă ă ă
diferen ele sunt 2, 2, 3, 2 i suma p tratelor este 21. Când însum m sumeleă ăț ș
din fiecare dintre cele cinci rânduri, ob inem 18 + 7 + 6 + 23 + 21 = 75. În general, vomț
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opri i-v  în acest moment, dar dac  vrem s  calcul m adev ratul RMSE, îl împ r im la 23ă ă ă ă ă ăț ț
(num rul de intr ri nonblank în M) i lua i r d cina p trat .ă ă ă ă ă ăș ț  În acest caz

√75 / 23 = 1,806 este RMSE. ✷

9.4.3 Calculul incremental al unei descompuneri UV
G sirea descompunerii UV cu cel mai mic RMSE implic  începând cuă ă
unii au ales în mod arbitrar U i V i au ajustat în mod repetat U i V pentru a faceș ș ș
RMSE mai mic. Vom lua în considerare doar ajust rile aduse unui singur elementă
de U sau V, de i, în principiu, s-ar putea face ajust ri mai complexe.ăș
Indiferent de ajust rile pe care le permitem, într-un exemplu tipic vor exista multeă
minime cal - matrici U i V astfel încât nu se reduce nicio ajustare admisibilăș
RMSE. Din p cate, doar unul dintre aceste minime locale va fi globală
minim - matricile U i V care produc cel mai mic RMSE posibil.ș  La



cre te ansele de a g si minimul global, trebuie s  alegem multeă ăș ș
puncte de plecare ferente, adic  diferite alegeri ale matricilor ini iale U i V.ă ț ș
Cu toate acestea, nu exist  niciodat  o garan ie c  cel mai bun minim local al nostru va fiă ă ăț
minim global.
Vom începe cu U i V din Fig. 9.10, unde toate intr rile sunt 1 i vom faceăș ș
câteva ajust ri la unele dintre intr ri, g sind valorile acelor intr ri careă ă ă ă
oferi cea mai mare îmbun t ire posibil  RMSE.ă ă ăț  Din aceste exemple,
calculul general ar trebui s  devin  evident, dar vom urma exempleleă ă
prin formula pentru minimizarea RMSE prin schimbarea unei singure intr ri.ă  In ce
urmeaz , ne vom referi la intr rile lui U i V dup  numele lor variabile uă ă ăș  11 iș
a a mai departe, a a cum este dat în Fig. 9.9.ș ș
Exemplul 9.13: S  presupunem c  începem cu U i V ca în Fig. 9.10 i c  decidemă ă ăș ș
a modifica u 11 pentru a reduce RMSE cât mai mult posibil. L sa i valoarea uă ț  11 BE
X. Apoi, noile U i V pot fi exprimate ca în Fig. 9.11.ș






x 1
1 1
1 1
1 1
1 1







× [
1 1 1 1 1
1 1 1 1 1]
=







x + 1 x + 1 x + 1 x + 1 x + 1
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2










Figura 9.11: F când uă  11 o variabilă
Observa i c  singurele intr ri ale produsului care s-au modificat sunt cele dină ăț
primul rând. Astfel, atunci când compar m UV cu M, singura schimbare laă
RMSE vine din primul rând. Contribu ia la suma p tratelor dinăț
primul rând este
(5 - (x + 1))
2

+ (2 - (x + 1))
2

+ (4 - (x + 1))
2

+ (4 - (x + 1))
2

+ (3 - (x + 1))
2
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Aceast  sum  simplific  laă ă ă
(4 - x) 2 + (1 - x) 2 + (3 - x) 2 + (3 - x) 2 + (2 - x) 2
Vrem valoarea lui x care minimizeaz  suma, deci lu m derivata iă ă ș
seta i-l egal cu 0, ca:ț
−2 × ((4 - x) + (1 - x) + (3 - x) + (3 - x) + (2 - x)) = 0
sau 2 × (13 - 5x) = 0, din care rezult  c  x = 2.6.− ă ă







2.6 1
1
1
1
1
1
1
1
1







× [
1 1 1 1 1
1 1 1 1 1]
=







3,6 3,6 3,6 3,6 3,6



2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2
2







Figura 9.12: Cea mai bun  valoare pentru uă  11 este 2.6
Figura 9.12 arat  U i V dup  ce uă ăș  11 a fost setat la 2.6. Re ine i c  sumaăț ț
din p tratele erorilor din primul rând a fost redus de la 18 la 5,2, deciă
RMSE total (ignorând r d cina medie i p trat ) a fost redus de la 75ă ă ă ăș
la 62,2.







2.6 1
1
1
1
1
1
1
1
1







× [
y 1 1 1 1
1 1 1 1 1]
=










2.6y + 1 3.6 3.6 3.6 3.6
y + 1
2
2
2
2
y + 1
2
2
2
2
y + 1
2
2
2
2
y + 1
2
2
2
2







Figura 9.13: v 11 devine o variabil  yă
S  presupunem c  urm toarea noastr  intrare care va varia este vă ă ă ă  11 . Fie ca valoarea acestei intr ri s  fie y, caă ă
sugerat în Fig. 9.13. Doar prima coloan  a produsului este afectat  de y, deciă ă
trebuie doar s  calcul m suma p tratelor diferen elor dintreă ă ă ț
intr ri în primele coloane M i UV.ă ș  Aceast  sum  esteă ă
(5  (2,6y + 1))−
2

+ (3  (y + 1))−
2

+ (2  (y + 1))−
2

+ (2  (y + 1))−
2

+ (4  (y + 1))−
2

Aceast  expresie simplific  laă ă
(4 - 2.6y) 2 + (2 - y) 2 + (1 - y) 2 + (1 - y) 2 + (3 - y) 2
Ca i înainte, g sim valoarea minim  a acestei expresii prin diferen ierea iă ăș ț ș
echivalent cu 0, ca:

−2 × (2,6 (4 - 2,6y) + (2 - y) + (1 - y) + (1 - y) + (3 - y)) = 0
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2.6 1
1
1
1
1
1
1
1



1







× [
1.617 1 1 1 1
1
1 1 1 1]
=







5.204 3.6 3.6 3.6 3.6
2.617 2
2
2
2
2.617 2
2
2
2
2.617 2
2
2
2
2.617 2
2
2
2







Figura 9.14: Înlocui i y cu 1.617ț
Solu ia pentru y este y = 17,4 / 10,76 = 1,617.ț  Estim rile îmbun t ite ale U iă ă ăț ș
V sunt prezentate în Fig. 9.14.
Vom mai face o schimbare, pentru a ilustra ce se întâmpl  când intr rile lui Mă ă
sunt goale. Vom varia u 31 , numindu-l z temporar. Noile U i V suntș
prezentat în Fig. 9.15. Valoarea z afecteaz  numai intr rile din al treilea rând.ă ă







2.6 1
1
1
z
1
1
1
1
1









× [
1.617 1 1 1 1
1
1 1 1 1]
=







5.204
3.6
3.6
3.6
3.6
2.617
2
2
2
2
1.617z + 1 z + 1 z + 1 z + 1 z + 1
2.617
2
2
2
2
2.617
2
2
2
2







Figura 9.15: u 31 devine o variabil  ză
Putem exprima suma p tratelor erorilor caă
(2 - (1.617z + 1))
2

+ (3 - (z + 1))
2

+ (1 - (z + 1))
2

+ (4 - (z + 1))
2

Re ine i c  nu exist  nicio contribu ie din elementul din a doua coloan  aă ă ăț ț ț
al treilea rând, deoarece acest element este gol în M. Expresia se simplific  laă
(1 - 1.617z) 2 + (2 - z) 2 + ( z)−  2 + (3 - z) 2
Procesul obi nuit de setare a derivatei la 0 ne oferăș
−2 × (1.617 (1 - 1.617z) + (2 - z) + (- z) + (3 - z)) = 0
a c rei solu ie este z = 6.617 / 5.615 = 1.178.ă ț  Urm toarea estimare a descompuneriiă
sec iunea UV este prezentat  în Fig. 9.16.ăț  ✷
9.4.4 Optimizarea unui element arbitrar
Dup  ce am v zut câteva exemple de alegere a valorii optime pentru un singur element înă ă
matricea U sau V, s  dezvolt m acum formula general .ă ă ă  Ca i înainte, presupune iș ț
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2.6
1
1
1
1.178 1
1
1
1
1







× [
1.617 1 1 1 1
1
1 1 1 1]
=







5.204 3.6
3.6
3.6
3.6
2.617 2
2
2
2
2.905 2.178 2.178 2.178 2.178
2.617 2
2
2
2
2.617 2
2
2
2







Figura 9.16: Înlocui i z cu 1.178ț
c  M este o matrice de utilitate n-by-m cu unele intr ri necompletate, în timp ce U i Vă ă ș
sunt matrici de dimensiuni n-cu-d i d-cu-m, pentru unele d.ș  Vom folosi m ij ,
u ij i vș  ij pentru intr rile din rândul i i respectiv coloana j din M, U i respectiv V.ă ș ș
De asemenea, l sa i P = UV i utiliza i pă ț ș ț  ij pentru elementul din rândul i i coloana j dinș
matricea produsului P.



S  presupunem c  vrem s  varia i uă ă ă ț  rs i s  g sim valoarea acestui element care mini-ă ăș
m re te RMSE între M i UV.ă ș ș  Re ine i c  uăț ț  rs afecteaz  numai elementeleă
în rândul r al produsului P = UV. Astfel, trebuie doar s  ne preocup mă ă
elementele
p rj =
d

∑
k = 1

u rk v kj = ∑
k = s

u rk v kj + xv sj

pentru toate valorile lui j astfel încât m rj este nonblank. În expresia de mai sus, avem
a înlocuit u rs , elementul pe care dorim s  îl modific m, cu o variabil  x, i folosimă ă ă ș
conven ieţ

• ∑ k = s este o prescurtare pentru suma pentru k = 1, 2, ..., d, cu excep ia lui k = s.ț
Dac  mă  rj este o intrare non-alb  a matricei M, atunci contribu ia acesteiaă ț
element la suma p tratelor erorilor esteă
(m rj - p rj ) 2 = (m rj - ∑
k = s

u rk v kj - xv sj )
2

Vom folosi o alt  conven ie:ă ț
• ∑ j este prescurtat pentru suma peste toate j astfel încât m rj este nonblank.
Apoi putem scrie suma p tratelor erorilor care sunt afectate deă
valoarea lui x = u rs ca

∑ j (m rj - ∑
k = s

u rk v kj - xv sj )
2

Lua i derivata celor de mai sus cu privire la x i seta i-o egal  cu 0, înăț ș ț
pentru a g si valoarea lui x care minimizeaz  RMSE.ă ă  Acesta este,

∑ j

−2v sj (m rj - ∑
k = s

u rk v kj - xv sj ) = 0

Pagina 366
346
CAPITOLUL 9. SISTEME DE RECOMANDARE
Ca i în exemplele anterioare, factorul comun -2 poate fi eliminat.ș  Rezolv mă
ecua ia de mai sus pentru x i ob ine iț ș ț ț
x = ∑
j v sj (m rj - ∑ k = s u rk v kj )

∑ j v 2
sj

Exist  o formul  analog  pentru valoarea optim  a unui element de V.ă ă ă ă  Dacă
vrem s  variem vă  rs = y, atunci valoarea lui y care minimizeaz  RMSE esteă
y = ∑
i u ir (m este - ∑ k = r u ik v ks )

∑ i u 2
ir

Aici, ∑ i este o prescurtare pentru suma peste tot i astfel încât m este este neblan iș
∑ k = r este suma peste toate valorile lui k între 1 i d, cu excep ia lui k = r.ș ț
9.4.5 Construirea unui algoritm complet de descompunere UV
Acum, avem instrumentele pentru a c uta descompunerea optim  global  aă ă ă
matrice de utilitate M. Exist  patru domenii în care vom discuta despre op iuni.ă ț
1. Preprocesarea matricei M.
2. Ini ializarea U i V.ț ș
3. Ordonarea optimiz rii elementelor lui U i V.ă ș
4. Încheierea încerc rii de optimizare.ă
Preprocesare
Deoarece diferen ele în ceea ce prive te calitatea articolelor i scalele de evaluare ale utilizatorilor suntț ș ș
factori atât de importan i în determinarea elementelor lips  ale matricei M, eaăț
este adesea util pentru a elimina aceste influen e înainte de a face orice altceva.ț  Ideea
a fost introdus în sec iunea 9.3.1.ț  Putem sc dea din fiecare element non-albă
m ij nota medie a utilizatorului i. Apoi, matricea rezultat  poate fi modificată ă
prin sc derea ratingului mediu (în matricea modificat ) a articolului j.ă ă  Este, de asemenea
este posibil s  se scad  mai întâi ratingul mediu al articolului j i apoi s  se scadă ă ă ăș



evaluarea medie a utilizatorului i în matricea modificat .ă  Rezultatele ob inute de laț
a face lucruri în aceste dou  ordine diferite nu trebuie s  fie la fel, ci va avea tendin aă ă ț
a fi aproape. O a treia op iune este de a normaliza sc zând din măț  ij media
din ratingul mediu al utilizatorului i i al articolului j, adic  sc zând jum tate din sumă ă ă ăș
din media utilizatorului i media articolului.ș
Dac  alegem s  normaliz m M, atunci când facem predic ii, trebuieă ă ă ț
anula i normalizarea.ț  Adic , dac  orice metod  de predic ie folosim rezultă ă ă ăț
în estimarea e pentru un element m ij al matricei normalizate, atunci valoarea
prezicem pentru m ij în adev rata matrice de utilitate este e plus orice sum  a fostă ă
sc zut  din rândul i i din coloana j în timpul procesului de normalizare.ă ă ș
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Ini ializareț
A a cum am men ionat, este esen ial s  existe o anumit  întâmplare în felul în care noiă ăș ț ț
c uta i o solu ie optim , deoarece existen a multor minime locale justifică ă ăț ț ț
rul m multe optimiz ri diferite în speran a de a ajunge la globală ă ț
minim pe cel pu in o alergare.ț  Putem varia valorile ini iale ale lui U i V, sau noiț ș
poate varia modul în care c ut m optimul (care va fi discutat în continuare) sau ambele.ă ă
Un punct de plecare simplu pentru U i V este de a da fiec rui element aceea i valoare,ăș ș
iar o alegere bun  pentru aceast  valoare este cea care ofer  elementele produsuluiă ă ă
UV media elementelor neblane ale lui M. Re ine i c  dac  ne-am normalizată ăț ț
M, atunci aceast  valoare va fi neap rat 0. Dac  am ales d ca lungimi ale luiă ă ă
laturile scurte ale lui U i V, iar a este elementul mediu neblan al lui M, atunciș
elementele lui U i V ar trebui s  fie a / d.ă √ș
Dac  vrem multe puncte de pornire pentru U i V, atunci putem perturbaă ș
valoare a / d aleatoriu i independent pentru fiecare dintre elemente.√ ș  Sunt
multe op iuni pentru modul în care facem perturbarea.ț  Avem de ales cu privire la
distribu ia diferen ei.ț ț  De exemplu, am putea ad uga la fiecare element aă
valoare distribuit  în mod normal cu media 0 i o anumit  abatere standard aleas .ă ă ăș
Sau am putea ad uga o valoare aleas  în mod uniform din intervalul c pân  la + c pentru unele c.ă ă − ă
Efectuarea optimiz riiă
Pentru a atinge un minim local dintr-o valoare ini ial  dat  de U i V, noiă ăț ș
trebuie s  alegem o comand  în care vizit m elementele lui U i V.ă ă ă ș  Cel mai simplu
lucru de f cut este s  alege i o comand , de exemplu, rând cu rând, pentru elementele lui U i V,ă ă ăț ș
i vizita i-le în mod rotund.ș ț  Re ine i c  doar pentru c  am optimizat ună ăț ț

element o dat  nu înseamn  c  nu putem g si o valoare mai bun  pentru acel element după ă ă ă ă ă
alte elemente au fost ajustate. Astfel, trebuie s  vizit m elemente în mod repetat,ă ă
pân  când nu avem motive s  credem c  nu sunt posibile alte îmbun t iri.ă ă ă ă ăț
Alternativ, putem urm ri multe c i de optimizare diferite dintr-o singură ă ă
valoarea de pornire prin alegerea aleatorie a elementului pentru optimizare. Pentru a v  asigura că ă
fiecare element este luat în considerare în fiecare rund , am putea alege în schimb o permuta-ă
elementelor i urma i acea ordine pentru fiecare rund .ăș ț
Convergerea la un minim
În mod ideal, la un moment dat RMSE devine 0 i tim c  nu putem face mai bine.ăș ș
În practic , din moment ce exist  în mod normal mai multe elemente neblane în M decâtă ă
exist  elemente în U i V împreun , nu avem dreptul s  ne a tept m ca noiă ă ă ăș ș
poate reduce RMSE la 0. Astfel, trebuie s  detect m când exist  un beneficiu mică ă ă
de rev zut în elementele lui U i / sau V.ă ș  Putem urm ri cantitatea deă
îmbun t irea RMSE ob inut  într-o rund  de optimizare i oprireă ă ă ăț ț ș
atunci când acea îmbun t ire scade sub un prag.ă ăț  O mic  varia ie este de observată ț
îmbun t irile rezultate din optimizarea elementelor individuale iă ăț ș
opri i atunci când îmbun t irea maxim  în timpul unei runde este sub un prag.ă ă ăț ț

Pagina 368
348
CAPITOLUL 9. SISTEME DE RECOMANDARE
Coborâre în gradient
Tehnica pentru g sirea unei descompuneri UV discutat  în sec iunea 9.4ă ă ț
este un exemplu de coborâre în gradient. Ni se ofer  câteva puncte de date -ă
elemente neblane ale matricei M - i pentru fiecare punct de date g simăș
direc ia de schimbare care scade cel mai mult func ia de eroare: RMSEț ț
între produsul UV actual i M. Vom avea mult mai mult de f cutăș
spune i despre coborârea în gradient în sec iunea 12.3.4.ț ț  De asemenea, merit  men ionat acest lucruă ț
în timp ce am descris metoda ca vizitând fiecare punct nonblank al



M de mai multe ori pân  când abord m o descompunere cu erori minime, adică ă ă
poate fi prea mult lucru pe o matrice mare M. Astfel, o alternativă
abordarea ne face s  analiz m doar o frac iune aleas  aleatoriu a datelor atunci cândă ă ăț
c utând s  minimalizeze eroarea.ă ă  Aceast  abordare, numit  gradient stochastică ă
descenden a este discutat  în sec iunea 12.3.5.ăț ț
Evitarea supra-dot riiă
O problem  care apare adesea atunci când efectu m o descompunere UV este c  noiă ă ă
ajunge la una dintre numeroasele minime locale care se conformeaz  bine datelor date, dară
preia valori din date care nu reflect  bine procesul de baz  careă ă
d  na tere la date.ă ș  Asta este, de i RMSE poate fi mic în ceea ce prive te dateleș ș
date, nu face bine prezicerea datelor viitoare. Exist  mai multe lucruri care potă
pentru a face fa  acestei probleme, care este numit  suprasolicitare de c tre statistici.ă ă ăț
1. Evita i s  favoriza i primele componente care urmeaz  s  fie optimizate doar mutândă ă ăț ț
valoarea unei componente la o frac iune din drum, s  spunem la jum tatea drumului, fa  de curentul s uă ă ă ăț ț
valoare spre valoarea sa optimizat .ă
2. Nu mai revizita i elementele lui U i V cu mult înainte de a converge procesul.ț ș
3. Lua i mai multe descompuneri UV diferite, i atunci când prezice i un nouț ș ț
intrare în matricea M, lua i media rezultatelor utiliz rii fiec ruiaă ăț
descompunere.
9.4.6 Exerci ii pentru sec iunea 9.4ț ț
Exerci iul 9.4.1: Începând cu descompunerea din Fig. 9.10, putem alegeț
oricare dintre cele 20 de intr ri în U sau V pentru a optimiza mai întâi.ă  Efectua i aceast  prim  optimizareă ăț
pas presupunând c  alegem: (a) uă  32 (b) v 41 .
Exerci iul 9.4.2: Dac  dorim s  începem, ca în Fig. 9.10, cu toate U i Vă ăț ș
intr ri setate la aceea i valoare, ce valoare minimizeaz  RMSE pentru matriceă ăș
M din exemplul nostru de alergare?

Pagina 369
9.5. PROVOCAREA NETFLIX
349
Exerci iul 9.4.3: Începând cu matricile U i V din Fig. 9.16, efectua iț ș ț
urmând în ordine:
(a) Reconsidera i valoarea lui uț  11 . G si i noua sa cea mai bun  valoare, având în vedere schimb rileă ă ăț
care s-au f cut pân  acum.ă ă
(b) Apoi alege i cea mai bun  valoare pentru uăț  52 .
(c) Apoi alege i cea mai bun  valoare pentru văț  22 .
Exerci iul 9.4.4: Deriva i formula pentru y (valoarea optim  a elementului văț ț  rs
prezentat la sfâr itul sec iunii 9.4.4.ș ț
Exerci iul 9.4.5: Normaliza i matricea M a exemplului nostru de execu ie prin:ț ț ț
(a) Mai întâi sc dem din fiecare element media rândului s u i apoiă ă ș
sc zând din fiecare element media coloanei sale (modificate).ă
(b) Mai întâi sc dem din fiecare element media coloanei sale i apoiă ș
sc zând din fiecare element media rândului s u (modificat).ă ă
Exist  diferen e în rezultatele (a) i (b)?ă ț ș

9.5 Provocarea Netflix
Un impuls semnificativ pentru cercetarea sistemelor de recomandare a fost dat când
Netflix a oferit un premiu de 1.000.000 de dolari primei persoane sau echipei care le-a învins
algoritm de recomandare propriu, numit CineMatch, cu 10%. Dup  peste treiă
ani de munc , premiul a fost acordat în septembrie 2009.ă
Provocarea Netflix a constat dintr-un set de date publicat, oferind evalu rile de c treă ă
aproximativ jum tate de milion de utilizatori pe (de obicei mici subseturi de) aproximativă
17.000 de filme. Aceste date au fost selectate dintr-un set de date mai mare i au fost propuseș
goritmii au fost testa i cu privire la capacitatea lor de a prezice evalu rile într-un rest secretăț
din setul de date mai mare. Informa iile pentru fiecare pereche (utilizator, film) din publicitateț
Setul de date dorit a inclus o evaluare (1-5 stele) i data la care a fost evaluatș
a fost facut.
RMSE a fost utilizat pentru a m sura performan a algoritmilor.ă ț  CineMatch
are un RMSE de aproximativ 0,95; adic , evaluarea tipic  ar fi dezactivat  deă ă ă
aproape o stea plin .ă  Pentru a câ tiga premiul, a fost necesar ca algoritmul dvs.ș
au un RMSE care a reprezentat cel mult 90% din RMSE al CineMatch.
Notele bibliografice pentru acest capitol includ referin e la descrieriț
a algoritmilor câ tig tori.ăș  Aici, men ion m unele interesante i poateăț ș
fapte neintuitive despre provocare.

• CineMatch nu a fost un algoritm foarte bun. De fapt, a fost descoperit devreme
c  algoritmul evident al prezicerii, pentru evaluarea de c tre utilizator u pe filmă ă
m, media de:
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1. Evaluarea medie acordat  de u pentru toate filmele clasificate iă ș
2. Media evalu rilor pentru filmul m de c tre to i utilizatorii care au evaluat acest lucruă ă ț
film.
a fost cu doar 3% mai r u decât CineMatch.ă

• Algoritmul de descompunere UV descris în sec iunea 9.4 a fost g sit deăț
trei studen i (Michael Harris, Jeffrey Wang i David Kamm) s  deaăț ș
o îmbun t ire cu 7% fa  de CineMatch, atunci când este asociat cu normalizarea iă ă ăț ț ș
alte câteva trucuri.

• Intrarea câ tig toare a fost de fapt o combina ie a mai multorăș ț
ritmuri care fuseser  dezvoltate independent.ă  O a doua echip , careă
a trimis o înregistrare care ar fi câ tigat, dac  ar fi fost trimis  câtevaă ăș
minute mai devreme, a existat, de asemenea, un amestec de algoritmi independen i.ț  Aceast  strategieă
egy - combinând diferi i algoritmi - a fost folosit anterior într-un num răț
de probleme grele i este ceva demn de re inut.ș ț
• Au fost f cute mai multe încerc ri de a utiliza datele con inute în IMDB,ă ă ț
Baza de date de filme pe internet, pentru a se potrivi cu numele filmelor de pe Netflix
provocare cu numele lor în IMDB i, astfel, extrage i informa ii utileș ț ț
nu sunt con inute în datele Netflix în sine.ț  IMDB are informa ii despreț
actori i regizori i clasific  filmele într-unul sau mai multe din cele 28 de genuri.ăș ș
S-a constatat c  genul i alte informa ii nu erau utile.ă ș ț  O pozi ieț
motivul considerabil este c  algoritmii de înv are automat  au reu it s  descopereă ă ă ăț ș
informa iile relevante oricum i o a doua este rezolu ia entit iiăț ș ț ț
problema potrivirii numelor de filme, a a cum este dat în datele Netflix i IMDB esteș ș
nu atât de u or de rezolvat exact.ș
• Timpul de evaluare sa dovedit a fi util. Se pare c  exist  filme careă ă
sunt mai susceptibile de a fi apreciate de persoanele care o evalueaz  imediat după ă
vizionare decât de c tre cei care a teapt  un timp i apoi o evalueaz .ă ă ăș ș  „Patch Adams”
a fost dat ca exemplu al unui astfel de film. În schimb, exist  i alteă ș
filme care nu au fost apreciate de cei care l-au evaluat imediat, dar au fost
mai bine apreciat dup  un timp;ă  „Memento” a fost citat ca exemplu.
De i nu se poate scoate din date informa ii despre cât a fostș ț
întârzierea dintre vizionare i evaluare, este în general sigur s  presupunem că ăș
majoritatea oamenilor v d un film la scurt timp dup  ce a ie it.ă ă ș  Astfel, se poate examina
evalu rile oric rui film pentru a vedea dac  evalu rile sale au o cre tere sau o sc dereă ă ă ă ăș
panta cu timpul.

9.6 Rezumatul capitolului 9
♦ Matrici de utilit i: sistemele de recomandare se ocup  de utilizatori i articole.ă ăț ș
O matrice utilitar  ofer  informa ii cunoscute despre gradul în care aă ă ț
utilizatorului îi place un articol. În mod normal, cele mai multe intr ri sunt necunoscute i esen ialeă ș ț
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problema recomand rii utilizatorilor de articole este prezicerea valoriloră
intr ri necunoscute pe baza valorilor intr rilor cunoscute.ă ă

♦ Dou  clase de sisteme de recomandare: Aceste sisteme încearc  s  pre-ă ă ă
dicteaz  r spunsul unui utilizator la un articol descoperind articole similare iă ă ș
r spunsul utilizatorului la acestea.ă  O clas  de sistem de recomandare esteă
bazat pe con inut;ț  m soar  similitudinea c utând tr s turi comune aleă ă ă ă ă
obiectele. O a doua clas  de sistem de recomandare folose te filtre colaborativeă ș
tering; acestea m soar  similitudinea utilizatorilor în func ie de preferin ele articolului i / sauă ă ț ț ș
m sura i similitudinea articolelor de c tre utilizatorii c rora le plac.ă ă ăț
♦ Profiluri de articole: Acestea constau în caracteristici ale articolelor. Diferite tipuri de articole
au caracteristici diferite pe care se poate baza similitudinea bazat  pe con inut.ă ț
Caracteristicile documentelor sunt de obicei cuvinte importante sau neobi nuite.ș  Prod-
produsele au atribute precum dimensiunea ecranului pentru un televizor. Medii precum
filmele au un gen i detalii precum actor sau interpret.ș  Etichetele pot, de asemenea
s  fie utilizate ca func ii dac  pot fi achizi ionate de la utilizatorii interesa i.ă ăț ț ț
♦ Profiluri de utilizator: un sistem de filtrare colaborativ  bazat pe con inut poate con-ă ț
profiluri struct pentru utilizatori prin m surarea frecven ei cu care caracteristicileă ț
apar în elementele care îi plac utilizatorului. Putem apoi estima gradul la



pe care un utilizator îi va pl cea un articol prin apropierea profilului articolului deă
profilul utilizatorului.

♦ Clasificarea articolelor: o alternativ  la construirea unui profil de utilizator este să ă
construi i un clasificator pentru fiecare utilizator, de exemplu, un arbore de decizie.ț  Rândul utilitarului
matricea pentru acel utilizator devine datele de instruire, iar clasificatorul trebuie
prezice r spunsul utilizatorului la toate articolele, indiferent dac  rândul avea sau nuă ă
o intrare pentru acel element.

♦ Similitudinea rândurilor i coloanelor matricei de utilit i: filtru colaborativăș ț
algoritmii de verificare trebuie s  m soare similaritatea rândurilor i / sau coloaneloră ă ș
a matricei utilitare. Distan a Jaccard este adecvat  atunci când matriceaăț
const  doar din 1 i spa ii goale (pentru „f r  rating”).ă ă ăș ț  Cosinusul la distan  func ionează ăț ț
pentru valori mai generale în matricea utilitar .ă  De multe ori este util să
ize matricea utilitar  sc zând valoarea medie (fie prin rând, cuă ă
coloan  sau ambele) înainte de a m sura distan a cosinusului.ă ă ț
♦ Clusterizarea utilizatorilor i a elementelor: întrucât matricea utilitar  tinde s  fie în cea mai mare parteă ăș
spa iile libere, m surile de distan , cum ar fi Jaccard sau cosinusul au adesea prea pu ină ăț ț ț
date cu care s  compara i dou  rânduri sau dou  coloane.ă ă ăț  Un preliminar
pas sau pa i, în care similitudinea este utilizat  pentru a grupa utilizatorii i / sau elementeleăș ș
în grupuri mici cu asem nare puternic , poate ajuta la furnizarea mai comună ă ă
componente cu care s  compare rânduri sau coloane.ă

♦ Descompunere UV: o modalitate de a prezice valorile necompletate într-un utilitar
matricea este de a g si dou  matrice lungi i sub iri U i V, al c ror produs este ună ă ăș ț ș
aproximare la matricea de utilitate dat .ă  Deoarece produsul matrice UV
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ofer  valori pentru toate perechile utilizator-articol, aceast  valoare poate fi utilizat  pentru a preziceă ă ă
valoarea unui gol în matricea utilitar .ă  Motivul intuitiv al acestei metode
are sens este c  adesea exist  un num r relativ mic de probleme (careă ă ă
num rul este dimensiunea „sub ire” a lui U i V) care determin  dac  sauă ă ăț ș
unui utilizator nu îi place un articol.

♦ Eroare Root-Mean-Square: O m sur  bun  a cât de aproape de produs este UVă ă ă
este la matricea de utilitate dat  este RMSE (eroare r d cin -medie-p trat).ă ă ă ă ă  The
RMSE se calculeaz  prin media p tratului diferen elor dintreă ă ț
UV i matricea utilitar , în acele elemente în care se afl  matricea utilitară ă ăș
nonblank. R d cina p trat  a acestei medii este RMSE.ă ă ă ă

♦ Calculul U i V: o modalitate de a g si o alegere bun  pentru U i V într-ună ăș ș
Descompunerea UV trebuie s  înceap  cu matrici arbitrare U i V.ă ă ș  Repeta-
regla i unul dintre elementele lui U sau V pentru a minimiza RMSE întreț
produsul UV i matricea de utilitate dat .ăș  Procesul converge c treă
un optim local, de i s  ai anse mari s  ob ii un globală ăș ș ț
optim trebuie fie s  repet m ă ă procesul din mai multe matrice de pornire,
sau c uta i din punctul de plecare în multe moduri diferite.ă ț
♦ Provocarea Netflix: un factor important de cercetare a recomand rilor-ă
sisteme de ac iune a fost provocarea Netflix.ț  A fost oferit un premiu de 1.000.000 de dolari
pentru un concurent care ar putea produce un algoritm cu 10% mai bun
decât algoritmul propriu al Netflix de a prezice evalu rile filmelor de c tre utilizatori.ă ă  The
premiul a fost acordat în septembrie 2009.

9.7 Referin e pentru capitolul 9ț
[1] este un sondaj al sistemelor de recomandare începând cu 2005. Argumentul referitor la
importan a cozii lungi în sistemele on-line este de la [2], care a fostț
extins într-o carte [3].
[8] discut  despre utilizarea jocurilor pe computer pentru a extrage etichete pentru articole.ă
Consulta i [5] pentru o discu ie despre similaritatea articol-articol i despre modul în care Amazon a proiectatț ț ș
algoritmul s u de filtrare colaborativ  pentru recomand ri de produse.ă ă ă
Exist  trei lucr ri care descriu cei trei algoritmi care, în combina ie,ă ă ț
a câ tigat provocarea NetFlix.ș  Ele sunt [4], [6] i [7].ș
1. G. Adomavicius i A. Tuzhilin, „C tre urm toarea genera ie deă ăș ț
sisteme de comendatori: o cercetare a stadiului tehnicii i a posibilelor extinderiș
„IEEE Trans. privind ingineria datelor i cunoa terii 17: 6, pp. 734–ș ș
749, 2005.
2. C. Anderson,
http://www.wired.com/wired/archive/12.10/tail.html
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of More, Hyperion Books, New York, 2006.
4. Y. Koren, „Solu ia BellKor la marele premiu Netflix”ț
www.netflixprize.com/assets/GrandPrize2009 BPC BellKor.pdf
2009.
5. G. Linden, B. Smith i J. York, „Recomand ri Amazon.com: item-ăș
filtrare colaborativ  la articol, ”Internet Computing 7: 1, pp. 76-80, 2003.ă
6. M. Piotte i M. Chabbert, „The Pragmatic Theory solution to the Net-ș
flix marele premiu "
www.netflixprize.com/assets/
GrandPrize2009 BPC PragmaticTheory.pdf
2009.
7. A. Toscher, M. Jahrer i R. Bell, „Solu ia BigChaos pentru Netflixș ț
marele Premiu,"
www.netflixprize.com/assets/GrandPrize2009 BPC BigChaos.pdf
2009.
8. L. von Ahn, „Jocuri cu un scop”, IEEE Computer Magazine, pp. 96–
98, iunie 2006.
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Capitolul 10
Re ea social  minieră ăț
Grafice
Exist  multe informa ii de ob inut prin analiza datelor pe scar  larg  careă ă ăț ț
este derivat din re elele sociale.ț  Cel mai cunoscut exemplu de re ea socialăț
este rela ia „prieteni” g sit  pe site-uri precum Facebook.ă ăț  Totu i, a a cum vom vedeaș ș
exist  multe alte surse de date care conecteaz  persoane sau alte entit i.ă ă ăț
În acest capitol, vom studia tehnicile de analiz  a acestor re ele.ă ț  Un
întrebarea important  despre o re ea social  este cum s  identific m „comunit ile”,ă ă ă ă ăț ț
adic  subseturi de noduri (persoane sau alte entit i care formeaz  re eaua)ă ă ăț ț
cu conexiuni neobi nuit de puternice.ș  Câteva dintre tehnicile utilizate pentru identificare
comunit ile sunt similare cu algoritmii de grupare pe care i-am discutat în capitolul 7.ăț
Cu toate acestea, comunit ile aproape niciodat  nu parti ioneaz  setul de noduri dintr-o re ea.ă ă ăț ț ț
Mai degrab , comunit ile se suprapun de obicei.ă ăț  De exemplu, pute i apar ine mai multor persoaneț ț
comunit i de prieteni sau colegi de clas .ă ăț  Oamenii dintr-o comunitate tind să
se cunosc, dar oamenii din dou  comunit i diferite rareori se cunoscă ăț
alte. Nu a i dori s  fi i desemnat doar unei comunit i i niciă ăț ț ț ș
ar avea sens s  grupa i to i oamenii din toate comunit ile dvs. înă ăț ț ț
un cluster.
De asemenea, în acest capitol explor m algoritmi eficien i pentru a descoperi alteleă ț
propriet ile graficelor.ăț  Ne uit m la „simrank”, o modalitate de a descoperi similitudiniă
printre nodurile unui grafic. Una dintre aplica iile interesante ale simrank esteț
c  ne ofer  o modalitate de a identifica comunit ile ca seturi de noduri „similare”.ă ă ăț  Noi
apoi exploreaz  num rarea triunghiului ca o modalitate de a m sura conectivitatea unuiă ă ă
comunitate. În plus, oferim algoritmi eficien i pentru exact i aproximativț ș
m surarea dimensiunilor vecin t ii nodurilor într-un grafic i ne uit m la eleă ă ă ăț ș
algoritmi eficien i pentru calculul închiderii tranzitive.ț
355
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CAPITOLUL 10. GRAFII SOCIALE-RE ELE MINIEREȚ

10.1 Re elele sociale ca graficeț
Începem discu ia noastr  despre re elele sociale prin introducerea unui model grafic.ăț ț  Nu
fiecare grafic este o reprezentare adecvat  a ceea ce consider m intuitiv ca socială ă
re ea.ţ  Prin urmare, discut m ideea de „localitate”, proprietatea socială ă
re elele care spun c  nodurile i marginile graficului tind s  se grupeze în comunit i.ă ă ăț ș ț
Aceast  sec iune analizeaz , de asemenea, unele dintre tipurile de re ele sociale care apar înă ăț ț
practic .ă
10.1.1 Ce este o re ea social ?ăț
Când ne gândim la o re ea social , ne gândim la Facebook, Twitter, Google+,ăț
sau un alt site web numit „re ea social ” i, într-adev r, acest gen deă ăț ș
re eaua este reprezentativ  pentru clasa mai larg  de re ele numite „sociale”.ă ăț ț  The
caracteristicile esen iale ale unei re ele sociale sunt:ț ț
1. Exist  o colec ie de entit i care particip  la re ea.ă ă ăț ț ț  De obicei,
aceste entit i sunt oameni, dar ar putea fi cu totul altceva.ăț  Noi
va discuta câteva alte exemple în sec iunea 10.1.3.ț
2. Exist  cel pu in o rela ie între entit ile din re ea.ă ăț ț ț ț  Pe
Facebook sau a a ceva, aceast  rela ie se nume te prieteni.ăș ț ș  Uneori
rela ia este totul sau nimic;ț  doi oameni sunt fie prieteni, fie sunt
nu. Cu toate acestea, în alte exemple de re ele sociale, rela ia are unț ț
grad. Acest grad ar putea fi discret; de exemplu, prieteni, familie, cunoscu i,ț
sau niciunul ca în Google+. Ar putea fi un num r real;ă  un exemplu ar fi
fie frac iunea din ziua medie pe care doi oameni o petrec vorbind cu fiecareț
alte.
3. Exist  o presupunere de non-aleatoriu sau de localitate.ă  Aceast  condi ie esteă ț
cel mai greu de formalizat, dar intui ia este c  rela iile tindăț ț
grup. Adic , dac  entitatea A este legat  atât de B, cât i de C, atunci exist  oă ă ă ăș
probabilitate mai mare decât media ca B i C s  fie legate.ăș
10.1.2 Re elele sociale ca graficeț
Re elele sociale sunt modelate în mod natural ca grafice, la care uneori ne referimț
ca grafic social. Entit ile sunt nodurile, iar o margine conecteaz  dou  noduriă ă ăț
dac  nodurile sunt legate de rela ia care caracterizeaz  re eaua.ă ăț ț  Dacă
exist  un grad asociat cu rela ia, acest grad este reprezentat deă ț
etichetarea marginilor. Adesea, graficele sociale nu sunt direc ionate, ca i pentru Facebookț ș
graficul prietenilor. Dar pot fi grafice direc ionate, ca de exemplu graficele luiț
urm ritori pe Twitter sau Google+.ă
Exemplul 10.1: Figura 10.1 este un exemplu de mic  re ea social .ă ăț  The
entit ile sunt nodurile de la A la G. Rela ia, la care ne-am putea gândiăț ț
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A
B
D
E
G
F
C
Figura 10.1: Exemplu de mic  re ea socială ăț
ca „prieteni”, este reprezentat de margini. De exemplu, B este prieten cu A, C,
i D.ș

Este acest grafic cu adev rat tipic unei re ele sociale, în sensul c  prezintă ă ăț
localitatea rela iilor?ț  În primul rând, re ine i c  graficul are nou  margini dină ăț ț
( 7
2 ) = 21 de perechi de noduri care ar fi putut avea o margine între ele. Presupune
X, Y i Z sunt noduri din Fig. 10.1, cu margini între X i Y i, de asemeneaș ș ș
între X i Z. La ce ne-am a tepta probabilitatea unei margini întreș ș
Y i Z s  fie?ăș  Dac  graficul ar fi mare, aceast  probabilitate ar fi foarte apropiată ă ă
la frac iunea perechilor de noduri care au margini între ele, adic  9/21ăț
= .429 în acest caz. Cu toate acestea, deoarece graficul este mic, exist  un aspect vizibilă
diferen a dintre probabilitatea real  i raportul dintre num rul de muchii iă ăț ș ș
num rul de perechi de noduri.ă  Deoarece tim deja c  exist  margini (X, Y)ă ăș
i (X, Z), mai sunt doar apte margini.ș ș  Cele apte margini ar putea alergaș

între oricare dintre cele 19 perechi de noduri r mase.ă  Astfel, probabilitatea unui
muchia (Y, Z) este 7/19 = .368.
Acum, trebuie s  calcul m probabilitatea ca muchia (Y, Z) s  existe în Fig.ă ă ă
10.1, dat fiind faptul c  muchiile (X, Y) i (X, Z) exist .ă ăș  Ceea ce vom conta de fapt



este perechi de noduri care ar putea fi Y i Z, f r  a v  face griji cu privire la ce nodă ă ăș
este Y i care este Z. Dac  X este A, atunci Y i Z trebuie s  fie B i C, în uneleă ăș ș ș
Ordin. Deoarece marginea (B, C) exist , A contribuie cu un exemplu pozitiv (undeă
marginea exist ) i nu exist  exemple negative (unde marginea este absent ).ă ă ăș  The
cazurile în care X este C, E sau G sunt în esen  acelea i.ăț ș  În fiecare caz, X are numai
doi vecini, iar marginea dintre vecini exist .ă  Astfel, am v zută
patru exemple pozitive i zero exemple negative pân  acum.ăș
Acum, ia în considerare X = F. F are trei vecini, D, E i G. Exist  marginiăș
între dou  din cele trei perechi de vecini, dar nici o margine între G i E.ă ș
Astfel, vedem înc  dou  exemple pozitive i vedem primul nostru exemplu negativ.ă ă ș
Dac  X = B, exist  din nou trei vecini, dar o singur  pereche de vecini,ă ă ă
A i C, au o margine.ș  Astfel, avem înc  dou  exemple negative i unulă ă ș
exemplu pozitiv, pentru un total de apte pozitive i trei negative.ș ș  În cele din urm , cândă
X = D, sunt patru vecini. Din cele ase perechi de vecini, doar dou  auăș
marginile dintre ele.
Astfel, num rul total de exemple pozitive este nou  i num rul totală ă ăș
de exemple negative este apte.ș  Vedem c  în Fig. 10.1, frac iunea de oriă ț
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a treia margine exist  este astfel 9/16 = .563.ă  Aceast  frac iune este considerabil mai mareă ț
decât valoarea a teptat  .368 pentru acea frac iune.ăș ț  Concluzion m c  Fig. 10.1ă ă
expune într-adev r localitatea a teptat  într-o re ea social .ă ă ăș ț  ✷
10.1.3 Soiuri de re ele socialeț
Exist  multe exemple de re ele sociale, altele decât re elele de „prieteni”.ă ț ț
Aici, s  enumer m câteva dintre celelalte exemple de re ele care prezint , de asemeneaă ă ăț
localitatea rela iilor.ț
Re ele telefoniceț
Aici nodurile reprezint  numere de telefon, care sunt cu adev rat persoane fizice.ă ă  Acolo
este o margine între dou  noduri dac  un apel a fost plasat între aceste telefoaneă ă
într-o perioad  determinat  de timp, cum ar fi luna trecut  sau „vreodat ”.ă ă ă ă  Marginile ar putea
s  fie ponderat de num rul de apeluri efectuate între aceste telefoane în timpulă ă
perioad .ă  Comunit ile dintr-o re ea telefonic  se vor forma din grupuri de oameniă ăț ț
care comunic  frecvent: grupuri de prieteni, membri ai unui club sau oameniă
lucreaz  la aceea i companie, de exemplu.ă ș
Re ele de e-mailț
Nodurile reprezint  adrese de e-mail, care sunt din nou individuale.ă  O margine
reprezint  faptul c  a existat cel pu in un e-mail în cel pu in o direc ieă ă ț ț ț
între cele dou  adrese.ă  Alternativ, putem plasa o margine numai dac  există ă
erau e-mailuri în ambele direc ii.ț  În acest fel, evit m s  privim spam-ul ca fiindă ă

„Prieteni” cu toate victimele lor. O alt  abordare este de a eticheta marginile ca fiind slabe sauă
puternic. Marginile puternice reprezint  comunicarea în ambele direc ii, în timp ce slabeă ț
marginile indic  faptul c  comunicarea a fost într-o singur  direc ie.ă ă ă ț  Com-
Comunit ile v zute în re elele de e-mail provin din acelea i tipuri de grup riă ă ăț ț ș
men ionat  în leg tur  cu re elele telefonice.ă ă ăț ț  Un tip similar de re eaț
implic  oameni care trimit mesaje text altor persoane prin intermediul telefoanelor lor mobile.ă
Re ele de colaborareț
Nodurile reprezint  persoane care au publicat lucr ri de cercetare.ă ă  Este o
marginea dintre dou  persoane care au publicat una sau mai multe lucr ri în comun.ă ă  Op iune-ț
aliat, putem eticheta marginile dup  num rul de publica ii comune.ă ă ț  Comunit ileăț
în aceast  re ea sunt autori care lucreaz  la un anumit subiect.ă ăț
O vedere alternativ  a acelora i date este ca un grafic în care se afl  nodurileă ăș
hârtii. Dou  lucr ri sunt conectate printr-o margine dac  au cel pu in un autoră ă ă ț
in comun. Acum, form m comunit i care sunt colec ii de lucr ri peă ă ăț ț
acela i subiect.ș
Exist  mai multe alte tipuri de date care formeaz  dou  re ele într-o similară ă ă ăț
cale. De exemplu, ne putem uita la persoanele care editeaz  articole Wikipedia iă ș
articolele pe care le editeaz .ă  Doi editori sunt conecta i dac  au editat unăț
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articol în comun. Comunit ile sunt grupuri de editori care sunt interesa iăț ț
în acela i subiect.ș  Dual, putem construi o re ea de articole i ne putem conectaț ș
articole dac  au fost editate de aceea i persoan .ă ăș  Aici, ob inem comunit iăț ț



de articole pe subiecte similare sau conexe.
De fapt, datele implicate în filtrarea colaborativ , dup  cum sa discutat înă ă
Capitolul 9, deseori poate fi privit ca formând o pereche de re ele, una pentruț
clien i i unul pentru produse.ț ș  Clien ii care cump r  acelea i tipuri deă ăț ș
produse, de exemplu, c r i de tiin -fic iune, vor forma comunit i i, în mod dual, vor produceă ă ăț ș ț ț ț ș
produsele cump rate de aceia i clien i vor forma comunit i, de exemplu, toateă ăș ț ț
c r i de tiin -fic iune.ă ăț ș ț ț
Alte exemple de grafice sociale
Multe alte fenomene dau na tere la grafice care arat  ca ceva socialăș
grafice, în special localitatea care prezint .ă  Exemplele includ: re elele de informa iiț ț
(documente, grafice web, brevete), re ele de infrastructur  (drumuri, avioane, apă ăț
conducte, re ele electrice), re ele biologice (gene, proteine, re ele alimentare ale animalelorț ț ț
mâncându-se reciproc), precum i alte tipuri, cum ar fi re elele de co-cump rare a produselorăș ț
(de exemplu, Groupon).
10.1.4 Grafice cu mai multe tipuri de noduri
Exist  i alte fenomene sociale care implic  entit i de diferite tipuri.ă ă ăș ț  Noi
tocmai discutat sub titlul „re ele de colaborare”, mai multe tipuri deț
grafice care sunt într-adev r formate din dou  tipuri de noduri.ă ă  Re ele de autorț
se poate vedea c  are noduri de autor i noduri de hârtie.ă ș  În discu ia de mai sus, noiț
a construit dou  re ele sociale prin eliminarea nodurilor unuia dintre cele dou  tipuri, dară ăț
nu trebuie s  facem asta.ă  Ne putem gândi mai degrab  la structur  ca un întreg.ă ă
Pentru un exemplu mai complex, utilizatorii de pe un site precum del.icio.us plaseaz  etichete peă
Pagini web. Exist  astfel trei tipuri diferite de entit i: utilizatori, etichete iă ăț ș
pagini. S-ar putea s  credem c  utilizatorii erau cumva conecta i dac  aveau tendin aă ă ăț ț
utiliza i frecvent acelea i etichete sau dac  au avut tendin a de a eticheta acelea i pagini.ăț ș ț ș  În mod similar,
etichetele ar putea fi considerate înrudite dac  au ap rut pe acelea i pagini sau au fostă ă ș
utilizate de aceia i utilizatori i paginile ar putea fi considerate similare dac  ar avea multeăș ș
din acelea i etichete sau au fost etichetate de mul i dintre aceia i utilizatori.ș ț ș
Modul natural de a reprezenta astfel de informa ii este ca un grafic k-partit pentruț
unele k> 1. Am întâlnit grafice bipartite, cazul k = 2, în sec iunea 8.3.ț  În
în general, un grafic k-partit este format din k seturi de noduri disjuncte, f r  marginiă ă
între nodurile aceluia i set.ș
Exemplul 10.2: Figura 10.2 este un exemplu de grafic tripartit (cazul k = 3
a unui grafic k-partit). Exist  trei seturi de noduri, la care ne-am putea gândiă
ca utilizatori {U 1 , U 2 }, etichete {T 1 , T 2 , T 3 , T 4 } i pagini web {Wș  1 , W 2 , W 3 }. În tiin areș ț
c  toate marginile conecteaz  noduri din dou  seturi diferite.ă ă ă  Putem presupune acest grafic
reprezint  informa ii despre cele trei tipuri de entit i.ă ăț ț  De exemplu, marginea
(U 1 , T 2 ) înseamn  c  utilizatorul Uă ă  1 a plasat eticheta T 2 pe cel pu in o pagin .ăț  Notă
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Figura 10.2: Un grafic tripartit care reprezint  utilizatori, etichete i pagini webă ș
c  graficul nu ne spune un detaliu care ar putea fi important: cine a plasată
ce etichet  pe ce pagin ?ă ă  Pentru a reprezenta astfel de informa ii ternare ar necesitaț
o reprezentare mai complex , cum ar fi o rela ie de baz  de date cu trei coloaneă ăț
corespunz tor utilizatorilor, etichetelor i paginilor.ă ș  ✷
10.1.5 Exerci ii pentru sec iunea 10.1ț ț
Exerci iul 10.1.1: Este posibil s  ne gândim la marginile unui grafic G ca laăț
nodurile unui alt grafic G ′ . Construim G ′ din G prin construc ia dual :ăț
1. Dac  (X, Y) este o margine a lui G, atunci XY, reprezentând setul neordonat al lui Xă
iar Y este un nod al lui G ′ . Re ine i c  XY i YX reprezint  acela i nodă ăț ț ș ș
din G ′ , nu dou  noduri diferite.ă



2. Dac  (X, Y) i (X, Z) sunt muchii ale lui G, atunci în Gă ș  ′ exist  o margine întreă
XY i XZ.ș  Adic , nodurile lui Gă  ′ au o margine între ele dacă
muchiile lui G pe care le reprezint  aceste noduri au un nod (al lui G) în comun.ă
(a) Dac  aplic m construc ia dual  unei re ele de prieteni, care esteă ă ăț ț
interpretarea marginilor graficului rezultat?
(b) Aplica i construc ia dual  la graficul din Fig. 10.1.ăț ț
! (c) Cum este gradul unui nod XY în G ′ legat de gradele lui X i Yș
în G?
!! (d) Num rul muchiilor lui Gă  ′ este legat de gradele nodurilor lui G de
o anumit  formul .ă ă  Descoper  acea formul .ă ă
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! (e) Ceea ce am numit dual nu este un dual adev rat, deoarece aplicarea con-ă
construc ia la Gț  ′ nu d  neap rat un grafic izomorf lui G. Giveă ă
un exemplu de grafic G unde dualul lui G ′ este izomorf pentru G i altulș
exemplu în care dualul lui G ′ nu este izomorf pentru G.

10.2 Clusterizarea graficelor din re elele socialeț
Un aspect important al re elelor sociale este c  acestea con in comunit i deă ăț ț ț
entit i care sunt conectate prin mai multe margini.ăț  Acestea corespund de obicei grupurilor
de prieteni la coal  sau grupuri de cercet tori interesa i de acela i subiect, pentruă ăș ț ș
exemplu. În aceast  sec iune, vom considera gruparea graficului ca o modalitate de aă ț
identifica i comunit ile.ăț ț  Se pare c  tehnicile pe care le-am înv at în capitolul 7ă ăț
sunt, în general, nepotrivite pentru problema grup rii graficelor re elelor sociale.ă ț
10.2.1 M suri la distan  pentru graficele de re ea socială ă ăț ț
Dac  ar fi s  aplic m tehnici standard de clusterizare unui grafic de re ea social ,ă ă ă ăț
primul nostru pas ar fi s  definim o m sur  de distan .ă ă ă ăț  Când marginile
grafice au etichete, aceste etichete ar putea fi utilizabile ca m sur toare a distan ei, în func ie deă ă ț ț
pe ceea ce au reprezentat. Dar când marginile sunt nemarcate, ca într-un „prieteni”
grafic, nu putem face multe pentru a defini o distan  adecvat .ă ăț
Primul nostru instinct este s  presupunem c  nodurile sunt apropiate dac  au o margineă ă ă
între ele i îndep rtate dac  nu.ă ăș  Astfel, am putea spune c  distan a d (x, y)ă ț
este 0 dac  exist  o margine (x, y) i 1 dac  nu exist  o astfel de margine.ă ă ă ăș  Am putea folosi orice
alte dou  valori, cum ar fi 1 i , atâta timp cât distan a este mai mic  atunci când este acoloă ∞ ăș ț
este o margine.
Niciuna dintre aceste „m suri de distan ” cu dou  valori - 0 i 1 sau 1 i  - nu esteă ă ă ∞ț ș ș
o adev rat  m sur  a distan ei.ă ă ă ă ț  Motivul este c  încalc  inegalitatea triunghiuluiă ă
când sunt trei noduri, cu dou  margini între ele.ă  Adic , dac  există ă ă
(A, B) i (B, C), dar f r  margine (A, C), apoi distan a de la A la Că ăș ț
dep e te suma distan elor de la A la B pân  la C. Am putea remedia aceast  problemă ă ă ăș ș ț
folosind, s  zicem, distan a 1 pentru o margine i distan a 1,5 pentru o margine lips .ă ăț ș ț  Dar
problema cu func iile de distan  cu dou  valori nu se limiteaz  la triunghiă ă ăț ț
inegalitate, a a cum vom vedea în sec iunea urm toare.ăș ț
10.2.2 Aplicarea metodelor standard de clusterizare
Reamintim din sec iunea 7.1.2 c  exist  dou  abord ri generale ale clusteriz rii:ă ă ă ă ăț
ierarhic (aglomerativ) i de atribuire a punctelor.ș  S  ne gândim cum fiecareă
dintre acestea ar func iona pe un grafic de re ea social .ăț ț  În primul rând, ia în considerare ierarhizarea
metodele acoperite în sec iunea 7.2.ț  În special, s  presupunem c  folosim ca interclusteră ă
distan a distan a minim  între nodurile celor dou  clustere.ă ăț ț
Clusterul ierarhic al unui grafic de re ea social  începe prin combinarea unoraăț
dou  noduri care sunt conectate printr-o margine.ă  Succesiv, margini care nu sunt
între dou  noduri ale aceluia i cluster ar fi aleatoriu combinateă ș
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grupurile la care apar in cele dou  noduri ale acestora.ăț  Alegerile ar fi aleatorii,
deoarece toate distan ele reprezentate de o margine sunt acelea i.ț ș
Exemplul 10.3: Lua i în considerare din nou graficul din Fig. 10.1, repetat aici ca Fig.ț
10.3. În primul rând, s  ne punem de acord asupra a ceea ce sunt comunit ile.ă ăț  La cel mai înalt nivel,
se pare c  exist  dou  comunit i {A, B, C} i {D, E, F, G}.ă ă ă ăț ș  Cum-
oricând, am putea vedea i {D, E, F} i {D, F, G} ca dou  subcomunit i aleă ăș ș ț
{D, E, F, G}; aceste dou  subcomunit i se suprapun în doi dintre membrii lor iă ăț ș
astfel nu ar putea fi niciodat  identificat printr-un algoritm de clusterizare pur.ă  În cele din urm , am puteaă



ia în considerare fiecare pereche de indivizi care sunt conecta i de o margine ca o comunitateț
de dimensiunea 2, de i astfel de comunit i sunt neinteresante.ăș ț
A
B
D
E
G
F
C
Figura 10.3: Repeta i figura 10.1ț
Problema cu gruparea ierarhic  a unui grafic precum cea din Fig. 10.3 esteă
c  la un moment dat este probabil s  alegem s  combin m B i D, chiar dacă ă ă ă ăș
cu siguran  apar in unor clustere diferite.ăț ț  Motivul pentru care este probabil s  combin m Bă ă
i D este acel D i orice cluster care îl con ine, este la fel de aproape de B i de orice clusterș ș ț ș

con inând-o, deoarece A i C sunt la B. Exist  chiar i o probabilitate de 1/9 caăț ș ș
primul lucru pe care îl facem este s  combin m B i D într-un singur cluster.ă ă ș
Exist  lucruri pe care le putem face pentru a reduce probabilitatea de eroare.ă  Putem
rula i clusterizarea ierarhic  de mai multe ori i alege i rularea care ofer  cel mai multă ăț ș ț
clustere coerente. Putem folosi o metod  mai sofisticat  pentru m surareaă ă ă
distan a dintre grupurile de mai multe noduri, a a cum sa discutat în sec iunea 7.2.3.ț ș ț
Dar, indiferent de ceea ce facem, într-un grafic mare cu multe comunit i exist  ună ăț
ans  semnificativ  ca în fazele ini iale s  folosim câteva margini care se conectează ă ă ăș ț

dou  noduri care nu apar in împreun  în nicio comunitate mare.ă ăț  ✷
Acum, lua i în considerare o abordare de atribuire a punctelor pentru gruparea re elelor sociale.ț ț
Din nou, faptul c  toate muchiile sunt la aceea i distan  va introduce un num ră ă ăș ț
a factorilor aleatori care vor duce la atribuirea unor gre eli unor noduriș
grup. Un exemplu ar trebui s  ilustreze punctul.ă
Exemplul 10.4: S  presupunem c  încerc m o abordare k-means a grup rii Fig. 10.3.ă ă ă ă
Deoarece dorim dou  clustere, alegem k = 2. Dac  alegem dou  noduri de pornire la întâmplare,ă ă ă
s-ar putea s  fie amândoi în acela i grup.ă ș  Dac , a a cum este sugerat în sec iunea 7.3.2, noiă ș ț
începe i cu un nod ales aleatoriu i apoi alege i altul cât mai departeț ș ț
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posibil, nu ne descurc m mult mai bine;ă  am putea alege astfel orice pereche de noduri nu
conectate printr-o margine, de exemplu, E i G în Fig. 10.3.ș
Cu toate acestea, s  presupunem c  avem dou  noduri de pornire adecvate, cum ar fi B i F.ă ă ă ș
Vom atribui apoi A i C grupului de B i atribuim E i G c treăș ș ș
grup de F. Dar D este la fel de aproape de B ca de F, deci ar putea merge în orice sens, chiar
de i este „evident” c  D apar ine lui F.ăș ț
Dac  decizia cu privire la locul unde se plaseaz  D este amânat  pân  când ne-am atribuită ă ă ă
alte noduri c tre clustere, atunci probabil c  vom lua decizia corect .ă ă ă
De exemplu, dac  atribuim un nod clusterului cu cea mai mic  distan  medieă ă ăț
tuturor nodurilor clusterului, atunci D ar trebui s  fie atribuit clusterului F, a a cumă ș
atâta timp cât nu încerc m s  plas m D înainte de atribuirea altor noduri.ă ă ă  In orice caz,
în grafice mari, cu siguran  vom face gre eli pe unele dintre primele noduri pe care le avemăț ș
loc. ✷
10.2.3 Interval
Deoarece exist  probleme cu metodele standard de clusterizare, mai multe specializateă
tehnici de clusterizare au fost dezvoltate pentru a g si comunit i în re elele socialeă ăț ț
lucr ri.ă  În aceast  sec iune vom considera una dintre cele mai simple, bazate pe constatareă ț
marginile care sunt cel mai pu in probabil s  se afle în interiorul unei comunit i.ă ăț ț
Defini i intervalul unei muchii (a, b) pentru a fi num rul de perechi de noduriăț
x i y astfel încât muchia (a, b) s  se afle pe cea mai scurt  cale dintre x i y.ă ăș ș
Pentru a fi mai precis, deoarece pot exista mai multe c i scurte între x i y,ă ș
muchia (a, b) este creditat  cu frac ia dintre cele mai scurte c i care includă ăț
margine (a, b). La fel ca în golf, un scor mare este r u.ă  Aceasta sugereaz  c  marginea (a, b) rulează ă ă
între dou  comunit i diferite;ă ăț  adic  a i b nu apar in aceluia iă ș ț ș
comunitate.
Exemplul 10.5: În Fig. 10.3 muchia (B, D) are cea mai mare distan , caăț
nu ar trebui s  surprind  pe nimeni.ă ă  De fapt, aceast  margine este pe fiecare cale cea mai scurt  dintreă ă
oricare dintre A, B i C la oricare dintre D, E, F i G. Între acestea, deci esteș ș
3 × 4 = 12. În schimb, muchia (D, F) este pe doar cele mai scurte c i: celeă
de la A, B, C i D la F. ✷ș
10.2.4 Algoritmul Girvan-Newman
Pentru a exploata între margini, trebuie s  calcul m num rul deă ă ă
cele mai scurte c i care trec prin fiecare margine.ă  Vom descrie o metod  numită ă



Algoritmul Girvan-Newman (GN), care viziteaz  fiecare nod X o dat  i calculează ă ăș
num rul celor mai scurte c i de la X la fiecare dintre celelalte noduri care trecă ă
fiecare dintre margini. Algoritmul începe prin efectuarea unei c ut ri întinseă ă
(BFS) al graficului, începând de la nodul X. Re ine i c  nivelul fiec rui nod dină ăț ț
prezentarea BFS este lungimea celei mai scurte c i de la X la acel nod.ă
Astfel, marginile care merg între noduri la acela i nivel nu pot face parte niciodatăș
o cale mai scurt  de la X.ă
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Marginile dintre niveluri se numesc margini DAG („DAG” înseamn  direc ionat,ă ț
grafic aciclic).
Fiecare margine DAG va face parte din cel pu in o cale mai scurtăț
din r d cina X. Dac  exist  o margine DAG (Y, Z), unde Y este la nivelul de deasupra Ză ă ă ă
(adic  mai aproape de r d cin ), atunci vom numi Y un p rinte al lui Z i Z un copil al lui Y,ă ă ă ă ă ș
de i p rin ii nu sunt neap rat unici într-un DAG a a cum ar fi într-ună ăș ț ș
copac.
E
D
F
B
G
A
C
1
1
2
1
1
1
1
Nivelul 1
Nivelul 2
Nivelul 3
Figura 10.4: Pasul 1 al algoritmului Girvan-Newman
Exemplul 10.6: Figura 10.4 este o prezentare larg  a graficului din Fig.ă
10.3, începând cu nodul E. Marginile solide sunt marginile DAG i marginile punctate se conecteazăș
noduri la acela i nivel.ș  ✷
Al doilea pas al algoritmului GN este de a eticheta fiecare nod cu num rul deă
cele mai scurte c i care o ating de la r d cin .ă ă ă ă  Începe i prin etichetarea r d cinii 1. Apoi,ă ăț
de sus în jos, eticheta i fiecare nod Y prin suma etichetelor p rin ilor s i.ă ăț ț
Exemplul 10.7: În Fig. 10.4 sunt etichetele pentru fiecare dintre noduri. Mai întâi, eticheta iț
r d cina E cu 1. La nivelul 1 sunt nodurile D i F. Fiecare are doar E ca aă ă ș
p rinte, deci i ei sunt eticheta i 1. Nodurile B i G sunt la nivelul 2. B are numaiă ș ț ș
D ca p rinte, deci eticheta lui B este aceea i cu eticheta lui D, care este 1. Cu toate acestea,ă ș
G are p rin ii D i F, deci eticheta sa este suma etichetelor lor, sau 2. În cele din urm , laă ăț ș
nivelul 3, A i C au fiecare p rinte B, deci etichetele lor sunt eticheta lui B,ăș
care este 1. ✷
Al treilea i ultimul pas este de a calcula pentru fiecare muchie e suma peste toate nodurileș
Y din frac iunea celor mai scurte c i de la r d cina X la Y care trec prin e.ă ă ăț
Acest calcul implic  calcularea acestei sume atât pentru noduri cât i pentru margini, de laă ș
fundul. Fiecare nod, altul decât r d cina, prime te un credit de 1, reprezentândă ă ș
cea mai scurt  cale c tre acel nod.ă ă  Acest credit poate fi împ r it între noduri iă ț ș
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marginile de deasupra, deoarece ar putea exista mai multe c i scurte diferite c tre nod.ă ă
Regulile de calcul sunt dup  cum urmeaz :ă ă
1. Fiecare frunz  din DAG (o frunz  este un nod f r  margini DAG la noduri laă ă ă ă
nivelurile de mai jos) prime te un credit de 1.ș
2. Fiecare nod care nu este o frunz  prime te un credit egal cu 1 plus suma luiă ș
creditele marginilor DAG de la acel nod pân  la nivelul de mai jos.ă
3. O margine DAG e care introduce nodul Z de la nivelul de mai sus prime te o parte dinș
credit Z propor ional cu frac iunea celor mai scurte c i de la r d cin  laă ă ă ăț ț
Z care trec prin e. În mod formal, p rin ii lui Z s  fie Yă ăț  1 , Y 2 , ..., Y k . L saă
p i fi num rul celor mai scurte c i de la r d cin  la Yă ă ă ă ă  i ; acest num r a fostă



calculat în Pasul 2 i este ilustrat de etichetele din Fig. 10.4.ș  Apoi
creditul pentru margine (Y i , Z) este creditul de Z ori p i împ r it la ă ∑ț
k

j = 1 p j .
Dup  efectuarea calculului creditului cu fiecare nod ca r d cin , sum mă ă ă ă ă
creditele pentru fiecare margine. Apoi, deoarece fiecare cale cea mai scurt  va fi descoperită ă
modelat de dou  ori - o dat  când fiecare dintre punctele sale finale este r d cina - trebuie s  împ r imă ă ă ă ă ă ț
credit pentru fiecare margine cu 2.
Exemplul 10.8: S  efectu m calculul creditului pentru prezentarea BFSă ă
din Fig. 10.4. Vom începe de la nivelul 3 i vom continua în sus.ș  În primul rând, A i C,ș
fiind frunze, primi i credit 1. Fiecare dintre aceste noduri are un singur p rinte, deci lorăț
creditul se acord  muchiilor (B, A) i respectiv (B, C).ă ș
E
D
F
B
G
A
C
1
1
3
1
1
1
Figura 10.5: Pasul final al algoritmului Girvan-Newman - nivelurile 3 i 2ș
La nivelul 2, G este o frunz , deci cap t  credit 1. B nu este o frunz , deci cap t  credită ă ă ă ă ă
egal cu 1 plus creditele de pe marginile DAG intrându-l de jos. De cand
ambele aceste margini au credit 1, creditul lui B este 3. Intuitiv 3 reprezintă
faptul c  toate cele mai scurte c i de la E la A, B i C trec prin B. Figura 10.5ă ă ș
arat  creditele atribuite pân  acum.ă ă
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Acum, s  trecem la nivelul 1. B are un singur p rinte, D, deci margineaă ă
(D, B) prime te întregul credit al lui B, care este 3. Cu toate acestea, G are doi p rin i, Dăș ț
i F. Prin urmare, trebuie s  împ r im creditul de 1 pe care îl are G între marginiă ăș ț

(D, G) i (F, G).ș  În ce propor ie împ r im?ăț ț  Dac  examina i eticheteleă ț
din Fig. 10.4, vede i c  atât D cât i F au eticheta 1, reprezentând faptul că ăț ș
exist  o cale mai scurt  de la E la fiecare dintre aceste noduri.ă ă  Astfel, d m jum tateă ă
creditul lui G pentru fiecare dintre aceste margini; adic  creditul lor este fiecare 1 / (1 + 1) = 0,5.ă
Dac  etichetele D i F din Fig. 10.4 ar fi fost 5 i 3, adic  erau cinciă ăș ș
cele mai scurte c i spre D i doar trei spre F, atunci creditul de margine (D, G) ar fiă ș
au fost 5/8 i creditul de margine (F, G) ar fi fost 3/8.ș
E
D
F
B
G
A
C
1
1
3
1
1
1
0,5
0,5
4.5
1.5
3
4.5
1.5
Figura 10.6: Pasul final al algoritmului Girvan-Newman - completarea
calculul creditului
Acum, putem atribui credite nodurilor de la nivelul 1. D prime te 1 plus crediteleș
a marginilor care intr  în ea de jos, care sunt 3 i 0,5.ă ș  Adic  creditul lui Dă
este 4,5. Creditul lui F este 1 plus creditul marginii (F, G) sau 1,5. În cele din urm ,ă
muchiile (E, D) i (E, F) primesc creditul lui D i, respectiv, F, deoarece fiecareș ș



dintre aceste noduri are un singur p rinte.ă  Aceste credite sunt prezentate în Fig. 10.6.
Creditul pe fiecare dintre marginile din Fig. 10.6 este contribu ia la ob inereaț ț
între aceast  margine datorit  celor mai scurte c i de la E. De exemplu, aceast  contri-ă ă ă ă
butonul pentru margine (E, D) este 4,5. ✷
Pentru a finaliza calculul între diferen e, trebuie s  repet m ă ăț acest calcul
pentru fiecare nod ca r d cin  i suma contribu iilor.ă ă ă ș ț  În cele din urm , trebuie s  ne împ r imă ă ă ț
cu 2 pentru a ob ine adev rata între enire, deoarece fiecare cale cea mai scurt  va fi descoperită ă ăț ț
de dou  ori, o dat  pentru fiecare dintre obiectivele sale finale.ă ă

10.2.5 Utilizarea Betweenness pentru a g si comunit iă ăț
Scorurile de interval pentru marginile unui grafic se comport  ca o distană ăț
m sura i pe nodurile graficului.ă ț  Nu este tocmai o m sur  de distan , pentru că ă ă ăț
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nu este definit pentru perechile de noduri care nu sunt conectate de o margine i ar puteaș
s  nu satisfac  inegalitatea triunghiului chiar i atunci când este definit.ă ă ș  Cu toate acestea, putem grupa
prin luarea marginilor în ordinea cre terii între i ad uga i-le laăș ș ț
grafic pe rând. La fiecare pas, componentele conectate ale graficului
formeaz  ni te clustere.ă ș  Cu cât permi en a este mai mare, cu atât avem mai multe marginiț ț
cre te i cu cât grupurile devin mai mari.ș ș
Mai frecvent, aceast  idee este exprimat  ca un proces de îndep rtare a muchiilor.ă ă ă  start
cu graficul i toate marginile acestuia;ș  apoi îndep rta i marginile cu cea mai mareă ț
pân  când graficul s-a rupt într-un num r adecvat de componente conectateă ă
nents.
Exemplul 10.9: S  începem cu exemplul nostru de rulare, graficul din Fig. 10.1.ă
O vedem cu intervalul pentru fiecare margine în Fig. 10.7. Calculul
intervalul va fi l sat în seama cititorului.ă  Singura parte dificil  a num r riiă ă ă
este de a observa c  între E i G exist  dou  c i scurte, una mergândă ă ă ăș
prin D i cealalt  prin F. Astfel, fiecare dintre margini (D, E), (E, F),ăș
(D, G) i (G, F) sunt creditate cu o jum tate de cale mai scurt .ă ăș
A
B
D
E
G
F
C
5
12
4
1
5
4.5
1.5
1.5
4.5
Figura 10.7: Scorurile de egalitate pentru graficul din Fig. 10.1
În mod clar, muchia (B, D) are cea mai mare distan , deci este îndep rtat  mai întâi.ă ă ăț
Asta ne las  exact cu comunit ile pe care le-am observat care au cel mai mult sens,ă ăț
i anume: {A, B, C} i {D, E, F, G}.ș ș  Cu toate acestea, putem continua s  elimin mă ă

margini. Urmeaz  s  pleci sunt (A, B) i (B, C) cu un scor de 5, urmat de (D, E)ă ă ș
i (D, G) cu un scor de 4,5.ș  Apoi, (D, F), al c rui scor este 4, ar p r siă ă ă

grafic. Vedem în Fig. 10.8 graficul care r mâne.ă

„Comunit ile” din Fig. 10.8 arat  ciudat.ă ăț  O implica ie este c  A iăț ș
C sunt mai strâns legate între ele decât de B. Adic , într-un anumit sens, B este aă

„Tr d tor” pentru comunitate {A, B, C} pentru c  are un prieten D în afara acestuiaă ă ă
comunitate. La fel, D poate fi v zut ca un „tr d tor” al grupului {D, E, F, G},ă ă ă
motiv pentru care în Fig. 10.8, numai E, F i G r mân conectate.ăș  ✷
10.2.6 Exerci ii pentru sec iunea 10.2ț ț
Exerci iul 10.2.1: Figura 10.9 este un exemplu de grafic de re ea social .ăț ț  Utilizare
abordarea Girvan-Newman pentru a g si num rul celor mai scurte c i din fiecareă ă ă
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B
D
E
G
F
C
Figura 10.8: Toate marginile cu între 4 sau mai multe au fost eliminate
Accelerarea calculului Betweenness
Dac  aplic m metoda sec iunii 10.2.4 unui grafic de n noduri i e margini,ă ă ț ș
este nevoie de O (ne) timp de rulare pentru a calcula între fiecare margine.
Adic , BFS dintr-un singur nod necesit  timp O (e), la fel ca cele dou  etichet riă ă ă ă
pa i.ș  Trebuie s  începem de la fiecare nod, deci exist  n din calculeă ă
descris în sec iunea 10.2.4.ț
Dac  graficul este mare - i chiar i un milion de noduri este mare atunci cândă ș ș
algoritmul necesit  O (ne) timp - nu ne putem permite s -l execut m a a cum s-a sugerat.ă ă ă ș
Cu toate acestea, dac  alegem un subset de noduri la întâmplare i le folosim caă ș
r d cinile primelor c ut ri de l ime, putem ob ine o aproximare laă ă ă ă ăț ț
între fiecare margine care va servi în majoritatea aplica iilor.ț
dintre urm toarele noduri care trec prin fiecare dintre margini.ă  (a) A (b) B.
Exerci iul 10.2.2: Folosind simetria, calculele exerci iului 10.2.1 sunt toateț ț
trebuie s  calcula i între fiecare margine.ă ț  Face i calculul.ț
Exerci iul 10.2.3: Folosind valorile de interval dintre Exerci iul 10.2.2, determina iț ț ț
10. Candida i rezonabili pentru comunit ile din Fig. 10.9 prin eliminarea tuturorăț ț
margini cu o intervalitate peste un prag.

10.3 Descoperirea direct  a comunit iloră ăț
În sec iunea anterioar  am c utat comunit i prin parti ionarea tuturor informa iiloră ă ăț ț ț ț
persoane fizice într-o re ea social .ăț  De i aceast  abordare este relativ eficient , daă ăș
au mai multe limit ri.ă  Nu este posibil s  plasezi un individ în două ă
comunit i i toat  lumea este alocat  unei comunit i.ă ă ă ăț ș ț  În aceast  sec iune, vom faceă ț
vede i o tehnic  pentru descoperirea comunit ilor direct, c utând subseturi deă ă ăț ț
nodurile care au un num r relativ mare de muchii între ele.ă  Interes-
de fapt, tehnica de efectuare a acestei c ut ri pe un grafic mare implic  g sirea mareă ă ă ă
obiecte frecvente, dup  cum sa discutat în capitolul 6.ă
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A
B
C
D
E
G
H
F
Eu
Figura 10.9: Grafic pentru exerci iiț
10.3.1 G sirea clicuriloră
Primul nostru gând despre cum am putea g si seturi de noduri cu multe marginiă
între ele este s  începe i prin a g si o clic  mare (un set de noduri cu marginiă ă ăț
între oricare dintre ele). Cu toate acestea, aceast  sarcin  nu este u oar .ă ă ăș  Nu numai c  este g sireaă ă
clici maxime NP-complete, dar este printre cele mai grele dintre NP-complete
probleme în sensul c  pân  i apropierea clicei maxime este dificil .ă ă ăș
Mai mult, este posibil s  ave i un set de noduri cu aproape toate muchiile între eleă ț
ele i totu i au doar clici relativ mici.ș ș
Exemplul 10.10: S  presupunem c  graficul nostru are noduri numerotate 1, 2, ..., n i acoloă ă ș
este o margine între dou  noduri i i j, cu excep ia cazului în care i i j au aceea i r mân -ă ă ăș ț ș ș
der când este împ r it la k.ă ț  Apoi frac ia de margini posibile care sunt de faptț
prezentul este aproximativ (k - 1) / k. Exist  multe clici de m rimea k, dintre careă ă
{1, 2, ..., k} este doar un exemplu.
Cu toate acestea, nu exist  clici mai mari decât k.ă  Pentru a vedea de ce, observa i c  orice set deăț
k + 1 noduri are dou  care las  acela i rest atunci când sunt împ r ite la k.ă ă ăș ț  Acest
punctul este o aplicare a „principiului porumbarului”. Deoarece exist  doar kă
diferite resturi posibile, nu putem avea resturi distincte pentru fiecare dintre ele
k + 1 noduri. Astfel, nici un set de k + 1 noduri nu poate fi o clic  în acest grafic.ă  ✷
10.3.2 Completarea graficelor bipartite
Reamintim discu ia noastr  despre graficele bipartite din sec iunea 8.3.ăț ț  Un bipartit complet
graficul const  din s noduri pe o parte i t noduri pe cealalt  parte, cu toate stă ăș



posibile margini între nodurile unei p r i i ale celeilalte prezente.ă ț ș  Denot mă
acest grafic de K s, t . Ar trebui s  face i o analogie între bipartitul completă ț
grafice ca subgrafe ale graficelor generale bipartite i clici ca subgrafe aleș
grafice generale. De fapt, o clic  de noduri este adesea denumit  completă ă ă

Pagina 390
370
CAPITOLUL 10. GRAFII SOCIALE-RE ELE MINIEREȚ
grafic i notat Kș  s , în timp ce un subgraf bipartit complet este uneori numit
o bi-clic .ă
De i a a cum am v zut în Exemplul 10.10, nu este posibil s  garant m c  aă ă ă ăș ș
cu multe muchii are neap rat o clic  mare, este posibil s  garant mă ă ă ă
înainte c  un grafic bipartit cu multe muchii are un bipartit complet mareă
subgraf. 1
Putem privi un subgraf bipartit complet (sau o clic  dac  vomă ă
a descoperit unul mare) ca nucleu al unei comunit i i îi adaug  noduriă ăț ș
cu multe margini pentru membrii existen i ai comunit ii.ăț ț  Dac  graficul în sine esteă
k-partit a a cum sa discutat în sec iunea 10.1.4, atunci putem lua noduri de dou  tipuriăș ț
iar marginile dintre ele pentru a forma un grafic bipartit. În acest grafic bipartit,
putem c uta subgrafe bipartite complete ca nuclee ale comunit ilor.ă ăț
De exemplu, în Exemplul 10.2, ne-am putea concentra pe eticheta i nodurile de pagin  ale unuiăș
grafic precum Fig. 10.2 i încerca i s  g si i comunit i de etichete i pagini web.ă ă ăș ț ț ț ș  O astfel de
comunitatea ar consta din etichete i pagini conexe care meritau multeș
sau toate aceste etichete.
Cu toate acestea, putem folosi i subgrafe bipartite complete pentru g sirea comunit iiă ăș ț
în grafice obi nuite în care nodurile au toate acela i tip.ș ș  Împ r i i nodurileă ț ț
în dou  grupe egale la întâmplare.ă  Dac  exist  o comunitate, atunci ne-am a teptaă ă ș
aproximativ jum tate din nodurile sale se încadreaz  în fiecare grup i ne-am a tepta la aproximativă ă ș ș
jum tate din marginile sale ar merge între grupuri.ă  Astfel, avem înc  o ans  rezonabilă ă ăș
de identificare a unui mare subgraf bipartit complet în comunitate. La acest
nucleu putem ad uga noduri din oricare dintre cele dou  grupuri, dac  au margini laă ă ă
multe dintre nodurile deja identificate ca apar inând comunit ii.ăț ț
10.3.3 G sirea subgrafelor bipartite completeă
S  presupunem c  ni se d  un grafic bipartit mare G i vrem s  g sim cazuriă ă ă ă ăș
de K s, t în interiorul s u.ă  Este posibil s  vizualiza i problema g sirii instan elor lui Kă ăț ț  s, t

în cadrul G ca fiind unul dintre g sirea unor obiecte frecvente.ă  În acest scop, l sa i „articolele”ă ț
fie nodurile de pe o parte a lui G, pe care o vom numi partea stâng .ă  Presupunem că
instan a lui Kț  s, t pe care o c ut m are t noduri pe partea stâng  i vom aveaă ă ă ș
presupune i, de asemenea, pentru eficien  c  t  s.ă ă ≤ț ț  „Co urile” corespund nodurilorș
pe cealalt  parte a lui G (partea dreapt ).ă ă  Membrii co ului pentru nodul vș
sunt nodurile din partea stâng  la care este conectat v.ă  În cele din urm , l sa i sprijinulă ă ț
pragul este s, num rul de noduri pe care instan a lui Kă ț  s, t le are în dreapta
latur .ă
Putem afirma acum problema g sirii instan elor Ksă ț  , t ca cea a g siriiă
obiecte frecvente F de m rime t.ă  Adic , dac  un set de noduri t din partea stâng  esteă ă ă
frecvente, apoi toate apar împreun  în cel pu in s co uri.ă ț ș  Dar co urileș
sunt nodurile din partea dreapt .ă  Fiecare co  corespunde unui nod care esteș
conectat la toate t de noduri în F. Astfel, elementele frecvente de m rime t i să ș
1 Este important s  în elegem c  nu ne referim la un subgraf generat - unul formată ăț
prin selectarea unor noduri i includerea tuturor muchiilor.ș  În acest context, avem nevoie doar de asta acolo
s  fie margini între orice pereche de noduri pe laturi diferite.ă  De asemenea, este posibil ca unele noduri s  fie activateă
aceea i parte este conectat  i prin margini.ăș ș
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din co urile în care apar toate acele articole formeaz  o instan  de Kă ăș ț  s, t .
4
1
A
b
c
d
2
3
Figura 10.10: Graficul bipartit din Fig. 8.1
Exemplul 10.11: Reamintim graficul bipartit din Fig. 8.1, pe care îl repet m ă aici ca
Fig. 10.10. Partea stâng  este nodurile {1, 2, 3, 4}, iar partea dreapt  este {a, b, c, d}.ă ă



Acestea din urm  sunt co urile, deci co ul a const  din „obiecte” 1 i 4;ă ăș ș ș  acesta este,
a = {1, 4}. În mod similar, b = {2, 3}, c = {1} i d = {3}.ș
Dac  s = 2 i t = 1, trebuie s  g sim elemente de m rime 1 care apar cel pu in înă ă ă ăș ț
dou  co uri.ă ș  {1} este un astfel de set de articole, iar {3} este altul. Cu toate acestea, în acest mic
de exemplu nu exist  seturi de articole pentru valori mai mari i mai interesante ale lui s i t,ă ș ș
precum s = t = 2. ✷
10.3.4 De ce trebuie s  existe grafice complete bipartiteă
Acum trebuie s  ne referim la problema demonstr rii faptului c  orice grafic bipartită ă ă
cu o frac ie suficient de mare a muchiilor prezente va avea o instan  deăț ț
K s, t . În cele ce urmeaz , presupunem c  graficul G are n noduri în stânga iă ă ș
alte n noduri din dreapta. Presupunând c  cele dou  p r i au acela i num ră ă ă ăț ș
de noduri simplific  calculul, dar argumentul se generalizeaz  la laturile oric ruiă ă ă
m rimea.ă  În cele din urm , fie d gradul mediu al tuturor nodurilor.ă
Argumentul implic  num rarea num rului de obiecte frecvente de m rime tă ă ă ă
la care contribuie un co  cu d articole.ș  Când însum m acest num r peste toateă ă
noduri din partea dreapt , ob inem frecven a total  a tuturor subseturilor de m rime tă ă ăț ț
stanga. Când împ r im la (ă ț  n
t ), ob inem frecven a medie a tuturor seturilor de articoleț ț
de m rime t.ă  Cel pu in unul trebuie s  aib  o frecven  care este cel pu in medie, deci dac  aceastaă ă ă ăț ț ț
media este cel pu in s, tim c  o instan  de Kă ăț ș ț  s, t exist .ă
Acum, oferim calculul detaliat. S  presupunem gradul ithă
nodul din dreapta este d i ; adic  dă  i este m rimea co ului ith.ă ș  Apoi asta
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co ul contribuie la (ș  d i

t ) seturi de m rimi t.ă  Contribu ia total  a năț
nodurile din dreapta sunt ∑ i ( d i

t ). Valoarea acestei sume depinde de d i ’s, de
curs. Cu toate acestea, tim c  valoarea medie a dăș  i este d. Se tie căș
aceast  sum  este minimizat  când fiecare dă ă ă  i este d. Nu vom demonstra acest punct, ci a
un exemplu simplu va sugera ra ionamentul: din moment ce (ț  d i

t ) cre te aproximativ ca al t-leaș
puterea lui d i , mutarea 1 de la un d i mare la un d j mai mic va reduce suma
din ( d i

t ) + ( d j

t ).
Exemplul 10.12: S  presupunem c  exist  doar dou  noduri, t = 2 i mediaă ă ă ă ș
gradul nodurilor este 4. Atunci d 1 + d 2 = 8, iar suma dobânzii este ( d 1

2 ) + ( d 2

2 ).
Dac  dă  1 = d 2 = 4, atunci suma este ( 4
2 ) + ( 4

2 ) = 6 + 6 = 12. Cu toate acestea, dac  dă  1 = 5 iș
d 2 = 3, suma este ( 5
2 ) + ( 3

2 ) = 10 + 3 = 13. Dac  dă  1 = 6 i dș  2 = 2, atunci suma
este ( 6
2 ) + ( 2

2 ) = 15 + 1 = 16. ✷
Astfel, în cele ce urmeaz , vom presupune c  toate nodurile au gradul mediuă ă
d. A adar, acest lucru minimizeaz  contribu ia total  la num rul de elemente iă ă ăș ț ș
astfel, este cel mai pu in probabil s  existe un set de articole frecvente (itemset withăț
cu suport s sau mai mult) de m rime t.ă  Respecta i urm toarele:ăț
• Contribu ia total  a nodurilor n din dreapta la num rul deă ăț
seturile de m rime t este n (ă  d
t ).

• Num rul de articole de m rimea t este (ă ă  n
t ).

• Astfel, num rul mediu al unui set de m rimi t este n (ă ă  d
t ) / ( n

t ); aceast  expresieă
trebuie s  fie cel pu in s dac  vrem s  argument m c  exist  o instan  a lui Kă ă ă ă ă ă ăț ț  s, t .
Dac  extindem coeficien ii binomiali din punct de vedere factorial, vom g siă ăț
n (
d



t) / (
n
t) = nd! (n - t)! t! / ((d - t)! t! n!) =
n (d) (d - 1) · · ·  (d - t + 1) / (n (n - 1) · · ·  (n - t + 1))
Pentru a simplifica formula de mai sus, s  presupunem c  n este mult mai mare decât d iă ă ș
d este mult mai mare decât t. Atunci d (d - 1) · · ·  (d - t + 1) este aproximativ d t iș
n (n - 1) · · ·  (n - t + 1) este aproximativ n t . Astfel, avem nevoie de asta
n (d / n) t  s≥
Adic , dac  exist  o comunitate cu n noduri pe fiecare parte, gradul mediuă ă ă
dintre noduri este d i n (d / n)ș  t  s, atunci aceast  comunitate este garantat  s  aib≥ ă ă ă ă
un subgraf bipartit complet K s, t . Mai mult, putem g si instan a lui Kă ț  s, t

eficient, folosind metodele din Capitolul 6, chiar dac  aceast  comunitate mic  esteă ă ă
încorporat într-un grafic mult mai mare. Adic  putem trata toate nodurile din întregă
grafic ca co uri i ca articole i rula i A-priori sau una dintre îmbun t irile saleă ăș ș ș ț ț
întregul grafic, c utând seturi de elemente t cu suport s.ă
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Exemplul 10.13: S  presupunem c  exist  o comunitate cu 100 de noduri pe fiecare parte,ă ă ă
iar gradul mediu al nodurilor este de 50; adic , exist  jum tate din marginile posibile.ă ă ă  Acest
comunitatea va avea o instan  de Kăț  s, t , cu condi ia ca 100 (1/2)ț  t  s.≥  De exemplu,
dac  t = 2, atunci s poate fi la fel de mare ca 25. Dac  t = 3, s poate fi 11, iar dac  t = 4, s poateă ă ă
fii 6.
Din p cate, aproximarea pe care am f cut-o ne ofer  o leg tur  pe s care este aă ă ă ă ă
pu in prea sus.ț  Dac  revenim la formula original  n (ă ă  d
t ) / ( n

t )  s, vedem c≥ ă
pentru cazul t = 4 avem nevoie de 100 ( 50

4 ) / ( 100

4 )  s.≥  Acesta este,
100 × 50 × 49 × 48 × 47
100 × 99 × 98 × 97

≥ s
Expresia din stânga nu este 6, ci doar 5,87. Cu toate acestea, dac  mediaă
suportul pentru un set de m rimi 4 este 5,87, atunci este imposibil ca toate acesteaă
seturile de articole au suport 5 sau mai pu in.ț  Astfel, putem fi siguri c  cel pu in un set de articoleă ț
de dimensiunea 4 are suport pentru 6 sau mai multe i exist  o instan  de Kă ăș ț  6.4 în aceast  comunitate.ă

✷
10.3.5 Exerci ii pentru sec iunea 10.3ț ț
Exerci iul 10.3.1: Pentru exemplul de rulare al unei re ele sociale din Fig. 10.1,ț ț
pentru câte cazuri de K s, t exist :ă
(a) s = 1 i t = 3.ș
(b) s = 2 i t = 2.ș
(c) s = 2 i t = 3.ș
Exerci iul 10.3.2: S  presupunem c  exist  o comunitate de 2n noduri.ă ă ăț  Împ r i iă ț ț
comunitate în dou  grupuri de n membri, la întâmplare, i formeaz  bipartitulă ăș
grafic între cele dou  grupuri.ă  S  presupunem c  gradul mediu al nodurilor deă ă
graficul bipartit este d. G si i setul de perechi maxime (t, s), cu t  s, astfelă ≤ț
c  exist  o instan  de Kă ă ăț  s, t , pentru urm toarele combina iiă ț
din n i d:ș
(a) n = 20 i d = 5.ș
(b) n = 200 i d = 150.ș
(c) n = 1000 i d = 400.ș
Prin „maxim”, înseamn  c  nu exist  o pereche diferit  (să ă ă ă  ′ , t ′ ) astfel încât ambele s ′  s≥
i tș  ′  t men ine.≥ ț
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10.4 Parti ionarea graficelorț
În aceast  sec iune, vom examina o alt  abordare a organiz rii re elelor socialeă ă ăț ț
grafice. Folosim câteva instrumente importante din teoria matricii („metoda spectrală
ods ”) pentru a formula problema parti ion rii unui grafic pentru a minimiza num rulă ăț
de margini care leag  diferite componente.ă  Scopul minimiz rii „t ierii”ă ă



dimensiunea trebuie în eleas  cu aten ie înainte de a continua.ăț ț  De exemplu, dac  tuă
tocmai v-a i înscris pe Facebook, nu sunte i înc  conectat la niciun prieten.ăț ț  Noi nu facem
dori i s  împ r i i graficul prietenilor cu dvs. într-un singur grup i restulă ăț ț ț ș
lumea din cel lalt grup, chiar dac  acest lucru ar împ r i graficul f ră ă ă ă ăț
existând orice margini care leag  membrii celor dou  grupuri.ă ă  Aceast  t iere nu esteă ă
de dorit deoarece cele dou  componente sunt prea inegale ca dimensiune.ă

10.4.1 Ce face o parti ie bun ?ăț
Având în vedere un grafic, am dori s  împ r im nodurile în dou  seturi, astfel încât t ietura sauă ă ă ăț
setul de margini care conecteaz  nodurile în diferite seturi este minimizat.ă  Cu toate acestea, i noiș
dori i s  restric iona i selec ia t ieturii astfel încât cele dou  seturi s  fie aproximativă ă ă ăț ț ț ț
egal  ca m rime.ă ă  Urm torul exemplu ilustreaz  acest punct.ă ă
Exemplul 10.14: Reamintim exemplul nostru de rulare al graficului din Fig. 10.1. Acolo,
este evident c  cea mai bun  parti ie pune {A, B, C} într-un singur set i {D, E, F, G}ă ă ț ș
in cealalta. T ierea const  numai din margine (B, D) i are dimensiunea 1. Nuă ă ș
t ierea netivial  poate fi mai mic .ă ă ă
A
B
D
E
G
F
C
H
Cel mai mic
Cea mai bun  t iereă ă
a t iaă
Figura 10.11: Cea mai mic  t ietur  ar putea s  nu fie cea mai bun  t ietură ă ă ă ă ă ă
În Fig. 10.11 este o variant  a exemplului nostru, în care am ad ugat nodulă ă
H i dou  margini suplimentare, (H, C) i (C, G).ăș ș  Dac  tot ce doream era s  reducem la minimumă ă
dimensiunea t ieturii, atunci cea mai bun  alegere ar fi s  pune i H într-un singur set i totulă ă ă ț ș
celelalte noduri din cel lalt set.ă  Dar ar trebui s  fie evident c  dac  respingemă ă ă
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parti ii în care un set este prea mic, atunci cel mai bun lucru pe care îl putem face este s  folosimăț
t ietur  format  din muchii (B, D) i (C, G), care împarte graficul în două ă ă ăș
seturi de dimensiuni egale {A, B, C, H} i {D, E, F, G}.ș  ✷
10.4.2 T ieturi normalizateă
O defini ie adecvat  a unei t ieturi „bune” trebuie s  echilibreze dimensiunea t ieturii în sineă ă ă ăț
împotriva diferen ei de dimensiuni a seturilor pe care le creeaz  t ietura.ă ăț  O singur  alegereă
care serve te bine este „t ierea normalizat ”.ă ăș  Mai întâi, defini i volumul unui set S deț
noduri, notate Vol (S), s  fie num rul de muchii cu cel pu in un cap t în S.ă ă ăț
S  presupunem c  parti ion m nodurile unui grafic în dou  seturi disjuncte S i T.ă ă ă ăț ș
Fie Cut (S, T) num rul de margini care conecteaz  un nod din S la un nod din T.ă ă
Atunci valoarea normal  de t iere pentru S i T esteă ă ș
T iere (S, T)ă
Vol (S)
+
T iere (S, T)ă
Volt)
Exemplul 10.15: Lua i în considerare din nou graficul din Fig. 10.11.ț  Dac  alegem S = {H}ă
i T = {A, B, C, D, E, F, G}, apoi t ia i (S, T) = 1. Vol (S) = 1, deoarece există ăș ț

este doar o margine conectat  la H. Pe de alt  parte, Vol (T) = 11, deoarece toateă ă
marginile au cel pu in un cap t la un nod de T. Astfel, t ietura normalizat  pentruă ă ăț
aceast  parti ie este 1/1 + 1/11 = 1,09.ă ț
Acum, ia în considerare t ierea preferat  pentru acest grafic format din margini (B, D)ă ă
i (C, G).ș  Apoi S = {A, B, C, H} i T = {D, E, F, G}.ș  T iere (S, T) = 2,ă

Vol (S) = 6 i Vol (T) = 7. Decuparea normalizat  pentru aceast  parti ie este deci numaiă ăș ț
2/6 + 2/7 = 0,62. ✷
10.4.3 Câteva matrice care descriu grafice
Pentru a dezvolta teoria modului în care algebra matricial  ne poate ajuta s  g sim un grafic bună ă ă
parti ii, trebuie mai întâi s  afl m despre trei matrici diferite care descriuă ăț
aspecte ale unui grafic. Primul ar trebui s  fie familiar: matricea de adiacen  care areă ăț
a 1 în rândul i i coloana j dac  exist  o margine între nodurile i i j i 0ă ăș ș ș
in caz contrar.
A
B
D



E
G
F
C
Figura 10.12: Repeta i graficul din Fig. 10.1ț
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Exemplul 10.16: Repet m ă graficul nostru de execu ie din Fig. 10.12.ț  Este
matricea de adiacen  apare în Fig. 10.13.ăț  Re ine i c  rândurile i coloanele corespundăț ț ș
r spunde la nodurile A, B, ..., G în aceast  ordine.ă ă  De exemplu, muchia (B, D)
este reflectat de faptul c  intrarea în rândul 2 i coloana 4 este 1 i la fel esteă ș ș
intrare în rândul 4 i coloana 2. ✷ș










0 1 1 0 0 0 0
1 0 1 1 0 0 0
1 1 0 0 0 0 0
0 1 0 0 1 1 1
0 0 0 1 0 1 0
0 0 0 1 1 0 1
0 0 0 1 0 1 0











Figura 10.13: Matricea de adiacen  pentru Fig. 10.12ăț
A doua matrice de care avem nevoie este matricea de grade pentru un grafic. Acest grafic are
intr ri diferite de zero doar pe diagonal .ă ă  Intrarea pentru rândul i coloana i esteș
gradul nodului ith.
Exemplul 10.17: Matricea de grade pentru graficul din Fig. 10.12 este prezentat  înă
Fig. 10.14. Folosim aceea i ordine a nodurilor ca în Exemplul 10.16.ș  Pentru
de exemplu, intrarea în rândul 4 i coloana 4 este 4 deoarece nodul D are margini laș
alte patru noduri. Intrarea din rândul 4 i coloana 5 este 0, deoarece intrarea respectiv  esteăș
nu pe diagonal .ă  ✷














2 0 0 0 0 0 0
0 3 0 0 0 0 0
0 0 2 0 0 0 0
0 0 0 4 0 0 0
0 0 0 0 2 0 0
0 0 0 0 0 3 0
0 0 0 0 0 0 2











Figura 10.14: Matricea de grade pentru Fig. 10.12
S  presupunem c  graficul nostru are matricea de adiacen  A i matricea de grade D. A treia noastră ă ă ăț ș
matricea, numit  matricea laplacian , este L = D - A, diferen a dintreă ă ț
matricea de grade i matricea de adiacen .ăș ț  Adic  matricea laplacian  L areă ă
acelea i intr ri ca D pe diagonal .ă ăș  În afara diagonalei, la rândul i i coloana j,ș
L are -1 dac  exist  o margine între nodurile i i j i 0 dac  nu.ă ă ăș ș
Exemplul 10.18: este prezentat  matricea laplacian  pentru graficul din Fig. 10.12ă ă
în Fig. 10.15. Observa i c  fiecare rând i fiecare coloan  se ridic  la zero, a a cum trebuie s  fieă ă ă ăț ș ș
cazul pentru orice matrice laplacian .ă  ✷
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2 -1 -1
0
0
0
0
-1
3 -1 -1
0
0
0
-1 -1
2
0
0
0
0
0 -1
0
4 -1 -1 -1
0



0
0 -1
2 -1
0
0
0
0 -1 -1
3 -1
0
0
0 -1
0 -1
2











Figura 10.15: Matricea Laplacian  pentru Fig. 10.12ă

10.4.4 Valori proprii ale matricei laplaciene
Putem avea o idee bun  despre cel mai bun mod de parti ionare a unui grafic din valorile propriiă ț
i vectori proprii ai matricei sale laplaciene.ș  În sec iunea 5.1.2 am observat cumț

vector propriu principal (vector propriu asociat cu cea mai mare valoare proprie) a
matricea de tranzi ie a Web-ului ne-a spus ceva util despre importan aț ț
Pagini web. De fapt, în cazuri simple (f r  impozitare), vectorul propriu principal esteă ă
Vectorul PageRank. Cu toate acestea, atunci când avem de-a face cu matricea laplacian , aceasta se transformă ă
afirma c  cele mai mici valori proprii i vectorii proprii ale acestora dezv luie informa iileă ăș ț
noi dorim.
Cea mai mic  valoare proprie pentru fiecare matrice laplacian  este 0 i coresponden a saă ă ș ț
vectorul propriu este [1, 1, ..., 1]. Pentru a vedea de ce, s  fie L matricea laplacian  pentru aă ă
graficul de n noduri i s  fie 1 vectorul coloanei tuturor celor 1 cu lungimea n.ăș  Noi
revendicarea L1 este un vector coloan  al tuturor 0.ă  Pentru a vedea de ce, lua i în considerare rândul i din L. Itsț
element diagonal are gradul d de nod i. De asemenea, rândul i va avea d apari iiț
din 1 i toate celelalte elemente ale rândului i sunt 0. Înmul ind rândul i cu vectorul coloan− ăș ț
1 are efectul de a însuma rândul, iar aceast  sum  este clar d + (-1) d = 0.ă ă
Astfel, putem concluziona L1 = 01, ceea ce demonstreaz  c  0 este o valoare proprieă ă
i 1 vectorul propriu corespunz tor.ăș

Exist  o modalitate simpl  de a g si a doua cea mai mic  valoare proprie pentru orice matrice,ă ă ă ă
cum ar fi matricea laplacian , care este simetric  (intrarea în rândul i i coloanaă ă ș
j este egal cu intrarea din rândul j i coloana i).ș  De i nu vom dovedi acest lucruș
de fapt, a doua cea mai mic  valoare proprie a lui L este minimul lui xă  T Lx, unde x =
[x 1 , x 2 , ..., x n ] este un vector coloan  cu n componente, iar minimul esteă
luate sub constrângeri:
1. Lungimea lui x este 1; adic  ă∑
n

i = 1 x 2

i = 1.
2. x este ortogonal  la vectorul propriu asociat cu cea mai mic  valoare proprie.ă ă
Mai mult, valoarea lui x care atinge acest minim este al doilea vector propriu.
Când L este o matrice laplacian  pentru un grafic cu n-nod, tim cevaă ș
Mai Mult. Vectorul propriu asociat cu cea mai mic  valoare proprie este 1. Astfel, dac  xă ă
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este ortogonal  la 1, trebuie s  avemă ă
x T 1 =
n

∑
i = 1



x i = 0
În plus pentru matricea laplacian , expresia xă  T Lx are un echivalent util
expresie alent. Reamintim c  L = D - A, unde D i A sunt gradul iă ș ș
matrici de adiacen  ale aceluia i grafic.ăț ș  Astfel, x T Lx = x T Dx - x T Ax. Permite i-neț
evalua i termenul cu D i apoi termenul pentru A. Aici, Dx este coloana vec-ț ș
tor [d 1 x 1 , d 2 x 2 , ..., d n x n ], unde d i este gradul nodului ith al graficului.
Astfel, x T Dx este ∑
n

i = 1 d i x 2

eu .
Acum, trece i la xț  T Ax. Componenta a-a a vectorului de coloan  Ax este sumaă
de x j peste toate j astfel încât s  existe o margine (i, j) în grafic.ă  Astfel, -x T Ax este
suma de 2x−  i x j pe toate perechile de noduri {i, j} astfel încât s  existe o margine întreă
lor. Re ine i c  factorul 2 apare deoarece fiecare set {i, j} corespunde a două ăț ț
termeni, x−  i x j i x−ș  j x i .
Putem grupa termenii lui x T Lx într-un mod care distribuie termenii fiec ruiaă
pereche {i, j}. Din x−  T Ax, avem deja termenul 2x−  i x j . Din x T Dx, noi
distribuie termenul d i x 2
i la perechile d i care includ nodul i. Drept urmare, noi
se poate asocia cu fiecare pereche {i, j} care are o margine între nodurile i i jș
termeni x 2
i −2x i x j + x 2

j . Aceast  expresie este echivalent  cu (xă ă  i −x j ) 2 . Prin urmare, noi
au demonstrat c  xă  T Lx este egal  cu suma peste toate muchiile grafice (i, j) ale lui (xă  i - x j ) 2 .
Aminti i-v  c  a doua cea mai mic  valoare proprie este minimul acestei expresiiă ă ăț
sub constrângerea c  ă∑
n

i = 1 x 2

i = 1. Intuitiv, o reducem la minimum prin realizarea
x i i xș  j se închid ori de câte ori exist  o margine între nodurile i i j în grafic.ă ș
Ne-am putea imagina c  am putea alege xă  i = 1 / n pentru tot i i, astfel, s  facem acest lucru√ ăș
suma 0. Totu i, reamintim c  suntem constrân i s  alegem x pentru a fi ortogonaliă ăș ș
1, ceea ce înseamn  c  suma lui xă ă  i este 0. De asemenea, suntem obliga i s  facem ă ∑ț
n

i = 1 x 2

voi fi
1, deci toate componentele nu pot fi 0. În consecin , x trebuie s  aib  unele pozitiveă ă ăț
i unele componente negative.ș

Putem ob ine o parti ie a graficului luând un set pentru a fi noduriț ț
i a c rei component  vectorial  corespunz toare xă ă ă ă  i este pozitiv  i cealalt  setat  laă ă ăș
fie cei ale c ror componente sunt negative.ă  Aceast  alegere nu garanteaz  oă ă
parti ia în seturi de dimensiuni egale, dar este posibil ca dimensiunile s  fie apropiate.ăț  Noi credem
c  t ietura dintre cele dou  seturi va avea un num r mic de margini deoareceă ă ă ă
(x i x−  j ) 2 este probabil s  fie mai mic dac  ambele xă ă  i i xș  j au acela i semn decât dac  auăș
au semne diferite. Astfel, se va minimiza x T Lx sub constrângerile necesare
tind s  dea xă  i i xș  j acela i semn dac  exist  o margine (i, j).ă ăș
Exemplul 10.19: S  aplic m tehnica de mai sus la graficul din Fig. 10.16.ă ă
Matricea laplacian  pentru acest grafic este prezentat  în Fig. 10.17.ă ă  Prin metoda standard
Ods sau pachete de matematic  putem g si toate valorile proprii i vectorii proprii ai acesteiaă ă ș
matrice. Le vom tabela pur i simplu în Fig. 10.18, de la cea mai mic  valoare proprie laăș
cel mai inalt. Re ine i c  nu am scalat vectorii proprii pentru a avea lungimea 1, darăț ț
am putea face asta cu u urin  dac  am dori.ă ăș ț
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2
3
6
5
4
1
Figura 10.16: Grafic pentru ilustrarea parti ion rii prin analiz  spectrală ă ăț











3 -1 -1 -1
0
0
-1
2 -1
0
0
0
-1 -1
3
0
0 -1
-1
0
0
3 -1 -1
0
0
0 -1
2 -1
0
0 -1 -1 -1
3









Figura 10.17: Matricea Laplacian  pentru Fig. 10.16ă
Al doilea vector propriu are trei componente pozitive i trei componente negative.ș
Face sugestia surprinz toare c  un grup ar trebui s  fie {1, 2, 3},ă ă ă
noduri cu componente pozitive, iar cel lalt grup ar trebui s  fie {4, 5, 6}.ă ă  ✷
Valoare proprie
0
1
3
3
4
5
Vector propriu 1
1 5 1 1 1− − − −
1
2
4 2−
1
0
1
1
1
3 1−
1
1

−1 5 1− −
1
1
1

−2
4 2 1− −
0
1



−1
1
3
1 1−
Figura 10.18: Valori proprii i vectori proprii pentru matricea din Fig. 10.17ș
10.4.5 Metode alternative de parti ionareț
Metoda sec iunii 10.4.4 ne ofer  o bun  parti ie a graficului în două ă ăț ț
buc i care au o mic  t ietur  între ele.ă ă ă ăț  Exist  mai multe moduri în care putem folosiă
aceia i vectori proprii pentru a sugera alte alegeri bune de parti ie.ș ț  În primul rând, suntem
nu este constrâns s  pun  toate nodurile cu componente pozitive în vectorul propriuă ă
într-un grup i cele cu componente negative în cel lalt.ăș  Am putea stabili
pragul la un alt punct decât zero.
De exemplu, s  presupunem c  am modificat Exemplul 10.19 astfel încât pragul s  fieă ă ă
nu zero, ci -1,5. Apoi cele dou  noduri 4 i 6, cu componentele -1 înă ș
al doilea vector propriu din Fig. 10.18, ar uni 1, 2 i 3, l sând cinci noduri într-unulăș
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component  i numai nodul 5 în cealalt .ă ăș  Aceast  parti ie ar avea o dimensiune redusă ăț
dou , la fel ca alegerea bazat  pe pragul zero, dar cele dou  componenteă ă ă
au dimensiuni radical diferite, a a c  am tinde s  prefer m alegerea noastr  original .ă ă ă ă ăș
Cu toate acestea, exist  i alte cazuri în care pragul zero ofer  dimensiuni inegaleă ăș
componente, a a cum ar fi cazul dac  am folosi al treilea vector propriu din Fig. 10.18.ăș
Este posibil s  dorim, de asemenea, o parti ie în mai mult de dou  componente.ă ăț  O abordare
este s  folosi i metoda descris  mai sus pentru a împ r i graficul în dou , apoi utiliza iă ă ă ăț ț ț
în mod repetat pe componente pentru a le împ r i cât de mult dori i.ă ț ț  O secunda
abordarea este de a folosi mai mul i dintre vectorii proprii, nu doar al doilea, pentru parti ionareț ț
graficul. Dac  folosim vectori proprii i stabilim un prag pentru fiecare, putem ob ine ună ș ț
parti ie înț  grupuri de 2 m , fiecare grup constând din noduri care sunt deasupra sau
sub pragul pentru fiecare dintre vectorii proprii, într-un anumit model.
Este demn de remarcat faptul c  fiecare vector propriu, cu excep ia primului, este vectorul x careă ț
minimizeaz  xă  T Lx, sub rezerva constrângerii c  este ortogonal  fa  de toate anterioareă ă ăț
vectori proprii. Aceast  constrângere generalizeaz  constrângerile pe care le-am descris pentruă ă
al doilea vector propriu într-un mod natural. Ca rezultat, în timp ce fiecare vector propriu încearcă
pentru a produce o t ietur  de dimensiuni minime, faptul c  vectorii proprii succesivi trebuieă ă ă
satisfacerea din ce în ce mai multe constrângeri determin  în general reducerile pe care le descriuă
progresiv mai r u.ă
Exemplul 10.20: S  reconsider m graficul din Fig. 10.16, pentru careă ă
vectorii proprii ai matricei sale laplaciene au fost tabela i în Fig. 10.18.ț  Al treilea
vectorul propriu, cu un prag de 0, pune nodurile 1 i 4 într-un singur grup iș ș
alte patru noduri în cel lalt.ă  Aceasta nu este o parti ie proast , dar dimensiunea sa t iat  esteă ă ăț
patru, comparativ cu t ietura de m rimea doi pe care o ob inem din al doilea vector propriu.ă ă ț
Dac  folosim atât al doilea cât i al treilea vector propriu, punem nodurile 2 i 3 înă ș ș
un grup, deoarece componentele lor sunt pozitive în ambii vectori proprii. Noduri
5 i 6 se afl  într-un alt grup, deoarece componentele lor sunt negative înăș
al doilea vector propriu i pozitiv în al treilea.ș  Nodul 1 se afl  într-un grup singură
deoarece este pozitiv în al doilea vector propriu i negativ în al treilea, în timp ceș
nodul 4 este, de asemenea, într-un grup de la sine, deoarece componenta sa este negativ  în ambeleă
vectori proprii. Aceast  parti ie a unui grafic cu ase noduri în patru grupuri este prea bun  aă ăț ș
parti ia s  fie semnificativ .ă ăț  Dar cel pu in grupurile de m rime dou  au fiecare câte ună ăț
marginea dintre noduri, deci este la fel de bun pe cât am putea ob ine vreodat  pentru o parti ieăț ț
în grupuri de aceste dimensiuni. ✷
10.4.6 Exerci ii pentru sec iunea 10.4ț ț
Exerci iul 10.4.1: Pentru graficul din Fig. 10.9, construi i:ț ț
(a) Matricea de adiacen .ăț
(b) Matricea gradelor.
(c) Matricea laplacian .ă
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! Exerci iul 10.4.2: Pentru matricea Laplacian  construit  în Exerci iul 10.4.1 (c),ă ăț ț
g si i a doua cea mai mic  valoare proprie i vectorul ei propriu.ă ăț ș  Ce parti ie aț
noduri sugereaz ?ă
!! Exerci iul 10.4.3: Pentru matricea Laplacian  construit  în Exerci iul 10.4.1 (c),ă ăț ț



construi i a treia i ulterior cele mai mici valori proprii i vectorii lor proprii.ț ș ș

10.5 G sirea comunit ilor suprapuseă ăț
Pân  în prezent, ne-am concentrat pe gruparea unui grafic social pentru a g si comunit i.ă ă ăț
Dar comunit ile sunt rareori disjuncte.ăț  În aceast  sec iune, v  explic m aă ă ăț
metoda de a lua un grafic social i de a-i potrivi un model care explic  cel mai bineăș
cum ar fi putut fi generat de un mecanism care presupune probabilitatea
c  doi indivizi sunt conecta i printr-o margine (sunt „prieteni”) cre te pe m sur  ceă ă ăț ș
s  devin  membri ai mai multor comunit i în comun.ă ă ăț  Un instrument important în acest sens
analiza este „estimarea maxim  a probabilit ii”, pe care o vom explica mai înainteă ăț
ajungând la problema g sirii unor comunit i suprapuse.ă ăț
10.5.1 Natura comunit ilorăț
Pentru început, s  analiz m la ce ne-am a tepta dou  comunit i suprapuseă ă ă ăș ț
s  arate ca.ă  Datele noastre sunt un grafic social, în care nodurile sunt oameni i exist  unăș
între dou  noduri dac  oamenii sunt „prieteni”.ă ă  S  ne imagin m c  astaă ă ă
graficul reprezint  elevii de la o coal  i exist  dou  cluburi în aceast  coal :ă ă ă ă ă ăș ș ș
Clubul de ah i Clubul spaniol.ș ș  Este rezonabil s  presupunem c  fiecare dintreă ă
aceste cluburi formeaz  o comunitate.ă  De asemenea, este rezonabil s  presupunem c  dou  persoaneă ă ă
în Clubul de ah sunt mai predispu i s  fie prieteni în grafic pentru c  tiuă ăș ș ș
reciproc din club. La fel, dac  dou  persoane sunt în clubul spaniol, atunciă ă
exist  anse mari s  se cunoasc  i s  fie prieteni.ă ă ă ăș ș
Ce se întâmpl  dac  dou  persoane sunt în ambele cluburi?ă ă ă  Acum au dou  motive pentru care auă
s-ar putea cunoa te reciproc i a a ne-am a tepta la o probabilitate i mai mareș ș ș ș ș
c  vor fi prieteni în graficul social.ă  Concluzia noastr  este c  ne a tept mă ă ăș
marginile s  fie dense în cadrul oric rei comunit i, dar ne a tept m ca marginile s  fie i mai denseă ă ă ă ăț ș ș
în intersec ia a dou  comunit i, mai dens  decât cea din intersec iaă ă ăț ț ț
trei comunit i i a a mai departe.ăț ș ș  Ideea este sugerat  de Fig. 10.19.ă

10.5.2 Estimarea probabilit ii maximeăț
Înainte s  vedem algoritmul pentru g sirea comunit ilor care se suprapună ă ăț
un fel sugerat în sec iunea 10.5.1, haide i s  divag m i s  înv m o modelare utilă ă ă ă ă ăț ț ș ț
instrument numit estimare maxim  a probabilit ii sau MLE.ă ăț  Ideea din spatele MLE
este c  facem o presupunere despre procesul generativ (modelul) că ă
creeaz  instan e ale unor artefacte, de exemplu, „graficele prietenilor”.ă ț  Modelul are
parametrii care determin  probabilitatea de a genera o anumit  instană ă ăț
a artefactului; aceast  probabilitate se nume te probabilitatea acelor valori ale parametrilor.ă ș
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Club de sah
Clubul spaniol
Intersec ieț
Figura 10.19: Suprapunerea a dou  comunit i este mai dens  decât non-suprapunereaă ă ăț
p r i din aceste comunit iă ăț ț
Presupunem c  valoarea parametrilor care ofer  cea mai mare valoare aă ă
probabilitatea este modelul corect pentru artefactul observat.
Un exemplu ar trebui s  clarifice principiul MLE.ă  De exemplu, am putea
doresc s  genereze grafice aleatorii.ă  Presupunem c  fiecare margine este prezent  cuă ă
probabilitatea p i neprezentarea cu probabilitatea 1  p, cu prezen a sau absen a−ș ț ț
a fiec rei muchii alese independent.ă  Singurul parametru pe care îl putem ajusta este p. Pentru
fiecare valoare a lui p are o probabilitate mic  dar diferit  de zero ca graficul generată ă
va fi exact cea pe care o vedem. Urmând principiul MLE, vom declara
c  adev rata valoare a lui p este cea pentru care probabilitatea de a generaă ă
graficul observat este cel mai mare.
Exemplul 10.21: Lua i în considerare graficul din Fig. 10.19.ț  Exist  15 noduri iă ș
23 de margini. A a cum exist  (ăș  15

2 ) = 105 perechi de 15 noduri, vedem c  dac  fiecare margineă ă
se alege cu probabilitatea p, apoi probabilitatea (probabilitatea) de a genera
exact graficul din Fig. 10.19 este dat de func ia pț  23 (1 - p) 82 . Nu conteaza
ce valoare p are între 0 i 1, adic  un num r incredibil de mic.ă ăș  Cu exceptia
func ia are un maxim, pe care îl putem determina luând derivata saț
i setarea la 0. Adic :ăș

23p 22 (1 - p) 82 - 82p 23 (1 - p) 81 = 0
Putem grupa termenii pentru a rescrie cele de mai sus ca
p 22 (1 - p) 81 (23 (1 - p) - 82p) = 0
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Probabilit i anterioareăț
Când facem o analiz  MLE, presupunem în general c  parametriiă ă
pot lua orice valoare în domeniul lor i nu exist  nicio p rtinire în favoarea anumitoră ăș
valori. Cu toate acestea, dac  nu este cazul, atunci putem înmul i formulaă ț
ob inem probabilitatea gener rii artefactului observat, a a cumăț ș
o func ie a valorilor parametrilor, prin func ia care reprezintăț ț
probabilitatea relativ  ca acele valori ale parametrului s  fie adev ratele valori.ă ă ă
Exerci iile ofer  exemple de MLE cu presupuneri despre precedentăț
distribuirea parametrilor.
Singurul mod în care partea dreapt  poate fi 0 este dac  p este 0 sau 1 sau ultimul factor,ă ă
(23 (1 - p) - 82p)
este 0. Când p este 0 sau 1, valoarea func iei de probabilitate pț  23 (1 - p) 82 este
minimizat, nu maximizat, deci trebuie s  fie ultimul factor care este 0. Adică ă
probabilitatea de a genera graficul din Fig. 10.19 este maximizat  atunci cândă
23 - 23p - 82p = 0
sau p = 23/105.
Rezultatul nu este o surpriz .ă  Se spune c  cea mai probabil  valoare pentru p esteă ă
frac ia observat  a marginilor posibile care sunt prezente în grafic.ăț  Cu toate acestea, când
folosim un mecanism mai complicat pentru a genera grafice sau alte artefacte,
valoarea parametrilor care produc cu maxim artefactul observat
probabilitatea este departe de a fi evident .ă  ✷
10.5.3 Modelul grafic de afiliere
Vom introduce acum un mecanism rezonabil, numit grafic de afiliere
model, pentru a genera grafice sociale din comunit i.ăț  Odat  ce vedem cumă
parametrii modelului influen eaz  probabilitatea de a vedea un grafic dat, putemăț
abordeaz  modul în care s-ar rezolva valorile parametrilor care dauă
probabilitate maxim .ă  Elementele mecanismului de generare a graficelor sunt:
1. Exist  un num r dat de comunit i i exist  un num r dat deă ă ă ă ăț ș
indivizi (noduri ale graficului).
2. Fiecare comunitate poate avea ca membri orice grup de persoane. Acesta este,
apartenen a la comunit i este parametrul modelului.ăț ț
3. Fiecare comunitate C are o probabilitate p C asociat , probabilitateaă
c  doi membri ai comunit ii C sunt conecta i printr-o margine, deoarece eiă ăț ț
sunt ambii membri ai C. Aceste probabilit i sunt, de asemenea, parametri aiăț
model.
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4. Dac  o pereche de noduri se afl  în dou  sau mai multe comunit i, atunci exist  o margineă ă ă ă ăț
între ele dac  induce oricare dintre comunit ile ale c ror membri sunt ambiiă ă ăț
aceast  margine conform regulii (3).ă
5. Decizia dac  o comunitate induce o margine între dou  dintre eleă ă
membrii sunt independen i de acea decizie pentru orice alt  comunitate din careăț
ace ti doi indivizi sunt i ei membri.ș ș
Trebuie s  calcul m probabilitatea ca un grafic dat cu num rul corespunz toră ă ă ă
de noduri este generat de acest mecanism. Observa ia cheie este modul în care margineaț
probabilit ile sunt calculate, având în vedere o atribuire de indivizi c tre comunit iă ă ăț ț
i valorile pș  C ’. Lua i în considerare o margine (u, v) între nodurile u i v. S  presupunemăț ș

u i v sunt membri ai comunit ilor C i D, dar nu în alte comunit i.ă ăș ț ș ț
Apoi, din cauza presupunerii independen ei, regula (5) de mai sus, probabilitateaț
c  nu exist  margine între u i v este produsul probabilit ilor că ă ă ăș ț
nu exist  nici o margine din cauza comunit ii C i nici o margine din cauza comunit ii D. Că ă ă ăț ș ț
este, cu probabilitatea (1 - p C ) (1 - p D ) nu exist  margine (u, v) în grafic iă ș
desigur probabilitatea ca exist  o astfel de margine este de 1 minus încât.ă
Mai general, dac  u i v sunt membri ai unui set de comunit i care nu sunt goaleă ăș ț
M i nu orice altul, atunci pș  uv , probabilitatea unei margini între u i v esteș
dat de:
p uv = 1 - ∏
C în M

(1 - p C )
(10.1)
Ca un caz special important, dac  u i v nu sunt în comunit i împreun ,ă ă ăș ț
apoi lu m pă  uv ca fiind , un num r foarte mic.ăǫ  Trebuie s  alegem acest lucruă
probabilitatea de a fi diferit de zero, altfel nu putem atribui niciodat  o probabilitate diferit  de zeroă ă
oric rui set de comunit i care nu au fiecare pereche de persoane în comună ăț



o comunitate. Dar, luând probabilitatea de a fi foarte mici, ne p rtinimă
calcul pentru a favoriza solu ii astfel încât fiecare margine observat  s  fie explicat  prină ă ăț
apartenen  comun  la unele comunit i.ă ă ăț ț
Dac  tim care sunt nodurile în ce comunit i, atunci putem calculaă ăș ț
probabilitatea graficului dat pentru aceste probabilit i de margine utilizând un simpluăț
generalizarea exemplului 10.21. Fie p uv probabilitatea unei margini între
nodurile u i v, definite de ecua ia (10.1), sau  dac  u i v nu împ rt escă ă ăș ț ǫ ș ș
o comunitate. Atunci probabilitatea ca E s  fie exact setul de muchii dină
graficul observat este

∏
(u, v) în E

p uv

∏
(u, v) nu în E

(1 - p uv )
Exemplul 10.22: Lua i în considerare minusculul grafic social din Fig. 10.20.ț  S  presupunem c  acoloă ă
sunt dou  comunit i C i D, cu probabilit ile asociate pă ă ăț ș ț  C i pș  D . De asemenea,
s  presupunem c  am stabilit (sau folosim ca ipotez  temporar ) că ă ă ă ă
C = {w, x, y} i D = {w, y, z}.ș  Pentru început, lua i în considerare perechea de noduri w iț ș
X. M wx = {C}; adic  aceast  pereche se afl  în comunitatea C, dar nu în comunitatea D.ă ă ă
De aceea, p wx = 1 - (1 - p C ) = p C .
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y
z
w
X
Figura 10.20: Un grafic social
În mod similar, x i y sunt împreun  împreun  în C, y i z sunt împreun  împreun  în D,ă ă ă ăș ș
i, de asemenea, w i z sunt împreun  doar în D. Astfel, g sim pă ăș ș  xy = p C iș

p yz = p wz = p D . Acum, perechea w i y sunt împreun  în ambele comunit i, deciă ăș ț
p wy = 1- (1-p - C ) (1-p D ) = p C + p D -p C p D . În cele din urm , x i z nu sunt împreună ăș
în oricare dintre comunit i, deci păț  xz = .ǫ
Acum, putem calcula probabilitatea graficului din Fig. 10.20, având în vedere valoarea noastră
ipoteze despre apartenen a la cele dou  comunit i.ă ăț ț  Aceast  probabilitate esteă
produs al probabilit ilor asociate cu fiecare dintre cele patru perechi de noduriăț
ale c rui margini apar în grafic, de câte ori minus probabilitatea pentru fiecare dintre eleă
cele dou  perechi ale c ror margini nu sunt acolo.ă ă  Adic  vremă
p wx p wy p xy p yz (1 - p wz ) (1 - p xz )
Înlocuind expresiile pe care le-am dezvoltat mai sus pentru fiecare dintre aceste probabilit i,ăț
primim
(p C ) 2 p D (p C + p D - p C p D ) (1 - p D ) (1 - )ǫ
(10.2)
Re ine i c   este foarte mic, deci ultimul factor este în esen  1 i poate fi abandonat.ă ăț ț ǫ ț ș
Trebuie s  g sim valorile lui pă ă  C i pș  D care maximizeaz  Expresia (10.2).ă
În primul rând, observa i c  to i factorii sunt fie independente de păț ț  C sau să creasc  cu pă  C . The
singurul pas greu în acest argument este s  ne amintim c  pă ă  D  1, deci≤
p C + p D - p C p D
trebuie s  creasc  în modă ă  pozitiv cu p C . Rezult  c  probabilitatea este maximizat  atunci cândă ă ă
p C este cât mai mare posibil; adic  pă  C = 1.
Apoi, trebuie s  g sim valoarea lui pă ă  D care maximizeaz  expresia dată ă
c  pă  C = 1. Expresia devine p D (1 - p D ) i este u or de v zut astaăș ș
aceast  expresie are maximul s u la pă ă  D = 0,5. Adic , având în vedere C = {w, x, y} iă ș
D = {w, y, z}, probabilitatea maxim  pentru graficul din Fig. 10.20 apare atunci cândă
membrii C sunt sigur c  au o margine între ei i exist  un procent de 50%ă ăș
ansa ca apartenen a comun  la D s  provoace un avantaj între membri.ă ăș ț
✷
10.5.4 Optimizarea discret  a sarcinilor comunitareă
Exemplul 10.22 reflect  doar o parte a procesului prin care dezvolt m o afiliere -ă ă
model grafic pentru o anumit  re ea.ă ț  De asemenea, trebuie s  g sim o sarcin  de memorieă ă ă
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se adreseaz  comunit ilor astfel încât solu ia de maxim  probabilitate pentru această ă ă ăț ț
semnarea are cea mai mare probabilitate pentru orice misiune. Odat  ce ne fix m pe ună ă
misiune, putem g si probabilit ile pă ăț  C asociate fiec rei comunit iă ăț
C. Cea mai popular  metod  pentru a face acest lucru este „coborârea în gradient”, o tehnică ă ă
pe care l-am introdus în sec iunea 9.4.5 i care va fi discutat în continuareț ș
în sec iunea 12.3.4.ț
Din p cate, nu este evident modul în care se încorporeaz  setul de membri aiă ă
fiecare comunitate în solu ia gradient-coborâre, deoarece modific rile aduseăț
bershipul comunit ilor se face prin pa i discre i, nu în conformitate cu unele continueăț ș ț
func ioneaz  a a cum este necesar pentru coborârea în gradient.ăț ș  Singurul mod fezabil de a c uta înă
spa iul posibilelor aloc ri ale membrilor c tre comunit i este începând cu ună ă ăț ț
misiune, poate aleas  la întâmplare.ă  Pe m sur  ce c ut m sarcini mai bune,ă ă ă ă
avem întotdeauna o singur  sarcin  „curent ”.ă ă ă
Lu m în considerare mici modific ri ale atribuirii, de exemplu prin inser ie sau tergereă ă ț ș
a unui membru pentru o comunitate. Pentru fiecare astfel de misiune, putem rezolva pentru
cele mai bune probabilit i ale comunit ii (pă ăț ț  C ’) dup  gradient descendent.ă  Dac  o schimbareă
la atribuirea curent  duce la o probabilitate mai mare, apoi face i rezultatulă ț
misiunea s  fie misiunea curent .ă ă  Dac  schimbarea nu îmbun t e teă ă ăț ș
, apoi încerca i o alt  modificare fa  de misiunea curent .ă ă ăț ț  În cele din urm , tuă
va ajunge la o misiune curent  pentru care nu se modific  deloc sarcinaă ă
duce la o probabilitate mai mare. Atribuirea rezultat , împreun  cu probeleă ă
pentru comunit i care maximizeaz  probabilitatea pentru aceast  misiune,ă ă ăț
formeaz  modelul de grafic de afiliere pentru acest grafic.ă
Re ine i c , deoarece permitem doar un anumit set de modific ri simple, cum ar fiă ăț ț
ca inserare sau tergere a unui membru, atribuirea rezultat  a nodurilor c treă ăș
comunit ile pot s  nu fie optime la nivel global.ă ăț  Este posibil ca modelul cu
cea mai mare probabilitate este radical diferit  de cea mai bun  sarcin  pe care o putemă ă ă
a ajunge. Este posibil i adesea adecvat s  repeta i acest proces cu mul iăș ț ț
diferite solu ii de pornire aleatorii i pentru a lua cele mai bune dintre modelele rezultate.ț ș
În cele din urm , în discu ia de mai sus am presupus num rul de comunit iă ă ăț ț
a fost reparat. De asemenea, putem permite modific ri „mici” care ajusteaz  num rul deă ă ă
comunit i, de exemplu, prin fuzionarea a dou  comunit i sau prin ad ugarea unei noi comunit iă ă ă ă ăț ț ț
cu un set aleatoriu de membri ini iali.ț  O alt  abordare este de a stabili num rul deă ă
comunit i, dar dup  ce a g sit cel mai bun model pentru acel num r de comunit i,ă ă ă ă ăț ț
ad uga i înc  o comunitate i rezolva i din nou, pentru a vedea dac  probabilitatea celor mai buniă ă ăț ș ț
modelul se îmbun t e te.ă ăț ș  Dac  nu, sc de i una din num rul de comunit i pentru a vedea dacă ă ă ă ăț ț
probabilitatea se îmbun t e te.ă ăț ș  Dac  oricare dintre aceste modific ri îmbun t e te lucrurile, repeta iă ă ă ăț ș ț
procesul de deplasare în direc ia sau mai multe sau mai pu ine comunit i, oricare ar fiăț ț ț
a dus la o îmbun t ire.ă ăț
10.5.5 Evitarea utiliz rii modific rilor discrete de membruă ă
Exist  o solu ie la problema cauzat  de modelul grafic de afiliere, undeă ăț
apartenen a la persoane în comunit i este discret : fie sunte i membruă ăț ț ț
comunit ii sau nu.ăț  În loc de apartenen a la noduri „totul sau nimic”ț
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Probabilitatea jurnalului
De obicei, calcul m logaritmul func iei de probabilitate (jurnalul ca-ă ț
lihood), mai degrab  decât func ia în sine.ă ț  Acest lucru ofer  mai multe avantaje.ă
Produsele devin sume, ceea ce simplific  adesea expresia.ă  De asemenea,
amestecarea mai multor numere este mai pu in predispus  la erori de rotunjire numeric  decât esteă ăț
luând produsul multor numere minuscule.
comunit i, putem presupune c  pentru fiecare nod i fiecare comunitate, acoloă ăț ș
este o „for  a calit ii de membru” pentru acel nod i comunitate.ă ăț ț ș  Intuitiv,
cu cât este mai puternic  componen a a dou  persoane din aceea i comunitate, cu atât este mai mareă ăț ș
probabil c  aceast  comunitate va face s  existe o margine între ele.ă ă ă
În acest model, putem ajusta puterea de apartenen  pentru o persoan  într-ună ăț
comunitate continuu, la fel cum putem ajusta probabilitatea asociată
o comunitate în modelul grafic de afiliere. Aceast  îmbun t ire ne permiteă ă ăț
utiliza i metode pentru optimizarea func iilor continue, cum ar fi coborârea în gradient, c treăț ț
maximiza i expresia pentru probabilitate.ț  În noul model, avem
1. S-au fixat seturi de comunit i i indivizi, ca înainte.ăț ș
2. Pentru fiecare comunitate C i x individual , exist  o for  de membruă ă ăș ț
parametrul F xC . Ace ti parametri pot lua orice valoare non-negativ  i aăș ș
valoarea 0 înseamn  c  individul nu se afl  cu siguran  în comunitate.ă ă ă ăț
3. Probabilitatea ca comunitatea C s  determine o margine întreă
nodurile u i v esteș



p C (u, v) = 1 - e −F uC F vC

Ca i înainte, probabilitatea ca o margine între u i v s  fie de 1 minusăș ș
probabilitatea ca niciuna dintre comunit i s  nu provoace o margine întreă ăț
lor. Adic , fiecare comunitate cauzeaz  în mod independent margini i exist  o margineă ă ăș
între dou  noduri dac  o comunitate face ca aceasta s  existe.ă ă ă  Mai formal, p uv , the
probabilitatea unei margini între nodurile u i v, esteș
p uv = 1 - ∏  C (1 - p C (u, v))
Dac  înlocuim formula cu pă  C (u, v) care este presupus  în model, ob inemă ț
p uv = 1 - e - ∑ C F uC F vC

În cele din urm , fie E setul de muchii din graficul observat.ă  Ca i înainte, putemș
scrie formula pentru probabilitatea graficului observat ca produs al
expresie pentru p uv pentru fiecare margine (u, v) care este în E, ori produsul de 1  p−  uv
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Optimizare continu  versus discretă ă
Trucul folosit în sec iunea 10.5.5 este surprinz tor de comun.ăț  Ori de câte ori tu
încearc  s  g seasc  o solu ie optim  la o problem  în care unele dintreă ă ă ă ă ăț
elementele sunt continue (de exemplu, probabilit ile de a induce comunit ileă ăț ț
marginile) i unele elemente sunt discrete (de exemplu, apartenen a laș ț
comunit i), ar putea avea sens s  înlocuim fiecare element discret cu un con-ă ăț
variabila tinuous. Aceast  schimbare, de i nu reprezint  strict vorbindă ăș
realitate, ne permite s  realiz m o singur  optimizare, care va utiliza ună ă ă
metoda de optimizare continu , cum ar fi coborârea în gradient.ă  Re ine i, totu i,ț ț ș
fie c  realiz m o optimizare discret , ca în sec iunea 10.5.4 sauă ă ă ț
o optimizare continu  ca în sec iunea 10.5.5, risc m înf urareaă ă ăț ș
într-un optim local care nu este cea mai bun  solu ie la nivel global.ă ț
pentru fiecare margine (u, v) care nu este în E. Astfel, în noul model, formula pentru
probabilitatea graficului cu muchiile E este

∏
(u, v) în E

(1 - e - ∑ C F uC F vC )

∏
(u, v) nu în E

e - ∑ C F uC F vC

(10.3)
Putem simplifica oarecum Expresia (10.3) luând logaritmul s u.ă  Re-
membru care maximizeaz  o func ie maximizeaz  i logaritmul acelei func iiă ăț ș ț
i invers.ș  Deci putem lua logaritmul natural al Expresului

(10.3) pentru a înlocui produsele cu sume. De asemenea, primim simplificare de la
faptul c  log (eă  x ) = x.

∑
(u, v) în E

jurnal (1 - e - ∑ C F uC F vC ) -

∑
(u, v) nu în E ∑
C

F uC F vC

(10.4)
Acum putem g si valorile pentru Fă  xC care maximizeaz  expresiaă
(10.4). O modalitate este de a folosi coborârea de gradient într-un mod similar cu ceea ce a fost
realizat în sec iunea 9.4.5.ț  Adic , alegem un nod x i ajust m toate valorile luiă ăș
F xC este în direc ia care îmbun t e te cel mai mult valoarea de (10.4).ă ăț ț ș  Observa asta
singurii factori ale c ror valori se schimb  ca r spuns la modific rile Fă ă ă ă  xC sunt
cele în care unul dintre u i v este x i cel lalt dintre u i v este un nod adiacentăș ș ș
X. Deoarece gradul unui nod este de obicei mult mai mic decât num rul de muchiiă
în grafic, putem evita s  privim majoritatea termenilor din (10.4) la fiecare pas.ă

10.5.6 Exerci ii pentru sec iunea 10.5ț ț
Exerci iul 10.5.1: S  presupunem c  graficele sunt generate prin alegerea unei probabilit i p iă ă ăț ț ș
alegând fiecare margine independent cu probabilitatea p, ca în Exemplul 10.21. Pentru
graficul din Fig. 10.20, ce valoare a lui p ofer  probabilitatea maxim  de a vedeaă ă
acel grafic? Care este probabilitatea gener rii acestui grafic?ă
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Exerci iul 10.5.2: Calcula i MLE pentru graficul din Exemplul 10.22 pentruț ț
urm rind presupunerile apartenen ei celor dou  comunit i.ă ă ăț ț
(a) C = {w, x}; C = {y, z}.
(b) C = {w, x, y, z}; C = {x, y, z}.
Exerci iul 10.5.3: Exemplul 10.22 a considerat atribuirea ini ial  a nodurilor c treă ăț ț
dou  comunit i C = {w, x, y} i D = {w, y, z}.ă ăț ș  S  presupunem c  p str m num rulă ă ă ă ă
de comunit i fixate la 2, dar permit modific ri incrementale ale comunit iloră ă ăț ț
care adaug  sau terge un singur nod.ă ș  Care ar fi atribuirea final  a noduriloră
c tre comunit ile C i D care maximizeaz  probabilitatea de a vedea graficulă ă ăț ș
din Fig. 10.20? Care este aceast  probabilitate?ă
! Exerci iul 10.5.4: Exist  alte atribu ii de noduri c tre (orice num ră ă ăț ț
de) comunit i pentru Fig. 10.20 care ar duce la aceea i probabilitate ca iăț ș ș
solu ie ob inut  pentru exerci iul 10.5.3?ăț ț ț
Exerci iul 10.5.5: S  presupunem c  avem o moned , care poate s  nu fie o moned  corect  iă ă ă ă ă ăț ș
o întoarcem de câteva ori, v zând h capete i t cozi.ă ș
(a) Dac  probabilitatea p de a ob ine un cap pe orice flip este p, care este MLEă ț
pentru p, în termeni de h i t?ș
! (b) S  presupunem c  ni se spune c  exist  o probabilitate de 90% ca moneda s  fie corectă ă ă ă ă ă
(adic , p = 0,5) i o ans  de 10% ca p = 0,1.ă ăș ș  Pentru ce valori ale h iș
Este mai probabil ca moneda s  fie corect ?ă ă
!! (c) S  presupunem c  probabilitatea a-priori c  p are o anumit  valoare este propor ională ă ă ă ăț
pân  la | p - 0,5 |.ă  Adic , p este mai probabil s  fie aproape de 0 sau 1, decât aproximativ 1/2.ă ă
Dac  vedem h capete i t cozi, care este estimarea maxim  a probabilit iiă ă ăș ț
p?

10.6 Simrank
În aceast  sec iune, vom aborda o alt  abordare a analizei re elelor socialeă ăț ț
grafice. Aceast  tehnic , numit  „simrank”, se aplic  cel mai bine graficelor cu mai multeă ă ă ă
tipuri de noduri, de i în principiu poate fi aplicat oric rui grafic.ăș  The
Scopul simrank este de a m sura similitudinea dintre nodurile acestuiaă
tasta i i face acest lucru v zând unde se termin  mersul aleatoriu pe grafică ăț ș
când începe i de la un anumit nod, nodul surs .ăț  Pentru c  calculul trebuieă
pentru fiecare nod surs , exist  o limit  a dimensiunii graficeloră ă ă
care poate fi analizat complet în acest mod. Cu toate acestea, vom oferi i noiș
un algoritm care se apropie de simrank, dar este mult mai eficient decât iterat
multiplicare matrice-vector. În cele din urm , ar t m cum poate fi folosit simrank pentru a g siă ă ă ă
comunit ile.ăț
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10.6.1 Random Walkers pe un grafic social
Reamintim punctul nostru de vedere al PageRank din sec iunea 5.1 ca reflectând ceea ce este un „surfer aleatoriu”ț
ar face dac  ar merge pe graficul web.ă  În mod similar ne putem gândi la o
fiul „mergând” pe o re ea social .ăț  Graficul unei re ele sociale este în generalț
nedirec ionat, în timp ce graficul web este direc ionat.ț ț  Cu toate acestea, diferen a esteț
portant. Un walker la un nod N al unui grafic nedirec ionat se va deplasa cu egalț
probabilitate pentru oricare dintre vecinii lui N (acele noduri cu care N împarte un
margine).
S  presupunem, de exemplu, c  un astfel de walker începe la nodul Tă ă  1 din Fig. 10.2,
pe care le reproducem aici ca Fig. 10.21. La primul pas, ar merge fie la
U 1 sau W 1 . Dac  la Wă  1 , atunci ar reveni fie la T 1, fie la T 2 . Dacă
Walker-ul s-a mutat mai întâi la U 1 , ar fi încheiat fie la T 1 , T 2 , fie la T 3 în continuare.
U
U
T
T
T
T
W
W
W
1
1
1
2
2
2
3
3



4

Figura 10.21: Repeta i figura 10.2ț
Concluzion m c , începând cu Tă ă  1 , exist  anse mari pe care ar merge-oă ș
vizita i Tț  2 , cel pu in ini ial, i acea ans  este mai bun  decât ansa pe care ar avea-oă ăț ț ș ș ș
vizita i Tț  3 sau T 4 . Ar fi interesant dac  am putea deduce c  etichetele Tă ă  1 i Tș  2 sunt
deci legat sau similar într-un fel. Dovada este c  le au pe amândouă ă
au fost plasate pe o pagin  Web comun , Wă ă  1 , i au fost, de asemenea, utilizate de unș
etichetator comun, U 1 .
Cu toate acestea, dac  permitem mersului s  continue parcurgerea graficului la întâmplare,ă ă
atunci probabilitatea ca mersul s  se afle la un anumit nod nu există ă
depinde de unde începe. Aceast  concluzie vine din teoria lui Markovă
procesele men ionate în sec iunea 5.1.2, de i independen a fa  deăț ț ș ț ț
punctul de plecare necesit  condi ii suplimentare pe lâng  conexiunea pe careă ăț
graficul din Fig. 10.21 satisface.
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10.6.2 Plimb ri aleatorii cu repornireă
Din observa iile de mai sus vedem c  nu este posibil s  se m soare similar-ă ă ăț
la un anumit nod uitându-se la distribu ia limitativ  a mersului.ăț
Cu toate acestea, am v zut deja, în sec iunea 5.1.5, introducerea unui mică ț
probabilitatea ca mersul s  înceteze s  mearg  la întâmplare.ă ă ă  Mai târziu, am v zut în Sec-ă
5.3.2 c  au existat motive pentru a selecta doar un subset de pagini Web ca fi ieră ș
set de teleportare, paginile la care mergea mersul când se opreau din navigare
Web-ul la întâmplare.
Aici, ducem aceast  idee la extrem.ă  Ne concentr m pe un anumeă
nodul surs  S al unei re ele sociale i vrem s  vedem unde este mersul aleatoră ăț ș
sfâr e te pe scurtele plimb ri de la S. Pentru a afla unde ar tinde s  fie mersul,ă ăș ș
modific m matricea probabilit ilor de tranzi ie pentru a avea o probabilitate mic  deă ă ăț ț
trecând înapoi la S de la orice nod. Adic , vom calcula subiectul-ă
calcul PageRank sensibil cu un set de teleportare format doar din nod
S. În mod formal, fie M matricea de tranzi ie a graficului G. Adic  intrareaăț
în rândul i i coloana j a lui M este 1 / k dac  nodul j al lui G are gradul k i unul dintreăș ș
nodurile adiacente este i. În caz contrar, aceast  intrare este 0. Vom discuta despre teleportare înă
un moment, dar mai întâi, s  ne uit m la un exemplu simplu de matrice de tranzi ie.ă ă ț
Exemplul 10.23: Figura 10.22 este un exemplu de re ea foarte simpl  care implică ăț
trei imagini i dou  etichete, „Cer” i „Arborele” care au fost plasate pe uneleăș ș
dintre ei. Imaginile 1 i 3 au ambele etichete, în timp ce Imaginea 2 are doar etichetaș
"Cer." Intuitiv, ne a tept m ca imaginea 3 s  fie mai asem n toare cu imaginea 1 decâtă ă ă ăș
Imaginea 2 este i o analiz  folosind un walker aleatoriu cu repornire la Imaginea 1ăș
va sus ine acea intui ie.ț ț
Imaginea 1
Imaginea 2
Poza 3
Copac
Cer
Figura 10.22: Un grafic social bipartit simplu
S  comand m nodurile ca Imaginea 1, Imaginea 2, Imaginea 3, Cerul, Arborele.ă ă  Apoi
matricea de tranzi ie pentru graficul din Fig. 10.22 esteț






0
0
0
1/3 1/2
0
0
0
1/3
0
0
0



0
1/3 1/2
1/2 1 1/2
0
0
1/2 0 1/2
0
0







De exemplu, a patra coloan  corespunde nodului „Sky” i acestui nodă ș
se conecteaz  la fiecare dintre nodurile imaginii arborelui.ă  Prin urmare, are gradul trei, deci
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intr rile diferite de zero în coloana sa trebuie s  fie 1/3.ă ă  Nodurile de imagine corespund
primele trei rânduri i coloane, astfel încât intrarea 1/3 apare în primele trei rânduriș
din coloana 4. Deoarece nodul „Sky” nu are o margine nici pentru sine, nici pentru
Nodul „Tree”, intr rile din ultimele dou  rânduri ale coloanei 4 sunt 0. ă ă ✷
Ca i înainte, s  folosim  ca probabilitate ca mersul s  continue laă β ăș
dom, deci 1 -  este probabilitatea ca walker-ul s  se teleporteze la nodul surs  S.β ă ă
Fie e S vectorul coloanei care are 1 în rând pentru nodul S i 0 în alt  parte.ăș
Atunci dac  v este vectorul coloan  care reflect  probabilitatea, walker-ul este la fiecareă ă ă
a nodurilor la o anumit  rund  i vă ă ș  ′ este probabilitatea la care se afl  mersulă
fiecare dintre nodurile din runda urm toare, atunci vă  ′ este legat de v prin:
v ′ = Mv + (1 - ) eβ β  S
Exemplul 10.24: S  presupunem c  M este matricea din Exemplul 10.23 i  = 0.8.ă ă βș  De asemenea,
presupunem c  nodul S este imaginea 1;ă  adic  vrem s  calcul m similaritateaă ă ă
a altor imagini la Imaginea 1. Apoi ecua ia pentru noua valoare vț  ′ a
distribu ia pe care trebuie s  o repet m ă ăț este
v ′ =







0
0
0
15.04.2 / 5
0
0
0
15.04
0
0
0
0
15.04.2 / 5
2/5 4/5 2/5
0
0
2/5
0
2/5
0
0










v +







1/5
0
0
0
0







Deoarece graficul din Fig. 10.22 este conectat, matricea original  M este stocazică ă
tic i putem deduce c  dac  vectorul ini ial v are componente care însumează ă ăș ț
1, atunci v ′ va avea i componente care însumeaz  1. Ca rezultat, putem simplificaăș
ecua ia de mai sus ad ugând 1/5 la fiecare dintre intr rile din primul rând ală ăț
matrice. Adic  putem itera multiplicarea matrice-vectoră
v ′ =







1/5 1/5 1/5 7/15 3/5
0
0
0
15.04
0
0
0
0
15.04.2 / 5
2/5 4/5 2/5
0
0
2/5
0
2/5
0
0







v



Dac  începem cu v = eă  S , atunci succesiunea estim rilor distribu iei luiă ț
mersul pe care îl ob inem esteț






1
0
0
0
0







,







1/5
0
0
2/5
2/5
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35/75
8/75
20/75
6/75
6/75
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95/375
8/375
20/375
142/375
110/375







,







2353/5625
568/5625
1228/5625
786/5625
690/5625







, ...,







.345
.066
.145
.249
.196







Observ m din cele de mai sus c  în limit , mersul este mai mult decât dubluă ă ă
probabil s  fie la imaginea 3 decât la imaginea 2. Aceast  analiz  confirm  intui iaă ă ă ă ț
c  Imaginea 3 seam n  mai mult cu Imaginea 1 decât Imaginea 2.ă ă ă  ✷
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Exist  mai multe observa ii suplimentare pe care le-am putea lua de la Ex-ă ț
amplu 10.24. În primul rând, aminti i-v  c  aceast  analiz  se aplic  doar pentru imaginea 1. Dac  noiă ă ă ă ă ăț
am vrut s  tim ce imagini seam n  cel mai mult cu o alt  imagine, a  vreaă ă ă ăș ș
trebuie s  încep analiza pentru imaginea respectiv .ă ă  La fel, dac  am vrut s  timă ă ș
despre ce etichete au fost cele mai strâns asociate cu eticheta „Sky” (un
în acest mic exemplu, deoarece exist  doar o alt  etichet ), atunciă ă ă
ar trebui s  aranj m ca walkerul s  se teleporteze doar la nodul „Sky”.ă ă ă
În al doilea rând, observa i c  convergen a dureaz  timp, deoarece exist  o oscilare ini ială ă ă ăț ț ț
lation. Adic , ini ial, toat  greutatea este la imagini, iar la a douaă ăț
pasul cea mai mare parte a greut ii este la etichete.ăț  La al treilea pas, cea mai mare greutate a revenit
la imagini, dar la al patrulea pas o mare parte din greutate se mut  la eticheteă
din nou. Cu toate acestea, în limit  exist  convergen , cu 5/9 din greutatea laă ă ăț
imagini i 4/9 din greutatea la etichete.ș  În general, procesul converge
pentru orice grafic k-partit conectat.
10.6.3 Simrank aproximativ
Calculul simplu al simrank implic  repetarea matrice-vector mul-ă
tiplications, la fel ca pentru orice calcul de tip PageRank. Cu toate acestea, atunci când există
un singur nod S din setul de teleportare, nodurile care sunt departe de S sunt sigur de ob inutț
un simrank foarte mic. Dac  suntem dispu i s  accept m o aproximare la adev rată ă ă ăș
simrank, putem folosi o alt  abordare, în care niciodat  nu ne uit m niciodat  la noduriă ă ă ă
care sunt departe de S.
Vom simula un alt tip de mers pe grafic. În loc de mers
mutarea c tre un vecin aleatoriu (dac  nu se teleporteaz  c tre nodul surs ), acestaă ă ă ă ă
se va muta sau va r mâne acolo unde este, cu probabilitate egal .ă ă  Dac  decideă
muta i, apoi se va muta la orice vecin cu probabilitate egal .ăț  Cu toate acestea, acolo
este un alt aspect al deciziei dac  se mut  sau nu.ă ă  Putem privi un
walker ca parte a PageRank-ului limitativ pentru nodul s u sau parte aă
PageRank rezidual, adic  PageRank care nu a fost înc  atribuit niciuneiă ă
nodul. Numai în ultimul caz lu m în considerare mutarea acelui mers.ă
Prin urmare, vom folosi doi vectori, r i q, fiecare cu o component  pentruăș
fiecare nod. În cele ce urmeaz , r vor fi estim rile noastre actuale pentru PageRankă ă
a fiec rui nod i q va fi PageRank-ul rezidual curent pentru fiecare nod.ă ș  Cum-
Re ine i c , pe m sur  ce calculul continu , este posibil s  nu calcul m niciodat  multe dintreă ă ă ă ă ă ăț ț
componentele acestor vectori. De asemenea, vom folosi nota ia qț  U pentru
component  a q pentru nodul U i utiliza i ră ș ț  U în mod analog. Initailly, presupunem c  r esteă
vectorul all-0, în timp ce q este tot 0, cu excep ia qț  S = 1. Adic , q spune c  noiă ă
presupunem c  to i plimb torii încep de la S, în timp ce r spune c  nu am rezolvat înc  undeă ă ă ăț
oricare dintre ele se va termina asimptotic.
Calculul simrank aproximativ utilizeaz  doi parametri.ă  Continu m să ă
utiliza i  ca frac ie netaxat ;β ăț ț  adic , 1 -  este probabilitatea ca un walker s  o facă β ă ă
teleporta i la nodul surs  S. Al doilea parametru de care avem nevoie este , un micăț ǫ
frac iune care ofer  cantitatea maxim  de PageRank rezidual pe care o vom ob ineă ăț ț
fii dispus s  nu treci de la un nod la un vecin.ă  Astfel, smaller mai mic este,
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mai aproape ne apropiem de adev ratul PageRank, dar i cu cât dureaz  mai mult calculul.ă ăș
Ar trebui s  alegem  pentru a fi foarte mic, s  zicem 0,01 împ r it la num rul de marginiă ă ă ăǫ ț
în grafic. În acest fel, nu încet m decât pân  la cantitatea total  de reziduuriă ă ă
PageRank este cel mult 0,01. Algoritmul aproximativ-simrank este de a repeta
urmând pa ii pân  când nu mai putem g si niciun nod U al c rui PageRank reziduală ă ăș
împ r it la gradul s u (de exemplu, cantitatea de PageRank pe care ar putea s  o transmit  oric ruia dintreă ă ă ă ăț
vecinii s i) este mai mare decât .ă ǫ
1. Fie U orice nod astfel încât q U , componenta lui q pentru nodul U, s  dep easc  ă ă ăș ǫ
de ori gradul de U.
2. Add (1 - ) qβ  U la valoarea curent  a ră  U . Adic , credit m nodul U cuă ă
o sum  de PageRank adev rat egal  cu impozitul pe reziduul s u curent.ă ă ă ă
3. Seta i qț  U la qβ U / 2. Adic , din por iunea de reziduu U care nu este impozitat ,ă ăț
jum tate din acest reziduu r mâne la U.ă ă
4. S  presupunem c  U are gradul d.ă ă  Apoi pentru fiecare nod V adiacent lui U, ad uga i laă ț
q V o cantitate egal  cu qă β U / (2d). Adic  cealalt  jum tate a celor neimpozita iă ă ă ț
rezidual pentru U este împ r it în mod egal între vecinii s i.ă ăț
Exemplul 10.25: S  reconsider m exemplul 10.23 din punct de vedereă ă



de PageRank aproximativ, folosind din nou Picture1 ca nod surs  S. Weă
vom folosi din nou  = 0,8, dar vom l sa  nespecificat, deoarece nu suntemβ ă ǫ
urmeaz  s  efectueze calculul pân  la finalizare pentru orice ably rezonabil de mic.ă ă ă
Figura 10.23 rezum  care ar putea fi primii cinci pa i ai algoritmului.ă ș
U
r P1

r P2

r P3

r Sk

r Tr

'q P1

q P2

q P3

q Sk

q Tr

Ini ialţ ă
0
0
0
0
0
1
0
0
0
0
Imaginea1 .2
0
0
0
0
.4
0
0
.2
.2
Copac
.2
0
0
0
.04
.44
0
.04
.2
.08
Imagine1 .288 0
0
0
.04
.176
0
.04
.288 .168
Cer
.288 0
0
.058 .04
.214
.038 .078 .115 .168
Poza3 .288 0
.016 .058 .04
.214
.038 .031 .131 .184
Figura 10.23: Primii cinci pa i ai unui calcul PageRank aproximativș
Primul rând, etichetat „Initial”, arat  valorile ini iale ale lui r i q.ă ț ș  Noi ar t mă ă
fiecare component  pentru fiecare vector, în aceea i ordine ca în Exemplul 10.23: Imaginiă ș
1, 2 i 3, apoi Sky i Tree.ș ș  Prima noastr  alegere de U trebuie s  fie Picture1,ă ă
nod surs , deoarece este singurul nod cu PageRank rezidual.ă  În pasul (1)



convertim (1 - ) qβ  P1 din reziduul pentru Picture1 pentru a aproxima PageRank.
Astfel, r P1 este setat la 0,2. Din valoarea r mas  0,8 pentru qă ă  P1 , r mâne 0,4 iă ș
cel lalt 0.4 este împ r it în mod egal între vecinii Sky i Tree of Picture1.ă ă ț ș
Aceste observa ii explic  al doilea rând al tabelului.ăț
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S  presupunem c  vom alege apoi Arborele ca urm toare valoare a nodului U. Valoarea luiă ă ă
q Tr este acum 0,2, deci mut m o cincime din aceast  valoare la ră ă  Tr , ceea ce face asta
valoarea s  fie 0,04.ă  Din restul de 0,16, jum tate r mâne ca qă ă  Tr , iar restul este
împ r it între qă ț  P1 , care devine 0,44 i qș  P3 , care devine 0,04. Aceste
pa ii explic  al treilea rând.ăș  Ar t m o succesiune de trei pa i suplimentari, fiecareă ă ș
cu o posibil  alegere a lui U, presupunând c   este suficient de mare pentru a justifica continuareaă ă ǫ
algoritmul. Sunte i invita i s  lucra i singuri i urm torii trei pa iă ăț ț ț ș ș
continua i simularea, care este afi at  doar cu trei zecimale.ăț ș  ✷
10.6.4 De ce func ioneaz  aproximativ Simrankăț
Exist  mai multe întreb ri pe care le pute i pune în mod natural despre algoritmul de-ă ă ț
descris în sec iunea anterioar .ăț
1. De ce este acest algoritm mai eficient decât implementarea simplă
tarea PageRank cu un singur nod surs  ca set de teleportare?ă
2. De ce converge acest algoritm la o aproximare a adev ratului sim-ă
rang?
3. De ce distribuim doar jum tate din valoarea rezidual  pentru nodul U, mai degrab  decâtă ă ă
întregul reziduu?
R spunsul la ultima întrebare este cel mai simplu.ă  Este acolo pentru a ajuta la distribuirea fi ieruluiș
valorile reziduale cât mai repede posibil. Pentru unele grafice, este bine s  omite i pasul (3)ă ț
i în etapa (4) pentru a da fiec rui nod V un reziduu suplimentar de qă βș  U / d. In orice caz,

în alte cazuri, cum ar fi un grafic bipartit, distribuind întregul reziduu al nodului
U va face ca reziduurile s  sar  înainte i înapoi între cele dou  p r i aleă ă ă ăș ț
graficul, provocând astfel s  existe cel pu in un reziduu mare pentru o perioad  mai lung  de timp,ă ă ăț
decât dac  am distribui doar jum tate din reziduuri.ă ă
Pentru prima întrebare, observ m c  fiecare nod care se calific  ca posibilă ă ă
alegerea lui U are q U > ;ǫ  de obicei va fi considerabil mai mare decât  deoareceǫ
limita inferioar  real  pe qă ă  U este de  ori gradul de U. Observa i c  dac  qă ăǫ ț  U > ,ǫ
atunci o cantitate de cel pu in  (1 - ) este mutat  din vectorul rezidual q înβ ăț ǫ
vectorul PageRank aproximativ r. Cu toate acestea, suma tuturor componentelor
din ambii vectori este 1, deci nu putem avea un num r de runde ale acestui algoritmă
care dep e teăș ș
1
 (1  )− βǫ

. Acesta este un num r constant de runde, în timp ce obi nuitulă ș
Algoritmul PageRank necesit  timp care este cel pu in propor ional cu num rul deă ăț ț
noduri în grafic ori num rul de itera ii ale matricei-vector multiplica-ă ț
ziune. Mai mult, dac  suntem aten i, putem organiza componentele q în aă ț
coad  prioritar , astfel încât s  putem selecta un candidat pentru U în timpul O (jurnal n) dac  există ă ă ă ă
n noduri în grafic.
În cele din urm , trebuie s  abord m a doua întrebare: de ce rezultatul aprox.ă ă ă
imita adev ratul simrank?ă  Iat  un argument intuitiv.ă  În primul rând, mi carea rezidualăș
valorile din jurul graficului sunt o simulare a mersului aleator pe grafic. The
faptul c  umbl torii se mi c  asincron (deoarece se mi c  cu 50%ă ă ă ăș ș
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probabilitatea, mai degrab  decât deplasarea cu siguran  la fiecare pas) nu este important .ă ă ăț  the
plimb torii se vor distribui în cele din urm  a a cum ar face dac  ar lua ună ă ăș
mers aleatoriu sincron. Dar distribu ia reziduurilor nu este r spunsulăț
c  algoritmul d .ă ă  Mai degrab , r spunsul este vectorul r atunci când algoritmulă ă
se termin .ă  De fapt, valorile care sunt mutate de la q la r sunt frac ia 1 -  aβț
valorile reziduurilor la momente aleatorii, în func ie de ordinea în careț
select m noduri pentru a fi U. Cu toate acestea, adev ratul PageRank pentru orice nod V esteă ă
probabilitatea ca un walker s  se afle la nodul V la un moment dat aleatoriu, având în vedere c  a începută ă
la sursa S. Alegând U la întâmplare (printre noduri cu suficient
mare rezidual), simul m selectarea unui timp aleator la care să ă
vizualiza i fiecare walker i, prin urmare, ob ine i aproximativ distribu ia corectăț ș ț ț ț
a umbl torilor.ă



10.6.5 Aplicarea Simrank la g sirea comunit iloră ăț
O aplica ie interesant  a simrank este g sirea comunit ilor în care aă ă ăț ț
nodul dat (nodul surs ) apar ine.ă ț  Am putea g si apoi tot ceea ce este rezonabilă
comunit i dintr-o re ea selectând ca noduri surs  acele noduri care auă ăț ț
care nu au fost încredin ate niciunei comunit i sau care au fost atribuite doar uneiăț ț
num r mic de comunit i.ă ăț
S  presupunem c  începem cu nodul surs  S i c  g sim simrank-ul pentru toate nodurileă ă ă ă ăș
pentru aceast  surs .ă ă  Am putea folosi algoritmul simrank exact sau aproximativ
pentru a face acest lucru. Apoi, ordona i nodurile, altele decât S, prin simrankul lor i lua i în considerareț ș ț
ad ugând fiecare, cel mai înalt simrank mai întâi, la o comunitate care con ine S. Trebuieă ț
tim când s  nu mai ad ug m noduri, deci avem nevoie de un criteriu de oprire.ă ă ăș  O simpla

abordarea este de a ad uga noduri pân  la densitatea muchiilor - frac ia de marginiă ă ț
care conecteaz  noduri din comunitate împ r it la num rul de margini posibileă ă ăț
conectarea nodurilor în comunitate (adic  (ă  n
2 ) pentru o comunitate cu n-nod) - merge
sub un prag.
Exemplul 10.26: S  lu m în considerare re eaua foarte simpl  din Fig. 10.22.ă ă ăț  Noi
vom folosi Picture1 ca nod surs , a a c  încerc m s  g sim comunit i buneă ă ă ă ă ăș ț
care con ine acel nod.ț  Re eaua este prea mic  pentru a oferi un set rezonabil deăț
comunit i, dar va servi pentru un exemplu de algoritm.ăț
Am aflat din Exemplul 10.23 c , cu Picture1 ca nod surs ,ă ă
valorile simrank pentru cele cinci noduri sunt în ordinea Picture1, Sky, Tree, Picture3,
Imaginea 2. Comunitatea format  din primele dou  noduri din aceast  list  are ună ă ă ă
densitatea de 1, deoarece unica margine posibil  între Picture1 i Sky este într-adev ră ăș
prezent. Când ad ug m al treilea nod, Tree, densitatea scade la 2/3, doar din moment ceă ă
sunt prezente dou  dintre cele trei margini posibile.ă  Ad ugarea celui de-al patrulea nod, Picture3,ă
men ine densitatea la 2/3;ț  acum sunt prezente patru din cele ase margini posibile.ș  Dac  noiă
ad uga i ultimul nod, densitatea este pân  la 1/2 - cinci din cele zece margini posibile suntă ăț
prezent în întreaga re ea.ț  Dac  pragul nostru de densitate este mai mare de 2/3,ă
atunci am alege doar primele dou  noduri ca comunitate, în timp ce dac  avemă ă
un prag t, cu 2/3  t> 1/2, atunci am alege primele patru noduri ca≥
comunitatea. ✷
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O alt  m sur  a bun t ii unei comunit i C este conductan a.ă ă ă ă ă ăț ț ț  La
definim conductan a, trebuie mai întâi s  definim volumul unei comunit i C, careă ăț ț
este cea mai mic  dintre suma sc derii nodurilor din C i suma luiă ă ș
grade ale nodurilor care nu se afl  în C. Atunci conductan a lui C este raportul dintreă ț
num rul de muchii cu exact un cap t în C împ r it la volumul lui C.ă ă ă ț
ideea intuitiv  din spatele conductan ei este c  arat  seturile C care nu sunt nici eleă ă ăț
mici sau prea mari i totu i pot fi deconectate de la re ea prin t iereăș ș ț
un num r relativ mic de margini.ă  Conductan a mic  sugereaz  o leg tur  strânsă ă ă ă ăț
comunitate.
Când lu m în considerare secven a comunit ilor formate prin ad ugarea unui nodă ă ăț ț
la un moment dat, în ordinea lor simpl , g sim adesea c  exist  mai multe puncteă ă ă ă
în secven a în care conductan a este un minim local.ț ț  Acestea sunt cele mai bune
alegeri pentru o comunitate care con ine nodul surs .ăț  Dac  sunt mai multeă
minim local, atunci exist  mai multe comunit i, una cuib rit  în alta,ă ă ă ăț
de care se poate spune c  apar ine nodul surs .ă ăț
Exemplul 10.27: S  repet m ă ă exemplul 10.26, dar folosi i conductan a caț ț
criteriu pentru bun tatea unei comunit i.ă ăț  Reamintim ordinea în care ad ug m noduriă ă
este Picture1, Sky, Tree, Picture3, Picture2. Fie C i comunitatea care con ineț
primul i al acestor noduri, i l sa i c -ăș ț  am fi conductibilitatea acestei comunit i.ăț
Prima posibilitate este C 1 care const  din numai nodul Picture1.ă  Sunt
dou  muchii cu exact un cap t în Că ă  1 . Volumul C 1 este cea mai mic  dintre 2 (Theă
gradul unui singur nod) i 8 (suma gradelor celorlalte patru noduri.ș
Astfel, c 1 = 2 / min (2, 8) = 1.
Acum ia în considerare C 2 = {Imagine1, Cer}. Exist  trei margini care au exactă
un cap t în Că  2 . Volumul lui C 2 este cel mai mic dintre suma gradelor
dou  noduri în Că  2 (i, e., 2 + 3 = 5) i suma gradelor celorlalte treiș
noduri, care este i 5. Astfel, cș  2 = 3 / min (5, 5) = 3/5.
Acum, lua i în considerare ad ugarea Tree pentru a forma Căț  3 = {Picture1, Sky, T ree}. Num rulă
ber de margini cu exact un cap t în Că  3 este trei. Suma gradelor
trei noduri sunt 2 + 3 + 2 = 7, în timp ce suma gradelor celorlalte dou  noduriă
este trei. Astfel, c 3 = 3 / min (7, 3) = 1. Pute i continua aceast  secven  i g si iă ă ăț ț ș ț
c  că  4 = 1 / min (9, 1) = 1. În acest caz, exist  un singur minim i că ăș



este c 2 = 3/5. Astfel, concluzion m c  „cea mai bun ” comunitate care con ine Picture1ă ă ă ț
este C 2 = {Imagine1, Cer}. ✷
10.6.6 Exerci ii pentru sec iunea 10.6ț ț
Exerci iul 10.6.1: Dac , în Fig. 10.22 porni i mersul din Imaginea 2, ce va fiăț ț
s  fie asem narea cu imaginea 2 a celorlalte dou  imagini?ă ă ă  La ce te a tep iș ț
pentru a fi mai asem n tor cu imaginea 2?ă ă
Exerci iul 10.6.2: Dac , în Fig. 10.22, începe i mersul din Imaginea 3, ce face i?ăț ț ț
te a tep i s  fie asem narea cu celelalte dou  imagini?ă ă ăș ț
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! Exerci iul 10.6.3: Repeta i analiza exemplului 10.24 i calcula iț ț ș ț
asem n ri ale imaginii 1 cu celelalte imagini, dac  sunt urm toarele modific riă ă ă ă ă
realizat în Fig. 10.22:
(a) Eticheta „Tree” este ad ugat  la imaginea 2.ă ă
(b) O a treia etichet  „Ap ” este ad ugat  la Imaginea 3.ă ă ă ă
(c) O a treia etichet  „Ap ” este ad ugat  atât la Imaginea 1, cât i la Imaginea 2.ă ă ă ă ș
Not : modific rile se fac independent pentru fiecare parte;ă ă  nu sunt cumulati
tive.
Exerci iul 10.6.4: Continua i simularea început  în Fig. 10.23, presupunând că ăț ț
urm toarele trei valori pentru U sunt Picture1, Sky i Tree.ă ș
Exerci iul 10.6.5: Care este cea mai mic  valoare a lui  pentru care putem spune astaăț ǫ
Fig. 10.23 este executarea complet  a algoritmului PageRank aproximativ?ă
!! Exerci iul 10.6.6: S  presupunem c  re eaua noastr  const  doar din dou  noduri cu ună ă ă ă ăț ț
marginea dintre ele. Fie ca nodurile s  fie S (sursa, la care apar teleporturile)ă
i T, cel lalt nod.ăș

(a) S  presupunem c  rul m o versiune modificat  a altor-PageRank aproximativă ă ă ă
goritmul sec iunii 10.6.3, unde toate (mai degrab  decât jum tate) din cei neimpozita iă ăț ț
reziduul nodului selectat este distribuit vecinilor s i (în acest caz,ă
c tre un singur vecin).ă  Care este secven a de valori pentru vectorii r iț ș
q rezult ?ă  Re ine i c , în acest caz, alegerea lui U este determinist ,ă ăț ț
deoarece la orice pas doar unul dintre cele dou  noduri are PageRank rezidual.ă  Pentru
foarte mic , care este limita vectorului PageRank aproximativ?ǫ
(b) S  presupunem c , pentru aceea i re ea, execut m algoritmul original,ă ă ăș ț
unde doar jum tate din reziduuri sunt distribuite vecinului.ă  Ce este
limitând PageRank în acest caz, presupunând c   este mic?ă ǫ
Exerci iul 10.6.7: Pentru re eaua din Fig. 10.22, calcula i simrank atunci cândț ț ț
nodul surs  este Tree.ă  Apoi g si i cea mai bun  alegere a comunit ilor care con ină ă ăț ț ț
Arborele dac  cerin a dvs. pentru o comunitate esteă ț
(a) Densitate cel pu in 2/3.ț
(b) Minimul local de conductivitate.
! Exerci iul 10.6.8: S  presupunem c  re eaua noastr  este format  din noduri dintr-un singur lan , adică ă ă ă ăț ț ț
este, nodurile U 1 , U 2 , ..., U n , cu o margine între U i i Uș  i + 1 , pentru 1  i <n.≤
(a) În func ie de k, calcula i densitatea „comunit ii” constând dinăț ț ț
primele k noduri: {U 1 , U 2 , ..., U k }.
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(b) În func ie de k, calcula i conductan a comunit ii constândăț ț ț ț
a primelor k noduri.
(c) Folosind densitatea ca m sur  a bun t ii pentru o comunitate, care esteă ă ă ăț
cea mai bun  valoare a lui k?ă
(d) Utilizarea conductan ei ca m sur  a bun t ii pentru o comunitate, ce esteă ă ă ăț ț
cea mai bun  valoare a lui k?ă

10.7 Num rarea triunghiuriloră
Una dintre cele mai utile propriet i ale graficelor din re elele sociale este num rul de tri-ă ăț ț
unghiuri i alte subgrafe simple.ș  În aceast  sec iune vom prezenta metode pentruă ț
estimarea sau ob inerea unui num r exact de triunghiuri într-un grafic foarte mare.ăț  Noi suntem
gin cu o motiva ie pentru astfel de numere i apoi da i câteva metode de num rareăț ș ț
eficient.
10.7.1 De ce s  num r m triunghiurile?ă ă ă
Dac  începem cu n noduri i ad ug m m margini la un grafic la întâmplare, vor existaă ă ăș
un num r a teptat de triunghiuri în grafic.ă ș  Putem calcula acest num ră



f r  prea mari dificult i.ă ă ăț  Exist  (ă  n
3 ) seturi de trei noduri, sau aproximativ
n 3 /6 seturi de trei noduri care ar putea fi un triunghi. Probabilitatea unei margini
între oricare dou  noduri date ad ugate este m / (ă ă  n
2 ), sau aproximativ 2m / n 2 .
Probabilitatea ca orice set de trei noduri s  aib  margini între fiecare pereche, dacă ă ă
aceste margini sunt alese independent pentru a fi prezente sau absente este aproximativ
(2m / n 2 ) 3 = 8m 3 / n 6 . Astfel, num rul a teptat de triunghiuri într-un grafic deă ș
n noduri i m muchii selectate aleatoriu este deș  aproximativ (8m 3 / n 6 ) (n 3 /6) =
4
3

(m / n) 3 .
Dac  un grafic este o re ea social  cu n participan i i m perechi de „prieteni”ă ăț ț ș
ne-am a tepta ca num rul triunghiurilor s  fie mult mai mare decât valoarea pentruă ăș
un grafic aleatoriu. Motivul este c  dac  A i B sunt prieteni, iar A este i ună ă ș ș
prieten cu C, ar trebui s  existe o ans  mult mai mare decât media ca B iă ăș ș
C sunt i prieteni.ș  Astfel, num rarea num rului de triunghiuri ne ajut  s  m sur mă ă ă ă ă ă
m sura în care un grafic arat  ca o re ea social .ă ă ăț
De asemenea, putem privi comunit ile din cadrul unei re ele sociale.ăț ț  A fost
a demonstrat c  vârsta unei comunit i este legat  de densitatea triunghiurilor.ă ă ăț
Adic , atunci când un grup tocmai s-a format, oamenii î i atrag prietenii cu gânduri similare,ă ș
dar num rul triunghiurilor este relativ mic.ă  Dac  A aduce în prieteni B iă ș
C, se poate ca B i C s  nu se cunoasc .ă ăș  Ca comunitate
se maturizeaz , B i C pot interac iona din cauza apartenen ei lor la comunitate.ă ș ț ț
Astfel, exist  mari anse ca la un moment dat triunghiul {A, B, C} s  fieă ăș
efectuat.
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10.7.2 Un algoritm pentru g sirea triunghiuriloră
Vom începe studiul nostru cu un algoritm care ruleaz  cel mai rapid posibilă
timp pe un singur procesor. S  presupunem c  avem un grafic de n noduri i m  nă ă ≥ș
margini. Pentru comoditate, presupune i c  nodurile sunt numere întregi 1, 2, ..., n.ăț
Numi i un nod un b t tor greu dac  gradul s u este de cel pu in m.ă ă ă ă √ț ț  Un b t tor greuă ă
triunghiul este un triunghi al c rui trei noduri sunt lovitori grei.ă  Folosim separat
algoritmi de num rare a triunghiurilor puternice i a tuturor celorlalte triunghiuri.ă ș  Re ine i căț ț
num rul de noduri puternice nu este mai mare de 2 m, deoarece altfel sumaă √
din gradele nodurilor de hitter grele ar fi mai mari de 2m. Din moment ce fiecare
edge contribuie la gradul de doar dou  noduri, atunci ar trebui s  existeă ă
mai mult de m margini.
Presupunând c  graficul este reprezentat de muchiile sale, vom prelucra graficul caă
urmeaz :ă
1. Calcula i gradul fiec rui nod.ăț  Aceast  parte necesit  doar examinareaă ă
fiecare margine i ad uga i 1 la num rul fiec ruia dintre cele dou  noduri ale sale.ă ă ă ăș ț  Timpul total
necesar este O (m).
2. Crea i un index pe margini, cu perechea de noduri la capetele sale ca cheie.ț
Adic , indexul ne permite s  determin m, având în vedere dou  noduri, dacă ă ă ă ă
marginea dintre ele exist .ă  O mas  hash este suficient .ă ă  Poate fi construit în
O (m) timp i timpul a teptat pentru a r spunde la o întrebare despre existenă ăș ș ț
a unei margini este o constant , cel pu in în sensul a teptat.ă ț ș  2
3. Crea i un alt index de margini, acesta cu cheie egal cu un singur nod.ț
Dat fiind un nod v, putem prelua nodurile adiacente lui v în propor ie de timpț
propor ional cu num rul acestor noduri.ăț  Din nou, o mas  hash, de data aceasta cuă
noduri simple ca cheie, sunt suficiente în sensul a teptat.ș
Vom ordona nodurile dup  cum urmeaz .ă ă  În primul rând, ordona i nodurile în func ie de grad.ț ț  Atunci, dacă
v i u au acela i grad, reamintim c  atât v cât i u sunt numere întregi, deci ordineăș ș ș
le numeric. Adic  spunem v  u dac  i numai dac  oricareă ≺ ă ăș
(i) Gradul de v este mai mic decât gradul de u, sau
(ii) Gradele lui u i v sunt acelea i i v <u.ș ș ș
Triunghiuri Heavy-Hitter: Exist  doar O ( m) noduri heavy-hitter, deci noiă √
poate lua în considerare toate seturile a trei dintre aceste noduri. Exist  O (mă  3/2 ) posibile grele-
hitter i folosind indexul de pe margini putem verifica dac  exist  toate cele trei marginiă ăș
în timpul O (1). Prin urmare, este nevoie de timp O (m 3/2 ) pentru a g si to i cei care lovesc greuă ț
triunghiuri.
2 Astfel, din punct de vedere tehnic, algoritmul nostru este optim numai în sensul timpului de func ionare a teptat,ț ș
nu în cel mai r u caz timpul de func ionare.ă ț  Cu toate acestea, hashingul unui num r mare de articole are o extremă ă
probabilitate mare de a ne comporta conform a tept rilor i dac  s-a întâmplat s  alegem un hashă ă ăș ș
func ie care a f cut ca unele g le i s  fie prea mari, am putea relua pân  vom g si o func ie hash bun .ă ă ă ă ă ăț ț ț
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Alte triunghiuri: g sim celelalte triunghiuri într-un mod diferit.ă  Lua i în considerare fiecareț
muchie (v 1 , v 2 ). Dac  atât vă  1 cât i vș  2 sunt lovitori grei, ignora i aceast  margine.ăț  Presupune,
totu i, vș  1 nu este un atacator greu i, în plus, vș  1  v≺  2 . Fie u 1 , u 2 , ..., u k
fie nodurile adiacente v 1 . Re ine i c  k < m.ă √ț ț  Putem g si aceste noduri,ă
folosind indexul pe noduri, în timpul O (k), care este cu siguran  timpul O ( m).ă √ț  Pentru fiecare
u i putem folosi primul index pentru a verifica dac  muchia (uă  i , v 2 ) exist  în timpul O (1).ă
De asemenea, putem determina gradul de u i în O (1) timp, pentru c  am num rată ă
toate gradele nodurilor. Num r m triunghiul {vă ă  1 , v 2 , u i } dac  i numai dac  muchiaă ăș
(u i , v 2 ) exist  i vă ș  1  u≺  i . În acest fel, un triunghi este num rat o singur  dat  - cândă ă ă
v 1 este nodul triunghiului care precede ambele noduri ale triunghiului
conform ordinii .≺  Astfel, timpul de procesare a tuturor nodurilor adiacente
la v 1 este O ( m).√  Deoarece exist  m muchii, timpul total petrecut num rând alteleă ă
triunghiurile este O (m 3/2 ).
Acum vedem c  preprocesarea dureaz  O (m) timp.ă ă  Timpul pentru a g siă
hitter triunghiuri este O (m 3/2 ), la fel i timpul pentru a g si celelalte triunghiuri.ăș  Prin urmare,
timpul total al algoritmului este O (m 3/2 ).
10.7.3 Optimitatea algoritmului de g sire a triunghiuluiă
Se pare c  algoritmul descris în sec iunea 10.7.2 este, într-ună ț
ordinea de m rime cel mai bine posibil.ă  Pentru a vedea de ce, lua i în considerare un grafic completț
pe n noduri. Acest grafic are m = ( n
2 ) muchii i num rul triunghiurilor esteăș
( n
3 ). Deoarece nu putem enumera triunghiuri în mai pu in timp decât num rul acestoraăț
triunghiuri, tim c  orice algoritm va dura  (nă Ωș  3 ) timp pe acest grafic. In orice caz,
m = O (n 2 ), deci orice algoritm ia timp  (mΩ  3/2 ) pe acest grafic.
Ne-am putea întreba dac  ar exista un algoritm mai bun care s  func ioneze mai rară ă ț
grafice decât graficul complet. Cu toate acestea, putem ad uga la graficul completă
un lan  de noduri cu orice lungime pân  la năț  2 . Acest lan  nu mai adaug  triunghiuri.ăț
Nu mai mult decât dubleaz  num rul de margini, dar face num rul de noduriă ă ă
la fel de mare pe cât ne place, de fapt sc derea raportului dintre margini i noduri pentru a fi la fel de apropiateă ș
la 1 dup  cum ne place.ă  Deoarece exist  înc   (mă ăΩ  3/2 ) triunghiuri, vedem c  aceasta este mai mică ă
re ineri legate pentru întreaga gam  de rapoarte posibile de m / n.ăț
10.7.4 G sirea triunghiurilor folosind MapReduceă
Pentru un grafic foarte mare, dorim s  folosim paralelismul pentru a accelera calculul.ă
Putem exprima g sirea triunghiului ca o îmbinare pe mai multe c i i putem folosi tehnicaă ă ș
Sec iunea 2.5.3 pentru a optimiza utilizarea unei singure lucr ri MapReduce pentru a num ra triunghiuri.ă ăț
Se pare c  aceast  utilizare este cea în care tehnica de îmbinare multiplu a sec iunii respectiveă ă ț
este, în general, mult mai eficient decât s  lua i dou  îmbin ri bidirec ionale.ă ă ăț ț  Mai mult,
timpul total de execu ie al algoritmului paralel este în esen  acela i cuăț ț ș
timpul de execu ie pe un singur procesor utilizând algoritmul Sec iunii 10.7.2.ț ț
Pentru început, presupune i c  nodurile unui grafic sunt numerotate 1, 2, ..., n.ăț  Noi
folosi i o rela ie E pentru a reprezenta muchiile.ț ț  Pentru a evita reprezentarea fiec rei muchii de dou  ori,ă ă
presupunem c  dac  E (A, B) este un tuplu al acestei rela ii, atunci nu numai c  există ă ă ăț
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o margine între nodurile A i B, dar i, ca numere întregi, avem A <B.ș ș  3
Aceast  cerin  elimin , de asemenea, buclele (marginile de la un nod la sine), pe care noiă ă ăț
presupunem, în general, c  nu exist  oricum în graficele re elelor sociale, dar care ar puteaă ă ț
conduc la „triunghiuri” care într-adev r nu implic  trei noduri diferite.ă ă
Folosind aceast  rela ie, putem exprima mul imea triunghiurilor grafului a c ruiă ăț ț
muchiile sunt E prin îmbinarea naturală
E (X, Y)  E (X, Z)  E (Y, Z)⊲⊳ ⊲⊳
(10,5)
Pentru a în elege aceast  îmbinare, trebuie s  recunoa tem c  atributele rela ieiă ă ăț ș ț
E prime te nume diferite în fiecare dintre cele trei utiliz ri ale lui E. Adic  ne imagin mă ă ăș
exist  trei exemplare ale lui E, fiecare cu acelea i tupluri, dar cu un altulă ș
scheme. În SQL, aceast  îmbinare ar fi scris  folosind o singur  rela ie E (A, B) caă ă ă ț
urmeaz :ă
Selecta i e1.A, e1.B, e2.Bț
DE LA E e1, E e2, E e3
UNDE e1.A = e2.A I e1.B = e3.A I e2.B = e3.BȘ Ș
În aceast  interogare, atributele echivalente e1.A i e2.A sunt reprezentate în unirea noastră ăș



prin atributul X. De asemenea, e1.B i e3.A sunt reprezentate fiecare de Y;ș  e2.B iș
e3.B sunt reprezentate de Z.
Observa i c  fiecare triunghi apare o dat  în aceast  îmbinare.ă ă ăț  Triunghiul constând
de noduri v 1 , v 2 i vș  3 este generat atunci când X, Y i Z sunt aceste trei noduri înș
ordinea numeric , adic  X <Y <Z. De exemplu, dac  ordinea numeric  aă ă ă ă
nodurile este v 1 <v 2 <v 3 , atunci X poate fi doar v 1 , Y este v 2 i Z este vș  3 .
Tehnica Sec iunii 2.5.3 poate fi utilizat  pentru a optimiza îmbinarea Equa-ăț
ziunea 10.5. Reamintim ideile din Exemplul 2.15, unde am luat în considerare num rulă
a modurilor în care valorile fiec rui atribut ar trebui s  fie hash.ă ă  In prezent
de exemplu, chestiunea este destul de simpl .ă  Cele trei apari ii ale rela iei E cu siguran ăț ț ț
au aceea i dimensiune, deci prin simetrie, atributele X, Y i Z vor fi fiecare hashș ș
la acela i num r de g le i.ă ăș ț  În special, dac  hash noduri pentru a g le te b,ă ă ș
atunci vor exista b 3 reductoare. Fiecare activitate Reduce este asociat  cu o secvenă ăț
din trei numere de g leat  (x, y, z), unde fiecare dintre x, y i z este în intervalul 1 pân  laă ă ăș
b.
Sarcinile Hart  împart rela ia E în atâtea p r i câte sunt Hartă ă ăț ț
sarcini. S  presupunem c  unei sarcini de hart  i se d  tuplul E (u, v) pe care s  îl trimit  anumitoră ă ă ă ă ă
Reduce i sarcinile.ț  În primul rând, gândi i-v  la (u, v) ca la un tuplu al termenului de asociere E (X, Y).ăț  Noi
poate hash u i v pentru a ob ine numerele cupei pentru X i Y, dar nu timș ț ș ș
g leat  la care Z hashes.ă ă  Astfel, trebuie s  trimitem E (u, v) la toate sarcinile Reduceră
care corespund unei secven e de trei numere de cup  (h (u), h (v), z) pentru oricareăț
dintre b g le ile posibile z.ă ț
3 Nu confunda i aceast  simpl  ordonare numeric  a nodurilor cu ordinea  pe care noiă ă ă ≺ț
discutate în sec iunea 10.7.2 i care au implicat gradele nodurilor.ț ș  Aici, grade de nod
nu sunt calculate i nu sunt relevante.ș
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Dar acela i tuplu E (u, v) trebuie tratat i ca un tuplu pentru termenș ș
E (X, Z). Prin urmare, trimitem i tuplul E (u, v) la toate sarcinile Reduce careș
corespund unui triplu (h (u), y, h (v)) pentru orice y. În cele din urm , trat m E (u, v) ca pe ună ă
tuplul termenului E (Y, Z) i trimite acel tuplu tuturor Reducerea sarcinilor corespunz toareăș
la un triplu (x, h (u), h (v)) pentru orice x. Comunicarea total  necesar  este astfelă ă
3b perechi cheie-valoare pentru fiecare dintre m tuplurile rela iei de margine E. Adicăț
costul minim de comunicare este O (mb) dac  folosim bă  3 Reduce i sarcinile.ț
Apoi, s  calcul m costul total de execu ie la toate sarcinile de reducere.ă ă ț  La fel de-
presupunem c  func ia hash distribuie marginile suficient de aleatoriu încâtă ț
Reduce i sarcinile, fiecare ob inând aproximativ acela i num r de margini.ăț ț ș  Din moment ce totalul
num rul de margini distribuite c tre bă ă  3 Reducerea sarcinilor este O (mb), rezult  c  fiecareă ă
sarcina prime teș  margini O (m / b 2 ). Dac  folosim algoritmul sec iunii 10.7.2 la fiecareă ț
Reduce i sarcina, calculul total la o sarcin  este O ((m / băț  2 ) 3/2 ) sau O (m 3/2 / b 3 ).
Deoarece exist  bă  3 Reducerea sarcinilor, costul total de calcul este exact O (m 3/2 )
în ceea ce prive te algoritmul cu un singur procesor din sec iunea 10.7.2.ș ț
10.7.5 Utilizarea mai pu inor sarcini de reducereț
Printr-o ordonare judicioas  a nodurilor, putem reduce num rul sarcinilor de reducereă ă
cu aproximativ un factor de 6. Gândi i-v  la „numele” nodului i ca laăț
pair (h (i), i), unde h este func ia hash pe care am folosit-o în sec iunea 10.7.4 laț ț
noduri hash la b g le i.ă ț  Comanda i nodurile dup  numele lor, luând în considerare numaiăț
prima component  (adic , cupa la care nodul se hasheaz ) i folosind numaiă ă ă ș
a doua component  pentru a rupe leg turile între nodurile care se afl  în aceea i g leat .ă ă ă ă ăș
Dac  folosim aceast  ordonare a nodurilor, atunci sarcina Reduce corespunz toareă ă ă
lista g le ilor (i, j, k) va fi necesar  numai dac  i  j  k.ă ă ă ≤ ≤ț  Dac  b este mare, atunciă
aproximativ 1/6 din toate b 3 secven e de numere întregi, fiecare în intervalul 1 pân  la b, vorăț
satisfac aceste inegalit i.ăț  Pentru orice b, num rul acestor secven e este (ă ț  b + 2

3 ) (vezi
Exerci iul 10.7.4).ț  Astfel, raportul exact este (b + 2) (b + 1) / (6b 2 ).
Deoarece exist  mai pu ine reductoare, ob inem o sc dere substan ial  a num ruluiă ă ă ăț ț ț
a perechilor cheie-valoare care trebuie comunicate. În loc s  trebuiasc  s  le trimite i pe fiecareă ă ă ț
din marginile m la 3b Reduce i sarcinile, trebuie s  trimitem fiecare margine doar la b sarcini.ăț
În mod specific, considera i o margine e ale c rei dou  noduri sunt hash la i i j;ă ăț ș  aceste g le iă ț
ar putea fi la fel sau diferit. Pentru fiecare dintre valorile b ale lui k între 1 i b,ș
ia în considerare lista format  din i, j i k în ordine sortat .ă ăș  Apoi sarcina Reduce
care corespunde acestei liste necesit  muchia e.ă  Dar nu exist  alte sarcini de reducereă
necesit  e.ă
Pentru a compara costul de comunicare al metodei acestei sec iuni cu acelaț
din sec iunea 10.7.4, s  stabilim num rul de sarcini de reducere, s  zicem k.ă ă ăț  Apoi metoda
din sec iunea 10.7.4 noduri hash laț  3



√k g le i i, prin urmare, comunică ăț ș
3m 3

√k perechi cheie-valoare. Pe de alt  parte, metoda acestei sec iuni hashează ăț
noduri la aproximativ 3

√6k g le i, necesitând astfel mă ț  3

√6 3

√k comunicare.
Astfel, raportul comunic rii necesar metodei sec iunii 10.7.4ă ț
ceea ce este necesar aici este 3/3

√6 = 1,65.
Exemplul 10.28: Lua i în considerare algoritmul simplu din sec iunea 10.7.4ț ț
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cu b = 6. Adic , exist  bă ă  3 = 216 Reduce i sarcinile i comunicareaț ș
costul este de 3 mb = 18 m. Nu putem folosi exact 216 Reducerea sarcinilor cu metoda
aceast  sec iune, dar ne putem apropia foarte mult dac  alegem b = 10. Apoi, num rulă ă ăț
de Reducere sarcini este ( 12

3 ) = 220, iar costul comunic rii este mb = 10m.ă  Acea
este, costul comunic rii este 5/9 din costul metodei simple.ă

✷
10.7.6 Exerci ii pentru sec iunea 10.7ț ț
Exerci iul 10.7.1: Câte triunghiuri exist  în grafice:ăț
(a) Figura 10.1.
(b) Figura 10.9.
! (c) Figura 10.2.
Exerci iul 10.7.2: Pentru fiecare dintre graficele exerci iului 10.7.1 determina i:ț ț ț
(i) Care este gradul minim pentru ca un nod s  fie considerat un „b t tor greu”?ă ă ă
(ii) Ce noduri sunt puternici?
(iii) Ce triunghiuri sunt triunghiuri cu greutate mare?
! Exerci iul 10.7.3: În acest exerci iu lu m în considerare problema g sirii p trateloră ă ăț ț
într-un grafic. Adic  vrem s  g sim cvadrupluri ale nodurilor a, b, c, d astfel încâtă ă ă
patru grafice (a, b), (b, c), (c, d) i (a, d) exist  în grafic.ăș  S  presupunem graficulă
este reprezentat de o rela ie E ca în sec iunea 10.7.4.ț ț  Nu este posibil s  scrie i ună ț
unire unic  a patru copii ale lui E care exprim  toate p tratele posibile din grafic,ă ă ă
dar putem scrie trei astfel de îmbin ri.ă  Mai mult, în unele cazuri, trebuie s  urm mă ă
unirea printr-o selec ie care elimin  „p tratele” în cazul în care o pereche de opuseă ăț
col urile sunt într-adev r acela i nod.ăț ș  Putem presupune c  nodul a este numerică
mai mici decât vecinii s i b i d, dar exist  trei cazuri, în func ie de dacă ă ăș ț
c este
(i) De asemenea, mai mici decât b i d,ș
(ii) Între b i d sauș
(iii) Mai mare decât b i d.ș
(a) Scrie i îmbin rile naturale care produc p trate care satisfac fiecare dintre cele treiă ăț
condi iile de mai sus.ț  Pute i utiliza patru atribute diferite W, X, Y i Z,ț ș
i presupunem c  exist  patru copii ale rela iei E cu scheme diferite,ă ăș ț

deci îmbin rile pot fi exprimate fiecare ca îmbin ri naturale.ă ă
(b) Pentru care dintre aceste îmbin ri avem nevoie de o selec ie pentru a asigura opusulă ț
col urile sunt noduri cu adev rat diferite?ăț
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!! (c) S  presupunem c  inten ion m s  folosim k Reducerea sarcinilor.ă ă ă ăț  Pentru fiecare dintre asocierile dvs. de la (a),
în câte g le i ar trebui s  hash fiecare dintre W, X, Y i Z în ordineă ăț ș
pentru a minimiza costul comunic rii?ă
(d) Spre deosebire de cazul triunghiurilor, nu este garantat faptul c  fiecare p trat esteă ă
redus o singur  dat , de i putem fi siguri c  fiecare p trat este produs deă ă ă ăș
doar una dintre cele trei îmbin ri.ă  De exemplu, un p trat în care se afl  cele dou  noduriă ă ă
la col urile opuse sunt fiecare mai mici numeric decât fiecare dintre celelalte douăț
nodurile vor fi produse numai de unirea (i). Pentru fiecare dintre cele trei îmbin ri,ă
de câte ori produce deloc vreun p trat pe care îl produce?ă
! Exerci iul 10.7.4: Ar ta i c  num rul secven elor întregi 1  i  j ă ă ă ≤ ≤ ≤ț ț ț



k  b este (≤  b + 2

3 ). Sugestie: arat  c  aceste secven e pot fi plasate într-un 1 la 1ă ă ț
coresponden  cu irurile binare de lungime b + 2 având exact trei 1.ăț ș

10.8 Propriet i de vecin tate ale graficeloră ăț
Exist  mai multe propriet i importante ale graficelor care se refer  la num rul deă ă ă ăț
noduri la care se poate ajunge de la un nod dat de-a lungul unei c i scurte.ă  In aceasta sectiune
ne uit m la algoritmi pentru rezolvarea problemelor despre c i i cartiere pentruă ă ș
grafice foarte mari. În unele cazuri, solu iile exacte nu sunt fezabile pentru graficeț
cu milioane de noduri. Prin urmare, ne uit m i la algoritmi de aproximareă ș
ca algoritmi exac i.ț
10.8.1 Grafice i vecin t i direc ionateă ăș ț ț
În aceast  sec iune vom folosi un grafic direc ionat ca model al unei re ele.ă ț ț ț  Un regizat
graficul are un set de noduri i un set de arce;ș  acesta din urm  este o pereche de noduri scriseă
u  v. Numim u sursa i v inta arcului.→ ș ț  Se spune c  arcul esteă
de la u la v.
Multe tipuri de grafice pot fi modelate prin grafice direc ionate.ț  Web-ul este un
exemplu major, în cazul în care arcul u  v este un link de la pagina u la pagina v. Sau,→
arc u  v ar putea însemna c  abonatul telefonic u a apelat abonatul v→ ă
ultima lun .ă  Pentru un alt exemplu, arcul ar putea însemna c  u individual esteă
dup  v individual pe Twitter.ă  Într-un alt grafic, arcul ar putea însemna
acea lucrare de cercetare u refer  hârtia v.ă
Mai mult, toate graficele nedirec ionate pot fi reprezentate prin grafice direc ionate.ț ț  În-
în locul muchiei nedirec ionate (u, v), utiliza i dou  arcuri u  v i v  u.ă → →ț ț ș  Astfel,
materialul din aceast  sec iune se aplic  i graficelor care sunt inerent nedirec ionate,ă ăț ș ț
cum ar fi un grafic de prieteni într-o re ea social .ăț
O cale într-un grafic direc ionat este o secven  de noduri văț ț  0 , v 1 , ..., v k astfel încât
exist  arce vă  i  v→  i + 1 pentru toate i = 0, 1, ..., k - 1. Lungimea acestei c i este k,ă
num rul de arce de-a lungul c ii.ă ă  Re ine i c  exist  k + 1 noduri pe o caleă ăț ț
de lungime k, iar un nod în sine este considerat o cale de lungime 0.
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Vecin tatea razei d pentru un nod v este mul imea nodurilor u pentru careă ț
exist  o cale de lungime cel mult d de la v la u.ă  Denot m acest cartieră
de N (v, d). De exemplu, N (v, 0) este întotdeauna {v}, iar N (v, 1) este v plus setul de
noduri la care exist  un arc de la v. Mai general, dac  V este un set de noduri,ă ă
atunci N (V, d) este setul de noduri u pentru care exist  o cale de lungime d sau mai mică ă
de la cel pu in un nod din mul imea V.ț ț
Profilul de vecin tate al unui nod v este secven a de dimensiuni a vecinului s u-ă ăț
hote | N (v, 1) |, | N (v, 2) |, .... Nu includem vecin tatea distan eiă ț
0, deoarece dimensiunea sa este întotdeauna 1.
A
B
D
E
G
F
C
Figura 10.24: Re eaua noastr  social  mic ;ă ă ăț  gândi i-v  la el ca la un grafic direc ionatăț ț
Exemplul 10.29: Lua i în considerare graficul neorientat din Fig. 10.1, pe care îl re-ț
produce aici ca Fig. 10.24. Pentru a-l transforma într-un grafic direc ionat, gândi i-v  la fiecareăț ț
marginea ca o pereche de arcuri, una în fiecare direc ie.ț  De exemplu, muchia (A, B)
devine arcurile A  B i B  A. Mai întâi, lua i în considerare vecin t ile din→ → ă ăș ț ț
nodul A. tim N (A, 0) = {A}.Ș  Mai mult, N (A, 1) = {A, B, C}, de atunci
sunt arcuri de la A doar la B i C. Mai mult, N (A, 2) = {A, B, C, D} iș ș
N (A, 3) = {A, B, C, D, E, F, G}. Cartierele pentru o raz  mai mare sunt toateă
la fel ca N (A, 3).
Pe de alt  parte, lua i în considerare nodul B. G sim N (B, 0) = {B}, N (B, 1) =ă ăț
{A, B, C, D} i N (B, 2) = {A, B, C, D, E, F, G}.ș  tim c  B este mai multăȘ
central pentru re ea decât A, iar acest fapt este reflectat de vecin tateăț
profilurile celor dou  noduri.ă  Nodul A are profilul 3, 4, 7, 7, ..., în timp ce B are profil
4, 7, 7, .... Evident, B este mai central decât A, deoarece la fiecare distan , esteăț
cartierul este cel pu in la fel de mare ca cel al lui A. De fapt, D este i mai centralț ș
decât B, deoarece profilul s u de vecin tate 5, 7, 7, ... domin  profilul fiec ruiaă ă ă ă
a nodurilor. ✷
10.8.2 Diametrul unui grafic
Diametrul unui grafic direc ionat este cel mai mic întreg d astfel încât pentru fiecareț



dou  noduri u i v exist  o cale de lungime d sau mai mic  de la u la v. Într-o direc ionată ă ă ăș ț
grafic, aceast  defini ie are sens numai dac  graficul este puternic conectat;ă ăț  acea
este, exist  o cale de la orice nod la orice alt nod.ă  Reamintim discu ia noastrăț
de pe Web în sec iunea 5.1.3, unde am observat c  exist  o mare puternică ă ăț

Pagina 427
10.8. PROPRIET I DE VECIN  A GRAFICELORĂ ĂȚ
407
subsetul conectat al Web în „centru”, dar c  Web-ul în ansamblu esteă
nu puternic conectat. Mai degrab , exist  câteva pagini care nu ajung nic ieriă ă ă
linkuri i câteva pagini care nu pot fi accesate de linkuri.ș
Dac  graficul nu este direc ionat, defini ia diametrului este aceea i ca pentruă ț ț ș
graficele direc ionate, dar calea poate traversa marginile nedirec ionate în oricare dinț ț
rectie. Adic , trat m o margine nedirec ionat  ca o pereche de arcuri, câte una în fiecareă ă ăț
direc ie.ţ  No iunea de diametru are sens într-un grafic nedirectat atât de multț
pe m sur  ce acel grafic este conectat.ă ă
Exemplul 10.30: Pentru graficul din Fig. 10.24, diametrul este 3. Există
unele perechi de noduri, cum ar fi A i E, care nu au o cale de lungime mai mic  de 3.ăș
Dar fiecare pereche de noduri are o cale de la unul la altul cu o lungime de cel mult 3.

✷
Putem calcula diametrul unui grafic calculând dimensiunile acestuia
cartiere cu raz  cresc toare, pân  când la o anumit  raz  nu reu im s  ad ug m niciunulă ă ă ă ă ă ă ăș
mai multe noduri. Adic , pentru fiecare nod v, g si i cel mai mic d astfel încât | N (v, d) |ă ă ț  =
| N (v, d + 1) |. Acest d este limita superioar  strâns  pe lungimea celui mai scurtă ă
calea de la v la orice nod la care poate ajunge. Spune-i d (v). De exemplu, am v zut dină
Exemplul 10.29 c  d (A) = 3 i d (B) = 2. Dac  exist  vreun nod v astfel încâtă ă ăș
| N (v, d (v)) | nu este num rul de noduri din întregul grafic, atunci graficul esteă
nu este conectat puternic i nu putem oferi niciun num r întreg finit ca diametru al acestuia.ăș
Cu toate acestea, dac  graficul este puternic conectat, atunci diametrul graficului esteă
max v (d (v)).
Motivul pentru care func ioneaz  acest calcul este c  o modalitate de a exprima N (v, d + 1) esteă ăț
uniunea lui N (v, d) i mul imea tuturor nodurilor w astfel încât pentru unele u în N (v, d)ș ț
exist  un arc u  w.ă →  Adic  începem cu N (v, d) i îi ad ug m inteleă ă ăș ț
dintre toate arcurile care au o surs  în N (v, d).ă  Dac  toate arcele cu surs  în N (v, d)ă ă
sunt deja în N (v, d), atunci nu numai c  N (v, d + 1) este egal cu N (v, d), dar toateă
N (v, d + 2), N (v, d + 3), ... va fi egal cu N (v, d). În cele din urm , observ m c  de atunciă ă ă
N (v, d)  N (v, d + 1) singura cale | N (v, d) |⊆  poate fi egal | N (v, d + 1) | este pentru N (v, d)
i N (v, d + 1) s  fie acela i set.ăș ș  Astfel, dac  d este cel mai mic întreg astfel încâtă

| N (v, d) | = | N (v, d + 1) |, rezult  c  fiecare nod pe care îl poate atinge v este atins de aă ă
calea lungimii cel mult d.
10.8.3 Închidere tranzitorie i accesibilitateș
Închiderea tranzitiv  a unui grafic este setul de perechi de noduri (u, v) astfel încâtă
exist  o cale de la u la v de lungime una sau mai multe.ă  Uneori vom scrie
aceast  afirma ie ca Calea (u, v).ă ț  Un concept asociat este accesibilitatea. Spunem nod
u ajunge la nodul v dac  u = v sau C ile (u, v) sunt adev rate.ă ă ă  4 Problema calculelor
închiderea tranzitiv  este de a g si toate perechile de noduri u i v într-un grafic pentru careă ă ș
Calea (u, v) este adev rat .ă ă  Problema de accesibilitate este, dat  un nod u în grafic,ă
g si i toate v = u astfel încât Path (u, v) este adev rat.ă ăț
4 Re ine i c  ambele pot fi adev rate, dac  exist  un ciclu care implic  nodul u.ă ă ă ă ăț ț
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ase grade de separareȘ
Exist  un joc celebru numit „ ase grade ale lui Kevin Bacon”, obiectulă ș
dintre care este de a g si c i de lungime de cel mult ase în graficul ale c rui noduriă ă ăș
sunt vedete de film i ale c ror margini conecteaz  stele care s-au jucat în acela iă ăș ș
film. Conjectura este c  în acest grafic, nici o stea de film nu este la distană ăț
mai mult de ase de la Kevin Bacon.ș  Mai general, oricare dou  vedete de filmă
poate fi conectat printr-o cale de lungime de cel mult ase;ș  adic  diametrulă
graficul este de ase.ș  Un diametru mic face calculul cartierelor
mai eficient, deci ar fi bine dac  ar fi prezentate toate graficele din re elele socialeă ț
un diametru mic similar. De fapt, sintagma „ ase grade de separare”,ș
se refer  la presupunerea c  în re eaua tuturor oamenilor din lume,ă ă ț
unde o margine înseamn  c  cele dou  persoane se cunosc, diametrul esteă ă ă
ase.ş  Din p cate, a a cum vom discuta în sec iunea 10.8.3, nu toate sunt importanteă ș ț



graficele prezint  astfel de conexiuni strânse.ă
Aceste dou  concepte se refer  la no iunile de cartiere pe care le-am v zută ă ăț
mai devreme. Defini i N (u, ) pentru a fi ∞ ⋃ț  i 0≥  N (u, i). Atunci v este în N (u, ) dac  i numai∞ ă ș
dac  v = u sau Path (u, v) este adev rat.ă ă  Astfel, problema de accesibilitate este de a calcula
unirea tuturor cartierelor de orice raz  pentru un nod dat u.ă  The
discu ia din sec iunea 10.8.2 ne reaminte te c  putem calcula setul accesibilăț ț ș
pentru u prin calcularea vecin t ilor sale pân  la acea raz  mai mic  d pentru careă ă ă ă ăț
N (u, d) = N (u, d + 1).
Cele dou  probleme - închiderea tranzitiv  i accesibilitatea - sunt legate, dară ă ș
exist  multe exemple de grafice în care accesibilitatea este fezabil  i tranzitivă ă ăș
închiderea nu este. De exemplu, s  presupunem c  avem un grafic web de un miliard de noduri.ă ă
Dac  dorim s  g sim paginile (nodurile) accesibile de la o anumit  pagin , putem face acest lucru,ă ă ă ă ă
chiar i pe o singur  ma in  cu o memorie principal  mare.ă ă ăș ș  Cu toate acestea, doar pentru a produce
închiderea tranzitiv  a graficului ar putea implica 10ă  18 perechi de noduri, adică
nu este practic, chiar i folosind un cluster de calculatoare mare.ș  5
10.8.4 Accesibilitate prin MapReduce
Când vine vorba de implementarea paralel , închiderea tranzitiv  este de fapt mai multă ă ă
u or paralelizabil decât accesibilitatea.ș  Dac  vrem s  calcul m N (v, ),ă ă ă ∞
set de noduri accesibile din nodul v, f r  a calcula întregul tranzitivă ă
închidere, nu avem alt  op iune decât s  calcul m succesiunea cartierelor,ă ă ăț
5 De i nu putem calcula complet închiderea tranzitiv , putem înv a totu i un mare lucruă ăș ț ș
trateaz  structura unui grafic, cu condi ia s  existe componente mari puternic conectate.ă ăț
De exemplu, experimentele grafice Web discutate în sec iunea 5.1.3 au fost realizate pe un grafic deț
aproximativ 200 de milioane de noduri. De i nu au enumerat niciodat  toate perechile de noduri în tranzitivăș
de închidere, au putut descrie structura Web-ului. Discut m algoritmul necesară
în sec iunea 10.8.10.ț
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care este în esen  o c utare a graficului din v. În rela ională ăț ț
termeni, s  presupunem c  avem o rela ie Arc (X, Y) care con ine acele perechi (x, y) astfelă ă ț ț
c  exist  un arc x  y.ă ă →  Vrem s  calcul m iterativ o rela ie Reach (X)ă ă ț
adic  setul de noduri accesibile din nodul v. Dup  i runde, Reach (X) vaă ă
con ine toate acele noduri din N (v, i).ț
Ini ial, Reach (X) con ine doar nodul v. S  presupunem c  con ine toateă ăț ț ț
noduri în N (v, i) dup  o rund  de MapReduce.ă ă  Pentru a construi N (v, i + 1)
trebuie s  ne al tur m Reach cu rela ia Arc, apoi s  proiect m pe a douaă ă ă ă ăț
component  i efectua i o unire a rezultatului cu vechea valoare a Reach.ă ș ț  În
Termeni SQL, execut mă
SELECT DISTINCT Arc.Y
DIN Reach, Arc
UNDE Arc.X = Reach.X;
Aceast  interogare ne cere s  calcul m îmbinarea natural  a Reach (X) i Arc (X, Y),ă ă ă ă ș
ceea ce putem face prin MapReduce a a cum este explicat în sec iunea 2.3.7.ș ț  Atunci noi avem
pentru a grupa rezultatul cu Y i a elimina duplicatele, un proces care se poate faceș
de c tre un alt job MapReduce ca în sec iunea 2.3.8.ă ț
Lu m apoi uniunea rezultatului acestei interog ri cu valoarea actual  deă ă ă
A ajunge. La un moment dat, vom constata c  nu sunt ad ugate fapte noi despre Reach,ă ă
i în acel moment ne putem opri.ș  Valoarea curent  a Reach va fi N (v, ).ă ∞

Câte runde necesit  acest proces depinde de cât de departe este vă
cel mai îndep rtat nod pe care v îl poate atinge.ă  În multe grafice ale re elelor sociale, diametrul esteț
mici, a a cum sa discutat în caseta de pe „ ase grade de separare”.ș Ș  Dac  da, calculează ă
accesibilitatea în paralel, folosind MapReduce sau o alt  abordare, este fezabil .ă ă  Pu iniț
vor fi necesare runde de calcul, iar cerin ele de spa iu nu suntț ț
mai mare decât spa iul necesar pentru a reprezenta graficul.ț
Cu toate acestea, exist  câteva grafice în care num rul de runde este gravă ă
impediment. De exemplu, într-o por iune tipic  a Web-ului, a fost g sită ăț
c  majoritatea paginilor accesibile de la o anumit  pagin  sunt accesibile prin c i de lungimeă ă ă ă
10–15. Cu toate acestea, exist  câteva perechi de pagini, astfel încât prima ajunge la a doua,ă
ci numai prin c r ri a c ror lungime se m soar  în sute.ă ă ă ă ă  De exemplu,
blogurile sunt uneori structurate, astfel încât fiecare r spuns este accesibil numai prin intermediulă
comentariu la care r spunde.ă  Rularea argumentelor duce la c i lungi cuă
nici o cale de a „scurta” în jurul acelei c i.ă  Sau un tutorial pe web, cu 50
capitole, pot fi structurate astfel încât s  pute i accesa capitolul I doar prin intermediul paginiiă ț
pentru capitolul I - 1.
10.8.5 Evaluare seminaivă
Exist  un truc comun care poate face evalu ri iterative, cum ar fi cel ală ă
Sec iunea 10.8.4 mai eficient .ăț  Acolo, la fiecare rund  ne-am al turat întregului set deă ă



noduri accesibile accesibile cu arcele. Cu toate acestea, dac  am ti la o rund  anterioară ă ăș
acel nod u era accesibil i exist  un arc de la u la un anumit nod w, atunciăș
am descoperit deja c  w este accesibil.ă  Prin urmare, nu este necesar
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s  ia în considerare din nou nodul în runda curent .ă ă  Prin luarea în considerare a fiec rui membru ală
Ajunge i doar la rund  dup  ce a fost descoperit  accesibilitatea sa, economisim o mul ime deă ă ăț ț
munc .ă
Algoritmul îmbun t it, care este o instan  a ceea ce se nume te seminaivă ă ăț ț ș
evaluare, 6 utilizeaz  nu numai un set Reach (X), ci i un set NewReach (X), con-ă ș
rezisten  la toate i numai la acele noduri care au fost descoperite pentru prima oar  la care se poate ajungeă ăț ș
runda anterioar .ă  Ini ial, am setat NewReach s  fie {v}, nodul surs , în timp ceă ăț
Reach este gol. Repet m ă pa ii urm tori pân  când la o rund , NewReachă ă ăș
este un subset al Reach; adic , nu se pot descoperi fapte noi de Reach.ă
1. Introduce i fiecare nod în NewReach în Reach.ț  Dac  nu are loc nicio modificare la Reach,ă
apoi am descoperit toate nodurile accesibile, iar itera ia se încheie.ț
2. În caz contrar, calcula i o nou  valoare pentru rela ia NewReach (X) setând-oăț ț
s  fie rezultatul urm toarei interog ri:ă ă ă
SELECT DISTINCT Arc.Y
DIN NewReach, Arc
UNDE Arc.X = NewReach.X;
10.8.6 Închidere tranzitiv  liniară ă
Metoda din sec iunea 10.8.4 poate fi aplicat  pentru a calcula întregul tranzitivăț
închidere în paralel, dac  calcul m setul accesibil din fiecare nod.ă ă  In orice caz,
exist  modalit i mai simple de a calcula rela ia Calea (X, Y) dină ăț ț
rela ia Arc (X, Y), precum i modalit i care sunt mai eficiente.ăț ș ț  Cel mai simplu mod
a calcula închiderea tranzitiv  înseamn  a începe cu Calea (x, Y) egal  cu Arc (x, Y),ă ă ă
i în fiecare rund  paralel  extinde i lungimile c ilor despre care timă ă ăș ț ș

prin extinderea c ilor printr-un singur arc.ă  Aceast  abordare se nume te tranzitiv  liniară ă ăș
închidere. În termeni SQL, fiecare rund  calculeaz  noile c i după ă ă ă
SELECT DISTINCT Path.X, Arc.Y
DIN Cale, Arc
UNDE Arc.X = Path.Y;
În ceea ce prive te accesibilitatea, folosim algoritmii MapReduce pentru unire i grupare-ș ș
i-agregare pentru a executa aceast  interogare i apoi lua i uniunea interog riiă ăș ș ț

rezult  cu vechea valoare a C ii.ă ă  Rezultatul va fi valoarea C ii pentruă
runda urm toare.ă  Num rul de runde pe care trebuie s  le execut m este acela i ca pentruă ă ă ș
accesibilitate. Dup  d runde, unde d este diametrul graficului, vom aveaă
6 Acest termen destul de ciudat are o istorie în spate. În anii 1980, când a fost observat pentru prima dată
c  algoritmii „naivi” pentru calcularea rela iilor recursiv prin utilizarea întregului recursivă ț
rela ia la fiecare rund  ar putea fi îmbun t it  doar luând în considerare noile tupluri la fiecare rundă ă ă ă ăț ț
sa presupus c  în scurt timp o abordare chiar mai bun , care ar putea justifica numele „nu naiv”,ă ă
ar fi descoperit. Din p cate, nu s-a g sit niciodat  o astfel de îmbun t ire, a a c  am r mas cuă ă ă ă ă ă ăț ș
termenul „seminaiv”.

Pagina 431
10.8. PROPRIET I DE VECIN  A GRAFICELORĂ ĂȚ
411
a urmat toate c ile de lungime pân  la d + 1 i, prin urmare, nu va descoperi nici o cale nouă ă ăș
fapte din ultima rund .ă  În acel moment, tim c  ne putem opri.ăș
În ceea ce prive te recuperabilitatea, putem folosi evaluarea seminaiv  pentru a accelera unirea laăș
fiecare rund .ă  O cale de fapt (v, u) care a fost descoperit  acum mai mult de o rundă ă
va fi deja al turat tuturor faptelor utile Arc (u, w) i, prin urmare, va fiă ș
nu ad uga i fapte noi de cale la runda curent .ă ăț  Prin urmare, putem implementa
TC liniar prin urm torul algoritm seminaiv.ă
Algoritmul îmbun t it folose te rela ia Path (X, Y), precum i o rela ieă ăț ș ț ș ț
NewPath (X, Y), care con ine toate i numai faptele C ii care au fostăț ș
descoperit la runda anterioar .ă  Ini ial, am setat NewPath s  fie Arc, în timp ceăț
Calea este goal .ă  Repet m ă pa ii urm tori pân  când la o rund , NewPath esteă ă ăș
un subset de Cale.
1. Introduce i fiecare nod în NewPath în Cale.ț  Dac  nu are loc nicio modificare la Calea, atunciă
am descoperit toate faptele C ii, iar itera ia se încheie.ă ț
2. În caz contrar, calcula i o nou  valoare pentru rela ia NewPath (X, Y) prin setareăț ț
s  fie rezultatul urm toarei interog ri:ă ă ă
SELECT DISTINCT NewPath.X, Arc.Y
DIN NewPath, Arc



UNDE Arc.X = NewPath.Y;
10.8.7 Închiderea tranzitiv  prin dublare recursivă ă
Interesant este faptul c  închiderea tranzitiv  poate fi calculat  mult mai rapid în paralelă ă ă
decât accesibilitatea strict  sau închiderea tranzitiv  liniar .ă ă ă  Printr-o dublare recursivă
tehnic , putem dubla lungimea c ilor pe care le cunoa tem într-o singur  rund .ă ă ă ăș
Astfel, pe un grafic al diametrului d, avem nevoie doar de jurnalul de 2 runde, mai degrab  decât dă
runde. Dac  d = 6, diferen a nu este important , dar dac  d = 1000, logă ă ăț  2 d este
aproximativ 10, deci exist  o reducere de sut  de ori a num rului de runde.ă ă ă
Cea mai simpl  abordare de dublare recursiv  este de a începe cu rela ia Path (X, Y)ă ă ț
egal cu rela ia arc Arc (X, Y).ț  S  presupunem c  dup  i runde, Calea (X, Y)ă ă ă
con ine toate perechile (x, y) astfel încât exist  o cale de la x la y de lungime cel multăț
2 i . Apoi, dac  ne al tur m Calea cu sine în urm toarea rund , îi vom descoperi pe to iă ă ă ă ă ț
perechi (x, y) astfel încât exist  o cale de la x la y de lungime cel mult 2 × 2ă  i = 2 i + 1 .
Interogarea recursiv -dublare în SQL esteă
SELECT DISTINCT p1.X, p2.Y
DE la Calea p1, Calea p2
UNDE p1.Y = p2.X;
Dup  calculul acestei interog ri, ob inem toate perechile conectate printr-o cale de lungimeă ă ț
între 2 i 2ș  i + 1 , presupunând c  Calea con ine perechi conectate prin c i de lungimeă ăț
între 1 i 2ș  i . Dac  lu m uniunea rezultatului acestei interog ri cu Arcă ă ă
rela ia în sine, atunci ob inem toate c ile de lungime cuprinse între 1 i 2ăț ț ș  i + 1 i putem folosiș
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Accesibilitate de la dublarea recursivă
Am sus inut c  accesibilitatea de calcul necesit  în mod inerent un num ră ă ăț
de runde egale cu diametrul graficului. Acest lucru nu este strict adev rat, dară
exist  un dezavantaj în ceea ce prive te abaterea de la metoda dat  în sec iunea 10.8.4 pentruă ăș ț
accesibilitate. Dac  dorim setul Reach (v), putem calcula tranzitivulă
închiderea întregului grafic prin dublare recursiv  i apoi arunca i-le pe toateă ș ț
perechi care nu au v ca prim  component .ă ă  Dar nu putem arunca
îndep rteaz  toate acele perechi pân  când termin m.ă ă ă ă  În timpul calculului
închidere tranzitiv , am putea încheia calculând multe fapte Calea (x, y),ă
unde nici x, nici y nu sunt accesibile din v i chiar dac  sunt accesibileăș
din v, este posibil s  nu fie nevoie s  tim c  x poate ajunge la y.ă ă ăș  Dac  graficul este mare, acestaă
poate fi imposibil de stocat toate faptele C ii, chiar dac  am putea stocaă ă
faptele Reach.
uniunea ca rela ie Cale în urm toarea rund  de dublare recursiv .ă ă ăț  Interogarea
el însu i poate fi implementat prin dou  joburi MapReduce, unul pentru a face join i celăș ș
altul s  fac  unirea i s  elimine duplicatele.ă ă ăș  Dup  cum am observat pentru paralelă ă
calculul accesibilit ii, metodele din sec iunile 2.3.7 i 2.3.8 sunt suficiente.ăț ț ș  The
union, discutat în sec iunea 2.3.6 nu necesit  cu adev rat o sarcin  MapReduceă ă ăț
proprii; poate fi combinat cu duplicatul-eliminare.
Dac  un grafic are diametrul d, atunci dup  logă ă  2 d runde ale algoritmului de mai sus
Calea con ine toate perechile (x, y) conectate printr-o cale de lungime cel mult d;ț  acesta este,
con ine toate perechile din închiderea tranzitiv .ăț  Dac  nu tim deja d, unulă ș
va fi necesar  mai mult  rund  pentru a verifica dac  nu mai pot fi g site perechi, dară ă ă ă ă
pentru d mare, acest proces dureaz  mult mai pu ine runde decât c utarea în l imeă ă ăț ț
pe care le-am folosit pentru accesibilitate.
Cu toate acestea, metoda de dublare recursiv  de mai sus face mult  munc  redundant .ă ă ă ă
Un exemplu ar trebui s  clarifice ideea.ă
Exemplul 10.31: S  presupunem c  cea mai scurt  cale de la xă ă ă  0 la x 17 are lungimea 17; în
în special, s  existe o cale xă  0  x→  1  · · ·   x→ →  17 . Vom descoperi
fapt Path (x 0 , x 17 ) în runda a cincea, când Path con ine toate perechile conectate prinț
c i de lungime pân  la 16. Aceea i cale de la xă ă ș  0 la x 17 va fi descoperit  16ă
momente în care ne al tur m Calea cu ea îns i.ă ă ăș  Adic , putem lua calea faptului (xă  0 , x 16 )
i combina i-l cu Path (xș ț  16 , x 17 ) pentru a ob ine Path (xț  0 , x 17 ). Sau ne putem combina

Calea (x 0 , x 15 ) cu Calea (x 15 , x 17 ) pentru a descoperi acela i fapt i a a mai departe.ș ș ș  Pe
pe de alt  parte, TC liniar ar descoperi aceast  cale o singur  dat : când Path (xă ă ă ă  0 , x 16 )
a fost în NewPath. ✷
În ceea ce prive te algoritmii anteriori, algoritmul recursiv-dublare are mai multș
versiune eficient  care utilizeaz  evaluarea seminaiv .ă ă ă  Din nou, folosim dou  rela ii,ă ț
Calea (X, Y) i NewPath (X, Y).ș  În loc s  al tur m dou  copii ale c r rii, noiă ă ă ă ă ă
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înlocui i a doua rela ie Path cu NewPath.ț ț  Re ine i c , dac  cea mai scurt  caleă ă ăț ț
de la u la v are lungimea k, atunci putem rupe aceast  cale într-un cap de lungimeă

⌊K / 2  la început i o coad  de lungime k / 2  la sfâr it.ăș ș⌋ ⌈ ⌉  Coada nu o va face
fi descoperit pân  la runda k / 2 , dup  care apare în NewPath, în timp ceă ă⌈ ⌉
capul va fi cu siguran  descoperit la acea rund  (dac  k este par) sau înainte (dac  kă ă ă ăț
este ciudat), i va fi astfel în Cale pentru urm toarea al turare cu NewPath.ă ăș  Astfel,
urmând versiunea seminaiv  a dubl rii recursive va func iona.ă ă ț
Ini ial, set m NewPath s  fie Arc, în timp ce Calea este goal .ă ă ăț  Repet mă
urmând pa ii pân  la o rund  nou , NewPath este un subset al C ii.ă ă ă ăș
1. Introduce i fiecare nod în NewPath în Cale.ț  Dac  nu are loc nicio modificare la Calea, atunciă
am descoperit toate faptele C ii, iar itera ia se încheie.ă ț
2. În caz contrar, calcula i o nou  valoare pentru rela ia NewPath (X, Y) prin setareăț ț
s  fie rezultatul urm toarei interog ri:ă ă ă
SELECT DISTINCT Path.X, NewPath.Y
FROM Path, NewPath
UNDE NewPath.X = Path.Y;
10.8.8 Închidere tranzitiv  inteligentă ă
Exist  o variant  de dublare recursiv , numit  închidere tranzitiv  inteligent , careă ă ă ă ă ă
evit  s  descopere aceea i cale de mai multe ori.ă ă ș  Fiecare cale de lungime mai mare
mai mult de 1 poate fi spart într-un cap a c rui lungime este o putere de 2, urmat  de aă ă
coada a c rei lungime nu este mai mare decât lungimea capului.ă
Exemplul 10.32: O cale de lungime 13 are un cap format din primele 8 arce,
urmat de o coad  format  din ultimele 5 arce.ă ă  O cale de lungime 2 este un cap de
lungimea 1 urmat  de o coad  de lungimea 1. Re ine i c  1 este o putere de 2 (a 0-aă ă ăț ț
putere), iar coada va fi la fel de lung  ca i capul ori de câte ori calea în sine are oă ș
lungimea care este o putere de 2. ✷
Pentru a implementa închiderea tranzitiv  inteligent  în SQL, introducem o rela ieă ă ț
Q (X, Y) a c rui func ie dup  runda a-a este de a ine toate perechile de noduri (x, y)ă ăț ț
astfel încât cea mai scurt  cale de la x la y are lungimea exact 2ă  i . De asemenea, după
ith round, Path (x, y) va fi adev rat dac  cea mai scurt  cale de la x la y este de lungimeă ă ă
cel mult 2 i + 1 - 1. Re ine i c  aceast  interpretare a C ii este u or diferită ă ă ăț ț ș
din interpretarea Path în metoda simpl  recursiv -dublare dată ă ă
în sec iunea 10.8.7.ț
Ini ial, seta i atât Q cât i Path pentru a fi copii ale rela iei Arc.ț ț ș ț  După
ith round, presupunem c  Q i Path au con inutul descris în precedentă ș ț
paragraf. Re ine i c  pentru runda i = 1, valorile ini iale ale Q i Caleăț ț ț ș
îndeplinesc ini ial condi iile descrise pentru i = 0. Pe (i + 1) runda,ț ț
facem urm toarele:ă

Pagina 434
414
CAPITOLUL 10. GRAFII SOCIALE-RE ELE MINIEREȚ
1. Calcula i o nou  valoare pentru Q unindu-l cu sine i descoperind astfelăț ș
c i de dou  ori mai mari decât cele din Q, utilizând interogarea SQLă ă
SELECT DISTINCT q1.X, q2.Y
DE LA Q q1, Q q2
UNDE q1.Y = q2.X;
2. Sc de i Calea din rela ia Q calculat  în Pasul (1) Re ine i c  Pasul (1)ă ă ăț ț ț ț
descoper  toate c ile de lungime 2ă ă  i + 1 . Dar unele perechi conectate prin aceste c iă
poate avea i c i mai scurte.ăș  Rezultatul pasului (2) este de a l sa în Q totă
i numai acele perechi (u, v) astfel încât cea mai scurt  cale de la u la v areăș

lungime exact 2 i + 1 .
3. Al tura i Path cu noua valoare a Q calculat  la Pasul (2), utilizând SQLă ăț
interogare
ALEGE DISTINCT QX, Path.Y
DE LA Q, Cale
UNDE QY = Path.X;
La începutul rundei, Calea con ine toate (y, z) astfel încâtț
cea mai scurt  cale de la y la z are o lungime de pân  la 2ă ă  i + 1 - 1, iar noua valoare
din Q con ine toate perechile (x, y) pentru care este cea mai scurt  cale de la x la yăț
lungimea 2 i + 1 . Astfel, rezultatul acestei interog ri este setul de perechi (x, y) astfelă
c  cea mai scurt  cale de la x la y are o lungime cuprins  între 2ă ă ă  i + 1 + 1 iș
2 i + 2 - 1, inclusiv.
4. Seta i noua valoare Path pentru a fi uniunea rela iei calculate înț ț
Pasul (3), noua valoare a lui Q calculat  în pasul (1) i vechea valoare aă ș
Cale. Ace ti trei termeni ne ofer  toate perechile (x, y) a c ror cale cea mai scurt  este deă ă ăș



lungimea 2 i + 1 + 1 pân  la 2ă  i + 2 - 1, exact 2 i + 1 i 1 pân  la 2ăș  i + 1 - 1,
respectiv. Astfel, uniunea ne ofer  tuturor celor mai scurte c i pân  la lungimeă ă ă
2 i + 2 - 1, a a cum este cerut de ipoteza inductiv  despre ceea ce este adev rat după ă ăș
fiecare rund .ă
Fiecare rund  a algoritmului de închidere tranzitiv  inteligent  folose te pa i care sunt îmbin ri,ă ă ă ăș ș
agreg ri (elimin ri duplicat) sau uniuni.ă ă  O rund  poate fi astfel implementată ă
men ionate ca o succesiune scurt  de joburi MapReduce.ăț  Mai mult, mult  muncă ă
poate fi salvat dac  aceste opera ii pot fi combinate, s  zicem folosind cele mai generaleă ăț
modele de comunicare permise de un sistem de flux de lucru (a se vedea sec iunea 2.4.1).ț
Interesant este faptul c  TC inteligent încorporeaz  deja trucul seminaiv.ă ă  La fiecare
rotund, rela ia Q con ine doar fapte Q (u, v) care nu au fost niciodat  în Qăț ț
înainte, deoarece cea mai scurt  cale de la U la v este mai lung  decât cele mai scurte c iă ă ă
care au fost reprezentate în Q la orice rund  anterioar .ă ă  Mai departe, când ne al tur m Qă ă
cu Path, folosim doar fapte în Q care nu erau în Q în rundele anterioare,
deci Q este un subset al ceea ce ar fi NewPath în algoritmul Sec iunii 10.8.7.ț
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Fapte despre cale i c iăș
Ar trebui s  fim aten i s  distingem între o cale, care este o secven  deă ă ăț ț
arcuri i un fapt de cale, care este o afirma ie c  exist  o cale de laă ăș ț
unele nod x la unele nod y. Faptul c ii a fost prezentat de obicei caă
Calea (x, y). Închiderea tranzitiv  inteligent  descoper  fiecare cale o singur  dat , dar eaă ă ă ă ă
poate descoperi o cale de mai multe ori. Motivul este c  adesea un grafică
va avea multe c i de la x la y i poate avea chiar i multe c i diferiteă ăș ș
de la x la y care au aceea i lungime.ș
Nu toate c ile sunt descoperite independent prin închidere tranzitiv  inteligent .ă ă ă
De exemplu, dac  exist  arce w  x  y  z i, de asemenea, arce x  u  z,ă ă → → → → →ș
atunci calea faptului Calea (w, z) va fi descoperit  de dou  ori, o dat  prin combinareă ă ă
Path (w, y) cu Path (y, z) i din nou atunci când combina i Path (w, u) cuș ț
Calea (u, z). Pe de alt  parte, dac  arcurile ar fi w  x  y  z i w ă ă → → → →ș
v  y, atunci Calea (w, z) ar fi descoperit  o singur  dat , la combinare→ ă ă ă
Calea (w, y) cu Calea (y, z).
10.8.9 Compararea metodelor
Metodele discutate în sec iunile 10.8.4 pân  la 10.8.8 au avantajele lorăț
i dezavantaje.ș  Problemele principale sunt num rul de runde necesare iă ș

timpul necesar execut rii fiec rei runde.ă ă  Vom lua în considerare aceste costuri pe un
grafic direc ionat cu n noduri, e arcuri i diametru d.ț ș
Pentru to i algoritmii discuta i, costul îmbin rilor domin  costulă ăț ț
a celorlalte opera iuni la o rund  - grupare, agregare i unire.ăț ș  Prin urmare,
ne vom gândi doar la costul îmbin rilor.ă  Mai mult, vom presupune că
unirea este implementat  eficient, ca în algoritmul Sec iunii 2.3.7.ă ț  In aceea
algoritm, fiecare tuplu din fiecare dintre cele dou  rela ii este trimis la un reductor iă ț ș
lucrul la fiecare reductor este produsul num rului de tupluri din fiecare dintreă
cele dou  rela ii la acel reductor.ă ț  În cele din urm , vom presupune to i algoritmiiă ț
sunt implementate prin versiunile lor seminaive, deoarece acest lucru este mai eficient decât
versiunea „naiv ”.ă  Figura 10.25 rezum  analiza.ă
Algoritm
Runde de calcul
Accesibilitate
O (e)
d
TC liniar
Unu)
d
Dublare recursivă
O (n 3 )
jurnal 2 d
Smart TC
O (n 3 )
jurnal 2 d
Figura 10.25: Costurile algoritmilor de închidere tranzitivă
Num rul de runde pentru ace ti algoritmi a fost deja discutat.ă ș
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Accesibilitatea i închiderea tranzitiv  liniar  vor g si noi informa ii despre Reach sau Path pân  laă ă ă ăș ț
c utarea implicat  de itera iile lor permite accesarea oric rui nod din oricareă ă ăț
alte. Acest num r de runde este delimitat de diametrul graficului.ă  Cand
calculând închiderea tranzitiv  complet , vor exista întotdeauna unele noduri u i vă ă ș
astfel încât cea mai scurt  cale de la u la v are distan a d.ă ț  Astfel, tranzitiv liniar
închiderea necesit  întotdeauna d runde.ă  Cu toate acestea, atunci când c ut m dintr-un anumeă ă
nodul u, este posibil s  poat  ajunge la toate nodurile pe care le atinge vreodat  folosindă ă ă
c i mult mai scurte decât diametrul graficului.ă  Adic  valoarea lui dă
ar putea fi determinat  de o pereche de noduri care nu include u.ă  Pentru cei doi
10.25, am observat c  înă
jurnal 2 d runde, descoperim toate c ile de lungime pân  la d i, prin urmare, descoperim toateă ă ș
Fapte de cale.
Acum, lua i în considerare costul îmbin rii în versiunea seminaiv  a accesibilit iiă ă ăț ț
algoritmul sec iunii 10.8.4.ț  Fiecare nod u poate fi în NewReach la o singur  rund .ă ă
În acea rund , va întâlni toate arcele cu capul u la un reductor.ă  Astfel, peste
toate rundele i toate reductoarele la fiecare rund , costul ader rii nodului uă ăș
cu arcuri este egal cu gradul exterior al lui u. Observa i c  fiecare arc contribuie laăț
gradul exterior al unui singur nod - nodul din coada sa. Astfel, suma
gradele exterioare ale nodurilor unui grafic direc ionat este egal cu num rul de arce dinăț
grafic. Aceast  observa ie justific  O (e) legat de costul unei runde pentruă ăț
accesibilitate.
Pentru închiderea tranzitiv  liniar  seminaiv , lua i în considerare un nod u i reductoareleă ă ă ț ș
corespunzând lui u peste toate rundele. Pentru fiecare nod v, doar unul dintre acestea
reductoarele pot primi faptul NewPath (v, u). La acea rund , acest reductor vaă
al tura i-v  acestui fapt cu toate faptele Arc (u, w) i astfel ve i suporta costuri egale cuă ăț ș ț
în afara gradului de u. Dac  repar m v i l s m s  varieze, atunci lucrarea total  a tuturor reductoareloră ă ă ă ă ăș
tratarea faptelor de forma NewPath (v, u) pentru orice u este suma gradelor externe
dintre toate nodurile u, care este num rul total de margini, e.ă  Atunci, când vom rezuma acest lucru
cost pentru toate n nodurile v, constat m c  num rul total de fapte uniteă ă ă
printre toate reductoarele de la toate rundele este O (ne).
Apoi, uit -te la asocierea asociat  cu seminaive recursive-dublare al-ă ă
goritmul sec iunii 10.8.7.ț  Fiecare fapt NewPath (u, w) apare în NewPath la
o singur  rund .ă ă  În acea rund , acesta poate întâlni orice fapt de cale (v, u).ă  Astfel,
lucrul total al tuturor reductoarelor la toate rundele este n 2 (pentru num rul diferiteloră
fapte care pot ap rea vreodat  în NewPath) ori n (pentru num rul de fapte ale c iiă ă ă ă
cu care se poate uni când apare. Acest argument justific  O (nă  3 )
destinate dubl rii recursive seminaive.ă
În cele din urm , uita i-v  la închiderea tranzitiv  inteligent .ă ă ă ăț  Acum, facem dou  uniri laă
fiecare rund : Q cu ea îns i i Q cu Calea.ă ăș ș  Un fapt Q (u, w) poate ap rea numaiă
la o rund  i, în cel mai r u caz, va fi al turat cu n alte fapte Q (v, u)ă ă ăș
rund .ă  Astfel, lucrarea total  este cel mult O (nă  3 ), care este produsul a n 2 fapte
ori o al turare cu n fapte.ă  Argumentul pentru al doilea join, Q cu Path, este
similar. Re ine i c  limita superioar  a calculului pentru TC inteligent este aceea iă ăț ț ș
în ceea ce prive te dublarea recursiv .ăș  Cu toate acestea, a a cum am discutat în sec iunea 10.8.8, existăș ț
o mare probabilitate ca mai pu ine perechi de fapte ale C ii s  fie conectate folosindă ăț
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abordare smart-TC decât dac  folosim dublarea recursiv  a for ei brute, chiar dacă ă ăț
cele mai grave cazuri teoretice sunt acelea i.ș
10.8.10 Închiderea tranzitiv  prin reducerea graficuluiă
O component  puternic conectat  (SCC) a unui grafic este un set de noduri S astfel încât:ă ă
1. Fiecare nod din S ajunge la orice alt nod din S.
2. S este maxim, în sensul c  nu exist  un nod în afara lui S care s  fie ambeleă ă ă
ajunge la fiecare nod din S i este atins de fiecare nod din S.ș
Un grafic direc ionat tipic, cum ar fi Web, con ine multe conect ri puterniceăț ț
componente (SCC). Putem pr bu i un SCC la un singur nod în m sura în careă ăș
punerea închiderii tranzitive este în cauz , deoarece toate nodurile dintr-un SCC ajungă
exact acelea i noduri.ș  Exist  un algoritm elegant pentru g sirea SCC-uriloră ă
un grafic în timp liniar în m rimea graficului, datorit  JE Hopcroft i REă ă ș
Tarjan. Cu toate acestea, acest algoritm este în mod inerent secven ial, bazat pe profunzimea întâiț
c utarea i, prin urmare, nu sunt potrivite pentru impelementarea paralel  pe grafice mari.ă ăș
Putem g si majoritatea SCC-urilor într-un grafic prin câteva selec ii de noduri aleatorii,ă ț
cu dou  calcule de accesibilitate pentru fiecare nod selectat.ă  Mai mult, cu atât mai mare
un SCC este, cu atât este mai probabil s  fie pr bu it devreme, reducând astfel dimensiuneaă ă ș



a graficului rapid. Algoritmul pentru reducerea SCC-urilor la noduri simple este la fel
urmeaz .ă  Fie G graficul care urmeaz  a fi redus, i Gă ș  ′ G cu toate arcele
inversat.
1. Alege i un nod v din G la întâmplare.ț
2. G si i Nă ț  G (v, ), setul de noduri accesibil din v în G.∞
3. G si i Nă ț  G ′ (v, ), ansamblul de noduri pe care v ajunge în graficul G∞  ′ care are
arcurile lui G inversate. În mod echivalent, acest set este acele noduri care ajung la v
în G.
4. Construi i SCC S care con ine v, care este Nț ț  G (v, )  N∞∩  G ′ (v, ).∞  Acea
este, v i u sunt în acela i SCC al lui G i dac  numai dac  v poate ajunge la u i uă ăș ș ș ș
poate ajunge la v.
5. Înlocui i SCC S cu un singur nod s în G. Pentru aceasta, terge i toate nodurile din Sț ș ț
din G i ad uga i s la setul de noduri al lui G. terge i din G toate arcele unul sauăș ț Ș ț
ambele capete sunt în S. Apoi, ad uga i la setul de arc al lui G un arc s  xă →ț
ori de câte ori a existat un arc în G de la orice membru al lui S la x. În cele din urm , ad uga iă ă ț
un arc x  s dac  a existat un arc de la x la orice membru al lui S.→ ă
Putem itera pa ii de mai sus de un num r fix de ori.ăș  Alternativ, noi
poate itera pân  când graficul devine suficient de mic.ă  Am putea chiar examina
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toate nodurile pân  când fiecare este atribuit unui SCC.ă  Re ine i c , în caz extrem, aăț ț
nodul v se afl  într-un SCC format doar din el însu i, dacă ăș
N G (v, )  N∞∩  G ′ (v, ) = {v}∞
Dac  facem ultima alegere, graficul rezultat se nume te re tranzitivă ș
produc ia graficului original G. Reducerea tranzitiv  este întotdeauna aciclic , deoareceă ăț
dac  ar avea un ciclu, ar r mâne un SCC de mai mult de un nod.ă ă  Cu toate acestea, ea
nu este necesar s  se reduc  la un grafic aciclic, atâta timp cât are graficul rezultată ă
suficient de pu ine noduri încât s  fie posibil s  se calculeze închiderea tranzitiv  complet  aă ă ă ăț
acest grafic; adic  num rul de noduri este suficient de mic cu care ne putem ocupaă ă
un rezultat a c rui dimensiune este propor ional  cu p tratul acelui num r de noduri.ă ă ă ăț
În timp ce închiderea tranzitiv  a graficului redus nu este exact aceea iă ș
ca închidere tranzitiv  a graficului original, primul, plus informa iileă ț
despre ce SCC apar ine fiec rui nod original este suficient pentru a ne spune cevaăț
c  ne spune închiderea tranzitiv  a graficului original.ă ă  Dac  vrem s  timă ă ș
dac  Path (u, v) este adev rat în graficul original, g si i SCC-urile care con in uă ă ă ț ț
i v. Dac  u i v apar in aceluia i SCC, atunci cu siguran  u pot ajunge la v. Dac  eleă ă ăș ș ț ș ț

apar in diferitelor SCC s i respectiv t, determin  dac  s atinge tă ăț ș
în graficul redus. Dac  da, atunci u atinge v în graficul original i, dac  nu,ă ăș
atunci nu.
Exemplul 10.33: S  reconsider m imaginea „papion” de pe webă ă
Sec iunea 5.1.3.ț  Num rul de noduri din partea graficului examinat a fostă
peste 200 de milioane; cu siguran  prea mare pentru a face fa  datelor cu dimensiuni propor ionale cuă ăț ț ț
p tratul acelui num r.ă ă  A existat un set mare de noduri numit „SCC” care
a fost considerat ca fiind centrul graficului. Din moment ce aproximativ un nod din patru a fost
în acest SCC, acesta ar fi pr bu it la un singur nod de îndat  ce oricare dintre acesteaă ăș
membrii au fost ale i la întâmplare.ș  Dar exist  multe alte SCC-uri pe web,ă
chiar dac  nu au fost ar tate în mod explicit în „papion”.ă ă  De exemplu,
in-component ar avea în interiorul s u multe SCC-uri mari.ă  Nodurile dintr-unul din
aceste SCC pot ajunge unul la altul i pot ajunge la unele dintre celelalte noduri dinș
în component  i, desigur, pot ajunge la toate nodurile din SCC central.ă ș
SCC-urile din componentele de intrare i ie ire, tuburile i alte structuri potș ș ș
toate s  fie pr bu ite, ducând la un grafic mult mai mic.ă ă ș  ✷
10.8.11 Aproximarea dimensiunilor vecin t iloră ăț
În aceast  sec iune vom aborda problema calcul rii vecin t iiă ă ă ăț ț
profil pentru fiecare nod al unui grafic mare. O variant  a problemei, care cedează ă
la aceea i tehnic , este de a g si dimensiunea setului accesibil pentru fiecare nod v,ă ăș
adic  mul imea pe care am numit-o N (v, ).ă ∞ț  Reamintim c  pentru un grafic de un miliard de noduri,ă
este total imposibil de calculat vecin t ile pentru fiecare nod, chiar folosindă ăț
un grup foarte mare de ma ini.ș  Chiar dac  vrem doar un num r al nodurilor dină ă
fiecare cartier, mai degrab  decât nodurile în sine, trebuie s  ne amintimă ă
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noduri g site pân  când explor m graficul, altfel nu vom ti dacă ă ă ăș
un nod g sit este nou sau unul pe care l-am v zut deja.ă ă
Pe de alt  parte, nu este atât de greu s  g se ti o aproximare la dimensiuneă ă ă ș
din fiecare cartier, folosind tehnica Flajolet-Martin discutat  în sec iuneaă ț
4.4.2. Reamintim c  aceast  tehnic  folose te un num r mare de func ii hash;ă ă ă ăș ț
în acest caz, func iile hash sunt aplicate nodurilor grafului.ț  The
proprietatea important  a irului de bi i pe care o ob inem atunci când aplic m func ia hash hă ăș ț ț ț
nodul v este „lungimea cozii” - num rul de 0 la sfâr itul irului.ă ș ș  Pentru
orice set de noduri, o estimare a dimensiunii setului este de 2 R , unde R este lungimea
de cea mai lung  coad  pentru orice membru al setului.ă ă  Astfel, în loc s  stochezi toateă
membri ai setului, putem înregistra în schimb doar valoarea lui R pentru acel set. De
desigur, tehnica Flajolet-Martin folose te multe func ii hash diferite iș ț ș
combin  valoarea lui R ob inut  din fiecare, deci trebuie s  înregistr m valoarea luiă ă ă ăț
R pentru fiecare func ie hash.ț  Cu toate acestea, spa iul total necesar pentru (s  zicem) mai mul iăț ț
sutele de valori ale lui R sunt mult mai mici decât specifica iile necesare pentru listarea tuturor membrilorț
a unui cartier mare.
Exemplul 10.34: Dac  folosim o func ie hash care produce un ir de 64 de bi i, atunciă ț ș ț
ase bi i sunt tot ceea ce avem nevoie pentru a stoca fiecare valoare a lui R. De exemplu, dac  există ăș ț

un miliard de noduri i vrem s  estim m dimensiunea cartierului pentru fiecare,ă ăș
putem stoca valoarea lui R pentru 20 de func ii hash pentru fiecare nod în 15 gigaocte i.ț ț
✷
Dac  stoc m lungimi de coad  pentru fiecare cartier, putem folosi aceste informa iiă ă ă ț
pentru a calcula estim ri pentru cartierele mai mari din estim rile noastre pentruă ă
cartiere mai mici. Adic , s  presupunem c  am calculat estim rile noastre pentruă ă ă ă
| N (v, d) | pentru toate nodurile v i vrem s  calcul m estim ri pentru vecinul-ă ă ăș
hote cu raza d + 1. Pentru fiecare func ie hash h, valoarea lui R pentru N (v, d + 1)ț
este cea mai mare dintre:
1. Coada lui v în sine iș
2. Valorile lui R asociate cu h i N (u, d), unde v  u este un arc al lui→ș
graficul.
Observa i c  nu conteaz  dac  un nod este accesibil printr-un singură ă ăț
succesorul lui v în grafic sau prin mul i succesori diferi i.ț ț  Primim
aceea i estimare în ambele cazuri.ș  Aceast  proprietate util  a fost aceea i ca i noiă ă ș ș
exploatat în sec iunea 4.4.2 pentru a evita s  tie dac  un element de fluxă ăț ș
a ap rut o dat  sau de multe ori în flux.ă ă
Vom descrie acum algoritmul complet, numit ANF (Aproximativ
Func ia de vecin tate).ăț  Alegem func iile K hash hț  1 , h 2 , ..., h k . Pentru fiecare
nodul v i raza d, fie Rș  i (v, d) s  indice lungimea maxim  a cozii oric rui nodă ă ă
în N (v, d) folosind func ia hash hț  i .
BAZĂ  : Pentru a ini ializa, s  fie Răț  i (v, 0) lungimea cozii lui h i (v), pentru toate i iș
v.
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INDUC IEȚ  : S  presupunem c  am calculat Ră ă  i (v, d) pentru tot i i v. Ini ializa iș ț ț
R i (v, d + 1) s  fie Ră  i (v, d), pentru tot i i v. Apoi, considera i toate arcele x  y în→ș ț
grafic, în orice ordine. Pentru fiecare x  y, seta i R→ ț  i (x, d + 1) la cel mai mare curent
valoare i Rș  i (y, d).
Observa i c  ne poate oferi faptul c  putem considera arcurile în orice ordineă ăț
o accelerare mare în cazul în care putem stoca R i în memoria principal , în timp ceă
setul de arce este atât de mare încât trebuie stocat pe disc. Putem transmite în flux toate
blocuri de discuri care con in arcuri pe rând, folosind astfel un singur acces pe disc perț
itera ie pe bloc de disc utilizat pentru stocarea arcului.ț  Acest avantaj este similar cu
una pe care am observat-o în sec iunea 6.2.1, unde am ar tat cât de frecvent este setul de articoleăț
algoritmi precum A-priori ar putea profita de citirea datelor din co ul de pia ăș ț
un flux, unde fiecare bloc de disc a fost citit o singur  dat  pentru fiecare rund .ă ă ă
Pentru a estima dimensiunea lui N (v, d), combina i valorile lui Rț  i (v, d) pentru i =
1, 2, ..., k, a a cum sa discutat în sec iunea 4.4.3.ș ț  Adic , grupa i R-urile în miciă ț
grupuri, lua i media i lua i mediana mediilor.ț ș ț
O alt  îmbun t ire a algoritmului ANF poate fi ob inut  dac  suntem numai noiă ă ă ă ăț ț
interesat de estimarea dimensiunilor seturilor accesibile, N (v, ).∞  Nu este atunci
necesar pentru a salva R i (v, d) pentru diferite raze d. Putem men ine o valoare Rț  i (v)
pentru fiecare func ie hash hț  i i pentru fiecare nod v. Când se ia în orice rund , lu m în considerareă ăș
arc x  y, pur i simplu atribuim→ ș
R i (x): = max (R i (x), R i (y))
Putem opri itera ia atunci când la o rund  nu seăț  modifică nicio valoare a vreunui R i (v).
Sau dac  tim c  d este diametrul graficului, putem itera doar d ori.ă ăș
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Figura 10.26: Un grafic pentru exerci ii asupra cartierelor i închiderea tranzitivăț ș
10.8.12 Exerci ii pentru sec iunea 10.8ț ț
Exerci iul 10.8.1: Pentru graficul din Fig. 10.9, pe care îl repet m ăț aici ca Fig. 10.26:
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(a) Dac  graficul este reprezentat ca un grafic direc ionat, câte arce exist ?ă ăț
(b) Care sunt profilurile de vecin tate pentru nodurile A i B?ă ș
(c) Care este diametrul graficului?
(d) Câte perechi sunt în închiderea tranzitiv ?ă  Indica ie: Nu uita i astaț ț
exist  c i de lungime mai mare decât zero de la un nod la sine în acestă ă
grafic.
(e) Dac  calcul m închiderea tranzitiv  prin dublare recursiv , câteă ă ă ă
rundele sunt necesare?
Exerci iul 10.8.2: Algoritmul inteligent de închidere tranzitiv  rupe c ile oric ruiaă ă ăț
lungimea în cap i coad  de lungimi specifice.ăș  Care sunt lungimile capului i coziiș
pentru c i de lungime 7, 8 i 9?ă ș
! Exerci iul 10.8.3: Completa i valorile tabelului din Fig. 10.25 pentru versiunile deț ț
algoritmii pentru accesibilitate, TC liniar i dublarea recursiv  dac  seminaivulă ăș
truc nu este folosit.
! Exerci iul 10.8.4: În sec iunea 10.8.9 am observat c  suma gradelor exterioareăț ț
dintre nodurile dintr-un grafic direc ionat este egal cu num rul de arce din grafic.ăț  Acolo
este o rela ie similar  pentru un grafic neorientat, între gradele luiăț
noduri i num rul s u de margini.ă ăș  G si i i demonstra i aceast  rela ie.ă ăț ș ț ț
Exerci iul 10.8.5: Lua i în considerare ultimul exemplu al unei re ele socialeț ț ț
prezentat în Fig. 10.24. S  presupunem c  folosim o func ie hash h care mapeaz  fiecareă ă ăț
nod (litere mari) la codul ASCII. Re ine i c  codul ASCII pentru A esteăț ț
01000001 i codurile pentru B, C, ... sunt secven iale, 01000010, 01000011, ....ș ț
(a) Folosind aceast  func ie hash, calcula i valorile lui R pentru fiecare nod iă ț ț ș
raza 1. Care sunt estim rile dimensiunilor fiec rui cartier?ă ă  Cum
estim rile se compar  cu realitatea?ă ă
(b) Apoi, calcula i valorile lui R pentru fiecare nod i raz  2. Calcula i din nouăț ș ț
estim rile dimensiunilor cartierului i se compar  cu realitatea.ă ăș
(c) Diametrul graficului este 3. Calcula i valoarea lui R i dimensiuneaț ș
estimare pentru setul de noduri accesibile pentru fiecare dintre nodurile grafului.
(d) O alt  func ie hash g este una plus codul ASCII pentru o liter .ă ăț  Repeta
(a) pân  la (c) pentru func ia hash g.ă ț  Lua i estimarea dimensiunii unuiț
vecin tatea s  fie media estim rilor date de h i g.ă ă ă ș  Cum
aproape sunt aceste estim ri?ă

Pagina 442
422
CAPITOLUL 10. GRAFII SOCIALE-RE ELE MINIEREȚ

10.9 Rezumatul capitolului 10
♦ Grafice de re ea social : grafice care reprezint  conexiunile într-un socială ăț
re eaua nu este doar mare, ci prezint  o form  de localitate, unde este mică ă ăț
subseturile de noduri (comunit i) au o densitate de margini mult mai mare decâtăț
densitatea medie.

♦ Comunit i i clustere: în timp ce comunit ile seam n  cu clustere în uneleă ă ă ăț ș ț
moduri, exist , de asemenea, diferen e semnificative.ă ț  Indivizi (noduri) în mod normal
apar in mai multor comunit i, iar m surile obi nuite la distan  nu reu escă ă ăț ț ș ț ș
reprezint  apropierea între nodurile unei comunit i.ă ăț  Ca urmare, standard
algoritmii pentru g sirea clusterelor în date nu func ioneaz  bine pentru comunitateă ăț
constatare.

♦ Betweenness: Un mod de a separa nodurile în comunit i este de a m suraă ăț



intervalul de margini, care este suma peste toate perechile de noduri ale
frac iune dintre cele mai scurte c i între acele noduri care trec prin dateăț
margine. Comunit ile se formeaz  prin tergerea marginilor a c ror distană ă ă ăț ș ț
este peste un prag dat.

♦ Algoritmul Girvan-Newman: Algoritmul Girvan-Newman este un
tehnic  eficient  pentru calcularea intermediarit ii muchiilor.ă ă ăț  O l ime-ăț
se efectueaz  prima c utare din fiecare nod i o secven  de pa i de etichetareă ă ăș ț ș
calculeaz  cota de c i de la r d cin  la cel lalt nod care mergeă ă ă ă ă ă
prin fiecare dintre margini. Ac iunile pentru un avantaj care sunt calculate pentruț
fiecare r d cin  este însumat  pentru a ob ine intermediaritatea.ă ă ă ă ț
♦ Comunit i i grafice bipartite complete: un grafic bipartit completăț ș
are dou  grupuri de noduri, toate marginile posibile între perechi de noduri aleseă
una din fiecare grup i f r  margini între nodurile aceluia i grup.ă ăș ș
Orice comunitate suficient de dens  (un set de noduri cu multe margini întreă
ele) vor avea un grafic mare bipartit complet.

♦ G sirea graficelor bipartite complete: Putem g si grafice bipartite completeă ă
prin acelea i tehnici pe care le-am folosit pentru a g si obiecte frecvente.ăș  Noduri de
graficul poate fi considerat atât ca elemente, cât i ca co uri.ș ș  The
co ul corespunz tor unui nod este setul de noduri adiacente, gândit ca fiindăș
obiecte. Un grafic bipartit complet cu grupuri de noduri de m rimea t i s poateă ș
s  fie gândit ca g sind obiecte frecvente de m rime t cu suport.ă ă ă

♦ Parti ionarea graficului: o modalitate de a g si comunit i este parti ionarea unui grafică ăț ț ț
repetat în buc i de dimensiuni aproximativ asem n toare.ă ă ăț  O t ietur  este o parti ie aă ă ț
nodurile grafului în dou  seturi, iar dimensiunea acestuia este num rul de muchii careă ă
au un cap t în fiecare set.ă  Volumul unui set de noduri este num rul deă
muchii cu cel pu in un cap t în setul respectiv.ăț
♦ T ieturi normalizate: putem normaliza dimensiunea unei t ieturi luând raportulă ă
a m rimii t ieturii i a volumului fiec ruia dintre cele dou  seturi formateă ă ă ăș
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prin t ietur .ă ă  Apoi ad uga i aceste dou  rapoarte pentru a ob ine valoarea de t iere normalizat .ă ă ă ăț ț
T ierile normalizate cu o sum  mic  sunt bune, în sensul în care tindă ă ă
împarte nodurile în dou  p r i aproximativ egale i au o relativ mică ă ăț ș
m rimea.ă

♦ Matrici de adiacen : Aceste matrice descriu un grafic.ăț  Intrarea în rând
i i coloana j este 1 dac  exist  o margine între nodurile i i j i 0ă ăș ș ș
in caz contrar.

♦ Matrici de grade: matricea de grade pentru un grafic are d în diagonala i
intrare dac  d este gradul nodului ith.ă  În afara diagonalei, toate intr rile sunt 0.ă

♦ Matrice Laplaciene: Matricea Laplacian  pentru un grafic este matricea sa de gradă
minus matricea sa de adiacen .ăț  Adic  intrarea din rândul i i coloana i dină ș
matricea laplacian  este gradul nodului ith al graficului iă ș
intrarea în rândul i i coloana j, pentru i = j, este -1 dac  exist  o margine întreă ăș
nodurile i i j, i 0 în caz contrar.ș ș
♦ Metoda spectral  pentru parti ionarea graficelor: cea mai mic  valoare proprie pentru oricareă ăț
Matricea laplacian  este 0, iar vectorul propriu corespunz tor este format din toateă ă
1. Vectoarele proprii corespunz toare valorilor proprii mici pot fi utilizateă
ghida i o parti ie a graficului în dou  p r i de dimensiuni similare cu o mică ă ăț ț ț
valoare redus .ă  Pentru un exemplu, punerea nodurilor cu o component  pozitivă ă
în vectorul propriu cu valoarea a doua cea mai mic  într-un singur set iă ș
cei cu o component  negativ  în cealalt  este de obicei bun .ă ă ă ă

♦ Comunit i suprapuse: de obicei, indivizii sunt membri ai mai multorăț
comunit ile.ăț  În graficele care descriu re elele sociale, este normal pentruț
probabilitatea ca doi indivizi s  fie prieteni s  creasc  ca num r deă ă ă ă
cre te comunit ile din care ambii sunt membri.ăș ț
♦ Modelul grafic de afiliere: un model adecvat pentru calitatea de membru
comunit i este s  presupunem c  pentru fiecare comunitate exist  o probabilitateă ă ă ăț
c  din cauza acestei comunit i doi membri devin prieteni (au ună ăț
marginea în graficul re elei sociale).ț  Astfel, probabilitatea ca dou  noduriă
au o margine este 1 minus produsul probabilit ilor pe care niciuna dintreăț
comunit ile ale c ror membri sunt amândoi determin  o margineă ă ăț
între ele. G sim apoi atribuirea de noduri c tre comunit i iă ă ăț ș



valorile acelor probabilit i care descriu cel mai bine socialul observatăț
grafic.

♦ Estimarea maxim  a probabilit ii: o tehnic  de modelare important ,ă ă ă ăț
pentru modelarea comunit ilor, precum i pentru multe alte lucruri, este de a calcula,ăț ș
ca o func ie a tuturor op iunilor de valori ale parametrilor pe care le permite modelul,ț ț
probabilitatea ca datele observate s  fie generate.ă  Valorile care
randament cea mai mare probabilitate sunt presupuse a fi corecte i numiteș
estimarea probabilit ii maxime (MLE).ăț
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♦ Utilizarea descenden ei gradientului: dac  tim apartenen a la comunit i, putemă ăț ș ț ț
g si i MLE prin coborâre în gradient sau alte metode.ă ț  Cu toate acestea, nu putem
g si i cel mai bun apartenen  la comunit i dup  descenden  gradient , deoareceă ă ă ă ă ăț ț ț ț
calitatea de membru este discret , nu continu .ă ă

♦ Modelare comunitar  îmbun t it  prin puterea de membru: Putem for-ă ă ă ăț
mulate problema de a g si MLE de comunit i într-un grafic socială ăț
presupunând c  indivizii au o for  de membru în fiecare comunitateă ăț
nitate, eventual 0 dac  nu sunt membri.ă  Dac  definim probabilitatea unuiă
marginea dintre dou  noduri pentru a fi o func ie a punctelor forte de apartenen  laă ăț ț
comunit ile lor comune, putem transforma problema g sirii MLEă ăț
într-o problem  continu  i rezolva i-o folosind coborârea în gradient.ă ă ș ț
♦ Simrank: o modalitate de a m sura similaritatea nodurilor într-un grafic cuă
mai multe tipuri de noduri este s  porni i un walker aleatoriu la un singur nod i s  permite iă ăț ș ț
s  r t ceasc , cu o probabilitate fix  ă ă ă ă ă de a reporni la acela i nod.ș  The
distribu ia locului în care se poate a tepta s  fie mersul este o m sur  bună ă ă ăț ș
de asem narea nodurilor cu nodul de pornire.ă  Acest proces trebuie s  fieă
repetat cu fiecare nod ca nod de pornire dac  dorim s  ob inem toate perechileă ă ț
similitudine.

♦ Triunghiuri în re elele sociale: num rul de triunghiuri pe nod este unăț
m sur  important  a apropierii unei comunit i i adesea o reflectă ă ă ă ăț ș
maturitate. Putem enumera sau num ra triunghiurile dintr-un grafic cu mă
muchii în timp O (m 3/2 ), dar nu exist  un algoritm mai eficient în general.ă

♦ G sirea triunghiului prin MapReduce: Putem g si triunghiuri într-o singur  rundă ă ă ă
din MapReduce tratându-l ca o îmbinare cu trei c i.ă  Fiecare margine trebuie trimisă
la un num r de reductoare propor ionale cu r d cina cubic  a num rului totală ă ă ă ăț
de reductoare, iar timpul total de calcul petrecut la toate reductoarele este
propor ional cu timpul algoritmului serial pentru g sirea triunghiului.ăț
♦ Vecinat i: vecin tatea razei d pentru un nod v într-o direc ionată ă ăț ț
sau grafic nedirec ionat este setul de noduri accesibile din v de-a lungul c ilor deăț
lungime cel mult d. Profilul de vecin tate al unui nod este secven aă ț
dimensiuni de cartier pentru toate distan ele de la 1 în sus.ț  Diametrul unui
graficul conectat este cel mai mic d pentru care vecin tatea razei dă
pentru orice nod de pornire include întregul grafic.

♦ Închidere tranzitiv : un nod v poate ajunge la nodul u dac  u se afl  în vecin tateă ă ă ă
de v pentru o anumit  raz .ă ă  Închiderea tranzitiv  a unui grafic este setul de perechiă
de noduri (v, u) astfel încât v poate ajunge la u.

♦ Închiderea tranzitiv  de calcul: Deoarece închiderea tranzitiv  poate avea ună ă
num rul de fapte egal cu p tratul num rului de noduri ale unui grafic, acestaă ă ă
este imposibil de calculat închiderea tranzitiv  direct pentru grafice mari.ă  unu
abordarea este de a g si componente puternic conectate ale graficului iă ș
desc rca i-le fiecare la un singur nod înainte de a calcula închiderea tranzitiv .ă ăț
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♦ Închidere tranzitiv  i MapReduce: Putem vizualiza comă ș
putation ca îmbinare iterativ  a unei rela ii de cale (perechi de noduri v i uă ț ș
astfel încât u este cunoscut a fi accesibil din v) i rela ia arc aș ț
grafic. O astfel de abordare necesit  un num r de runde MapReduce egaleă ă
la diametrul graficului.

♦ Evaluare seminaiv : la calculul închiderii tranzitive pentru un grafic,ă



putem accelera evaluarea iterativ  a rela iei Cale prin recunoa tereaă ț ș
afirmând c  un fapt de cale este util numai în runda de dup  runda respectiv  atunci cândă ă ă
a fost descoperit pentru prima dat .ă  O idee similar  accelereaz  calculul de accesibilitateă ă
i mul i algoritmi itera i similari.ș ț ț

♦ Închiderea tranzitiv  prin dublare recursiv : o abordare care folose te mai pu ineă ă ș ț
Rundele MapReduce este de a uni rela ia de cale cu ea îns i la fiecare rund .ă ăț ș
La fiecare rund , dubl m lungimea c ilor care pot contribuiă ă ă
la închiderea tranzitiv .ă  Astfel, num rul de runde necesare este doară
logaritmul de baz -2 al diametrului graficului.ă

♦ Închidere tranzitiv  inteligent : în timp ce dublarea recursiv  poate provoca acela i lucruă ă ă ș
calea care trebuie luat  în considerare de multe ori i astfel cre te calculul totală ș ș
timpul de opera ie (comparativ cu îmbinarea iterativ  a c ilor cu arcuri simple), aă ăț
varianta numit  închidere tranzitiv  inteligent  evit  descoperirea aceleia i c iă ă ă ă ăș
mai mult de o dat .ă  Trucul este s  cere i ca atunci când uni i dou  c i,ă ă ăț ț
mai întâi are o lungime care este o putere de 2.

♦ Aproximarea dimensiunilor de vecin tate: prin utilizarea tehnologiei Flajolet-Martină
unic pentru aproximarea num rului de elemente distincte dintr-un flux,ă
putem g si dimensiunile cartierului la raze diferite aproximativ.ă  Noi
men ine i un set de lungimi de coad  pentru fiecare nod.ăț ț  Pentru a m ri raza cuă
1, examin m fiecare margine (u, v) i pentru fiecare lungime a cozii pentru u o set mă ăș
egal  cu lungimea cozii corespunz toare pentru v dac  aceasta din urm  este mai mare decâtă ă ă ă
fost.

10.10 Referin e pentru capitolul 10ț
Simrank provine din [8]. O abordare alternativ  în [11] vede similaritatea a două ă
noduri ca propabilitatea c  mersul aleatoriu de la cele dou  noduri va fi laă ă
acela i nod.ș  [3] combin  plimb rile aleatorii cu clasificarea nodurilor pentru a prezice leg turiă ă ă
într-un grafic de re ea social .ăț  [16] prive te eficien a calculului simrank caș ț
un PageRank personalizat.
Algoritmul Girvan-Newman este din [6]. G sirea comunit ilor prin c utareă ă ăț
pentru graficele bipartite complete apare în [9].
T ieturi normalizate pentru analiza spectral  au fost introduse în [13].ă ă  [19] este o sursă
metodele spectrale pentru g sirea clusterelor i [5] este un studiu mai generală ș
de g sire a comunit ii în grafice.ă ăț  [10] este o analiz  a comunit ilor din multeă ăț
re ele întâlnite în practic .ăț
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Detectarea comunit ilor suprapuse este explorat  în [20], [21] i [22].ă ăț ș
Num rarea triunghiurilor folosind MapReduce a fost discutat  în [15].ă ă  Metoda
descris aici este din [1], care ofer , de asemenea, o tehnic  care func ioneaz  pentru oriceă ă ăț
subgraf. [17] discut  algoritmii randomiza i pentru g sirea triunghiului.ă ăț
Algoritmul ANF a fost investigat pentru prima dat  în [12].ă  [4] ofer  un suplimentă
accelerarea la ANF.
Algoritmul inteligent de închidere tranzitiv  a fost descoperit de [7] i [18] în-ă ș
dependent. Implementarea închiderii tranzitive folosind MapReduce sau similar
sisteme este discutat în [2].
O implementare open source C ++ a multor algoritmi descri iș
în acest capitol pute i g si în biblioteca SNAP [14].ăț
1. FN Afrati, D. Fotakis i JD Ullman, „Enumerarea subgrafului înș
pozi ii prin reducerea h r ii ”ăț ț
http://ilpubs.stanford.edu:8090/1020
2. FN Afrati i JD Ullman, „Închidere tranzitiv  i Datalog recursivăș ș
implementate pe clustere ”, în Proc. EDBT (2012).
3. L. Backstrom i J. Leskovec, „Plimb ri aleatorii supravegheate: predic ie iăș ț ș
recomandând leg turi în re elele sociale ”, Proc.ă ț  Al patrulea ACM Intl. Conf.
on Web Search and Data Mining (2011), pp. 635-644.
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ference (2011), pp. 625-634.
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pe Discovery Knowledge and Data Mining (2002), pp. 538-543.
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(Mai, 1999), pp. 1481–1493.
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reductor, ”Proc. Conferin a WWW (2011).ț
16. H. Tong, C. Faloutsos i J.-Y.ș  Pan, „Plimbare rapid  aleatorie cu repornireă
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în c utare web i minerit de date, 2013.ă ș
21. J. Yang, J. McAuley, J. Leskovec, „Detectarea coeziunii i a modului 2ș
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Capitolul 11
Reducerea dimensiunii
Exist  multe surse de date care pot fi privite ca o matrice mare.ă  Noi
am v zut în Capitolul 5 cum Web-ul poate fi reprezentat ca o matrice de tranzi ie.ă ț  În
Capitolul 9, matricea utilitar  a fost un punct de concentrare.ă  i în capitolul 10 noiȘ
au examinat matrici care reprezint  re elele sociale.ă ț  În multe dintre aceste matrice
aplica ii, matricea poate fi rezumat  prin g sirea matricilor „mai înguste”ă ăț
care într-un anumit sens sunt apropiate de original. Aceste matrice înguste au doar a
un num r mic de rânduri sau un num r mic de coloane i, prin urmare, pot fi utilizateă ă ș
mult mai eficient decât poate matricea mare original .ă  Procesul de g sireă
aceste matrice înguste se numesc reducerea dimensionalit ii.ăț
Am v zut un exemplu preliminar de reducere a dimensionalit ii în sec iunea 9.4.ă ăț ț
Acolo, am discutat despre descompunerea UV a unei matrice i am dat un algoritm simpluș
pentru g sirea acestei descompuneri.ă  Aminti i-v  c  o matrice mare M a fost descompusă ă ăț



în dou  matrice U i V al c ror produs UV a fost aproximativ M. Theă ăș
matricea U avea un num r mic de coloane, în timp ce V avea un num r mic de rânduri,ă ă
deci fiecare era semnificativ mai mic decât M i totu i împreun  reprezentauăș ș
majoritatea informa iilor din M care au fost utile în prezicerea evalu rilor articolelor după ăț
indivizi.
În acest capitol vom explora ideea reducerii dimensionalit ii înăț
mai multe detalii. Începem cu o discu ie despre valorile proprii i utilizarea lor în „principiiț ș
analiza componentelor cipale ”(PCA). Acoperim descompunerea cu valoare singular , aă
versiune mai puternic  a descompunerii UV.ă  În sfâr it, pentru c  suntem întotdeaunaăș
interesa i de cele mai mari dimensiuni de date pe care le putem gestiona, ne uit m la un alt formularăț
de descompunere, numit  CUR-descompunere, care este o variant  de singular-ă ă
descompunerea valorii care men ine matricele descompunerii rare dacăț
matricea original  este rar .ă ă
429
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11.1 Valori proprii i vectori proprii de simetrieș
ric Matrici
Vom presupune c  sunte i familiariza i cu elementele de baz  ale algebrei matriciale: multi-ă ăț ț
plicarea, transpunerea, determinan ii i rezolvarea ecua iilor liniare, de exemplu.ț ș ț  În
în aceast  sec iune, vom defini valorile proprii i vectorii proprii ai unei matrici simetriceă ț ș
i arat  cum s  le g se ti.ă ă ăș ș  Reamintim o matrice este simetric  dac  elementul din rândă ă

i i coloana j este egal cu elementul din rândul j i coloana i.ș ș
11.1.1 Defini iiț
Fie M o matrice p trat .ă ă  Fie  un vector de coloan  constant i ea diferit de zeroλ ă ș
cu acela i num r de rânduri ca M. Atunci  este o valoare proprie a lui M i e esteă λș ș
vectorul propriu corespunz tor al lui M dac  Me = e.ă ă λ
Dac  e este un vector propriu al lui M i c este orice constant , atunci este de asemenea adev rat că ă ă ăș
ce este un vector propriu al lui M cu aceea i valoare proprie.ș  Înmul irea unui vector cu aț
constant  modific  lungimea unui vector, dar nu i direc ia acestuia.ă ă ș ț  Astfel, pentru a evita
ambiguitate cu privire la lungime, vom cere ca fiecare vector propriu s  fie aă
vector unitate, adic  suma p tratelor componenteloră ă
vectorul este 1. Chiar i asta nu este suficient pentru a face vectorul propriu unic,ș
deoarece putem înc  s  ne înmul im cu -1 f r  a schimba suma p tratelor luiă ă ă ă ăț
componente. Astfel, în mod normal, vom cere ca prima component  diferit  de zeroă ă
a unui vector propriu s  fie pozitiv.ă
Exemplul 11.1: Fie M matricea
[3 2
2 6]
Unul dintre vectorii proprii ai lui M este
[1 / 5√
2 / 5]√
iar valoarea sa corespunz toare este 7. Ecua iaă ț
[3 2
2 6] [
1 / 5√
2 / 5] = 7 [√
1 / 5√
2 / 5]√
demonstreaz  adev rul acestei afirma ii.ă ă ț  Re ine i c  ambele p r i sunt egale cuă ăț ț ț
[7 / 5√
14 / 5]√
De asemenea, observa i c  vectorul propriu este un vector unitar, deoarece (1 / 5)ă √ț  2 + (2 / 5)√  2 =
1/5 + 4/5 = 1. ✷
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11.1.2 Calcularea valorilor proprii i a vectorilor propriiș
Am v zut deja o abordare pentru g sirea unei perechi proprii (o valoare proprie iă ă ș
vectorul propriu corespunz tor) pentru o matrice adecvat  M în sec iunea 5.1: începe i cuă ă ț ț
orice vector unitate v de lungimea corespunz toare i calcula i Mă ș ț  i v iterativ pân  la elă
converge. 1 Când M este o matrice stocastic , vectorul limitativ este principalulă
eigenvector (vectorul propriu cu cea mai mare valoare proprie) i corespunz torăș



valoarea proprie este 1. 2 Aceast  metod  pentru g sirea vectorului propriu principal, numit  putereă ă ă ă
itera ie, func ioneaz  destul de general, de i dac  valoarea proprie principal  (valoarea proprieă ă ăț ț ș
asociat cu vectorul propriu principal) nu este 1, atunci pe m sur  ce cre te, raportulă ă ș
a lui M i + 1 v la M i v se apropie de valoarea proprie principal  în timp ce Mă  i v se apropie
un vector (probabil nu un vector unitar) cu aceea i direc ie ca principalulș ț
vector propriu.
Vom prelua generalizarea metodei de itera ie a puterii pentru a g si toateăț
perechi proprii în sec iunea 11.1.3.ț  Cu toate acestea, exist  oă  metod  de timp de rulareă  O (n 3 )
pentru a calcula exact toate perechile proprii ale unei matrici simetrice n × n, i astaș
metoda va fi prezentat  mai întâi.ă  Vor exista întotdeauna n perechi proprii, de i înș
unele cazuri, unele dintre valorile proprii vor fi identice. Metoda începe prin
reformulând ecua ia care define te perechi proprii, Me = e ca (M - I) e = 0,λ λț ș
Unde
1. I este matricea de identitate n × n cu 1 de-a lungul diagonalei principale i 0ș
în alt  parte.ă
2. 0 este un vector al tuturor celor 0.
Un fapt al algebrei liniare este c , pentru ca (M - I) e = 0 s  se men in  pentru aă λ ă ăț
vectorul e = 0, determinantul lui M - I trebuie s  fie 0. Observa i c  (M - I)λ ă ă λț
arat  aproape ca matricea M, dar dac  M are c într-unul din elementele sale diagonale,ă ă
atunci (M - I) are c -  acolo.λ λ  În timp ce determinantul unei matrice n × n are
n! în termeni, poate fi calculat în diferite moduri în timpul O (n 3 ); un exemplu este
metoda „condens rii pivotante”.ă
Determinantul lui (M - I) este un polinom de gradul n în , din careλ λ
putem ob ine n valorile lui  care sunt valorile proprii ale lui M. Pentru orice astfel de valoare,λț
s  spunem c, putem rezolva apoi ecua ia Me = c e.ă ț  Exist  n ecua ii în nă ț
necunoscute (cele n componente ale e), dar din moment ce nu exist  niciun termen constant în niciunulă
ecua ie, putem rezolva doar pentru e într-un factor constant.ț  Cu toate acestea, folosind
orice solu ie, o putem normaliza astfel încât suma p tratelor componentelorăț
este 1, ob inându-se astfel vectorul propriu care corespunde valorii proprii c.ț
Exemplul 11.2: S  g sim perechile proprii pentru matricea 2 × 2 M din Ex-ă ă
amplu 11.1. Reamintim M =
[3 2
2 6]
1 Reamintim M i înseamn  multiplicarea cu matricea M i ori, a a cum sa discutat în sec iunea 5.1.2.ă ș ț
2 Re ine i c  o matrice stocastic  nu este în general simetric .ă ă ăț ț  Matrici simetrice iș
matricile stochastice sunt dou  clase de matrice pentru care exist  perechi proprii i pot fi exploatate.ă ă ș
În acest capitol, ne concentr m asupra tehnicilor pentru matrici simetrice.ă

Pagina 452
432
CAPITOLUL 11. REDUCEREA DIMENSIONALIT IIĂȚ
Atunci M - I esteλ
[3 - λ
2
2
6 - ]λ
Determinantul acestei matrice este (3 - ) (6 - ) - 4, pe care trebuie s  îl set m la 0.λ λ ă ă
Ecua ia din  de rezolvat este astfel λ λț  2 - 9  + 14 = 0. R d cinile acestei ecua iiλ ă ă ț
sunt  = 7 i  = 2;λ λș  primul este valoarea proprie principal , deoarece este mai mare.ă
Fie e vectorul necunoscutelor
[ X y ]
Trebuie s  rezolv mă ă
[3 2
2 6] [
X
y] = 7 [
X
y]
Când înmul im matricea i vectorul ob inem dou  ecua iiăț ș ț ț
3x + 2y = 7x
2x + 6y = 7y
Observa i c  ambele ecua ii spun cu adev rat acela i lucru: y = 2x.ă ăț ț ș  Astfel, a
posibil vectorul propriu este
[12]
Dar acel vector nu este un vector unitate, deoarece suma p tratelor compozi iei saleă ț
nents este 5, nu 1. Astfel, pentru a ob ine vectorul unitar în aceea i direc ie, împ r imăț ș ț ț
fiecare component  cu 5.ă √  Adic , vectorul propriu principal esteă
[1 / 5√
2 / 5]√



iar valoarea sa proprie este 7. Re ine i c  aceasta a fost perechea proprie pe care am explorat-o înăț ț
ple 11.1.
Pentru a doua pereche proprie, repet m ă cele de mai sus cu valoarea proprie 2 în locul lui
7. Ecua ia care implic  componentele lui e este x = 2y, iar a douaă −ț
vectorul propriu este
[
2 / 5√

−1 / 5]√
Valoarea sa corespunz toare este 2, desigur.ă  ✷
11.1.3 G sirea perechilor proprii prin itera ie de putereă ț
Acum examin m generalizarea procesului pe care l-am folosit în sec iunea 5.1 pân  laă ăț
g si i vectorul propriu principal, care în acea sec iune era vectorul PageRank -ă ț ț
tot ce ne trebuia dintre diferi ii vectori proprii ai matricei stochastice aț
internetul. Începem prin a calcula vectorul propriu principal cu o u oar  general -ă ăș
a abord rii utilizate în sec iunea 5.1.ă ț  Apoi modific m matricea la, înă
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efect, elimina i vectorul propriu principal.ț  Rezultatul este o nou  matrice ale c rei principiiă ă
vectorul propriu cipal este al doilea vector propriu (vectorul propriu cu al doilea ca m rimeă
valoare proprie) a matricei originale. Procesul se desf oar  în acest mod, re-ă ăș
mutând fiecare vector propriu a a cum îl g sim i apoi folosind itera ia de putere pentru a g siă ăș ș ț
principalul vector propriu al matricei care r mâne.ă
Fie M matricea ale c rei perechi proprii am dori s  le g sim.ă ă ă  Începe i cu oricareț
vector nenul x 0 i apoi itera i:ș ț
x k + 1 : =
Mx k
Mx k
unde N pentru o matrice sau vector N denot  norma Frobenius;ă  adică
r d cin  p trat  a sumei p tratelor elementelor lui N. Înmul imă ă ă ă ă ă ț
vectorul curent x k de matricea M pân  la convergen  (adic , xă ă ăț  k - x k + 1

este mai pu inț
decât o mic  constant  aleas ).ă ă ă  Fie x x k pentru acea valoare a lui k la care
se ob ine convergen a.ț ț  Atunci x este (aproximativ) vectorul propriu principal
lui M. Pentru a ob ine valoarea proprie corespunz toare, calcul m pur i simplu ă ă λț ș  1 = x T Mx,
care este ecua ia Mx = x rezolvat  pentru , deoarece x este un vector unitar.λ ă λț
Exemplul 11.3: Lua i matricea din Exemplul 11.2:ț
M = [
3 2
2 6]
i s  începem cu xăș  0 un vector cu 1 pentru ambele componente. Pentru a calcula x 1 ,

înmul im Mxț  0 pentru a ob ineț
[3 2
2 6] [
1
1] = [
5
8]
Norma Frobenius a rezultatului este 5√ 2 + 8 2 = 89 = 9.434.√  Ob inem xț  1 cu
împ r irea 5 i 8 la 9.434;ă ț ș  acesta este:
x 1 = [
0,530
0,848]
Pentru urm toarea itera ie, calcul mă ăț
[3 2
2 6] [
0,530
0.848] = [
3.286
6.148]
Norma Frobenius a rezultatului este 6,971, deci ne împ r im pentru a ob ineă ț ț
x 2 = [
0,471
0,882]
Convergem c tre un vector normal a c rui a doua component  este de dou  oriă ă ă ă
primul. Adic  valoarea limitativ  a vectorului pe care îl ob inem prin itera ie de putereă ă ț ț
este vectorul propriu principal:
x = [



0,447
0,884]
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În cele din urm , calcul m valoarea proprie principal  prină ă ă
 = xλ  T Mx = [0,447 0,894]

[3 2
2 6] [
0,447
0,884]
= 6,993
Reamintim din Exemplul 11.2 c  adev rata valoare principal  principal  este 7. Itera ie de putereă ă ă ă ț
va introduce mici erori datorate fie preciziei limitate, cum a fost cazul aici,
sau datorit  faptului c  oprim itera ia înainte de a atinge valoarea exact  aă ă ăț
vectorul propriu. Când am calculat PageRank, micile inexactit i nu au f cut-oă ăț
conteaz , dar când încerc m s  calcul m toate perechile proprii, inexactit ile se acumuleaz  dacă ă ă ă ă ă ăț
nu suntem aten i.ț  ✷
Pentru a g si al doilea eigenpair vom crea o nou  matrice Mă ă  * = M - λ 1 xx T .
Apoi, utiliza i itera ia de putere pe Mț ț  ∗ pentru a calcula cea mai mare valoare proprie. Ob-
men inute x  i   corespund celei de-a doua mari valori proprii i∗ λ∗ț ș ș
vectorul propriu sponding al matricei M.
Intuitiv, ceea ce am f cut este s  elimin m influen a unui anumit eigen-ă ă ă ț
vector setând valoarea sa asociat  la zero.ă  Justificarea formal  esteă
urm toarele dou  observa ii.ă ă ț  Dac  Mă  ∗ = M - xxλ  T , unde x i  suntλș
pereche proprie cu cea mai mare valoare proprie, apoi:
1. x este, de asemenea, un vector propriu al lui M ∗ , iar valoarea sa corespunz toare este 0. Ină
dovad , observ  astaă ă
M ∗ x = (M - xxλ  T ) x = Mx - xxλ  T x = Mx - x = 0λ
La pas-la-ultimul pas folosim faptul c  xă  T x = 1 deoarece x este o unitate
vector.
2. În schimb, dac  v i ă λș  v sunt o pereche proprie a unei matrice simetrice M altele
decât prima pereche proprie (x, ), atunci ele sunt, de asemenea, o pereche proprie de Mλ  ∗ .
Dovad :ă
M ∗ v = (M ∗ ) T v = (M - xxλ  T ) T v = M T v - x (xλ  T v) = M T v = λ v v
Aceast  succesiune de egalit i are nevoie de urm toarele justific ri:ă ă ă ăț
(a) Dac  M este simetric , atunci M = Mă ă  T .
(b) Vectorii proprii ai unei matrici simetrice sunt ortogonali. Adică
produsul punct al oric ror doi vectori proprii diferi i ai unei matrice este 0. Noi facemă ț
nu dovede te aceast  afirma ie aici.ăș ț
Exemplul 11.4: Continuând exemplul 11.3, calcul mă
M ∗ = [
3 2
2 6] - 6,993 [
0,447
0,894] [0,447 0,894] =
[3 2
2 6] - [
1,397 2,795
2,795 5,589] = [
1,603 0,795−

−0,795
0.411]
Putem g si a doua pereche proprie prin procesarea matricei de mai sus a a cum am f cută ăș
matrice original  M. ă ✷

Pagina 455
11.1. EVALU RI I EIGENVECTORI A MATRICILOR SIMETRICE435Ă Ș
11.1.4 Matricea vectorilor proprii
S  presupunem c  avem o matrice simetric  n × n ale c rei vectori proprii, privi iă ă ă ă ț
ca vectori coloan , sunt eă  1 , e 2 , ..., e n . Fie E matricea a c rei coloană ă
este e i . Atunci EE T = E T E = I. Explica ia este c  vectorii proprii ai lui aăț
matricea simetric  este ortonormal .ă ă  Adic  sunt vectori unitari ortogonali.ă
Exemplul 11.5: Pentru matricea M din Exemplul 11.2, matricea E este
[



2 / 5 1 / 5√ √

−1 / 5 2 / 5]√ √
E T este deci
[2 / 5 1 / 5√ − √
1 / 5√
2 / 5]√
Când calcul m EEă  T ob inemț
[
4/5 + 1/5 2 / 5 + 2/5−

−2 / 5 + 2/5
1/5 + 4/5] = [
1 0
0 1]
Calculul este similar atunci când calcul m Eă  T E. Observa i c  1 este de-a lungulăț
diagonala principal  sunt sumele p tratelor componentelor fiec ruia dintreă ă ă
vectorii proprii, ceea ce are sens deoarece sunt vectori unitari. 0 este în afara
diagonala reflect  faptul c  intrarea în al doilea rând i coloana jth esteă ă ș
produs dot al vectorilor proprii ith i jth.ș  Deoarece vectorii proprii sunt ortogonali,
aceste produse dot sunt 0. ✷
11.1.5 Exerci ii pentru sec iunea 11.1ț ț
Exerci iul 11.1.1: G si i vectorul unitar în aceea i direc ie ca vectorulăț ț ș ț
[1, 2, 3].
Exerci iul 11.1.2: Completa i Exemplul 11.4 calculând propriul principal-ț ț
vectorul matricei care a fost construit în acest exemplu. Cât de aproape de
solu ie corect  (din Exemplul 11.2) e ti?ăț ș
Exerci iul 11.1.3: Pentru orice matrice simetric  3 × 3ăț


a - λ
b
c
b
d - λ
e
c
e
f - λ



exist  o ecua ie cubic  în  care spune c  determinantul acestei matrice este 0. Înă ă λ ăț
termenii de la a pân  la f, g si i aceast  ecua ie.ă ă ăț ț
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Exerci iul 11.1.4: G si i perechile proprii pentru urm toarea matrice:ă ăț ț


1 1 1
1 2 3
1 3 5



folosind metoda sec iunii 11.1.2.ț
! Exerci iul 11.1.5: G si i perechile proprii pentru urm toarea matrice:ă ăț ț


1 1 1
1 2 3
1 3 6



folosind metoda sec iunii 11.1.2.ț



Exerci iul 11.1.6: Pentru matricea exerci iului 11.1.4:ț ț
(a) Începând cu un vector de trei 1, utiliza i itera ia de putere pentru a g si o aprox.ăț ț
imita i valoarea vectorului propriu principal.ț
(b) Calcula i o estimare a valorii proprii principale pentru matrice.ț
(c) Construi i o nou  matrice sc zând efectul principaluluiă ăț
pereche proprie, ca în sec iunea 11.1.3.ț
(d) Din matricea dvs. de (c), g si i a doua pereche proprie pentru matricea originală ăț
a exerci iului 11.1.4.ț
(e) Repeta i (c) i (d) pentru a g si a treia pereche proprie pentru matricea original .ă ăț ș
Exerci iul 11.1.7: Repeta i exerci iul 11.1.6 pentru matricea exerci iului 11.1.5.ț ț ț ț

11.2 Analiza componentelor principale
Analiza componentelor principale, sau PCA, este o tehnic  pentru luarea unui set de date con-ă
rezisten  la un set de tupluri reprezentând puncte într-un spa iu de înalt  dimensiune iă ăț ț ș
g sind direc iile de-a lungul c rora se aliniaz  cel mai bine tuplurile.ă ă ăț  Ideea este s  trateziă
setul de tupluri ca matrice M i g si i vectorii proprii pentru MMăș ț  T sau M T M.
Matricea acestor vectori proprii poate fi gândit  ca o rota ie rigid  într-oă ăț
spa iul dimensional.ț  Când aplica i aceast  transformare datelor originale,ăț
axa corespunz toare vectorului propriu principal este cea de-a lungul c reiaă ă
punctele sunt cele mai „întinse”, mai exact, aceast  ax  este cea de-a lungul c reiaă ă ă
varian a datelor este maximizat .ăț  Altfel spus, punctele pot fi cel mai bine
privit  ca situat  de-a lungul acestei axe, cu mici abateri de la aceast  ax .ă ă ă ă  De asemenea,
axa corespunz toare celui de-al doilea vector propriu (vectorul propriu corespundeă
a doua cea mai mare valoare proprie) este axa de-a lungul c reia varia ia luiă ț
distan ele fa  de prima ax  sunt mai mari i a a mai departe.ă ăț ț ș ș
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Putem privi PCA ca o tehnic  de extragere a datelor.ă  Datele de înalt  dimensiuneă
poate fi înlocuit prin proiec ia sa pe cele mai importante axe.ț  Aceste axe
sunt cele care corespund celor mai mari valori proprii. Astfel, datele originale
este aproximat de date care au mult mai pu ine dimensiuni i care rezumăț ș
bine datele originale.
11.2.1 Un exemplu ilustrativ
Vom începe expunerea cu un exemplu simplu i inventat.ș  In acest
de exemplu, datele sunt bidimensionale, un num r de dimensiuni prea mică
pentru a face PCA cu adev rat util .ă ă  Mai mult, datele, prezentate în Fig. 11.1 au numai
patru puncte i sunt aranjate într-un model simplu de-a lungul liniei de 45 de gradeș
pentru a face calculele noastre u or de urmat.ș  Adic  pentru a anticipa rezultatul,ă
punctele pot fi privite cel mai bine ca situate de-a lungul axei care este la un unghi de 45 de grade,
cu mici abateri în direc ia perpendicular .ăț
(2,1)
(3,4)
(4,3)
(1,2)
Figura 11.1: Patru puncte într-un spa iu bidimensionalț
Pentru început, s  reprezent m punctele printr-o matrice M cu patru rânduri - unulă ă
pentru fiecare punct - i dou  coloane, corespunz toare axei x i axa y.ă ăș ș  Acest
matricea este
M = ��



1 2
2 1
3 4
4 3





Calcula i Mț  T M, care este
M T M = [
1 2 3 4
2 1 4 3]








1 2
2 1
3 4
4 3





= [
30 28
28 30]
Putem g si valorile proprii ale matricei de mai sus rezolvând ecua iaă ț
(30 - ) (30 - ) - 28 × 28 = 0λ λ
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a a cum am f cut în exemplul 11.2.ăș  Solu ia este  = 58 i  = 2.λ λț ș
Urmând aceea i procedur  ca în Exemplul 11.2, trebuie s  rezolv mă ă ăș
[30 28
28 30] [
X
y] = 58 [
X
y]
Când înmul im matricea i vectorul, ob inem dou  ecua iiăț ș ț ț
30x + 28y =
58x
28x + 30y =
58y
Ambele ecua ii ne spun acela i lucru: x = y.ț ș  Astfel, vectorul propriu al unit iiăț
corespunzând valorii proprii principale 58 este
[1 / 2√
1 / 2]√
Pentru a doua valoare proprie, 2, efectu m acela i proces.ă ș  Înmul i i-văț ț
[30 28
28 30] [
X
y] = 2 [
X
y]
pentru a ob ine cele dou  ecua iiăț ț
30x + 28y = 2x
28x + 30y = 2y
Ambele ecua ii ne spun acela i lucru: x = y.−ț ș  Astfel, vectorul propriu al unit iiăț
corespunzând valorii proprii principale 2 este
[ 1 / 2− √
1 / 2]√
În timp ce am promis s  scriem vectori proprii cu prima lor component  pozitiv ,ă ă ă
alegem aici opusul deoarece face transformarea coordonatelor
mai u or de urm rit în acest caz.ăș
Acum, s  construim E, matricea vectorilor proprii pentru matricea Mă  T M.
Plasând primul vectorul propriu principal, matricea vectorilor proprii este
E = [
1 / 2 1 /√ −

√2
1 / 2√
1 / 2]√
Orice matrice de vectori ortonormali (vectori unitari care sunt ortogonali la unul
alta) reprezint  o rota ie i / sau reflexie a axelor unui spa iu euclidian.ă ț ș ț
Matricea de mai sus poate fi privit  ca o rota ie de 45 de grade în sens invers acelor de ceasornic.ă ț  Pentru
de exemplu, s  înmul im matricea M care reprezint  fiecare dintre punctele luiă ăț



Fig. 11.1 de E. Produsul este
ME = ��



1 2
2 1
3 4
4 3





[1 / 2 1 / 2√ − √
1 / 2√
1 / 2] = ��√



3 / 2√
1 / 2√
3 / 2 1 /√ −

√2
7 / 2√
1 / 2√
7 / 2 1 /√ −

√2
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(2,1)
(3,4)
(4,3)
(1,2)
(1,5,1,5)
(3,5,3,5)
Figura 11.2: Figura 11.1 cu axele rotite cu 45 de grade în sens invers acelor de ceasornic
Vedem c  primul punct, [1, 2], a fost transformat în punctă
[3 / 2, 1 / 2]√ √
Dac  examin m Fig. 11.2, cu linia întrerupt  reprezentând noua ax  x, vomă ă ă ă
vezi c  proiec ia primului punct pe acea ax o plaseaz  la distană ă ăț ț
3 / 2 de la origine.√  Pentru a verifica acest fapt, observa i c  punctul de proiec ie pentruăț ț
atât primul, cât i al doilea punct este [1.5, 1.5] în sistemul de coordonate original,ș
iar distan a de la origine pân  la acest punct esteăț
√ (1.5) 2 + (1.5) 2 = 9 / 2 = 3 /√

√2
Mai mult, noua ax  y este, desigur, perpendicular  pe linia punctat .ă ă ă  The
primul punct este la distan a 1 / 2 deasupra noii axe x în direc ia√ț ț
axa y. Adic  distan a dintre punctele [1, 2] i [1.5, 1.5] esteă ț ș
√ (1 - 1,5) 2 + (2 - 1,5) 2 =  ( 1/2)√−  2 + (1/2) 2 = 1 / 2 = 1 /√

√2
Figura 11.3 prezint  cele patru puncte din sistemul de coordonate rotit.ă
2
2
(3 /
, 1 /−
)
2
2
(3 /



, 1 /
)
2
2
(7 /
, 1 /
)
2
2
(7 /
, 1 /−
)
Figura 11.3: Punctele din Fig. 11.1 în noul sistem de coordonate
Al doilea punct, [2, 1] se întâmpl  prin coinciden  s  se proiecteze pe acela iă ă ăț ș
punctul noii axe x. Este 1 / 2 sub acea ax  de-a lungul noii axe y, a a cum este√ ă ș
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confirmat de faptul c  al doilea rând din matricea punctelor transformateă
este [3 / 2, 1 /√ −

√2]. Al treilea punct, [3, 4] este transformat în [7 / 2, 1 / 2] i√ √ ș
al patrulea punct, [4, 3], este transformat în [7 / 2, 1 /√ −

√2]. Adic  amândoiă
proiecteaz  pe acela i punct al noii axe x, iar acel punct se afl  la distană ă ăș ț
7 / 2 de la origine, în timp ce sunt 1 / 2 deasupra i sub noua ax  x din√ √ ăș
direc ia noii axe y.ț
11.2.2 Utilizarea vectorilor proprii pentru reducerea dimensiunii
Din exemplul pe care tocmai l-am elaborat, putem vedea un principiu general. Dacă
M este o matrice ale c rei rânduri reprezint  fiecare un punct într-un spa iu euclidian cuă ă ț
orice num r de dimensiuni, putem calcula Mă  T M i putem calcula propriile perechi.ș
Fie E matricea ale c rei coloane sunt vectorii proprii, ordona i ca fiind cei mai mariă ț
valoarea proprie mai întâi. Defini i matricea L pentru a avea valorile proprii ale lui Mț  T M de-a lungul
diagonala, prima cea mai mare i 0 în toate celelalte intr ri.ăș  Apoi, din moment ce M T Me =

e = e  pentru fiecare vector propriu e i valoarea sa corespunz toare , urmeazλ λ ă λ ăș
c  Mă  T ME = EL.
Am observat c  ME reprezint  punctele lui M transformate într-o nou  coordonareă ă ă
spa iu nate.ț  În acest spa iu, prima ax  (cea corespunz toare celei mai mariă ăț
valoarea proprie) este cea mai semnificativ ;ă  formal, varian a punctelor de-a lungul aceleiaț
axa este cea mai mare. A doua ax , corespunz toare celei de-a doua perechi proprii,ă ă
este în continuare cel mai semnificativ în acela i sens i modelul continu  pentru fiecareăș ș
a perechilor proprii. Dac  vrem s  transform m M într-un spa iu cu mai pu ine dimensiuniă ă ă ț ț
alegeri care p streaz  cea mai mare semnifica ie este cea care folose teă ă ț ș
vectorii proprii asocia i cu cele mai mari valori proprii i îl ignor  pe cel laltă ăț ș
valori proprii.
Adic , s  fie Eă ă  k primele k coloane ale lui E. Atunci ME k este o k-dimensională
reprezentarea lui M.
Exemplul 11.6: Fie M matricea din sec iunea 11.2.1.ț  Aceste date au doar
dou  dimensiuni, deci singura reducere a dimensionalit ii pe care o putem face este s  folosim k = 1;ă ă ăț
adic , proiecta i datele pe un spa iu unidimensional.ă ț ț  Adic  calcul m MEă ă  1
de





1 2
2 1
3 4
4 3





[1 / 2√
1 / 2] = ��√





3 / 2√
3 / 2√
7 / 2√
7 / 2√





Efectul acestei transform ri este de a înlocui punctele lui M cu pro-ă
jec ii pe axa x din Fig. 11.3.ț  În timp ce primele dou  puncte se proiecteaz  c treă ă ă
acela i punct, ca i al treilea i al patrulea punct, aceast  reprezentare face caăș ș ș
cele mai bune distinc ii unidimensionale posibile între puncte.ț  ✷
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11.2.3 Matricea distan elorț
S  ne întoarcem la exemplul Sec iunii 11.2.1, dar în loc s  începem cuă ăț
M T M, s  examin m valorile proprii ale MMă ă  T . Întrucât exemplul nostru M are
mai multe rânduri decât coloane, acesta din urm  este o matrice mai mare decât primul, dar dacă ă
M avea mai multe coloane decât rânduri, de fapt am ob ine o matrice mai mic .ăț  În
exemplul care ruleaz , îl avemă
MM T = ��



1 2
2 1
3 4
4 3





[1 2 3 4
2 1 4 3] = ��



5
4 11 10
4
5 10 11
11 10 25 24
10 11 24 25





La fel ca M T M, vedem c  MMă  T este simetric. Intrarea în al doilea rând iș
coloana a X-a are o interpretare simpl ;ă  este produsul punct al vectorilor
reprezentate de punctele ith i jth (rânduri de M).ș
Exist  o rela ie puternic  între valorile proprii ale lui Mă ăț  T M i MMș  T .
S  presupunem c  e este un vector propriu al lui Mă ă  T M; acesta este,
M T Me = eλ
Înmul i i ambele p r i ale acestei ecua ii cu M în stânga.ăț ț ț ț  Apoi
MM T (Me) = M e =  (Me)λ λ
Astfel, atâta timp cât Me nu este vectorul zero 0, acesta va fi un vector propriu al MM T
i  va fi o valoare proprie a MMλș  T , precum i a lui Mș  T M.
i conversa ia se men ine.Ș ț ț  Adic , dac  e este un vector propriu al MMă ă  T cu

valoarea proprie corespunz toare , apoi începe i cu MMă λ ț  T e = e i multiplica i peλ ș ț
l sat de Mă  T pentru a concluziona c  Mă  T M (M T e) =  (Mλ  T e). Astfel, dac  Mă  T e nu este 0,



atunci  este, de asemenea, o valoare proprie a lui Mλ  T M.
Ne-am putea întreba ce se întâmpl  când Mă  T e = 0. În acest caz, MM T e
este, de asemenea, 0, dar e nu este 0, deoarece 0 nu poate fi un vector propriu. Cu toate acestea, din moment ce
0 = e, concluzion m c   = 0.λ ă ăλ
Concluzion m c  valorile proprii ale MMă ă  T sunt valorile proprii ale lui M T M
plus 0 suplimentare. Dac  dimensiunea MMă  T ar fi mai mic  decât dimensiuneaă
din M T M, atunci s-ar întâmpla contrariul; valorile proprii ale lui M T M ar fi
cele ale MM T plus 0 suplimentare.





3 / 116√
1/2
7 / 116√
1/2
3 / 116 1/2√ −
7 / 116 1/2√ −
7 / 116√
1/2 3 /−

√116

−1/2
7 / 116 1/2 3 /√ − −

√116
1/2





Figura 11.4: Matricea vectorului propriu pentru MM T
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Exemplul 11.7: Valorile proprii ale MM T pentru exemplul nostru de rulare trebuie s  includă ă
includ 58 i 2, deoarece acestea sunt valorile proprii ale Mș  T M a a cum am observat înș
Sec iunea 11.2.1.ț  Deoarece MM T este o matrice 4 × 4, are alte dou  valori proprii,ă
care trebuie s  fie ambele 0. Matricea vectorilor proprii corespunz toare 58, 2, 0,ă ă
iar 0 este prezentat în Fig. 11.4. ✷
11.2.4 Exerci ii pentru sec iunea 11.2ț ț
Exerci iul 11.2.1: Fie M matricea punctelor de dateț




1
1
2
4
3
9
4 16





(a) Ce sunt M T M i MMș  T ?
(b) Calcula i perechile proprii pentru Mț  T M.
! (c) Care v  a tepta i s  fie valorile proprii ale MMă ăș ț  T ?
! (d) G si i vectorii proprii ai MMă ț  T , folosind valorile proprii din partea (c).
! Exerci iul 11.2.2: Dovedi i c  dac  M este orice matrice, atunci Mă ăț ț  T M i MMș  T sunt
simetric.



11.3 Descompunerea valorii singulare
Acum lu m o a doua form  de analiz  matricial  care duce la o dimensiune redusă ă ă ă ă
reprezentarea unei matrice de înalt  dimensiune.ă  Aceast  abordare, numit  singular-ă ă
descompunerea valorii (SVD), permite o reprezentare exact  a oric rei matrice iă ă ș
faciliteaz , de asemenea, eliminarea p r ilor mai pu in importante ale acelei reprezent riă ă ăț ț
produce o reprezentare aproximativ  cu orice num r dorit de dimensiuni.ă ă
Desigur, cu cât alegem mai pu ine dimensiuni, cu atât va fi mai pu in precisăț ț
apropiere.
Începem cu defini iile necesare.ț  Apoi, explor m ideea că ă
SVD define te un num r mic de „concepte” care conecteaz  rândurile i coloaneleă ăș ș
a matricei. Ar t m cum eliminarea conceptelor cel mai pu in importante ne ofer  oă ă ăț
reprezentare mai mic  care se apropie îndeaproape de matricea original .ă ă  Apoi, noi
vezi cum pot fi folosite aceste concepte pentru a interoga matricea original  mai eficient,ă
i în cele din urm  oferim un algoritm pentru efectuarea SVD în sine.ăș

11.3.1 Defini ia SVDț
Fie M o matrice m × n, iar rangul lui M s  fie r.ă  Reamintim c  rangul deă
o matrice este cel mai mare num r de rânduri (sau echivalent coloane) pe care le putem alegeă
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pentru care nicio combina ie liniar  nul  a rândurilor nu este vectorul zero 0 (noiă ăț
s  spunem c  un set de astfel de rânduri sau coloane este independent).ă ă  Atunci putem g si matriciă
U,  i V a a cum se arat  în Fig. 11.5 cu urm toarele propriet i:Σ ă ă ăș ș ț
1. U este o m × r coloan -matrice ortonormal ;ă ă  adic  fiecare dintre coloanele sale esteă
un vector unitate i produsul punct al oric ror dou  coloane este 0.ă ăș
2. V este o coloan  n × r-matrice ortonormal .ă ă  Re ine i c  folosim întotdeauna V înăț ț
forma sa transpus , deci rândurile lui Vă  T sunt ortonormale.
3.  este o matrice diagonal ;Σ ă  adic  toate elementele care nu sunt pe diagonala principal  suntă ă
0. Elementele lui  se numesc valorile singulare ale lui M.Σ
M
m
n
V
T
r
U
r
Σ
=
n
r
Figura 11.5: Forma unei descompuneri cu valoare singulară
Exemplul 11.8: Figura 11.6 ofer  o matrice de rang 2 care reprezint  ratinguri deă ă
filme de utilizatori. În acest exemplu inventat exist  dou  „concepte” care stau la bazaă ă
filmele: science-fiction i romantism.ș  To i b ie ii apreciaz  doar science-fiction,ă ăț ț
iar toate fetele voteaz  doar romantism.ă  Este aceast  existen  a doi respecta i cu stricte eă ăț ț ț
concepte care confer  matricei un rang de 2. Adic , putem alege unul dintre primeleă ă
patru rânduri i unul dintre ultimele trei rânduri i observa i c  nu exist  niciun zeroă ăș ș ț
suma liniar  a acestor rânduri care este 0. Dar nu putem alege trei rânduri independente.ă
De exemplu, dac  alegem rândurile 1, 2 i 7, atunci de trei ori primul minusă ș
al doilea, plus de zero ori al aptelea este 0.ș
Putem face o observa ie similar  despre coloane.ăț  Putem alege unul
din primele trei coloane i una din ultimele dou  coloane i vor fiăș ș
independent, dar niciun set de trei coloane nu este independent.
Descompunerea matricei M din Fig. 11.6 în U,  i V, cuΣș
toate elementele corecte la dou  cifre semnificative, este prezentat în Fig. 11.7.ă  Din moment ce
rangul lui M este 2, putem folosi r = 2 în descompunere. Vom vedea cum
calcula i aceast  descompunere în sec iunea 11.3.6.ăț ț  ✷
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1 1 1 0 0
3 3 3 0 0
4 4 4 0 0
5 5 5 0 0



0 0 0 4 4
0 0 0 5 5
0 0 0 2 2
Joe
Jim
Ioan
Jack
Jill
Jenny
Jane
Casablanca
Matrice
Titanic
Str ină
Razboiul Stelelor
Figura 11.6: Evalu rile filmelor de c tre utilizatoriă ă











1 1 1 0 0
3 3 3 0 0
4 4 4 0 0
5 5 5 0 0
0 0 0 4 4
0 0 0 5 5
0 0 0 2 2











=











.14
0
.42
0
.56
0
.70



0
0
.60
0
.75
0
.30











[12.4
0
0
9.5] [
.58 .58 .58
0
0
0
0
0
.71 .71]
M
U
Σ
V T
Figura 11.7: SVD pentru matricea M din Fig. 11.6
11.3.2 Interpretarea SVD
Cheia pentru a în elege ce ofer  SVD este vizualizarea coloanelor r din U,ăț

 i V ca reprezentând concepte care sunt ascunse în matricea original  M. InΣ ăș
Exemplul 11.8, aceste concepte sunt clare; una este „science fiction” i cealaltăș
este „romantism”. S  ne gândim la rândurile lui M ca la oameni i la coloanele luiă ș
M ca filme. Apoi matricea U conecteaz  oamenii la concepte.ă  De exemplu,
persoanei Joe, care corespunde rândului 1 din M din Fig. 11.6, îi place doar conceptul
oper  tiin ifico-fantastic .ă ăș ț  Valoarea 0,14 din primul rând i prima coloan  din U este mai mică ăș
decât unele dintre celelalte intr ri din acea coloan , pentru c  în timp ce Joe vizioneaz  numaiă ă ă ă
science fiction, el nu apreciaz  acele filme.ă  A doua coloan  aă
primul rând din U este 0, deoarece Joe nu evalueaz  deloc filmele romantice.ă
Matricea V coreleaz  filmele cu conceptele.ă  Cei 0,58 din fiecare dintre primele trei
coloanele din primul rând al lui V T indic  faptul c  primele trei filme - The Matrix,ă ă
Alien i Star Wars - fiecare face parte din genul science-fiction, în timp ce 0 este înș
ultimele dou  coloane din primul rând spun c  aceste filme nu participă ă ă
conceptul romantism deloc. La fel, al doilea rând al lui V T ne spune că
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filmele Casablanca i Titanic sunt exclusiv romantism.ș
În cele din urm , matricea  d  puterea fiec ruia dintre concepte.ă Σ ă ă  În a noastră
de exemplu, puterea conceptului de science-fiction este 12,4, în timp ce puterea
al conceptului de romantism este 9.5. Intuitiv, conceptul science-fiction este mai puternic
deoarece datele ofer  mai multe informa ii despre filmele din acel gen iă ț ș
oamenii c rora le plac.ă
În general, conceptele nu vor fi delimitate atât de clar. Vor fi mai pu iniț
0 în U i V, de i  este întotdeauna o matrice diagonal  i va avea întotdeaunaΣ ăș ș ș
0 este în afara diagonalei. Entit ile reprezentate de rândurile i coloanele lui Măț ș
(similar cu oamenii i filmele din exemplul nostru) vor participa la mai multeș
concepte în diferite grade. De fapt, descompunerea exemplului 11.8 a fost
mai ales simplu, deoarece rangul matricei M a fost egal cu cel dorit



num rul de coloane din U,  i V.ă Σș  Prin urmare, am putut ob ine o precizieț
descompunerea lui M cu doar dou  coloane pentru fiecare dintre cele trei matrice U, ,ă Σ
i V;ș  produsul U VΣ  T , dac  ar fi realizat cu o precizie infinit , ar fi exactă ă

M. În practic , via a nu este atât de simpl .ă ăț  Când rangul lui M este mai mare decât
num rul de coloane pe care le dorim pentru matricile U,  i V, descompunerea esteă Σș
nu exact. Trebuie s  elimin m din descompunerea exact  acele coloane deă ă ă
U i V care corespund celor mai mici valori singulare, pentru a ob ine cel mai bunș ț
apropiere. Urm torul exemplu este o u oar  modificare a Exemplului 11.8ă ăș
care va ilustra punctul.
1 1 1 0 0
3 3 3 0 0
4 4 4 0 0
5 5 5 0 0
0 2 0 4 4
0 0 0 5 5
0 1 0 2 2
Joe
Jim
Ioan
Jack
Jill
Jenny
Jane
Casablanca
Matrice
Titanic
Str ină
Razboiul Stelelor
Figura 11.8: Noua matrice M ′ , cu evalu ri pentru Alien de c tre doi evaluatori suplimentariă ă
Exemplul 11.9: Figura 11.8 este aproape la fel ca Fig. 11.6, dar Jill i Janeș
a apreciat Alien, de i niciunui dintre ei nu i-a pl cut foarte mult.ăș  Rangul matricei în
Fig. 11.8 este 3; de exemplu primul, al aselea i al aptelea rând sunt independente,ș ș ș
dar pute i verifica dac  nu exist  patru rânduri independente.ă ăț  Figura 11.9 prezintă
descompunerea matricei din Fig. 11.8.
Am folosit trei coloane pentru U,  i V, deoarece acestea descompun aΣș
matrice de rangul trei. Coloanele U i V corespund în continuare conceptelor.ș
Primul este înc  „science fiction”, iar al doilea este „romantism”.ă  Este mai greu să
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1 1 1 0 0
3 3 3 0 0
4 4 4 0 0
5 5 5 0 0
0 2 0 4 4
0 0 0 5 5
0 1 0 2 2














=
M ′











.13
.02 .01−
.41
.07 .03−
.55
.09 .04−
.68
.11 .05−
.15 .59−
.65
.07 .73 .67− −
.07 .29−
.32













12.4
0
0
0
9.5
0
0
0
1.3





.56
.59 .56
.09
.09
.12 .02 .12 .69 .69− − −
.40 .80 .40−



.09

.09



U
Σ
V T
Figura 11.9: SVD pentru matricea M ′ din Fig. 11.8
explica conceptul celei de-a treia coloane, dar nu conteaz  atât de mult, deoareceă
greutatea sa, dat  de a treia intrare diferit  de zero în , este foarte mic  în compara ie cuă ă Σ ă ț
greut ile primelor dou  concepte.ă ăț  ✷
În sec iunea urm toare, ne gândim s  elimin m unele dintre cele mai pu in importanteă ă ăț ț
concepte. De exemplu, am putea dori s  elimin m cel de-al treilea concept din Ex-ă ă
amplu 11.9, deoarece într-adev r nu ne spune multe i faptul c  este asociată ăș
valoarea singular  este atât de mic  confirm  lipsa de importan  a acesteia.ă ă ă ăț
11.3.3 Reducerea dimensiunii utilizând SVD
S  presupunem c  vrem s  reprezent m o matrice foarte mare M prin componentele sale SVD U,ă ă ă ă

 i V, dar aceste matrice sunt, de asemenea, prea mari pentru a fi stocate convenabil.Σș  Cel mai bun
modalitatea de a reduce dimensionalitatea celor trei matrice este de a seta cea mai mic  dintreă
valorile singulare la zero. Dac  stabilim cele mai mici valori la 0, atunciă
putem elimina i coloanele s corespunz toare ale lui U i V.ăș ș
Exemplul 11.10: Descompunerea exemplului 11.9 are trei valori singulare
ues. S  presupunem c  dorim s  reducem num rul de dimensiuni la dou .ă ă ă ă ă  Atunci noi
seta i cea mai mic  dintre valorile singulare, care este 1,3, la zero.ăț  Efectul asupra
expresia din Fig. 11.9 este c  a treia coloan  a lui U i al treilea rând al lui Vă ă ș  T sunt
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înmul it doar cu 0 atunci când efectu m înmul irea, deci acest rând i acestaăț ț ș
coloana poate s  nu fie acolo.ă  Adic  aproximarea la Mă  ′ ob inutăț
folosind doar cele dou  mari valori la singular este cea prezentat  în Fig. 11.10.ă ă











.13
.02
.41
.07
.55
.09
.68
.11
.15 .59−
.07 .73−
.07 .29−














[12.4
0
0
9.5] [
.56
.59 .56
.09
.09
.12 .02 .12 .69 .69]− − −
=











0,93 0,95 0,93 0,014 0,014
2,93 2,99 2,93 .000 .000
3,92 4,01 3,92 .026 .026
4,84 4,96 4,84 .040 .040
0,37 1,21 0,37 4,04 4,04
0,35 0,65 0,35 4,87 4,87
0,16 0,57 0,16 1,98 1,98











Figura 11.10: Eliminarea celei mai mici valori singulare din descompunerea
Fig. 11.7
Matricea rezultat  este destul de apropiat  de matricea Mă ă  ′ din Fig. 11.8. În mod ideal,
întreaga diferen  este rezultatul faptului c  ultima valoare singular  va fi 0. Cu toate acestea,ă ă ăț
în acest exemplu simplu, o mare parte din diferen  se datoreaz  erorii de rotunjire cauzateă ăț
prin faptul c  descompunerea lui Mă   ′a fost corect  doar la dou  semnificativeă ă
cifre. ✷
11.3.4 De ce func ioneaz  reducerea la zero a valorilor singulare sc zuteă ăț
Alegerea celor mai mici valori la singular pentru a sc dea atunci când reducem num rul deă ă
dimensiunile pot fi afi ate pentru a minimiza eroarea r d cin -medie-p trat întreă ă ă ăș
matricea original  M i aproximarea acesteia.ă ș  Deoarece num rul de intr ri este fix,ă ă
iar r d cina p trat  este o opera ie monoton , putem simplifica i comparaă ă ă ă ăț ș
normele Frobenius ale matricilor implicate. Reamintim c  norma Frobeniusă
dintr-o matrice M, notat  M, este r d cina p trat  a sumei p tratelor luiă ă ă ă ă ă
elementele lui M. Re ine i c  dac  M este diferen a dintre o matrice iă ăț ț ț ș
aproximarea sa, atunci M este propor ional  cu RMSE (r d cin -medie-p trată ă ă ă ăț
eroare) între matrici.
Pentru a explica de ce alegerea celor mai mici valori singular pentru a seta la 0 minimizează
RMSE sau norma Frobenius a diferen ei dintre M i aproxima ia saț ș ț
zie, s  începem cu o mic  algebr  matricial .ă ă ă ă  S  presupunem c  M este produsulă ă
trei matrici M = P QR. Fie m ij , p ij , q ij i rș  ij elementele din rândul i
i coloana j din M, P, Q i, respectiv, R.ș ș  Apoi defini ia matriceiț
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Câte valori unice ar trebui s  p str m?ă ă ă
O regul  util  este de a p stra suficiente valori singulare pentru a compuneă ă ă
90% din energia din .Σ Adic  suma p tratelor celor re inu iă ă ț ț
valorile singulare ar trebui s  fie cel pu in 90% din suma p tratelor tuturoră ăț
valori singulare. În exemplul 11.10, energia total  este (12,4)ă  2 + (9,5) 2 +
(1,3) 2 = 245,70, în timp ce energia re inut  este (12,4)ăț  2 + (9,5) 2 = 244,01.
Astfel, am re inut peste 99% din energie.ț  Cu toate acestea, am fost noi
elimina i a doua valoare singular , 9,5, energia re inut  ar fiă ăț ț
numai (12,4) 2 / 240,70 sau aproximativ 63%.
multiplicarea ne spune
m ij = ∑ k ∑ ℓ
p ik q kℓ r ℓj

Apoi
M 2 = ∑ i ∑ j
(m ij ) 2 = ∑ i ∑ j (∑ k ∑ ℓ
p ik q kℓ r ℓj )
2

(11.1)
Când p tr m o sum  de termeni, a a cum facem în partea dreapt  a ecua iei 11.1, noiă ă ă ăș ț
crea i efectiv dou  copii ale sumei (cu indici de însumare diferi i)ăț ț
i înmul i i fiecare termen din prima sum  cu fiecare termen din a doua sum .ă ăș ț ț  Acea

este,
(∑ k ∑ ℓ
p ik q kℓ r ℓj )
2

= ∑ k ∑ ℓ ∑
m ∑ n

p ik q kℓ r ℓj p in q nm r mj

putem rescrie astfel ecua ia 11.1 ca.ț
M 2 = ∑ i ∑ j ∑ k ∑ ℓ ∑ n ∑
m

p ik q kℓ r ℓj p in q nm r mj

(11.2)
Acum, s  examin m cazul în care P, Q i R sunt într-adev r SVD-ul lui M.ă ă ăș
Adic , P este o matrice ortonormal  a coloanei, Q este o matrice diagonal  i R esteă ă ă ș
transpunerea unei coloane-matrice ortonormal .ă  Adic  R este rând-ortonormal;ă
rândurile sale sunt vectori unitari i produsul punct al oric ror dou  rânduri diferite este 0. Toă ăș
începe, deoarece Q este o matrice diagonal , qă  kℓ i qș  nm vor fi zero cu excep ia cazului în care k =  iℓț ș
n = m. Putem astfel s  renun m la sumele pentru  i m în ecua ia 11.2 iă ă ℓț ș ț ș
set k =  i n = m.ℓ ș  Adic , ecua ia 11.2 devineă ț
M 2 = ∑ i ∑ j ∑ k ∑ n
p ik q kk r kj p in q nn r nj

(11.3)
Apoi, reordona i suma, deci i este suma cea mai interioar .ăț  Ecua ia 11.3 areț
numai doi factori p ik i pș  în care implic  i;ă  to i ceilal i factori sunt constante pân  acumăț ț
în ceea ce prive te însumarea peste i.ș  Deoarece P este ortonormal pe coloan , timă ș
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c  ă∑ i p ik p in este 1 dac  k = n i 0 în caz contrar.ă ș  Adic , în ecua ia 11.3 putemă ț
set k = n, pic tur  factorii pă ă  IK i pș  în , i săș  elimine sumele de peste i i n,ș
cedând
M 2 = ∑ j ∑ k
q kk r kj q kk r kj

(11.4)
Deoarece R este rând-ortonormal, ∑ j r kj r kj este 1. Astfel, putem elimina
termenii r kj i suma peste j, l sând o formul  foarte simpl  pentru Frobeniusă ă ăș
norm :ă
M 2 = ∑ k
(q kk ) 2
(11,5)
În continuare, s  aplic m aceast  formul  unui M matrice aă ă ă ă  c rui SVD este M = U Vă Σ  T .
Fie elementul diagonal ith al lui  s  fie Σă σ i i s  presupunem c  p str m primul nă ă ă ăș
din elementele r diagonale ale lui , setând restul la 0. Fie Σ Σ ′ rezultatul
matrice diagonal .ă  Fie M ′ = UΣ ′ V T aproximarea rezultat  la M. Apoiă



M - M ′ = U (  - Σ Σ ′ ) V T este matricea care d  erorile care rezult  dină ă
apropiere.
Dac  aplic m ecua ia 11.5 matricei M - Mă ă ț  ′ , vedem c  M - Mă   ′2

este egal  cu suma p tratelor elementelor diagonale ale lui  - ă ă Σ Σ ′ . Dar  - Σ Σ ′
are 0 pentru primele n elemente diagonale i σș  i pentru ith elementul diagonal,
unde n <i  r.≤  Adic , M - Mă   ′2 este suma p tratelor elementeloră
din  care au fost setate la 0. Pentru a minimiza M - MΣ   ′2 , alege i acele elemente pentru a fiț
cel mai mic din .Σ Procedând astfel, se ob ine cea mai mic  valoare posibil  a lui M - Mă ăț   ′2 sub
constrângerea pe care o p str m n a elementelor diagonale i, prin urmare, aceastaă ă ș
minimizeaz  RMSE sub aceea i constrângere.ă ș
11.3.5 Interogarea utilizând concepte
În aceast  sec iune vom analiza modul în care SVD ne poate ajuta s  r spundem la anumite întreb riă ă ă ăț
eficient, cu o precizie bun .ă  S  presupunem, de exemplu, c  avemă ă
a compus datele noastre originale de evaluare a filmelor (datele de rang 2 din Fig. 11.6) în
Forma SVD din Fig. 11.7. Quincy nu este unul dintre persoanele reprezentate de
matrice original , dar vrea s  foloseasc  sistemul pentru a ti ce filme ar faceă ă ă ș
ca. El a v zut un singur film, The Matrix, i l-a evaluat cu 4. Astfel, putemă ș
reprezint  Quincy prin vectorul q = [4, 0, 0, 0, 0], ca i când acesta ar fi unul dintre rânduriă ș
a matricei originale.
Dac  am folosi o abordare de filtrare colaborativ , am încerca s  compar mă ă ă ă
Quincy cu ceilal i utilizatori reprezenta i în matricea original  M. În schimb,ăț ț
îl putem mapa pe Quincy în „spa iu conceptual” înmul indu-l cu matricea Vț ț
a descompunerii. G sim qV = [2.32, 0].ă  3 Adic  Quincy este mareă
în interesul science-fiction i deloc interesat de romantism.ș
Acum avem o reprezentare a lui Quincy în spa iul conceptual, derivat din, darț
diferit  de reprezentarea sa în „spa iul filmului” original.ă ț  Un lucru util
ceea ce putem face este s  map m reprezentarea sa înapoi în spa iul filmului prin multiplicareă ă ț
3 Re ine i c  Fig. 11.7 arat  Vă ăț ț  T , în timp ce aceast  multiplicare necesit  V.ă ă
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[2,32, 0] de V T . Acest produs este [1,35, 1,35, 1,35, 0, 0]. Acesta sugereaz  c  Quincyă ă
mi-ar pl cea Alien i Star Wars, dar nu Casablanca sau Titanic.ă ș
Un alt tip de interogare pe care îl putem efectua în spa iul conceptual este acela de a g si utilizatori similariăț
c tre Quincy.ă  Putem folosi V pentru a mapa to i utilizatorii în spa iul conceptual.ț ț  De exemplu,
Joe mapeaz  la [1.74, 0], iar Jill mapeaz  la [0, 5.68].ă ă  Observa i c  în acest simpluăț
de exemplu, to i utilizatorii sunt fie fani 100% science-fiction, fie fani romantici 100%, deciț
fiecare vector are un zero într-o component .ă  În realitate, oamenii sunt mai complexi,
i vor avea niveluri de interes diferite, dar diferite de zero, pentru diverse concepte.ș

În general, putem m sura similitudinea utilizatorilor dup  distan a lor de cosinus înă ă ț
concept spa iu.ț
Exemplul 11.11: Pentru cazul introdus mai sus, re ine i c  vectorii conceptuluiăț ț
pentru Quincy i Joe, care sunt [2.32, 0] i [1.74, 0], respectiv, nu suntș ș
la fel, dar au exact aceea i direc ie.ș ț  Adic  distan a lor de cosinusă ț
este 0. Pe de alt  parte, vectorii pentru Quincy i Jill, care sunt [2.32, 0] iă ș ș
[0, 5.68], respectiv, au un produs punct 0 i, prin urmare, unghiul lor este 90ș
grade. Adic , distan a lor la cosinus este 1, maximul posibil.ă ț  ✷
11.3.6 Calcularea SVD-ului unei matrice
SVD-ul unei matrice M este puternic conectat la valorile proprii ale simetrei-
matrici ric M T M i MMș  T . Aceast  rela ie ne permite s  ob inem SVDă ăț ț
a lui M din perechile proprii ale ultimelor dou  matrice.ă  Pentru a începe explica ia,ț
începe i cu M = U VΣț  T , expresia pentru SVD a lui M. Apoi
M T = (U VΣ  T ) T = (V T ) T Σ T U T = V Σ T U T
Deoarece  este o matrice diagonal , transpunerea acesteia nu are niciun efect.Σ ă  Astfel, M T = V UΣ  T .
Acum, M T M = V UΣ  T U VΣ  T . Aminti i-v  c  U este o matrice ortonormal ,ă ă ăț
deci U T U este matricea de identitate a m rimii corespunz toare.ă ă  Acesta este,
M T M = V Σ 2 V T
Înmul i i ambele p r i ale acestei ecua ii din dreapta cu V pentru a ob ineăț ț ț ț ț
M T MV = V Σ 2 V T V
Deoarece V este, de asemenea, o matrice ortonormal , tim c  Vă ăș  T V este identitatea. Prin urmare
M T MV = V Σ 2
(11,6)
Deoarece  este o matrice diagonal , Σ ă Σ 2 este, de asemenea, o matrice diagonal  a c rei intrare înă ă
ith rândul i coloana este p tratul intr rii în aceea i pozi ie a lui .ă ă Σș ș ț  Acum,
Ecua ia (11.6) ar trebui s  fie familiar .ă ăț  Se spune c  V este matricea vectorilor propriiă
lui M T M i Σș  2 este matricea diagonal  ale c rei intr ri sunt corespunz toareă ă ă ă
valori proprii.
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Astfel, acela i algoritm care calculeaz  perechile proprii pentru Măș  T M ne oferă
matricea V pentru SVD-ul lui M în sine. De asemenea, ne ofer  valorile singulare pentruă
acest SVD; pur i simplu lua i r d cinile p trate ale valorilor proprii pentru Mă ă ăș ț  T M.
Doar U r mâne de calculat, dar poate fi g sit la fel ca noiă ă
g sit V.ă  Începe cu
MM T = U VΣ  T (U VΣ  T ) T = U VΣ  T V UΣ  T = UΣ 2 U T
Apoi, printr-o serie de manipul ri analoage celor de mai sus, afl m că ă ă
MM T U = UΣ 2
Adic , U este matricea vectorilor proprii de MMă  T .
Un mic detaliu trebuie explicat cu privire la U i V.ș  Fiecare dintre acestea
matricile au r coloane, în timp ce M T M este o matrice n × n i MMș  T este un m × m
matrice. Atât n cât i m sunt cel pu in la fel de mari ca r.ș ț  Astfel, M T M i MMș  T ar trebui
au o pereche proprie n - r i respectiv m - r, respectiv aceste perechi auș
nu apare în U, V i .Σș  Deoarece rangul lui M este r, toate celelalte valori proprii
va fi 0, iar acestea nu sunt utile.
11.3.7 Exerci ii pentru sec iunea 11.3ț ț
Exerci iul 11.3.1: În Fig. 11.11 este o matrice M. Are rangul 2, dup  cum pute i vedeaăț ț
observând c  prima coloan  plus a treia coloan  minus de dou  ori a douaă ă ă ă
coloana este egal  cu 0.ă







1 2 3
3 4 5
5 4 3
0 2 4
1 3 5







Figura 11.11: Matricea M pentru exerci iul 11.3.1ț
(a) Compute matricele M T M i MMș  T .
! (b) G si i valorile proprii pentru matricile dvs. din partea (a).ă ț
(c) G si i vectorii proprii pentru matricele p r ii (a).ă ăț ț
(d) G si i SVD pentru matricea original  M din p r ile (b) i (c).ă ă ăț ț ș  Notă
c  exist  doar dou  valori proprii diferite de zero, deci matricea  ar trebui s  aibă ă ă Σ ă ă
doar dou  valori singulare, în timp ce U i V au doar dou  coloane.ă ăș
(e) Seta i valoarea dvs. singular  mai mic  la 0 i calcula i unidimensionalulă ăț ș ț
aproximare la matricea M din Fig. 11.11.
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(f) Cât din energia valorilor originale originale este re inut  deăț
aproximare unidimensional ?ă
Exerci iul 11.3.2: Utiliza i SVD din Fig. 11.7.ț ț  S  presupunem c  Leslie acord  ratingul 3ă ă ă
pentru Alien i nota 4 pentru Titanic, oferindu-ne o reprezentare a lui Leslie în „filmș
spa iu ”din [0, 3, 0, 0, 4].ț  G si i reprezentarea lui Leslie în spa iul conceptual.ă ț ț  Ce
prezice aceast  reprezentare despre cât de bine i-ar dori Leslie celuilaltă ș
filme care apar în datele noastre de exemplu?
! Exerci iul 11.3.3: Demonstra i c  rangul matricei din Fig. 11.8 este 3.ăț ț
! Exerci iul 11.3.4: Sec iunea 11.3.5 a ar tat cum s  ghiceasc  filmele unei persoaneă ă ăț ț



mi-ar pl cea cel mai mult.ă  Cum a i folosi o tehnic  similar  pentru a ghici oameniiă ăț
asta ar dori cel mai mult un film dat, dac  tot ceea ce ai avea ar fi fost ratingurile filmului respectivă
de câ iva oameni?ț

11.4 Descompunerea CUR
Exist  o problem  cu SVD care nu apare în exemplul de rulareă ă
din sec iunea 11.3.ț  În aplica iile cu date mari, este normal ca matricea M s  fieăț
descompus a fi foarte rar; adic  majoritatea intr rilor sunt 0. De exemplu, aă ă
matrice reprezentând multe documente (ca rânduri) i cuvintele pe care le con in (caș ț
coloane) vor fi rare, deoarece majoritatea cuvintelor nu sunt prezente în majoritatea documentelor.
În mod similar, o matrice de clien i i produse va fi rar , deoarece majoritateaăț ș
oamenii nu cump r  majoritatea produselor.ă ă
Nu ne putem ocupa de matrici dense care au milioane sau miliarde de rânduri
i / sau coloane.ș  Cu toate acestea, cu SVD, chiar dac  M este rar, U i V vor fiă ș

dens. 4 Deoarece  este diagonal , acesta va fi rar, dar  este de obicei mult mai micΣ ă Σ
decât U i V, deci limita sa nu ajut .ăș
În aceast  sec iune, vom lua în considerare o alt  abordare a descompunerii, numită ă ăț
CUR-descompunere. Meritul acestei abord ri const  în faptul c  dac  M esteă ă ă ă
rare, apoi cele dou  matrice mari (numite C i R pentru „coloane” i „rânduri”)ă ș ș
analogi cu U i V în SVD sunt, de asemenea, rare.ș  Doar matricea din mijloc
(analog cu  în SVD) este dens, dar aceast  matrice este mic , astfel încât densitatea o faceΣ ă ă
nu doare prea mult.
Spre deosebire de SVD, care ofer  o descompunere exact  atâta timp cât parametrul ră ă
este considerat a fi cel pu in la fel de mare ca rangul matricei M, CUR-descompunereț
este o aproximare oricât de mare am face r. Exist  o teorie careă
garanteaz  convergen a c tre M pe m sur  ce r devine mai mare, dar de obicei trebuie s  face i ră ă ă ă ăț ț
atât de mare de ob inut, spune i în limita a 1%, încât metoda devine impracticabil .ăț ț  Niciodată
mai pu in, o descompunere cu o valoare relativ mic  de r are o bun  probabilitateă ăț
de a fi o descompunere util  i precis .ă ăș
4 În Fig. 11.7, se întâmpl  ca U i V s  aib  un num r semnificativ de 0.ă ă ă ăș  Cu toate acestea, asta este
un artefact al naturii foarte regulate a matricei noastre de exemplu M i nu este cazul în general.ș
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De ce func ioneaz  pseudoinversaăț
În general, s  presupunem c  o matrice M este egal  cu un produs al matricilor XZY.ă ă ă
Dac  exist  toate inversele, atunci ne spune regula pentru inversarea unui produsă ă
M −1 = Y −1 Z −1 X −1 . Deoarece în cazul în care ne intereseaz , XZY esteă
un SVD, tim c  X este ortonormal pe coloan  i Y este ortonormal pe rând.ă ăș ș
În oricare dintre aceste cazuri, inversul i transpunerea sunt acelea i.ș ș  Acea
este, XX T este o matrice identitate de dimensiune corespunz toare, i a a este YYă ș ș  T .
Astfel, M -1 = Y T Z -1 X T .

tim, de asemenea, c  Z este o matrice diagonal .ă ăȘ  Dac  nu exist  0 de-a lungulă ă
diagonal , atunci Ză  -1 se formeaz  din Z luând inversul numeric al luiă
fiecare element diagonal. Este doar atunci când exist  0 de-a lungul diagonaleiă
din Z c  nu putem g si un element pentru aceea i pozi ie înă ă ș ț
invers astfel încât s  putem ob ine o matrice de identitate atunci când înmul im Z cuă ț ț
inversul s u.ă  De aceea recurgem la un „pseudoinvers”, acceptând
faptul c  produsul ZZă  + nu va fi o matrice de identitate, ci mai degrab  ună
matrice diagonal  unde intrarea diagonal  ith este 1 dac  elementul ith al lui Ză ă ă
este diferit de zero i 0 dac  al zecelea element al lui Z este 0.ăș
11.4.1 Defini ia CURț
Fie M o matrice de m rânduri i n coloane.ș  Alege i un num r int  de „concepte”ă ăț ț
r pentru a fi utilizat în descompunere. O descompunere CUR a lui M este o întâmplare
set ales de r coloane ale lui M, care formeaz  matricea m × r C i a aleatoriuă ș
set ales de r rânduri de M, care formeaz  matricea r × n R. Exist  i ună ă ș
r × r matricea U care este construit  din C i R dup  cum urmeaz :ă ă ăș
1. Fie W matricea r × r care este intersec ia coloanelor aleseț
din C i rândurile alese ale lui R. Adic  elementul din rândul i i coloanaăș ș
j din W este elementul lui M a c rui coloan  este a j-a coloan  a lui C iă ă ă ș
al c rui rând este al doilea rând al lui R.ă
2. Calcula i SVD-ul lui W;ț  spun W = X YΣ  T .
3. Calcula i Σț  + , pseudoinversul Moore-Penrose al matricei diagonale

.Σ Adic , dac  al doilea element diagonal al lui  este  = 0, atunci înlocui i-l cuă ă Σ σ ț
1 / .σ Dar dac  elementul ith este 0, l sa i-l ca 0.ă ă ț
4. Fie U = Y (Σ + ) 2 X T .
Vom amâna la Sec iunea 11.4.3 un exemplu în care ilustr m întregul CURăț
proces, inclusiv chestiunea important  a modului în care ar trebui matricile C i Ră ș



s  fie aleas  pentru ca aproximarea la M s  aib  o mic  valoare a teptat .ă ă ă ă ă ăș
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11.4.2 Alegerea corect  a rândurilor i coloaneloră ș
Reamintim c  alegerea rândurilor i coloanelor este aleatorie.ă ș  Cu toate acestea, aceast  alegereă
trebuie s  fie p rtinitoare, astfel încât rândurile i coloanele mai importante s  aib  o mai bună ă ă ă ăș
sansa de a fi ales. M sura importan ei pe care trebuie s  o folosim este p tratulă ă ăț
din norma Frobenius, adic  suma p tratelor elementelor dină ă
rând sau coloan .ă  Fie f = ∑ i, j m 2
ij , p tratul normei Frobenius a lui M.ă
Apoi, de fiecare dat  când select m un rând, probabilitatea pă ă  i cu care select m rândul iă
este ∑ j m 2
ij / f. De fiecare dat  când select m o coloan , probabilitatea qă ă ă  j cu care noi
selecta i coloana j este ∑ț  i m 2
ij / f.
1 1 1 0 0
3 3 3 0 0
4 4 4 0 0
5 5 5 0 0
0 0 0 4 4
0 0 0 5 5
0 0 0 2 2
Joe
Jim
Ioan
Jack
Jill
Jenny
Jane
Casablanca
Matrice
Titanic
Str ină
Razboiul Stelelor
Figura 11.12: Matricea M, repetat  din Fig. 11.6ă
Exemplul 11.12: S  reconsider m matricea M din Fig. 11.6, pe care noiă ă
repeta i aici ca Fig. 11.12.ț  Suma p tratelor elementelor lui M este 243.ă
Cele trei coloane pentru filmele science-fiction The Matrix, Alien i Starș
R zboaiele au fiecare o norm  Frobenius p trat  de 1ă ă ă ă  2 + 3 2 + 4 2 + 5 2 = 51, deci
probabilit ile sunt fiecare 51/243 = .210.ăț  Cele dou  coloane r mase au câte oă ă
norma Frobenius p trat  de 4ă ă  2 + 5 2 + 2 2 = 45 i, prin urmare, probabilit ile lorăș ț
sunt fiecare 45/243 = .185.
Cele apte rânduri de M au p trat normele Frobenius de 3, 27, 48, 75, 32,ăș
50, respectiv 8. Astfel, probabilit ile lor respective sunt .012, .111, .198,ăț
.309, .132, .206 i .033.ș  ✷
Acum, s  select m r coloane pentru matricea C. Pentru fiecare coloan , alegemă ă ă
aleatoriu din coloanele lui M. Cu toate acestea, selec ia nu este uniformăț
probabilitate; mai degrab , coloana jth este selectat  cu probabilitatea qă ă  j . Reamintim că
probabilitatea este suma p tratelor elementelor din acea coloan  împ r it  laă ă ă ăț
suma p tratelor tuturor elementelor matricei.ă  Fiecare coloan  a lui C esteă
alese independent de coloanele lui M, deci exist  unele anse ca aă ș
coloana va fi selectat  de mai multe ori.ă  Vom discuta despre cum s  rezolv m acest lucruă ă
situa ie dup  explicarea elementelor de baz  ale descompunerii CUR.ă ăț
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Dup  ce am selectat fiecare dintre coloanele lui M, scal m fiecare coloan  împ r indă ă ă ă ț
elementele sale dup  r d cina p trat  a num rului de ori a teptat de aceast  coloană ă ă ă ă ă ă ăș
ar fi ales. Adic  împ r im elementele coloanei a X-a a lui M, dac  esteă ă ăț
este selectat, de rq√  j . Coloana scalat  a lui M devine o coloan  a lui C.ă ă
Rândurile lui M sunt selectate pentru R în mod analog. Pentru fiecare rând de R noi
selecta i din rândurile lui M, alegând rândul i cu probabilitatea pț  i . Reamintim p i este
suma p tratelor elementelor celui de-al doilea rând împ r it la suma luiă ă ț
p trate ale tuturor elementelor lui M. Scal m apoi fiecare rând ales împ r indă ă ă ț
de rp√  i dac  a fost ales ală  doilea rând al lui M.



Exemplul 11.13: Fie r = 2 pentru descompunerea noastr  CUR.ă  S  presupunem c  a noastră ă ă
selectarea aleatorie a coloanelor din matricea M din Fig. 11.12 este mai întâi Alien (the
a doua coloan ) i apoi Casablanca (a patra coloan ).ă ăș  Coloana pentru Alien
este [1, 3, 4, 5, 0, 0, 0] T i trebuie s  scal m aceast  coloan  împ r ind la rqă ă ă ă ă √ș ț  2 . Reamintim
din Exemplul 11.12 c  probabilitatea asociat  coloanei Alien esteă ă
.210, deci împ r irea este cu 2 × 0.210 = 0.648.ă √ț  Cu dou  zecimale,ă
coloan  scalat pentru Alien este [1,54, 4,63, 6,17, 7,72, 0, 0, 0]ă  T . Aceast  coloan  devineă ă
prima coloan  a lui C.ă
A doua coloan  a lui C este construit  luând coloana lui M pentruă ă
Casablanca, care este [0, 0, 0, 0, 4, 5, 2] T i o împarte cu rp√ș  4 = 2 × 0,185 =√
0,608. Astfel, a doua coloan  a lui C este [0, 0, 0, 0, 6,58, 8,22, 3,29]ă  T la dou  deciziă
mal locuri.
Acum, s  alegem rândurile pentru R. Cele mai probabile rânduri care vor fi alese suntă
cele pentru Jenny i Jack, deci s  presupunem c  aceste rânduri sunt într-adev r alese, Jennyă ă ăș
primul. Rândurile nescalate pentru R sunt astfel
[0 0 0 5 5
5 5 5 0 0]
Pentru a scala rândul pentru Jenny, observ m c  probabilitatea sa asociat  este 0,206, deciă ă ă
împ r im la 2 × 0,206 = 0,642.ă √ț  Pentru a scala rândul pentru Jack, al c rui asociată
probabilitatea este 0,309, împ r im la 2 × 0,309 = 0,786.ă √ț  Astfel, matricea R este
[0
0
0
7.79 7.79
6,36 6,36 6,36
0
0]

✷
11.4.3 Construirea matricei de mijloc
În cele din urm , trebuie s  construim matricea U care leag  C i R în decom-ă ă ă ș
pozi ie.ţ  Reamintim c  U este o matrice r × r.ă  Începem construc ia Uț
cu o alt  matrice de aceea i dimensiune, pe care o numim W. Intrarea din rândul i iă ș ș
coloana j din W este intrarea lui M al c rui rând este cel din care am selectată
al doilea rând al lui R i a c rui coloan  este cea din care am selectat jthă ăș
coloana lui C.
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Exemplul 11.14: S  urm rim selec iile de rânduri i coloane realizate înă ă ț ș
Exemplul 11.13. Noi pretindem
W = [
0 5
5 0]
Primul rând al lui W corespunde primului rând al lui R, care este rândul pentru Jenny
în matricea M din Fig. 11.12. 0 din prima coloan  este acolo pentru că ă
este intrarea în rândul M pentru Jenny i coloana pentru Alien;ș  amintim că
prima coloan  C a fost construit  din coloana M pentru Alien.ă ă  Cele 5 din
a doua coloan  reflect  5 din rândul lui M pentru Jenny i coloana pentru Casablanca;ă ă ș
aceasta din urm  este coloana lui M din care a derivat a doua coloan  a lui C.ă ă
În mod similar, al doilea rând de W este intr rile din rând pentru Jack i coloaneă ș
pentru Alien i, respectiv, pentru Casablanca.ș  ✷
Matricea U este construit  din W de pseudoin Moore-Penroseă
versetul descris în sec iunea 11.4.1.ț  Consist  în luarea SVD a lui W, s  zicemă ă
W = X YΣ  T i înlocuirea tuturor elementelor nenule din matricea  aΣș
valorile larilor prin inversele lor numerice, pentru a ob ine pseudoinversa Σț  + . Apoi
U = Y (Σ + ) 2 X T .
Exemplul 11.15: S  construim U din matricea W pe care am construit-oă
în exemplul 11.14. În primul rând, iat  SVD pentru W:ă
W = [
0 5
5 0] = [
0 1
1 0] [
5 0
0 5] [
1 0
0 1]



Cu alte cuvinte , cele trei matrice din dreapta sunt X, , i YΣș  T , respectiv. The
matricea  nu are zerouri de-a lungul diagonalei, deci fiecare element este înlocuit cu al s uΣ ă
invers invers numeric pentru a ob ine pseudoinversul s u Moore-Penrose:ăț
Σ + = [
1/5
0
0
1/5]
Acum X i Y sunt simetrice, deci sunt propriile lor transpuneri.ș  Prin urmare,
U = Y (Σ + ) 2 X T = [
1 0
0 1] [
1/5
0
0
1/5]
2

[0 1
1 0] = [
0
1/25
1/25
0
]

✷
11.4.4 Descompunerea complet  a CURă
Acum avem o metod  de selectare aleatorie a celor trei matrice componente C,ă
U i R. Produsul lor va aproxima matricea original  M. Ca i noiăș ș
men ionat  la începutul discu iei, aproximarea este doar pentruăț ț
garantat masculin s  fie aproape atunci când un num r foarte mare de rânduri i coloaneă ă ș
sunt selectate. Cu toate acestea, intui ia este aceea prin selectarea rândurilor i coloanelor careț ș
tind s  aib  o „importan ” ridicat  (adic  o norm  Frobenius ridicat ), pe care o extragemă ă ă ă ă ă ăț
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CUR =











1,54
0
4.63
0
6.17
0
7,72
0
0
9.30
0 11,63
0
4.65














[
0
1/25
1/25
0
] [
0
0
0 11.01 11.01
8,99 8,99 8,99
0
0]
=











0,55 0,55 0,55
0
0
1,67 1,67 1,67
0
0
2.22 2.22 2.22
0
0
2,78 2,78 2,78
0
0
0
0
0 4.10 4.10
0
0
0 5.12 5.12
0
0
0 2,05 2,05














Figura 11.13: CUR-descompunerea matricei din Fig. 11.12
cele mai semnificative p r i ale matricei originale, chiar i cu un num r mic deă ăț ș
rânduri i coloane.ș  De exemplu, s  vedem cât de bine ne descurc m cu alergareaă ă
exemplu al acestei sec iuni.ț
Exemplul 11.16: Pentru exemplul nostru de rulare, descompunerea este prezentat  înă
Fig. 11.13. De i exist  o diferen  considerabil  între acest rezultat iă ă ăș ț ș
matricea original  M, mai ales în numerele science-fiction, valorile sunt înă
propor ional cu originalele lor.ț  Acest exemplu este mult prea mic, iar selec iaț
din num rul mic de rânduri i coloane a fost mai degrab  arbitrar decât aleatoriu, pentruă ăș
ne a tept m la o convergen  strâns  a descompunerii CUR la valorile exacte.ă ă ăș ț
✷
11.4.5 Eliminarea rândurilor i coloanelor duplicateș
Este foarte posibil ca un singur rând sau coloan  s  fie selectat de mai multe ori.ă ă
Nu exist  un mare r u în utilizarea aceluia i rând de dou  ori, de i rangulă ă ăș ș
matricile descompunerii vor fi mai mici decât num rul de rând i coloană ăș
alegerile f cute.ă  Cu toate acestea, este de asemenea posibil s  combina i k rânduri de R care sunt fiecareă ț
acela i rând al matricei M într-un singur rând de R, l sând astfel R cu mai pu iniăș ț
rânduri. La fel, k coloane de C care provin fiecare din aceea i coloan  a lui Măș
poate fi combinat într-o singur  coloan  de C. Cu toate acestea, fie pentru rânduri, fie pentru coloane,ă ă
vectorul r mas ar trebui s  aib  fiecare dintre elementele sale multiplicat cu k.ă ă ă √
Când îmbin m câteva rânduri i / sau coloane, este posibil ca R s  aib  mai pu ineă ă ăș ț
rândurile decât C au coloane sau invers. În consecin , W nu va fi unăț
matrice p trat .ă ă  Cu toate acestea, putem lua pseudoinversul s u descompunându-lă
în W = X YΣ  T , unde  este acum o matrice diagonal  cu câteva rânduri all-0 sauΣ ă
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coloane, oricare ar avea mai mult. A lua pseudoinversa unei astfel de diagonale
matrice, trat m fiecare element de pe diagonal  ca de obicei (inversa i elementele nenuleă ă ț
i l sa i 0 a a cum este), dar atunci trebuie s  transpunem rezultatul.ă ăș ț ș

Exemplul 11.17: S  presupunemă
 = �Σ


2 0 0 0
0 0 0 0
0 0 3 0



Apoi
Σ + = ��



1/2 0
0
0
0
0
0
0 1/3
0
0
0





✷
11.4.6 Exerci ii pentru sec iunea 11.4ț ț
Exerci iul 11.4.1: SVD pentru matriceț
M = [
48
14
14 48]−



este
[48
14
14 48] = [−
3/5
4/5
4/5 3/5] [−
50 0
0 25] [
4/5 3/5−
3/5
4/5]
G si i pseudoinversa lui Moore-Penrose a lui M.ă ț
! Exerci iul 11.4.2: G si i descompunerea CUR a matricei din Fig. 11.12ăț ț
când alegem dou  rânduri i coloane „aleatorii” dup  cum urmeaz :ă ă ăș
(a) Coloanele pentru Matrix i Alien i rândurile pentru Jim i John.ș ș ș
(b) Coloanele pentru Alien i Star Wars i rândurile pentru Jack i Jill.ș ș ș
(c) Coloanele pentru Matrix i Titanic i rândurile pentru Joe i Jane.ș ș ș
! Exerci iul 11.4.3: G si i descompunerea CUR a matricei din Fig. 11.12 dacă ăț ț
cele dou  rânduri „aleatorii” sunt atât Jack, cât i cele dou  coloane sunt Star Wars iă ăș ș
Casablanca.

11.5 Rezumatul capitolului 11
♦ Reducerea dimensionalit ii: Scopul reducerii dimensionalit ii este de a re-ă ăț ț
plasa i o matrice mare cu dou  sau mai multe alte matrice ale c ror dimensiuni sunt multă ăț
mai mic decât originalul, dar din care originalul poate fi de aproximativ
reconstituite matematic, de obicei prin luarea produsului lor.
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♦ Valori proprii i vectori proprii: o matrice poate avea mai mul i vectori propriiș ț
astfel încât atunci când matricea înmul e te vectorul propriu, rezultatul este un con-ț ș
multiplu stant al vectorului propriu. Aceast  constant  este valoarea proprie as-ă ă
ciat cu acest vector propriu. Împreun  vectorul propriu i valoarea sa proprieă ș
sunt numite perechi proprii.

♦ G sirea perechilor proprii prin itera ia puterii: Putem g si principalele proprii-ă ăț
vector (vector propriu cu cea mai mare valoare proprie) începând cu orice vec-
tor i înmul ind în mod repetat vectorul curent cu matricea pentru a ob ine unș ț ț
vector nou. Când modific rile vectorului devin mici, putem trataă
rezultatul ca o apropiere apropiat  de vectorul propriu principal.ă  Prin mod-
dac  select m matricea, putem folosi aceea i itera ie pentru a ob ine a douaă ă ș ț ț
pereche proprie (cea cu cea de-a doua cea mai mare valoare proprie) i ob ine i în mod similar fiecareș ț ț
la rândul lor al perechilor proprii, în ordinea valorii descresc toare a valorii proprii.ă

♦ Analiz  component  principal : Aceast  tehnic  pentru reducerea dimensionalit iiă ă ă ă ă ăț
vizualizarea datelor const  dintr-o colec ie de puncte într-un multidimensională ț
spa iu ca matrice, cu rânduri corespunz toare punctelor i coloanelor laăț ș
dimensiunile. Produsul acestei matrice i transpunerea sa are propriiș
perechi i vectorul propriu principal poate fi v zut ca direc ia înăș ț
spa iu de-a lungul c ruia se aliniaz  cel mai bine punctele.ă ăț  Al doilea vector propriu reprezintă
trimite direc ia în care sunt abaterile de la vectorul propriu principalț
cel mai mare i a a mai departe.ș ș
♦ Reducerea dimensiunii prin PCA: Prin reprezentarea matricei de puncte
printr-un num r mic de vectori proprii, putem aproxima datele într-ună
mod care minimizeaz  eroarea r d cin -medie-p trat pentru num rul dat deă ă ă ă ă ă
coloane din matricea reprezentativ .ă

♦ Descompunere cu valoare singular : descompunerea cu valoare singular  a unei ma-ă ă
trix const  din trei matrice, U,  i V.ă Σș  Matricile U i V suntș
coloan -ortonormal , ceea ce înseamn  c , în calitate de vectori, coloanele sunt ortogo-ă ă ă ă
nal, iar lungimile lor sunt 1. Matricea  este o matrice diagonal  iΣ ă ș
valorile de-a lungul diagonalei sale se numesc valori singulare. Produsul lui U, ,Σ
iar transpunerea lui V este egal  cu matricea original .ă ă

♦ Concepte: SVD este util atunci când exist  un num r mic de concepte careă ă
conecta i rândurile i coloanele matricei originale.ț ș  De exemplu, dacă
matricea original  reprezint  evalu rile acordate de spectatorii de filme (rânduri) c treă ă ă ă
filme (coloane), conceptele ar putea fi genurile filmelor. The



matricea U conecteaz  rândurile la concepte,  reprezint  punctele forte aleă Σ ă
concepte, iar V conecteaz  conceptele la coloane.ă

♦ Interog ri folosind descompunerea valorii unice: Putem folosi descompunereaă
pozi ia de a rela iona rânduri noi sau ipotetice ale matricei originale cuț ț
concepte reprezentate de descompunere. Înmul i i un rând cu matriceaț ț
V a descompunerii pentru a ob ine un vector care indic  m sura în careă ăț
rândul se potrive te cu fiecare dintre concepte.ș
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♦ Utilizarea SVD pentru reducerea dimensiunii: într-un SVD complet pentru o ma-
trix, U i V sunt de obicei la fel de mari ca originalul.ș  Pentru a utiliza mai pu ine coloaneț
pentru U i V, terge i coloanele corespunz toare celui mai mic singularăș ș ț
valori din U, V i .Σș  Aceast  alegere minimizeaz  eroarea în reconstituire-ă ă
introducând matricea original  din U,  i V modificate.ă Σș
♦ Descompunerea matricelor rare: chiar i în cazul obi nuit în care este datș ș
matricea este rar , matricile construite de SVD sunt dense.ă  CUR
descompunerea urm re te descompunerea unei matrici rare în rare, mai miciă ș
matrici al c ror produs se apropie de matricea original .ă ă

♦ Descompunere CUR: Aceast  metod  alege dintr-o anumit  matrice rară ă ă
un set de coloane C i un set de rânduri R, care joac  rolul lui U iăș ș
V T în SVD; utilizatorul poate alege orice num r de rânduri i coloane.ă ș  The
alegerea rândurilor i coloanelor se face aleatoriu cu o distribu ie careș ț
depinde de norma Frobenius sau de r d cina p trat  a sumeiă ă ă ă
p trate ale elementelor.ă  Între C i R este o matrice p trat  numit  Uă ă ăș
care este construit printr-un pseudo-invers al intersec iei celui alesț
rânduri i coloane.ș

11.6 Referin e pentru capitolul 11ț
Un text bine apreciat despre algebra matricial  este [4].ă
Analiza componentelor principale a fost discutat  pentru prima dat  în urm  cu peste un secol, în [6].ă ă ă
SVD este de la [3]. Au existat multe aplica ii ale acestei idei.ț  Două
demne de men ionat sunt [1] care se ocup  cu analiza documentelor i [8] care se ocup  cuă ăț ș
aplica ii în biologie.ț
Descompunerea CUR este de la [2] i [5].ș  Descrierea noastr  urmeaz  mai târziuă ă
munca [7].
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Capitolul 12
Ma in  pe scar  largă ă ăș
Înv areăţ
Mul i algoritmi sunt ast zi clasifica i ca „înv are automat ”.ă ă ăț ț ț  Ace ti algoritmiș
împ rt i i, împreun  cu ceilal i algoritmi studia i în aceast  carte, scopul extrageriiă ă ă ăș ț ț ț
informa ii din date.ț  To i algoritmii pentru analiza datelor sunt concepu i pentruț ț
produce un rezumat util al datelor, din care se iau decizii. Printre
multe exemple, produce analiza de elemente frecvente pe care am f cut-o în capitolul 6ă
informa ii precum regulile de asociere, care pot fi apoi utilizate pentru planificarea vânz rilorăț
strategie sau în multe alte scopuri.
Cu toate acestea, algoritmii numi i „înv are automat ” nu doar o rezum  pe a noastră ă ă ăț ț
date; sunt percepu i ca înv ând un model sau clasificator din date, i astfelăț ț ș
descoperi i ceva despre datele care vor fi v zute în viitor.ăț  De exemplu,
algoritmii de grupare discuta i în capitolul 7 produc clustere care nu numai c  spunăț
ceva despre datele analizate (setul de instruire), dar ele ne permit
s  clasific m datele viitoare într-unul dintre clusterele care rezult  din clusteringă ă ă
algoritm. Astfel, pasiona ii de înv are automat  vorbesc adesea despre clustering cuă ăț ț
neologismul „înv are nesupravegheat ”;ă ăț  termenul nesupravegheat se refer  la faptă
c  datele de intrare nu indic  algoritmului de clusterizare ce sunt clustereleă ă
ar trebui s  fie.ă  În înv area automat  supravegheat , care face obiectul acestui capitol,ă ă ăț
datele disponibile includ informa ii despre modul corect de clasificare cel pu inț ț
unele dintre date. Datele clasificate deja se numesc setul de antrenament.
Acest capitol nu este destinat s  fie o discu ie complet  despre înv area automat .ă ă ă ăț ț
Ne concentr m pe un num r mic de idei i subliniem modul de abordareă ă ș
seturi de date foarte mari. Deosebit de important este modul în care exploat m paralelismul pentru a construiă
modele de date. Consider m abordarea clasic  „perceptron” a înv riiă ă ă ăț
un clasificator de date, unde se caut  un hiperplan care separ  dou  clase.ă ă ă  Apoi,
ne uit m la tehnici mai moderne care implic  ma ini vector-suport.ă ă ș  Similar
la perceptroni, aceste metode caut  hiperplane care împart cel mai bine clasele,ă
astfel încât pu ini, dac  exist , membri ai setului de antrenament se afl  aproape de hiperplan.ă ă ăț  Noi
apoi lua i în considerare tehnicile cele mai apropiate, în cazul în care datele sunt clasificate în func ie deț ț
463
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clasa (clasele) celor mai apropia i vecini într-un spa iu.ț ț  Încheiem cu o discu ieț
de arbori de decizie, care sunt programe de ramificare pentru prezicerea clasei unui
exemplu.

12.1 Modelul de înv are automată ăț
În aceast  sec iune introducem cadrul pentru algoritmi de înv are automat  iă ă ăț ț ș
da i defini iile de baz .ăț ț
12.1.1 Seturi de antrenament
Datele la care se refer  un algoritm de înv are automat  (adesea prescurtat  ML)ă ă ă ăț
aplicat se nume te set de antrenament.ș  Un set de antrenament const  dintr-un set de perechi (x, y),ă
numite exemple de instruire, unde

• x este un vector de valori, adesea numit vector de caracteristic  sau pur i simplu o intrare.ă ș
Fiecare valoare sau caracteristic  poate fi categoric  (valorile sunt luate dintr-un setă ă
de valori discrete, cum ar fi {ro u, albastru, verde}) sau numerice (valorile suntș
numere întregi sau numere reale).

• y este eticheta clasei, sau pur i simplu rezultatul, valoarea de clasificare pentru x.ș
Obiectivul procesului ML este de a descoperi o func ie y = f (x) careț
cel mai bun prezice valoarea lui y asociat  cu fiecare valoare a lui x.ă  Tipul de y este în
principiu arbitrar, dar exist  mai multe cazuri comune i importante.ă ș
1. y este un num r real.ă  În acest caz, problema ML se nume te regresie.ș
2. y este o valoare boolean : adev rat sau fals, mai frecvent scris ca +1 i 1,ă ă −ș
respectiv. În aceast  clas  problema este clasificarea binar .ă ă ă



3. y este un membru al unei mul imi finite.ț  Membrii acestui set pot fi gândi iț
ca „clase” i fiecare membru reprezint  o clas .ă ăș  Problema este că
clasificare multiclass.
4. y este membru al unui set poten ial infinit, de exemplu, un arbore analizatț
pentru x, care este interpretat ca o propozi ie.ț
12.1.2 Câteva exemple ilustrative
Exemplul 12.1: Reamintim Fig. 7.1, repetat  ca Fig. 12.1, unde am reprezentat graficulă
în l imea i greutatea câinilor din trei clase: Beagles, Chihuahuas i Dachs-ă ț ș ș
hunds. Ne putem gândi la aceste date ca la un set de instruire, cu condi ia ca datele s  includă ăț
varietatea câinelui împreun  cu fiecare pereche în l ime-greutate.ă ă ț  Fiecare pereche (x, y) în
setul de antrenament const  dintr-un vector caracteristic x al formei [în l ime, greutate].ă ă ț  The
eticheta asociat  y este varietatea câinelui.ă  Un exemplu de pereche de seturi de antrenament
ar fi ([5 inch, 2 pounds], Chihuahua).
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Beagles
Greutate
În l imeăţ
Chihuahua
Teckelii
în l ime = 7ă ț
greutate = 3

Figura 12.1: Repeta i figura 7.1, indicând în l imile i greut ile anumitoră ăț ț ș ț
câini
O modalitate adecvat  de implementare a func iei de decizie f ar fi imagina iaă ț ț
în dou  linii, prezentate în fig. 12.1.ă  Linia orizontal  reprezint  o în l imeă ă ă ț
de 7 inci i separ  Beagles de Chihuahuas i Teckel.ăș ș  Verti-
linia cal reprezint  o greutate de 3 kilograme i separ  Chihuahuas de Beaglesă ăș
i Dachshunds.ș  Algoritmul care implementeaz  f este:ă

dac  (în l ime> 7) tip ri i Beagleă ă ăț ț
altfel dac  (greutate <3) tip re te Chihuahuaă ă ș
altfel tip re te Dachshund;ă ș
Reamintim c  inten ia ini ial  din Fig. 7.1 a fost de a grupa puncte f ră ă ă ăț ț
tiind ce varietate de câine au reprezentat.ș  Adic  eticheta asociată ă

cu un anumit vector în l ime-greutate nu a fost disponibil.ă ț  Aici, perform mă
înv are supravegheat  cu acelea i date m rite de clasific ri pentruă ă ă ăț ș
date de instruire. ✷
Exemplul 12.2: Ca exemplu de înv are supravegheat , cele patru puncte (1, 2),ă ăț
(2, 1), (3, 4) i (4, 3) din Fig.11.1 (repetat aici ca Fig. 12.2), poate fi gânditș
ca un set de antrenament, unde vectorii sunt unidimensionali. Aceasta este ideea
(1, 2) poate fi gândit ca o pereche ([1], 2), unde [1] este caracteristica unidimensională
vectorul x i 2 este eticheta asociat  y;ăș  celelalte puncte pot fi interpretate
în mod similar.
S  presupunem c  vrem s  „înv m” cel mai bun model pentru setul complet de puncte, de laă ă ă ă ăț
pe care aceste patru puncte sunt luate ca exemple. O form  simpl  de model, ceaă ă
vom considera, este o func ie liniar  f (x) = ax + b.ăț  O interpretare firească
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(2,1)
(3,4)
(4,3)
(1,2)
Figura 12.2: Repeta i figura 11.1, pentru a fi folosit ca set de antrenamentț
de „cel mai bun” este c  RMSE al valorii lui f (x) în compara ie cu valoarea dată ăț
de y este minimizat. Adic  vrem s  reducem la minimumă ă
4

∑
x = 1

(ax + b - y x ) 2
unde y x este valoarea y asociat  cu x.ă  Aceast  sum  esteă ă
(a + b - 2) 2 + (2a + b - 1) 2 + (3a + b - 4) 2 + (4a + b - 3) 2
Simplificând, suma este 30a 2 + 4b 2 + 20ab - 56a - 20b + 30. Dac  lu m apoiă ă
derivate cu privire la a i b i le set m la 0, ob inemăș ș ț
60a + 20b - 56 = 0
20a + 8b - 20



= 0
Solu ia la aceste ecua ii este a = 3/5 i b = 1. Pentru aceste valori,ț ț ș
RMSE este 3,2.
Re ine i c  linia dreapt  înv at  nu este axa principal  care a fostă ă ă ă ăț ț ț
acoperite pentru aceste puncte în sec iunea 11.2.1.ț  Axa respectiv  era linia cu pantă ă
1, parcurgând originea, adic  linia y = x.ă  Pentru aceast  linie, RMSE esteă
4. Diferen a este c  PCA discutat în sec iunea 11.2.1 minimizeaz  sumaă ăț ț
a p tratelor lungimilor proiec iilor pe axa aleas , care esteă ăț
constrâns s  treac  prin origine.ă ă  Aici, minimiz m sumaă
p trate ale distan elor verticale dintre puncte i linie.ă ț ș  De fapt, chiar
Dac  am fi încercat s  înv m linia prin originea cu cel mai mic RMSE, am face-oă ă ă ăț
nu alege linia y = x. Pute i verifica dac  y =ăț  14
15

x are un RMSE mai mic decât
4. ✷
Exemplul 12.3: O aplica ie comun  a înv rii automate implic  o instruireă ă ă ăț ț
set în cazul în care vectorii de caracteristici x sunt booleeni i de dimensiuni foarte mari.ș
Ne vom concentra pe date constând din documente, de exemplu, e-mailuri, pagini web sau
articole de ziar. Fiecare component  reprezint  un cuvânt într-o dic iune mareă ă ț
nary. Probabil am elimina din aceasta cuvintele stop (cuvinte foarte frecvente)
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dic ionar, deoarece aceste cuvinte tind s  nu ne spun  prea multe despre subiectulă ăț
ter din document. În mod similar, s-ar putea s  restrângem i dic ionarul la cuvinteă ș ț
cu scoruri TF.IDF ridicate (a se vedea sec iunea 1.3.1), astfel încât cuvintele luate în considerare ar avea tendin aț ț
pentru a reflecta subiectul sau substan a documentului.ț
Setul de antrenament este format din perechi, unde vectorul x reprezint  prezen aă ț
sau absen a fiec rui cuvânt din dic ionar în document.ăț ț  Eticheta y ar putea fi +1 sau

−1, cu +1 reprezentând faptul c  documentul (un e-mail, de ex.) Este spam.ă  Scopul nostru
ar fi preg tirea unui clasificator pentru examinarea e-mailurilor viitoare i pentru a decide dac  sau nuă ăș
sunt spam. Vom ilustra aceast  utilizare a înv rii automate în Exemplul 12.4.ă ă ăț
Alternativ, y ar putea fi ales dintr-un set finit de subiecte, de exemplu, „sport”

„Politic ” i a a mai departe.ă ș ș  Din nou, x ar putea reprezenta un document, poate un web
pagin .ă  Scopul ar fi crearea unui clasificator pentru paginile Web care au atribuit un
subiect pentru fiecare. ✷
12.1.3 Abord ri ale înv rii automateă ă ăț
Exist  multe forme de algoritmi ML i nu le vom acoperi pe toate aici.ă ș
Iat  principalele clase de astfel de algoritmi, fiecare dintre care se distinge prină
forma prin care este reprezentat  func ia f.ă ț
1. Arborii de decizie au fost discuta i pe scurt în sec iunea 9.2.7 i vor fi acoperi iț ț ș ț
mai detaliat în sec iunea 12.5.ț  Forma lui f este un copac i fiecare nod al luiș
arborele are o func ie de x care determin  la ce copil sau copiiăț
c utarea trebuie s  continue.ă ă  Arborii de decizie sunt potrivi i pentru binare i multiclaseț ș
clasificare, mai ales atunci când dimensiunea vectorului caracteristic  nu esteă
prea mare (un num r mare de func ii poate duce la supra-montare).ă ț
2. Perceptronii sunt func ii de prag aplicate componentelor veculuiț
tor x = [x 1 , x 2 , ..., x n ]. O greutate w i este asociat  cu componenta ith,ă
pentru fiecare i = 1, 2, ..., n i exist  un prag .ă θș  Ie irea este +1 dacăș
n

∑
i = 1

w i x i > θ
iar ie irea este -1 dac  suma respectiv  este mai mic  decât .ă ă ă θș  Un perceptron este potrivit
pentru clasificarea binar , chiar i atunci când num rul de caracteristici este foarte mare,ă ăș
de exemplu, prezen a sau absen a cuvintelor într-un document.ț ț  Perceptronii sunt
subiectul sec iunii 12.2.ț
3. Re elele neuronale sunt re ele aciclice de perceptroni, cu ie iri ale unoraț ț ș
perceptroni folosi i ca intr ri pentru al ii.ăț ț  Acestea sunt potrivite pentru binare sau
clasificare multiclass, deoarece pot exista mai multe perceptroni utilizate ca
ie ire, cu una sau mai multe indicând fiecare clas .ăș
4. Înv area bazat  pe instan e folose te întregul set de instruire pentru a reprezenta func iileă ăț ț ș ț
tion f. Calculul etichetei y asociat cu un nou vector de caracteristici
x poate implica examinarea întregului set de antrenament, de i de obicei uneleș
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preprocesarea setului de antrenament permite calcularea lui f (x) pentru a
eficient. Vom lua în considerare un tip important de instan ăț
înv are, k-cel mai apropiat-vecin, în sec iunea 12.4.ăț ț  De exemplu, 1-cel mai apropiat-
vecinul clasific  datele oferindu-i aceea i clas  ca cea a celui mai apropiată ăș
exemplu de instruire. Exist  k-cei mai apropia i algoritmi vecini care suntă ț
proprie pentru orice fel de clasificare, de i ne vom concentra asupraș
cazul în care y i componentele lui x sunt numere reale.ș
5. Ma inile vector-suport reprezint  un avans fa  de algoritmii tradi ionaliă ăș ț ț
folosit pentru a selecta greut ile i pragul.ăț ș  Rezultatul este un clasificator care
tinde s  fie mai precis  asupra datelor nev zute.ă ă ă  Discut m vectorul de sprijină
ma ini din sec iunea 12.3.ș ț
12.1.4 Arhitectura de înv are automată ăț
Algoritmii de înv are automat  pot fi clasifica i nu numai dup  algoritmul lor generală ă ăț ț
abordarea microfonului a a cum am discutat în sec iunea 12.1.3.ș ț  dar i prin baza lorș
arhitectur  - modul în care sunt tratate datele i modul în care sunt utilizate pentru a construi modelul.ă ș
Instruire, validare i testareș
O problem  general  cu privire la manipularea datelor este c  exist  un motiv întemeiată ă ă ă
re ine unele dintre datele disponibile din setul de instruire.ț  Datele r maseă
se nume te set de testare.ș  În unele cazuri, re inem dou  seturi de exemple de instruire,ăț
un set de validare (numit uneori un set de dezvoltare), precum i setul de testare.ș
Diferen a este c  setul de validare este utilizat pentru a ajuta la proiectarea modelului, în timp ceăț
setul de testare este folosit doar pentru a determina cât de bun este modelul. Problema
abordat de un set de validare este c  mul i algoritmi de înv are automat  au tendin a de aă ă ăț ț ț
dep e te datele;ăș ș  ridic  artefacte care apar în setul de antrenament, dar careă
sunt atipice pentru popula ia mai mare de date posibile.ț  Prin utilizarea valid riiă
set, i v zând cât de bine func ioneaz  clasificatorul în acest sens, putem spune dac  clasificatorulă ă ăș ț
supradapteaz  datele.ă  Dac  da, putem restric iona algoritmul de înv are automată ă ăț ț
într-un fel. De exemplu, dac  construim un arbore de decizie, putem limitaă
num rul de nivele ale copacului.ă
Figura 12.3 ilustreaz  arhitectura tren- i-test.ă ș  Ne asum m toateă
datele sunt potrivite pentru instruire (de exemplu, informa iile despre clas  sunt ata ate la date),ăț ș
dar separ m o mic  parte din datele disponibile ca set de testare.ă ă  Noi
utiliza i datele r mase pentru a construi un model sau clasificator adecvat.ăț  Apoi ne hr nimă
datele de testare la acest model. Din moment ce cunoa tem clasa fiec rui element alăș
date de testare, putem spune cât de bine merge modelul pe datele de testare. Dac  eroareaă
rata de date de testare nu este mult mai slab  decât rata de eroare a modelului de peă
datele de instruire în sine, atunci ne a tept m s  fie pu in , dac  exist , prea mult  dotare iă ă ă ă ă ăș ț ș
modelul poate fi folosit. Pe de alt  parte, dac  clasificatorul are rezultate mult mai slabeă ă
pe datele de testare decât pe datele de antrenament, ne a tept m s  existe o supra-dotare iă ăș ș
trebuie s  regândim modul în care construim clasificatorul.ă
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Test
Model
Model
Genera ieţ
Set de antrenament
A stabilit
Rata de eroare
Figura 12.3: Setul de instruire ajut  la construirea modelului, iar setul de testare se validează ă
aceasta
Generalizare
Ar trebui s  ne amintim c  scopul cre rii unui model sau clasificator esteă ă ă
nu pentru a clasifica setul de antrenament, ci pentru a clasifica datele a c ror clas  o facemă ă
nu tiu.ș  Vrem ca aceste date s  fie clasificate corect, dar de multe ori avemă
nici o modalitate de a ti dac  modelul o face sau nu.ăș  Dac  naturaă
datele se schimb  în timp, de exemplu, dac  încerc m s  detect m spamulă ă ă ă ă
e-mailuri, atunci trebuie s  m sur m performan a în timp, la fel de bine ca noiă ă ă ț
poate sa. De exemplu, în cazul e-mailurilor spam, putem nota rata de
rapoarte de e-mailuri spam care nu au fost clasificate ca spam.
Nu este nimic special în selectarea datelor de testare. De fapt, noi
putem repeta procesul de antrenare-testare de mai multe ori folosind acelea i date, dac  noiăș
împ r i i datele în k buc i de dimensiuni egale.ă ăț ț ț  La rândul nostru, l s m fiecare bucat  s  fie testulă ă ă ă



date i utiliza i restul de k-1 buc i ca date de antrenament.ăș ț ț  Acest antrenament
arhitectura se nume te validare încruci at .ăș ș
Lot versus înv are on-lineăț
Adesea, ca în Exemplele 12.1 i 12.2, folosim o arhitectur  de înv are în serie.ă ăș ț  Acea
este, întregul set de instruire este disponibil la începutul procesului i esteș
toate folosite în orice mod necesit  algoritmul pentru a produce un model o dat  iă ă ș
pentru to i.ț  Alternativa este înv area on-line, unde setul de antrenament ajunge într-unăț
i, ca orice flux, nu poate fi revizuit dup  ce este procesat.ăș  În linie

înv ând, men inem un model în orice moment.ăț ț  Pe m sur  ce sosesc noi exemple de instruire,ă ă
putem alege s  modific m modelul pentru a explica noile exemple.ă ă  Pe net
înv area are avantajele pe care le poateăț
1. Lua i cu seturi de antrenament foarte mari, deoarece nu acceseaz  mai mult deăț
câte un exemplu de antrenament la un moment dat.
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2. Adapta i-v  la schimb rile din popula ie de exemple de instruire pe m sur  ce trece timpul.ă ă ă ăț ț
De exemplu, Google î i antreneaz  clasificatorul de e-mail spam, adaptându-se astfelăș
clasificatorul pentru spam ca noi tipuri de e-mail spam sunt trimise de c tre spammeriă
i indicat a fi spam de c tre destinatari.ăș

O îmbun t ire a înv rii on-line, potrivit  în unele cazuri, este înv area activă ă ă ă ă ă ăț ț ț
ing. Aici, clasificatorul poate primi câteva exemple de instruire, dar în primul rând
prime te date neclasificate, pe care trebuie s  le clasifice.ăș  Dac  clasificatorul nu este sigur deă
clasificare (de exemplu, exemplul nou sosit este foarte aproape de limita-
ary), atunci clasificatorul poate cere adev rul terenului la un cost semnificativ.ă  Pentru
de exemplu, ar putea s  trimit  exemplul c tre Mechanical Turk i s  adune opinii despreă ă ă ăș
oameni adev ra i.ă ț  În acest fel, exemplele de lâng  grani  devin exemple de instruireă ăț
i poate fi folosit pentru a modifica clasificatorul.ș

Selec ia caracteristiciiț
Uneori, cea mai grea parte a proiect rii unui model bun sau a unui clasificator este s  ne gândimă ă
afla i ce caracteristici s  utiliza i ca intrare în algoritmul de înv are.ă ăț ț ț  S  ne reconsider mă ă
Exemplul 12.3, unde am sugerat s  putem clasifica e-mailurile ca spam sau nuă
spam prin examinarea cuvintelor con inute în e-mail.ț  De fapt, explor m înă
detalia i un astfel de clasificator în Exemplul 12.4.ț  Dup  cum sa discutat în Exemplul 12.3, se poateă
are sens s  te concentrezi pe anumite cuvinte i nu pe altele;ă ș  de exemplu, ar trebui s  elimin mă ă
opre te cuvintele.ș
Dar ar trebui, de asemenea, s  ne întreb m dac  exist  alte informa ii disponibileă ă ă ă ț
ne-ar ajuta s  lu m o decizie mai bun  cu privire la spam.ă ă ă  De exemplu, spam-ul este adesea
generate de anumite gazde, fie cele care apar in spammerilor, fie gazdeț
care au fost cooptate într-o „botnet” în scopul gener rii de spam.ă
Astfel, incluzând gazda de origine sau adresa de e-mail de origine în func ieț
vectorul care descrie un e-mail ne-ar putea permite s  proiect m un clasificator mai bun i mai mică ă ș
rata de eroare.
Crearea unui set de antrenament
Este rezonabil s  ne întreb m unde informa iile de pe etichet  care transform  datele într-un tren-ă ă ă ăț
setul provine din. Metoda evident  este de a crea etichetele manual, avândă
o examinare expert  a fiec rui vector de caracteristic  i clasificarea corect .ă ă ă ăș  Recent, mul imeaț
tehnicile de aprovizionare au fost folosite pentru etichetarea datelor. De exemplu, în multe aplica iiț
Este posibil s  utiliza i Mechanical Turk pentru etichetarea datelor.ă ț  Din moment ce „turcii”
nu sunt neap rat fiabile, este în elept s  folosi i un sistem care permite întrebareaă ăț ț
s  li se cear  mai multor persoane diferite, pân  când o majoritate clar  este în favoarea uneiaă ă ă ă
eticheta.
Deseori se pot g si date pe Web care sunt etichetate implicit.ă  De exemplu,
Open Directory (DMOZ) are milioane de pagini etichetate dup  subiect.ă  Aceste date,
folosit ca set de antrenament, poate permite clasificarea altor pagini sau documente
în func ie de subiectul lor, pe baza frecven ei apari iei cuvintelor.ț ț ț  Un alt
abordarea clasific rii în func ie de subiect este de a privi pagina Wikipedia pentru un subiect iă ț ș

Pagina 491
12.2. PERCEPTRONI
471
vezi la ce pagini se leag .ă  Se poate presupune c  aceste pagini sunt relevante pentruă
subiectul dat.
În unele aplica ii putem folosi stelele pe care oamenii le folosesc pentru a evalua produseleț
sau servicii de pe site-uri precum Amazon sau Yelp. De exemplu, am putea dori



estimeaz  num rul de stele care ar fi atribuite recenziilor sau tweet-urilor despreă ă
un produs, chiar dac  acele recenzii sau tweet-uri nu au în sine evalu ri de stele.ă ă  Dacă
folosim recenzii etichetate cu stele ca set de antrenament, putem deduce cuvintele care sunt
cel mai frecvent asociat cu recenzii pozitive i negative (numite sentimentș
analiz ).ă  Prezen a acestor cuvinte în alte recenzii ne poate spune sentimentulț
dintre aceste recenzii.
12.1.5 Exerci ii pentru sec iunea 12.1ț ț
Exerci iul 12.1.1: Reface i Exemplul 12.2 pentru urm toarele forme diferite de f (x).ăț ț
(a) Solicita i f (x) = ax;ț  adic  o linie dreapt  prin origine.ă ă  Este linia
y = 14

15 x despre care am discutat în exemplul optim?
(b) Permite i lui f (x) s  fie p tratic, adic  f (x) = axă ă ăț  2 + bx + c.

12.2 Perceptroni
Un perceptron este un clasificator binar liniar. Intrarea sa este un vector x = [x 1 , x 2 , ..., x d ]
cu componente cu valoare real .ă  Asociat cu perceptronul este un vector al
greut i w = [wăț  1 , w 2 , ..., w d ], de asemenea, cu componente cu valoare real .ă  Fiecare percep ieț
tron are un prag .θ Ie irea perceptronului este +1 dac  wx>  iă θș ș
ie irea este -1 dac  wx < .ă θș  Cazul special în care wx =  va fi întotdeaunaθ
privit ca „gre it”, în sensul pe care îl vom descrie în detaliu atunci când ajungemș
la sec iunea 12.2.1.ț
Vectorul de greutate w define te un hiperplan cu dimensiunea d - 1 - setul deș
toate punctele x astfel încât wx = , a a cum este sugerat în Fig. 12.4.θ ș  Puncte pe pozi ieț
latura activ  a hiperplanului sunt clasificate +1 i cele de pe partea negativă ăș
sunt clasificate 1.−  Un clasificator perceptron func ioneaz  numai pentru date care sunt liniareăț
separabil, în sensul c  exist  un hiperplan care separ  toateă ă ă
puncte itive din toate punctele negative. Dac  exist  multe astfel de hiperplane,ă ă
perceptronul va converge la unul dintre ei i, prin urmare, va clasifica corect pe to iș ț
punctele de antrenament. Dac  nu exist  un astfel de hiperplan, atunci perceptronul nu poateă ă
converge la orice hiperplan. În sec iunea urm toare, vom discuta despre vectorul suportăț
ma ini, care nu au aceast  limitare;ăș  ei vor converge la unele separ riă
tor care, de i nu este un clasificator perfect, se va descurca cât mai bine subș
metric  care trebuie descris  în sec iunea 12.3.ă ă ț
12.2.1 Antrenarea unui Perceptron cu Prag zero
Pentru a antrena un perceptron, examin m setul de antrenament i încerc m s  g sim o greutateă ă ă ăș
vectorul w i pragul  astfel încât to i vectorii caracteristici cu y = +1 (θș ț
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w
wx = θ
Figura 12.4: Un perceptron împarte un spa iu cu un hiperplan în dou  jum t i de spa iuă ă ăț ț ț
exemple pozitive) sunt pe partea pozitiv  a hiperplanului i a tuturor celor cuă ș
y = 1 (exemplele negative) sunt pe partea negativ .− ă  Poate fi sau nu
este posibil s  se fac  acest lucru, deoarece nu exist  nicio garan ie c  orice hiperplan le separ  pe toateă ă ă ă ăț
exemplele pozitive i negative din setul de antrenament.ș
Începem prin a presupune c  pragul este 0;ă  simpla augmentare necesară
gestionarea unui prag necunoscut este discutat în sec iunea 12.2.4.ț  Urm torulă
metoda va converge la un hiperplan care separ  pozitivul iă ș
exemple negative, cu condi ia s  existe unul.ăț
1. Ini ializa i vectorul de greutate w la toate 0.ț ț
2. Alege i un parametru de rat  de înv are , care este un num r real mic, pozitiv.ă ă η ăț ț
Alegerea lui  afecteaz  convergen a perceptronului.η ă ț  Dac   este prea mic,ă η
atunci convergen a este lent ;ăț  dac  este prea mare, atunci hot rârea de decizie va fiă ă

„Danseaz ” i din nou va converge încet, dac  este deloc.ă ăș
3. Lua i în calcul fiecare exemplu de antrenament t = (x, y).ț
(a) Fie y ′ = wx
(b) Dac  yă  ′ i y au acela i semn, atunci nu face i nimic;ș ș ț  t este corect clasi-
fied.
(c) Cu toate acestea, dac  yă  ′ i y au semne diferite, sau yș  ′ = 0, înlocui i w cuț
w + yx.η  Adic , regla i u or w în direc ia lui x.ă ț ș ț
Cazul bidimensional al acestei transform ri pe w este sugerat în Fig.ă
12.5. Observa i cum mi carea w în direc ia lui x mut  hiperplanul care esteăț ș ț
perpendicular pe w într-o astfel de direc ie încât face mai probabil ca x s  fieăț
s  fie pe partea corect  a hiperplanului, de i nu garanteaz  c  xă ă ă ăș
vor fi apoi corect clasificate.
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X
1
X
1
wx = 0
w
w '
w'.x = 0
η
Figura 12.5: Un punct clasificat gre it xș  1 mut  vectorul wă
Exemplul 12.4: S  lu m în considerare instruirea unui perceptron pentru a recunoa te e-mailul spam.ă ă ș
Setul de antrenament este format din perechi (x, y) unde x este un vector de 0 i 1, cuș
fiecare component  xă  i corespunz toare prezen ei (xă ț  i = 1) sau absen ei (xț  i = 0)
unui anumit cuvânt din e-mail. Valoarea lui este +1 dac  e-mailul este cunoscută
s  fie spam i 1 dac  se tie c  nu este spam.ă − ă ăș ș  În timp ce num rul de cuvinteă
g sit în setul de instruire al e-mailurilor este foarte mare, vom folosi un exemplu simplificată
unde exist  doar cinci cuvinte: „ i”, „viagra”, „cea”, „a” i „nigeria”.ă ș ș
Figura 12.6 prezint  setul de instruire a ase vectori i clasele lor corespunz toare.ă ăș ș
i viagra nigeriaș

y
A
1
1
0
1
1
+1
b
0
0
1
1
0

−1
c
0
1
1
0
0
+1
d
1
0
0
1
0

−1
e
1
0
1
0
1
+1
f
1
0
1
1
0

−1
Figura 12.6: Date de instruire pentru e-mailurile spam
În acest exemplu, vom folosi rata de înv are  = 1/2 i vom vizitaă ηț ș
fiecare exemplu de antrenament o dat , în ordinea prezentat  în Fig. 12.6.ă ă  Începem cu
w = [0, 0, 0, 0, 0] i calculeaz  wa = 0. Deoarece 0 nu este pozitiv, mut m w înă ăș



direc ia lui a executând w: = w + (1/2) (+ 1) a.ț  Noua valoare a lui w
este deci
w = [0, 0, 0, 0, 0] + [
1
2
,
1
2
, 0,
1
2
,
1
2
] = [
1
2
,
1
2
, 0,
1
2
,
1
2
]
Apoi, ia în considerare bwb = [ 1
2 , 1
2 , 0, 1
2 , 1
2 ]. [0, 0, 1, 1, 0] = 1

2 . Din moment ce asociate
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Pragmatica instruirii pe e-mailuri
Când reprezent m e-mailurile sau alte documente mari ca exemple de instruire,ă
nu am vrea cu adev rat s  construim vectorul 0 i 1 cu aă ă ș
component  pentru fiecare cuvânt care apare chiar o dat  în colec ia deă ă ț
e-mailuri. A face acest lucru ne-ar oferi de obicei vectori rare cu milioane de
componente. Mai degrab , crea i un tabel în care toate cuvintele care apar înă ț
e-mailurilor li se atribuie numere întregi 1, 2, ..., indicând componenta acestora. Cand noi
procesa i un e-mail în setul de instruire, face i o list  a componentelor în careăț ț
vectorul are 1; adic , utiliza i reprezentarea standard rar pentru vector.ă ț
Dac  elimin m cuvintele stop din reprezentare sau chiar elimin m cuvinteleă ă ă
cu un scor TF.IDF sc zut, atunci facem vectorii care reprezint  e-mailurileă ă
mai rar i astfel comprim  i mai mult datele.ăș ș  Doar
vectorul w trebuie s  aib  toate componentele sale listate, deoarece nu va fi rară ă
dup  ce un num r mic de exemple de instruire au fost procesate.ă ă
y pentru b este -1, b este clasificat gre it.ș  Astfel atribuim
w: = w + (1/2) (- 1) b = [
1
2
,
1
2
, 0,
1
2
,
1
2] - [0, 0,
1
2
,
1



2
, 0] = [
1
2
,
1
2, -
1
2
, 0,
1
2
]
Exemplul de instruire c este urm torul.ă  Calcul mă
wc = [
1
2
,
1
2, -
1
2
, 0,
1
2
]. [0, 1, 1, 0, 0] = 0
Deoarece y asociat pentru c este +1, c este, de asemenea, clasificat gre it.ș  Astfel atribuim
w: = w + (1/2) (+ 1) c = [
1
2
,
1
2, -
1
2
, 0,
1
2
] + [0,
1
2
,
1
2
, 0, 0] = [
1
2
, 1, 0, 0,
1
2
]
Urm torul exemplu de instruire d este urm torul:ă ă
wd = [
1
2
, 1, 0, 0,
1
2
]. [1, 0, 0, 1, 0] = 1
Deoarece y asociat pentru d este -1, d este, de asemenea, gre it clasificat.ș  Astfel atribuim
w: = w + (1/2) (- 1) d = [
1
2
, 1, 0, 0,
1
2] - [
1
2
, 0, 0,
1



2, 0] = [0, 1, 0, -
1
2
,
1
2
]
Pentru exemplul de instruire e calcul m we = [0, 1, 0, -ă  1
2

, 1
2

]. [1, 0, 1, 0, 1] = 1
2

.
Deoarece y asociat pentru e este +1, e este clasificat corect i nu se schimb  în wăș
se face. În mod similar, pentru f calcul mă
wf = [0, 1, 0, -
1
2
,
1
2]. [1, 0, 1, 1, 0] = -
1
2
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deci f este corect clasificat. Dac  verific m de la a pân  la d, descoperim c  acest lucruă ă ă ă
le clasific  în mod rect i pe acestea.ă ș  Astfel, am convergut c tre un perceptron careă
clasific  corect toate exemplele setului de antrenament.ă  De asemenea, face o anumit  sumă ă
de sens: spune c  „viagra” i „nigeria” sunt indicative de spam, în timp ce „de”ă ș
este indicativ pentru nonspam. Consider  „ i” i „neutrul”, de i noiă ș ș ș
ar prefera probabil s  acorde „ i”, „din” i „acelora i” aceea i pondere.ă ș ș ș ș  ✷
12.2.2 Convergen a perceptronelorț
Dup  cum am men ionat la începutul acestei sec iuni, dac  punctele de date sunt liniareă ăț ț
separabil, atunci algoritmul perceptron va converge într-un separator. In orice caz,
dac  datele nu sunt separabile liniar, atunci algoritmul va repeta în cele din urm  aă ă
vector de greutate i bucl  infinit .ă ăș  Din p cate, este adesea greu de spus, în timpulă
rularea algoritmului, care dintre aceste dou  cazuri se aplic .ă ă  Când datele
este mare, nu este fezabil s  ne amintim de to i vectorii de greutate anteriori pentru a vedea dacă ăț
repet m ă un vector i chiar dac  am putea, perioada de repetare ar fiăș
cel mai probabil este atât de mare încât am vrea s  termin m algoritmul mult timpă ă
înainte s  repet m.ă ă
O a doua problem  cu privire la reziliere este aceea, chiar dac  datele de instruire suntă ă
separabil liniar, întregul set de date ar putea s  nu fie separabil liniar.ă  The
consecin a este c  s-ar putea s  nu existe nicio valoare în rularea algoritmuluiă ăț
pentru un num r foarte mare de runde, în speran a de a converge la un separator.ă ț
Prin urmare, avem nevoie de o strategie pentru a decide când s  termin m perceptronulă ă
algoritm, presupunând c  convergen a nu a avut loc.ă ț  Iat  câteva obi nuiteă ș
teste de reziliere.
1. Termin  dup  un num r fix de runde.ă ă ă
2. Încheia i când num rul de puncte de antrenament clasificate gre it se opre teăț ș ș
ing.
3. Re ine i un set de test din datele de antrenament i, dup  fiecare rund , rula iă ăț ț ș ț
perceptron pe datele testului. Termina i algoritmul atunci când num rulăț
de erori pe setul de testare nu se mai schimb .ă
O alt  tehnic  care va ajuta convergen a este de a reduce rata de antrenament caă ă ț
num rul de runde cre te.ă ș  De exemplu, am putea permite rata de antrenament

 pentru a începe de la o anumit  η ăη 0 i a coborî la ηș  0 / (1 + ct) dup  a t-a rund ,ă ă
unde c este o mic  constant .ă ă

12.2.3 Algoritmul Winnow
Exist  multe alte reguli pe care le-ai putea folosi pentru a ajusta greut ile pentru un perceptron.ă ăț  Nu
se garanteaz  c  to i algoritmii posibili vor converge, chiar dac  exist  un hiperplană ă ă ăț
separând exemple pozitive i negative.ș  Unul care converge se nume teș
Winnow i aceast  regul  va fi descris  aici.ă ă ăș  Winnow presupune c  aceast  caracteristică ă ă



Pagina 496
476
CAPITOLUL 12. ÎNV AREA MA INILOR LA SCAR  MAREĂ ĂȚ Ș
vectorii constau din 0 i 1, iar etichetele sunt +1 sau 1.−ș  Spre deosebire de elementele de bază
algoritm perceptron, care poate produce componente pozitive sau negative în
vectorul de greutate w, Winnow produce doar greut i pozitive.ăț
Algoritmul general Winnow permite s  existe o varietate de parametriă
selectate i vom lua în considerare doar o variant  simpl .ă ăș  Cu toate acestea, toate variantele
au în comun ideea c  exist  un prag pozitiv .ă ă θ Dac  w esteă
vectorul de greutate curent, i x este vectorul caracteristic  din setul de antrenament care suntemăș
luând în considerare în prezent, calcul m wx i îl compar m cu .ă ă θș  Dac  wx   iă ≤ θș
clasa pentru x este +1, atunci trebuie s  ridic m greut ile lui w din acele componenteă ă ăț
unde x are 1. Înmul im aceste greut i cu un num r mai mare decât 1. Theă ăț ț
cu cât este mai mare acest num r, cu atât rata de antrenament este mai mare, a a c  dorim s  alegem un num ră ă ă ăș
care nu este prea aproape de 1 (sau convergen a va fi prea lent ), dar nici prea mareăț
(sau vectorul de greutate poate oscila). În mod similar, dac  wx  , dar clasa lui x esteă ≥ θ

−1, atunci vrem s  coborâm greut ile lui w în acele componente în care x este 1.ă ăț
Înmul im acele greut i cu un num r mai mare de 0 dar mai mic de 1. Din nou,ă ăț ț
vrem s  alegem un num r care nu este prea aproape de 1, dar nici prea mic, pentruă ă
evita convergen a lent  sau oscila ia.ăț ț
Vom da detaliile algoritmului folosind factorii 2 i 1/2, pentruș
cazurile în care dorim s  ridic m greut i i, respectiv, s  coborâm greut i.ă ă ă ă ăț ș ț  start
algoritmul Winnow cu un vector de greutate w = [w 1 , w 2 , ..., w d ] ale c ruiă
componentele sunt 1 i l sa i pragul  egal d, num rul de dimensiuni aleă θ ăș ț
vectorii din exemplele de instruire. Fie (x, y) urm torul exemplu de antrenamentă
de luat în considerare, unde x = [x 1 , x 2 , ..., x d ].
1. Dac  wx>  i y = +1, sau wx <  i y = 1, atunci exemplul esteă θ θ −ș ș
clasificate corect, deci nu se face nicio modificare la w.
2. Dac  wx  , dar y = +1, atunci ponderile pentru componentele unde x areă ≤ θ
1 sunt prea mici ca grup. Dubla i fiecare dintre componentele corespunz toareăț
de w. Adic , dac  xă ă  i = 1, atunci seta i wț  i : = 2w i .
3. Dac  wx  , dar y = 1, atunci ponderile pentru componentele unde x areă ≥ θ −
1 sunt prea mari ca grup. Înjum t i i fiecare dintre componentele corespunz toareă ă ăț ț
de w. Adic , dac  xă ă  i = 1, atunci seta i wț  i : = w i / 2.
Exemplul 12.5: S  reconsider m datele de antrenament din Fig. 12.6.ă ă  Ini ializa iț ț
w = [1, 1, 1, 1, 1] i s   = 5. Mai întâi, lua i în considerare vectorul caracteristic  a = [1, 1, 0, 1, 1].ăθ ăș ț
wa = 4, care este mai mic decât .θ Deoarece eticheta asociat  pentru a este +1, aceastaă
exemplu este clasificat gre it.ș  Când un exemplu etichetat +1 este clasificat gre it, trebuieș
dubla i toate componentele în care exemplul are 1;ț  în acest caz, toate cu excep iaț
a treia component  a a este 1. Astfel, noua valoare a lui w este [2, 2, 1, 2, 2].ă
În continuare, lu m în considerare exemplul de instruire b = [0, 0, 1, 1, 0].ă  wb = 3, care este mai mic
decât .θ Cu toate acestea, eticheta asociat  pentru b este -1, deci nu este necesar  nicio modificare la w.ă ă
Pentru c = [0, 1, 1, 0, 0] g sim wc = 3 < , în timp ce eticheta asociat  este +1.ă θ ă
Astfel, dubl m componentele lui w unde componentele corespunz toare ale luiă ă
c sunt 1. Aceste componente sunt a doua i a treia, deci noua valoare a lui w esteș
[2, 4, 2, 2, 2].

Pagina 497
12.2. PERCEPTRONI
477
Urm toarele dou  exemple de instruire, d i e nu necesit  nicio schimbare, deoarece acestea suntă ă ăș
corect clasificate. Cu toate acestea, exist  o problem  cu f = [1, 0, 1, 1, 0], deoareceă ă
wf = 6> , în timp ce eticheta asociat  pentru f este -1.θ ă  Astfel, trebuie s  împ r imă ă ț
prima, a treia i a patra component  a w cu 2, deoarece acestea sunt componenteleăș
unde f are 1. Noua valoare a lui w este [1, 4, 1, 1, 2].
X
y
wx OK? i viagra nigeriaș
1
1
1
1
1
un +1
4
Nu
2



2
1
2
2
b 1−
3
da
c +1
3
Nu
2
4
2
2
2
d 1−
4
da
e +1
6
da
f

−1
6
Nu
1
4
1
1
2
un +1
8
da
b 1−
2
da
c +1
5
Nu
1
8
2
1
2
d 1−
2
da
e +1
5
Nu
2
8
4
1
4
f

−1
7
Nu
1
8
2
1
2

4
Figura 12.7: Secven a actualiz rilor la w efectuate de algoritmul Winnowăț
pe setul de antrenament din Fig. 12.6
Înc  nu am convergut.ă  Se pare c  trebuie s  lu m în considerare fiecare dintreă ă ă
exemple de instruire de la a pân  la f din nou.ă  La sfâr itul acestui proces, algoritmulș
a converg la un vector de greutate w = [1, 8, 2, 1



2 , 4], care cu pragul  = 5θ
clasific  corect toate exemplele de instruire din Fig. 12.6.ă  Detaliile despre
cei 12 pa i c tre convergen  sunt prezenta i în Fig. 12.7.ă ăș ț ț  Aceast  cifr  oferă ă ă
eticheta asociat  y i produsul punct calculat al lui w i caracteristica dată ăș ș
vector. Ultimele cinci coloane sunt cele cinci componente ale w dup  procesareă
fiecare exemplu de antrenament. ✷
12.2.4 Permiterea pragului s  variezeă
S  presupunem acum c  alegerea pragului 0, ca în sec iunea 12.2.1 sau pragul d,ă ă ț
ca în Sec iunea 12.2.3 nu este de dorit sau c  nu cunoa tem cel mai bun pragăț ș
a folosi. Cu pre ul ad ug rii unei alte dimensiuni vectorilor de caracteristici, putemă ăț
trata i  ca una dintre componentele vectorului de greutate w.θț  Acesta este:
1. Înlocui i vectorul greut ilor w = [wăț ț  1 , w 2 , ..., w d ] cu
w ′ = [w 1 , w 2 , ..., w d , ]θ
2. Înlocui i fiecare vector de caracteristici x = [xț  1 , x 2 , ..., x d ] cu
x ′ = [x 1 , x 2 , ..., x d , 1]−
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Apoi, pentru noul set de antrenament i vectorul de greutate, putem trata pragulș
ca 0 i utiliza i algoritmul Sec iunii 12.2.1.ș ț ț  Justificarea este c  wă  ′ .x ′ > 0
este echivalent cu ∑
d

i = 1 w i x i +  × 1 = wx  > 0, care la rândul s u este echivalent cuθ − − θ ă
wx> .θ Aceasta din urm  este condi ia unui r spuns pozitiv de la un perceptronă ăț
cu prag .θ
De asemenea, putem aplica algoritmul Winnow la datele modificate. Vântura
necesit  ca to i vectorii de caracteristici s  aib  0 i 1, ca componente.ă ă ăț ș  Cu toate acestea, putem
permite i un 1 în componenta vectorului caracteristic  pentru  dac  o trat m în felul acesta− ă θ ă ăț
opus modului în care trat m componentele care sunt 1. Adic , dac  instruireaă ă ă
exemplul este pozitiv i trebuie s  cre tem celelalte greut i, ci ne împ r imă ă ăș ș ț ț
componenta pragului cu 2. i dac  exemplul de instruire este negativ,ăȘ
i trebuie s  mic or m celelalte greut i, înmul im componenta praguluiă ă ăș ș ț ț

de 2.
i viagra nigeriaș
θ
y
A
1
1
0
1
1

−1 +1
b
0
0
1
1
0

−1 1−
c
0
1
1
0
0

−1 +1
d
1
0
0
1
0

−1 1−
e
1



0
1
0
1

−1 +1
f
1
0
1
1
0

−1 1−
Figura 12.8: Date de instruire pentru e-mailurile spam, reprezentând o a asea componentăș
negativul pragului
Exemplul 12.6: S  modific m setul de antrenament din Fig. 12.6 pentru a încorpora ună ă
al aselea „cuvânt” care reprezint  negativul  al pragului.ă −θș  Noile date
este prezentat în Fig. 12.8.
X
y
wx
BINE? i viagra nigeria θș
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1
1
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1
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1
1
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1
2
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1
2

2
1
1
4

1
2
Figura 12.9: Secven a actualiz rilor la w efectuate de algoritmul Winnowăț
pe setul de antrenament din Fig. 12.8
Începem cu un vector de greutate w cu ase 1, a a cum se arat  în prima linieăș ș
din Fig. 12.9. Când calcul m wa = 3, folosind primul vector caracteristic  a, noiă ă
sunt ferici i, deoarece exemplul de formare este pozitiv, la fel i produsul dot.ț ș
Cu toate acestea, pentru al doilea exemplu de antrenament, calcul m wb = 1. Deoareceă
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exemplu este negativ, iar produsul punct este pozitiv, trebuie s  ajust m greut ile.ă ă ăț
Deoarece b are 1 în componentele a treia i a patra, 1 în cele corespunz toareăș
componentele lui w sunt înlocuite cu 1/2. Ultima component , corespunz toare lui ,ă ă θ
trebuie dublat. Aceste ajust ri dau noul vector de greutate [1, 1,ă  1
2 , 1
2 , 1, 2]
prezentat în a treia linie din Fig. 12.9.
Vectorul caracteristic  c este un exemplu pozitiv, dar wc = -ă  1
2 . Astfel, trebuie
dubla a doua i a treia component  a lui w, deoarece c are 1 în cor-ăș
componente care r spund i trebuie s  înjum t im ultima component  a lui w, careă ă ă ă ăș ț
corespunde lui .θ Rezultatul w = [1, 2, 1, 1
2

, 1, 1] este afi at în a patra linieș
din Fig. 12.9. În continuare, d este un exemplu negativ. Deoarece wd = 1
2

, trebuie din nou
regla i greut ile.ăț ț  Înjum t im greut ile din prima i a patra component  iă ă ă ăț ț ș ș
dubla i ultima component , ob inând w = [ăț ț  1
2

, 2, 1, 1
4

, 1, 2]. Acum, toate ex-pozitive
probele au un produs punct pozitiv cu vectorul de greutate i toate negativeș
exemplele au un produs punct negativ, deci nu exist  alte modific ri laă ă
greut i.ăț
Perceptronul proiectat are un prag de 2. Are greut ile 2 i 1 pentruăț ș
„Viagra” i „nigeria” i greut i mai mici pentru „ i” i „de”.ăș ș ț ș ș  De asemenea are
greutatea 1 pentru „the”, ceea ce sugereaz  c  „the” este la fel de indicativ pentru spam ca „nige-ă ă
ria ”, ceva ce ne îndoim este adev rat.ă  Cu toate acestea, acest perceptron clasific  toateă
exemple corect. ✷
12.2.5 Perceptroni multiclase
Exist  mai multe moduri în care ideea de baz  a perceptronului poate fi ex-ă ă
îngrijit. Vom discuta despre transform ri care permit hiperavioanelor s  serveasc  caă ă ă
limite neliniare în sec iunea urm toare.ăț  Aici, ne uit m la modul în care perceptronii potă
s  fie folosit pentru a clasifica datele în mai multe clase.ă
S  presupunem c  ni se ofer  un set de antrenament cu etichete în k clase diferite.ă ă ă  start
prin instruirea unui perceptron pentru fiecare clas ;ă  aceste perceptroni ar trebui s  aib  fiecareă ă
acela i prag .θș  Adic , pentru clasa i trateaz  un exemplu de antrenament (x, i) ca fiind pozitivă ă
exemplu i toate exemplele (x, j), unde j = i, ca exemplu negativ.ș  Presupune
c  vectorul de greutate al perceptronului pentru clasa i este determinat s  fie wă ă  i după
Instruire.
Având în vedere un nou vector x pentru a clasifica, calcul m wă  i .x pentru toate i = 1, 2, ..., k. Noi
lua i clasa x pentru a fi valoarea lui i pentru care wț  i .x este maxim, cu condi iaț
acea valoare este cel pu in .θț  În caz contrar, se presupune c  x nu apar ine niciunui kă ț
clase.
De exemplu, s  presupunem c  vrem s  clasific m paginile Web într-o serie de subiecte,ă ă ă ă
precum sport, politic , medicin  i a a mai departe.ă ă ș ș  Putem reprezenta pagini Web prin a
vector cu 1 pentru fiecare cuvânt prezent în pagin  i 0 pentru cuvintele care nu sunt prezente (deă ș
desigur, am vizualiza paginile doar în acest fel; nu am construi
vectori în realitate). Fiecare subiect are anumite cuvinte care tind s  indice acel subiect.ă
De exemplu, paginile de sport ar fi pline de cuvinte precum „câ tig ”, „obiectiv”, „jucat”ăș
i a a mai departe.ș ș  Vectorul de greutate pentru acest subiect ar da greut i mai mari pentruăț

cuvinte care caracterizeaz  acel subiect.ă
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O nou  pagin  ar putea fi clasificat  ca apar inând subiectului care oferă ă ă ăț
cel mai mare scor atunci când produsul punct al vectorului paginii i vectorilor de greutateș
pentru subiectele sunt calculate. O interpretare alternativ  a situa iei esteă ț
pentru a clasifica o pagin  ca apar inând tuturor acelor subiecte pentru care este produsul dotă ț
peste un anumit prag.
12.2.6 Transformarea setului de antrenament
În timp ce un perceptron trebuie s  utilizeze o func ie liniar  pentru a separa dou  clase, esteă ă ăț



posibil  transformarea vectorilor unui set de antrenament înainte de aplicarea unui perceptron-ă
algoritm bazat pe separarea claselor. În principiu, este întotdeauna posibil să
g sim o astfel de transformare, atâta timp cât suntem dispu i s  ne transform m într-oă ă ăș
spa iul dimensional.ț  Dar dac  în elegem suficient despre datele noastre, putem face adeseaă ț
g si i o transformare simpl  care func ioneaz .ă ă ăț ț  Un exemplu ar trebui s  ofere elementul de bază ă
idee.
Figura 12.10: Transformarea de la coordonatele dreptunghiulare la cele polare transform  acest lucruă
antrenament stabilit într-unul cu un hiperplan de separare
Exemplul 12.7: În Fig. 12.10 vedem o parcel  de locuri de vizitat de acas .ă ă
Coordonatele orizontale i verticale reprezint  latitudinea i longitudineaăș ș
locuri. Unele dintre locuri au fost clasificate în „excursii de o zi” - locuri apropiate
suficient pentru a vizita într-o zi - i „excursii”, care necesit  mai mult de o ziăș
a vizita. Acestea sunt cercurile i respectiv p tratele.ăș  Evident, nu există
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linie dreapt  care separ  excursiile de o zi de excursii.ă ă  Cu toate acestea, dac  înlocuimă
coordonatele carteziene prin coordonate polare, apoi în spa iul transformat alț
coordonate polare, cercul punctat prezentat în Fig. 12.10 devine un hiperplan.
În mod formal, transform m vectorul x = [xă  1 , x 2 ] în [ x√  2
1 + x 2

2 , arctan (x 2 / x 1 )].
De fapt, putem face i reducerea dimensionalit ii datelor.ăș ț  Unghiul de
punctul este irelevant i doar raza x√ș  2
1 + x 2

2 chestiuni. Astfel, putem
transform  vectorii punctuali în vectori cu o singur  component  dând distan a dintreă ă ă ț
punct de la origine. Asociat  cu distan ele mici va fi clasaă ț
eticheta i „excursie de o zi”, în timp ce distan ele mai mari vor fi asociate cu etichetaț ț
"excursie." Antrenarea perceptronului este extrem de u oar .ăș  ✷
12.2.7 Probleme cu perceptronii
În ciuda extensiilor discutate mai sus, exist  unele limit ri ale capacit iiă ă ăț
de perceptroni pentru a clasifica unele date. Cea mai mare problem  este c  uneoriă ă
datele nu sunt inerent separate de un hiperplan. Un exemplu este prezentat în
Fig. 12.11. În acest exemplu, punctele din cele dou  clase se amestec  aproape de limit  astfelă ă ă
c  orice linie prin puncte va avea puncte din ambele clase pe cel pu in unaă ț
a laturilor.
Figura 12.11: Un set de antrenament poate s  nu permit  existen a unei separ riă ă ăț
hiperplan
Dup  cum sa men ionat în sec iunea 12.2.6, este, în principiu, posibil s  se g seasc  uneleă ă ă ăț ț
func ioneaz  pe punctele care le transform  într-un alt spa iu în care se află ă ăț ț
separabile liniar. Cu toate acestea, a face acest lucru ar putea duce foarte bine la supra-amenajarea situa ieiț
unde clasificatorul func ioneaz  foarte bine pe setul de antrenament, pentru c  a fostă ăț
proiectate cu grij  pentru a gestiona corect fiecare exemplu de antrenament.ă  Cu toate acestea, pentru că
clasificatorul exploateaz  detalii despre setul de instruire care nu se aplic  altoraă ă
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exemple care trebuie clasificate în viitor, clasificatorul nu va efectua
bine pe date noi.
?
Figura 12.12: În general, mai mult de un hiperplan poate separa clasele dacă
pot fi deloc separate
O alt  problem  este ilustrat  în Fig. 12.12.ă ă ă  De obicei, dac  clasele pot fi separateă
arate de un hiperplan, atunci exist  multe hiperplane diferite care voră
separa i punctele.ț  Cu toate acestea, nu toate hiperavioanele sunt la fel de bune. Pentru
pozi ie, dac  alegem hiperplanul care este cel mai îndep rtat în sensul acelor de ceasornic, atunci punctulă ăț
indicat de "?" va fi clasificat ca un cerc, chiar dac  intuitiv îl vedem ca.ă
mai aproape de p trate.ă  Când întâlnim ma ini vector-suport în sec iunea 12.3,ș ț
vom vedea c  exist  o modalitate de a insista ca hiperplanul ales s  fie acelaă ă ă
care într-un sens împarte spa iul cel mai corect.ț
O alt  problem  este ilustrat  în Fig. 12.13.ă ă ă  Cele mai multe reguli pentru antrenament
un perceptron se opre te imediat ce nu exist  puncte clasificate gre it.ăș ș  Ca rezultat,
hiperplanul ales va fi unul care doar reu e te s  clasifice o parte dinăș ș



puncteaz  corect.ă  De exemplu, linia superioar  din Fig. 12.13 tocmai a reu ită ș
pentru a g zdui dou  dintre p trate, iar linia inferioar  tocmai a reu ită ă ă ă ș
g zdui dou  dintre cercuri.ă ă  Dac  oricare dintre aceste linii reprezint  finalulă ă
vector de greutate, atunci greut ile sunt orientate spre una dintre clase.ăț  Acea
adic  clasific  corect punctele din setul de antrenament, dar linia superioară ă ă
ar clasifica noi p trate care sunt chiar sub el ca cercuri, în timp ce linia inferioară ă
ar clasifica cercurile chiar deasupra acestuia ca p trate.ă  Din nou, o alegere mai echitabilă
de separare a hiperplanului va fi prezentat  în sec iunea 12.3.ă ț
12.2.8 Implementarea paralel  a perceptroneloră
Instruirea unui perceptron este un proces inerent secven ial.ț  Dac  num rulă ă
O serie de dimensiuni ale vectorilor implica i este uria , atunci am putea ob ine uneleăț ș ț
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Figura 12.13: Perceptronii converg de îndat  ce ajunge la hiperplanul de separareă
regiunea dintre clase
paralelism prin calcularea produselor punct în paralel. Cu toate acestea, a a cum am discutat înș
conexiune cu Exemplul 12.4, vectorii de înalt  dimensiune sunt probabil s  fie rareă ă
i pot fi reprezentate mai succint decât s-ar a tepta de la eiș ș

lungime.
Pentru a ob ine paralelism semnificativ, trebuie s  modific m perceptronulă ăț
algoritm u or, astfel încât multe exemple de instruire (un „lot”) sunt utilizate cuș
acela i vector de greutate estimat w.ș  Aceast  modificare a algoritmului se modific  u oră ă ș
ce face algoritmul, în compara ie cu implementarea secven ialăț ț
unde ne schimb m w dup  fiecare exemplu de instruire gre it.ă ă ș  Cu toate acestea, dacă
rata de înv are este mic , a a cum este în mod normal, apoi reutilizând un singur w pentru multe antrenamenteă ăț ș
exemplele fac o mic  diferen  în valoarea rezultat  a w dup  lotul deă ă ă ăț
sunt luate în considerare exemple de instruire. De exemplu, s  formul m paralelaă ă
algoritm ca job MapReduce.
Func ia H r i: Fiec rei sarcini Harta i se ofer  o bucat  de exemple de instruire,ă ă ă ăț ț
i fiecare sarcin  de hart  cunoa te vectorul de greutate actual w.ă ăș ș  Sarcina Hart  calculează ă

wx pentru fiecare vector de caracteristic  x = [xă  1 , x 2 , ..., x k ] în bucata sa i o comparăș
puncteaz  produsul cu eticheta y, care este +1 sau 1, asociat cu x.ă −  Dac  semneleă
de acord, nu sunt produse perechi cheie-valoare pentru acest exemplu de instruire. Cu toate acestea, dacă
semnele nu sunt de acord, atunci pentru fiecare nenul x component i a x perechea cheie-valoare
(i, yxη  i ) este produs; aici,  este constanta de înv are utilizat  pentru a instrui acest lucruη ă ăț
perceptron. Observa i c  yxăηț  i este cre terea pe care am dori s  o ad ug m laă ă ăș
actuala component  a lui w, iar dac  xă ă  i = 0, atunci nu este nevoie s  se producă ă
o pereche cheie-valoare. În interesul paralelismului, amân m aceast  schimbare pân  când noiă ă ă
poate acumula multe modific ri în faza Reduce.ă
Func ia Reduce: pentru fiecare tast  i, sarcina Reduce care gestioneaz  tasta iă ăț
adaug  toate cre terile asociate i apoi adaug  acea sum  componentei ithă ă ăș ș
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Perceptronii privind fluxul de date
De i am v zut setul de instruire ca date stocate, disponibile pentru repetareăș
utilizat  pe orice num r de treceri, perceptronii pot fi folosi i i într-un fluxă ă ț ș
setare. Adic , putem presupune c  exist  o secven  infinit  de antrenamentă ă ă ă ăț
exemple, dar c  fiecare poate fi folosit o singur  dat .ă ă ă  Detectarea spamului e-mail este
un bun exemplu de flux de antrenament. Utilizatorii raporteaz  e-mailuri spam i, de asemeneaă ș
raporta i e-mailurile care au fost clasificate ca spam, dar nu sunt.ț  Fiecare e-mail, a a cum esteș
ajunge, este tratat ca un exemplu de antrenament i modific  greutatea actuală ăș
vector, probabil cu o cantitate foarte mic .ă
Dac  setul de antrenament este un flux, nu convergem niciodat  cu adev rat, i de faptă ă ă ș
este posibil ca punctele de date s  nu fie separabile liniar.ă  Cu toate acestea, în orice moment,
avem o aproximare la cel mai bun separator posibil. Mai mult, dacă
exemplele din flux evolueaz  în timp, a a cum ar fi cazul e-mailuluiă ș
spam, atunci avem o aproximare care apreciaz  mai mult exemplele recenteă
decât exemple din trecutul îndep rtat, la fel ca în dec dere exponen ială ă ăț
tehnica ferestrelor din sec iunea 4.7.ț
de w.
Probabil, aceste schimb ri nu vor fi suficiente pentru a antrena perceptronul.ă  Dac  există ă
au loc modific ri în w, atunci trebuie s  începem un nou job MapReduce care s  facă ă ă ă



acela i lucru, poate cu buc i diferite de setul de antrenament.ăș ț  Cu toate acestea, chiar
dac  întregul set de antrenament a fost folosit în prima rund , acesta poate fi folosit din nou, deoareceă ă
efectul s u asupra w va fi diferit dac  w s-a schimbat.ă ă

12.2.9 Exerci ii pentru sec iunea 12.2ț ț
Exerci iul 12.2.1: Modifica i setul de antrenament din Fig. 12.6 astfel încât i exemplul bț ț ș
include cuvântul „nigeria” (totu i r mâne un exemplu negativ - poate cinevaăș
povestind despre c l toria lor în Nigeria).ă ă  G si i un vector de greutate care separă ăț
exemple pozitive i negative, folosind:ș
(a) Metoda de formare de baz  din sec iunea 12.2.1.ă ț
(b) Metoda Winnow din sec iunea 12.2.3.ț
(c) Metoda de baz  cu un prag variabil, a a cum este sugerat în sec iunea 12.2.4.ă ș ț
(d) Metoda Winnow cu un prag variabil, a a cum este sugerat în sec iuneaș ț
12.2.4.
! Exerci iul 12.2.2: Pentru urm torul set de antrenament:ăț
([1, 2], +1) ([2, 1], +1)
([2, 3], 1) ([3, 2], 1)− −
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Un truc cheie pentru ob inerea paralelismuluiț
Metoda pe care am folosit-o în sec iunea 12.2.8 pentru a transforma un proces serial inerentț
într-unul paralel apare frecvent atunci când avem de-a face cu seturi de date mari. În
versiunea serial  a algoritmului, exist  o stare care se schimb  la fiecareă ă ă
Etapa. În acest caz, starea este vectorul de greutate w. Atâta timp cât se schimb  înă
starea tinde s  fie mic  la fiecare pas, putem repara starea i calcula,ă ă ș
în paralel, modific rile la aceast  stare exact  care ar fi cauzate de fiecareă ă ă
a etapelor seriale. Dup  pasul paralel, combina i modific rile pentru a face ună ăț
starea nou  i repeta i pasul paralel pân  la convergen .ă ă ăș ț ț
descrie i to i vectorii w i pragurile  astfel încât hiperplanul (într-adev r aθ ăț ț ș
linie) definit  de wx -  = 0 separ  corect punctele.ă θ ă
! Exerci iul 12.2.3: S  presupunem c  urm toarele patru exemple constituie un antrenamentă ă ăț
a stabilit:
([1, 2], 1) ([2, 3], +1)−
([2, 1], +1) ([3, 2], 1)−
(a) Ce se întâmpl  atunci când încerca i s  instrui i un perceptron pentru a le clasificaă ăț ț
puncte folosind 0 ca prag?
!! (b) Este posibil s  se schimbe pragul i s  se ob in  un perceptron careă ă ăș ț
clasific  în mod corect aceste puncte?ă
(c) Sugera i o transformare folosind polinoame p tratice care se vor transformaăț
aceste puncte astfel încât s  devin  liniar separabile.ă ă

12.3 Suport-Ma ini Vectorș
Putem vizualiza o ma in  vector-suport, sau SVM, ca o îmbun t ire aă ă ăș ț
perceptron care este conceput pentru a aborda problemele men ionate în sec iunea 12.2.7.ț ț
Un SVM selecteaz  un anumit hiperplan care nu doar separ  punctele dină ă
cele dou  clase, dar o face într-un mod care maximizeaz  marja - distan aă ă ț
între hiperplan i cele mai apropiate puncte ale setului de antrenament.ș
În aceast  sec iune, începem cu o discu ie despre SVM pentru puncte de antrenamentă ț ț
care sunt separabile i ar t m cum s  maximiz m marja într-un astfel de caz.ă ă ă ăș
Atunci consider m o problem  mai complex , în care punctele nu sunt liniareă ă ă
separabil. În acest caz, scopul nostru este diferit. Trebuie s  g sim un hiperplană ă
care face tot ce poate în separarea celor dou  clase.ă  Dar „cel mai bun” este un lucru complicat
no iune.ţ  Vom dezvolta o func ie de pierdere care penalizeaz  punctele clasificate gre it, darăț ș
de asemenea, unul care penalizeaz  într-o m sur  mai mic  punctele care sunt corect clasificate, dară ă ă ă
sunt prea aproape de hiperplanul de separare. Aceast  chestiune va fi abordat  înă ă
Sec iunea 12.3.3.ț
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12.3.1 Mecanica unui SVM
Scopul unui SVM este de a selecta un hiperplan wx + b = 0 care maximizează
distan a  între hiperplan i orice punct al setului de antrenament.γț ș  1 The
ideea este sugerat  de Fig. 12.14.ă  Acolo, vedem punctele a dou  clase i aă ș
hiperplanul împ r indu-i.ă ț



A sustine
vectori
γ
γ
wx + b = 0
Figura 12.14: Un SVM selecteaz  hiperplanul cu cea mai mare marj  posibilă ă ă
 între hiperplan i punctele de antrenamentγ ș

Intuitiv, suntem mai siguri de clasa de puncte care sunt departe de
separând hiperplanul decât suntem de puncte apropiate de acel hiperplan. Astfel, ea
este de dorit ca toate punctele de antrenament s  fie cât mai departe de hiperplană
(dar pe partea corect  a acelui hiperplan, desigur).ă  Un avantaj suplimentar
de a alege hiperplanul de separare pentru a avea o marj  cât mai mare esteă
c  pot exista puncte mai apropiate de hiperplan în setul complet de date, dar nuă
în setul de antrenament. Dac  da, avem anse mai mari ca aceste puncte s  fieă ăș
clasificate corespunz tor decât dac  am alege un hiperplan care separ  antrenamentulă ă ă
puncte, dar a permis ca unele puncte s  fie foarte aproape de hiperplanul în sine.ă  In aceea
caz, exist  o ans  just  ca un nou punct care s  fie aproape de un punct de antrenament careă ă ă ăș
era, de asemenea, în apropierea hiperplanului care ar fi clasificat gre it.ș  Aceast  problem  a fost discutată ă ă
în sec iunea 12.2.7 în leg tur  cu Fig. 12.13.ă ăț
Vedem i în Fig. 12.14 dou  hiperplane paralele la distan a  deă γș ț
hiperplan central wx + b = 0, iar fiecare atinge unul sau mai multe dintre
vectori de sprijin. Acestea din urm  sunt punctele care constrânge de fapt divizareaă
hiperplan, în sensul c  sunt toate la distan   de hiperplan.ă ăγț
În majoritatea cazurilor, un set de puncte d-dimensional are d + 1 vectori de sus inere, a a cum esteț ș
cazul din Fig. 12.14. Cu toate acestea, pot exista mai mul i vectori de suport dac  sunt prea mul iăț ț
punctele se întind pe hiperplanele paralele. Vom vedea un exemplu bazat
1 Constanta b din aceast  formulare a unui hiperplan este aceea i cu negativul praguluiă ș
 în tratamentul perceptronilor din sec iunea 12.2.θ ț
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pe punctele din Fig. 11.1, unde se dovede te c  toate cele patru puncte sunt suportăș
vectori, chiar dac  datele bidimensionale au în mod normal trei.ă
O declara ie provizorie a obiectivului nostru este:ț
• Având un set de antrenament (x 1 , y 1 ), (x 2 , y 2 ), ..., (x n , y n ), maximiza i  (prin varia ieγț ț
w i b) sub rezerva constrângerii c  pentru toate i = 1, 2, ..., n,ăș
y i (wx i + b)  ≥ γ
Observa i c  yăț  i , care trebuie s  fie +1 sau 1, determin  ce parte a hiperplanuluiă − ă
punctul x i trebuie s  fie activat, deci rela ia  cu  este întotdeauna corect .ă ≥ γ ăț  Cu toate acestea, ea
poate fi mai u or s  exprim m aceast  condi ie ca dou  cazuri: dac  y = +1, atunci w.x + b  ,ă ă ă ă ă ≥ γș ț
iar dac  y = 1, atunci wx + b  .ă − ≤ −γ
Din p cate, aceast  formulare nu func ioneaz  corect.ă ă ăț  Problema
este c , m rind w i b, putem permite întotdeauna o valoare mai mare a .ă ă γș  Pentru
de exemplu, s  presupunem c  w i b satisfac constrângerea de mai sus.ă ă ș  Dac  înlocuim wă
cu 2w i b cu 2b, observ m c  pentru toate i, yă ăș  i ((2w) .x i + 2b)  2 .≥ γ Astfel, 2w
iar 2b este întotdeauna o alegere mai bun  decât w i b, deci nu exist  cea mai bun  alegere iă ă ăș ș
f r   maxim.ă ăγ

12.3.2 Normalizarea hiperavionului
Solu ia la problema pe care am descris-o intuitiv mai sus este normalizareaț
vectorul de greutate w. Adic  unitatea de m sur  perpendicular  pe separată ă ă ă ă
Hiperplanul de evaluare este vectorul unitar g / g. Aminti i-v  c  w este Frobeniusă ăț
norma sau r d cina p trat  a sumei p tratelor componentelor lui w.ă ă ă ă ă  Noi
va cere ca w s  fie astfel încât hiperplanele paralele care ating doară
vectorii suport sunt descri i prin ecua iile w.x + b = +1 i w.x + b = 1,−ș ț ș
dup  cum sugereaz  Fig. 12.15.ă ă  Ne vom referi la hiperavioanele definite de acestea
dou  ecua ii ca hiperplanele superioare i inferioare, respectiv.ă ț ș
Se pare c  am setat  = 1. Dar, din moment ce folosim w ca vector unitate,ă γ
marja  este num rul de „unit i”, adic  pa i în direc ia w necesarγ ă ă ă ăț ș ț
a merge între hiperplanul de separare i hiperplanele paralele.ș  Scopul nostru
devine s  maximizeze , care este acum multiplul vectorului unitar g / gă γ
între hiperplanul de separare i hiperplanele superioare i inferioare.ș ș
Primul nostru pas este de a demonstra c  maximizarea  este la fel ca minimizareaă γ
w. Lua i în considerare unul dintre vectorii de sus inere, s  zicem xăț ț  2 prezentat în Fig. 12.15. Fie x 1 BE
proiec ia lui xț  2 pe hiperplanul superior, de asemenea, a a cum este sugerat în Fig. 12.15.ș
Re ine i c  xăț ț  1 nu trebuie s  fie un vector de sprijin sau chiar un punct al setului de antrenament.ă
Distan a de la xț  2 la x 1 în unit i de greutate / greutate este 2 .ă γț  Acesta este,
x 1 = x 2 + 2γ



w
w
(12.1)
Deoarece x 1 se afl  pe hiperplanul definit de wx + b = +1, tim astaă ș
wx 1 + b = 1. Dac  substituim xă  1 folosind ecua ia 12.1, ob inemț ț
w. (x 2 + 2γ
w
w)
+ b = 1
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wx + b = +1
γ
γ
wx + b = 0
wx
+ b = 0
+ b = 1−
w
||
/ || w
1
2
X
X
Figura 12.15: Normalizarea vectorului de greutate pentru un SVM
Regrup m termenii, vedemă
wx 2 + b + 2γ
ww
w
= 1
(12.2)
Dar primii doi termeni ai ecua iei 12.2, wxț  2 + b, însumeaz  la -1, deoarece timă ș
c  xă  2 se afl  pe hiperplanul inferior, wx + b = 1.ă −  Dac  deplas m acest 1 de la stângaă ă −
la dreapta în ecua ia 12.2 i apoi împ r im la 2, concluzion m că ă ăț ș ț
γ
ww
w
= 1
(12.3)
Observa i, de asemenea, c  ww este suma p tratelor componentelor lui w.ă ăț
Adic , ww = wă  2 . Concluzion m din ecua ia 12.3 c   = 1 / w.ă ăγț
Aceast  echivalen  ne ofer  o modalitate de reformulare a problemei de optimizareă ă ăț
men ionat ini ial în sec iunea 12.3.1.ț ț ț  În loc s  maximiz m , vrem să ă γ ă
mize w, care este inversul lui .γ Acesta este:

• Având un set de antrenament (x 1 , y 1 ), (x 2 , y 2 ), ..., (x n , y n ), minimiza i w (în func ie deț ț
ing w i b) sub rezerva constrângerii c  pentru toate i = 1, 2, ..., n,ăș
y i (wx i + b)  1≥
Exemplul 12.8: S  lu m în considerare cele patru puncte din Fig. 11.1, presupunând că ă ă
alterneaz  ca exemple pozitive i negative.ă ș  Adic  setul de antrenamentă
este format din
([1, 2], +1) ([2, 1], 1)−
([3, 4], +1) ([4, 3], 1)−
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Fie w = [u, v]. Scopul nostru este de a minimiza u√ 2 + v 2 sub rezerva constrângerilor
deriv m din cele patru exemple de instruire.ă  Pentru prima, unde x 1 = [1, 2] iș
y 1 = +1, constrângerea este (+1) (u + 2v + b) = u + 2v + b  1. Pentru a doua,≥
unde x 2 = [2, 1] i yș  2 = 1, constrângerea este ( 1) (2u + v + b)  1 sau− − ≥
2u + v + b  1.≤ −  Ultimele dou  puncte sunt tratate în mod analog, iar cele patruă
constrângerile pe care le deriv m sunt:ă
u + 2v + b  1≥
2u + v + b  1≤ −



3u + 4v + b  1 4u + 3v + b  1≥ ≤ −
Vom acoperi în detaliu subiectul modului în care se optimizeaz  în condi ii de constrângere;ă ț
subiectul este larg i multe pachete sunt disponibile pentru a fi utilizate.ș  Sec-
sec iunea 12.3.4 discut  o metod  - coborârea în gradient - în leg tur  cu aă ă ă ăț
aplica ie mai general  a SVM, unde nu exist  hiperplan de separare.ă ăț  Un
ilustrarea modului în care func ioneaz  aceast  metod  va ap rea în Exemplul 12.9.ă ă ă ăț
În acest exemplu simplu, solu ia este u or de v zut: b = 0 i w = [u, v] =ăț ș ș
[ 1, +1].−  Se întâmpl  ca toate cele patru constrângeri s  fie îndeplinite exact;ă ă  adic  fiecareă
din cele patru puncte este un vector suport. Acest caz este neobi nuit, de cândș
datele sunt bidimensionale, ne a tept m doar la trei vectori de sus inere.ăș ț  Însă
faptul c  exemplele pozitive i negative se afl  pe linii paralele permite tuturor celor patruă ăș
constrângeri care trebuie îndeplinite exact. ✷
12.3.3 G sirea separatorilor aproximativi optimiă
Vom lua în considerare acum g sirea unui hiperplan optim în cazul mai general,ă
unde, indiferent de hiperplanul pe care îl alegem, vor exista câteva puncte pe
parte gre it  i poate câteva puncte care sunt pe partea corect , dar prea aproapeă ăș ș
la hiperplanul de separare în sine, deci cerin a de marj  nu este îndeplinit .ă ăț  A
situa ia tipic  este prezentat  în Fig. 12.16.ă ăț  Vedem dou  puncte care sunt clasificate gre it;ă ș
se afl  pe partea gre it  a hiperplanului de separare wx + b = 0. De asemenea, noiă ăș
vezi dou  puncte care, de i sunt clasificate corect, sunt prea aproape deă ș
hiperplanul de separare. Vom numi toate aceste puncte puncte rele.
Fiecare punct r u atrage o penalizare atunci când evalu m un posibil hiperplan.ă ă
Valoarea penalit ii, în unit i care urmeaz  s  fie determinat  ca parte a optimiz riiă ă ă ă ă ăț ț
proces, este ar tat de s geata care duce la punctul r u din hiperplană ă ă
pe partea gre it  a c reia se afl  punctul r u.ă ă ă ăș  Adic  s ge ile m soară ă ă ăț
distan a fa  de hiperplanul wx + b = 1 sau wx + b = 1.ă −ț ț  Primul este
linia de baz  pentru exemple de instruire care ar trebui s  fie deasupra separ riiă ă ă
hiperplan (deoarece eticheta y este +1), iar acesta din urm  este linia de baz  pentru puncteă ă
care ar trebui s  fie mai jos (pentru c  y = 1).ă ă −
Avem multe op iuni cu privire la formula exact  pe care dorim s  o mini-ă ăț
mize. Intuitiv, dorim ca w s  fie cât mai mic, a a cum am discutat înă ș
Sec iunea 12.3.2.ț  Dar vrem i penaliz rile asociate cu punctele proasteăș
s  fie cât mai mic posibil.ă  Cea mai comun  form  de compromis este exprimată ă ă
printr - o formul  care implic  termenul w cuă ă  2 /2 i un alt termen care presupuneș
ori constante suma penaliz rilor.ă
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wx + b = 1−
wx + b = +1
wx + b = 0
Misclasificat
Prea aproape
la hotar
Figura 12.16: Punctele care sunt clasificate gre it sau sunt prea aproape de separareș
hiperavionul suport  o penalizare;ă  valoarea penaliz rii este propor ional  cuă ăț
lungimea s ge ii care duce la acel punctă ț
Pentru a vedea de ce minimizând termenul w cu 2 /2 închide sens, re ine i c  minimizareăț ț
w este la fel ca minimizarea oric rei func ii monotone a lui w, deci este cel pu in ună ț ț
op iunea deț  a alege o formul  în care vom încerca s  reduc  la minimum w cuă ă ă  2 /2. Aceast  expresieă
este de dorit deoarece derivatul s u în raport cu orice component  a lui w este că ă ă
component .ă  Adic , dac  w = [wă ă  1 , w 2 , ..., w d ], apoi w 2 /2 este 1
2 ∑ n

i = 1 w 2

eu , deci e
derivat  par ial   / wă ă∂ ∂ț  i este w i . Aceast  situa ie are sens pentru c , a a cum vom face noiă ăț ș
vezi, derivatul termenului de penalizare fa  de wăț  i este un timp constant fiecare
x i , componenta corespunz toare a fiec rui vector de caracteristic  al c rui exemplu de instruireă ă ă ă
atrage o pedeaps .ă  La rândul s u, asta înseamn  c  vectorul w i vectorii luiă ă ă ș
setul de instruire este propor ional cu unit ile componentelor lor.ăț ț
Astfel, vom lua în considerare cum s  minimaliz m func ia specială ă ăț
f (w, b) =
1
2
d

∑
j = 1

w 2



j + C
n

∑
i = 1 maxim {0, 1 - y i (
d

∑
j = 1

w j x ij + b)}
(12,4)
Primul termen încurajeaz  w mic, în timp ce al doilea termen, care implică ă
C constant  care trebuie aleas  corect, reprezint  pedeapsa pentru punctele proasteă ă ă
într-un mod care trebuie explicat mai jos. Presupunem c  exist  n exemple de instruireă ă
(x i , y i ) pentru i = 1, 2, ..., n i xș  i = [x i1 , x i2 , ..., x id ]. De asemenea, ca i înainte, w =ș
[w 1 , w 2 , ..., w d ]. Re ine i c  cele dou  însum ri ă ă ă ∑ț ț
d

j = 1 exprim  produsul punctă
de vectori.
C constant , numit  parametru de regularizare, reflect  cât de important  esteă ă ă ă
clasificarea gre it  este.ăș  Alege i un C mare dac  chiar nu dori i s  clasifica i gre ită ăț ț ț ș
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puncte, dar a i accepta o marj  restrâns .ă ăț  Alege i un C mic dac  sunte i bineăț ț
cu câteva puncte clasificate gre it, dar doresc ca majoritatea punctelor s  fie departe deăș
limita (adic  marja este mare).ă
Trebuie s  explic m func ia de penalizare (al doilea termen) în ecua ia 12.4.ă ă ț ț  The
însumarea peste i are un termen
L (x i , y i ) = max {0, 1 - y i (
d

∑
j = 1

w j x ij + b)}
pentru fiecare exemplu de antrenament x i . L este func ia de articula ie, sugerat  în Fig. 12.17,ăț ț
i numim valoarea sa pierderea articula iei.ș ț  Fie z i = y i (∑

d

j = 1 w j x ij + b). Când z i este 1
sau mai mult, valoarea lui L este 0. Dar pentru valori mai mici ale lui z i , L cre te liniar ca zș  i
scade.

−2

−1
0
1
2
3
0
1
2
max {0, 1− z }
z = y
eu
w .
eu
X
(
+ b )
Figura 12.17: Func ia balama scade liniar pentru z  1 i apoi r mâne≤ ăț ș
0
De vreme ce va trebui s  lu m derivata cu privire la fiecare wă ă  j de
L (x i , y i ), re ine i c  derivatul func iei balama este discontinuu.ăț ț ț  Este

−y i x ij pentru z i <1 i 0 pentru zș  i > 1. Adic , dac  yă ă  i = +1 (adic , aă
exemplu este pozitiv), atunci

∂L

∂w j
= dacă
d

∑
j = 1

w j x ij + b  1 apoi 0 altul - x≥  ij
Mai mult, dac  yă  i = 1 (adic  exemplul de antrenament ith este negativ), atunci− ă



∂L

∂w j
= dacă
d

∑
j = 1

w j x ij + b  1 apoi 0 altul x≤ −  ij
Cele dou  cazuri pot fi rezumate ca unul singur, dac  implic m valoarea luiă ă ă  i , ca:

∂L

∂w j
= dac  yă  i (
d

∑
j = 1

w j x ij + b)  1 apoi 0 altul - y≥  i x ij
(12,5)
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12.3.4 Solu ii SVM dup  coborârea gradientuluiăț
O abordare comun  pentru rezolvarea ecua iei 12.4 este utilizarea program rii p tratice.ă ă ăț
Pentru datele la scar  larg , o alt  abordare, coborârea în gradient are un avantaj.ă ă ă  Noi
poate permite ca datele s  r mân  pe disc, mai degrab  decât s  le p streze pe toate în memorie, careă ă ă ă ă ă
este necesar în mod normal pentru rezolvatorii p tratici.ă  Pentru a implementa coborârea în gradient, noi
calcula i derivata ecua iei fa  de b i fiecare componentă ăț ț ț ș
w j al vectorului w. De vreme ce dorim s  minimaliz m f (w, b), mut m b iă ă ă ș
componentele w j în direc ia opus  direc iei gradientului.ăț ț  The
cantitatea pe care o mut m fiecare component  este propor ional  cu derivata cu respectă ă ăț
la acea component .ă
Primul nostru pas este s  folosim trucul Sec iunii 12.2.4 pentru a face parte b dină ț
vector greutate w. Observa i c  b este într-adev r negativul unui prag pe punctă ăț
produs wx, astfel încât s  putem ad uga o component  (d + 1) st la w i s  ad ug m oă ă ă ă ă ăș
component  suplimentar  cu valoare +1 pentru fiecare vector de caracteristici din setul de antrenament (nuă ă

−1 a a cum am f cut în sec iunea 12.2.4).ăș ț
Trebuie s  alegem o constant   pentru a fi frac iunea gradientului pe care îl mut mă ăη ăț
w în fiecare rund .ă  Adic  atribuimă
w j : = w j - η

∂f

∂w j
pentru toate j = 1, 2, ..., d + 1.
Derivatul ∂f

∂w j

din primul termen din ecua ia 12.4,ț  1
2 ∑ d

j = 1 w 2

i , este u or;ș
este w j . Cu toate acestea, al doilea termen implic  func ia balama, deci este mai greuă ț
a exprima. Vom folosi o expresie if-then pentru a descrie aceste derivate, ca
în ecua ia 12.5.ț  Acesta este:

∂f

∂w j
= w j + C
n

∑
i = 1 (dac  yă  i (
d

∑
j = 1

w j x ij + b)  1 apoi 0 altul - y≥  i x ij )
(12,6)
Re ine i c  aceast  formul  ne ofer  o derivat  par ial  cu privire la fiecare compozi ieă ă ă ă ă ăț ț ț ț
nentul lui w, inclusiv w d + 1 , care este b, precum i la greut ile wăș ț  1 , w 2 , ..., w d .
Continu m s  folosim b în loc de echivalentul wă ă  d + 1 în condi ia if-then toț
aminte te-ne de forma în care este descris hiperplanul dorit.ș
Pentru a executa algoritmul descendent-descendent pe un set de antrenament, alegem:



1. Valori pentru parametrii C i .ηș
2. Valorile ini iale pentru w, inclusiv componenta (d + 1) a b.ț
Apoi, în mod repetat:
(a) Calcula i derivatele par iale ale lui f (w, b) fa  de wăț ț ț  j ’s.
(b) Ajusta i valorile lui w sc zând ă ηț  ∂f

∂w j

din fiecare w j .
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Exemplul 12.9: Figura 12.18 prezint  ase puncte, trei pozitive i trei negativeă ș ș
tive. Ne a tept m ca cea mai bun  linie de separare s  fie orizontal  i singuraă ă ă ăș ș
întrebarea este dac  hiperplanul de separare i scara lui w vor fi sau nuă ș
face ca punctul (2, 2) s  fie clasificat gre it sau s  stea prea aproape de limit .ă ă ăș
Ini ial, vom alege w = [0, 1], un vector vertical cu o scar  de 1, i noiăț ș
va alege b = 2.−  Ca rezultat, vedem în Fig. 12.18 c  punctul (2, 2) se află ă
pe hiperplanul ini ial i cele trei puncte negative sunt chiar la margine.ț ș
Valorile parametrilor pe care le vom alege pentru coborârea în gradient sunt C = 0,1 iș

 = 0,2.η
w
hiperplan
Marja
Marja
Ini ialţ ă
(1,4)
(2,2)
(1,1)
(2,1)
(3,1)
(3,4)
Figura 12.18: ase puncte pentru un exemplu de gradient-coborâreȘ
Începem prin a încorpora b ca a treia component  a lui w i pentru nota ională ș ț
comoditate, vom folosi u i v ca primele dou  componente, mai degrab  decâtă ăș
obi nuit wș  1 i wș  2 . Adic  lu m w = [u, v, b].ă ă  De asemenea, extindem
punctele dimensionale ale setului de antrenament cu o a treia component  care este întotdeauna 1.ă
Adic  setul de antrenament devineă
([1, 4, 1], +1) ([2, 2, 1], +1) ([3, 4, 1], +1)
([1, 1, 1], 1) ([2, 1, 1], 1) ([3, 1, 1], 1)− − −
În Fig. 12.19 vom tabela condi iile if-then i contribu iile rezultateț ș ț
men iuni la însum rile peste i în ecua ia 12.6.ăț ț  Suma trebuie s  fieă
multiplicat cu C i ad ugat la u, v sau b, dup  caz, pentru a implementaă ăș
sec iunea 12.6.ț
Adev rul sau falsitatea fiec reia dintre cele ase condi ii din Fig. 12.19 determină ă ăș ț
contribu ia termenilor din însum rile peste i în ecua ia 12.6.ăț ț  Noi
va reprezenta starea fiec rei condi ii printr-o succesiune de x i o, cu xă ț ș
reprezentând o condi ie care nu de ine i o reprezentând una care o face.ț ț ș
Primele câteva itera ii de coborâre în gradient sunt prezentate în Fig. 12.20.ț
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pentru u pentru v
pentru b
dacă
u + 4v + b  +1 atunci≥
0 altceva

−1

−4

−1
dac  2u + 2v + b  +1 atunciă ≥
0 altceva

−2

−2

−1



dac  3u + 4v + b  +1 atunciă ≥
0 altceva

−3

−4

−1
dacă
u + v + b  1 atunci≤ −
0 altceva
+1
+1
+1
dacă
2u + v + b  1 atunci≤ −
0 altceva
+2
+1
+1
dacă
3u + v + b  1 atunci≤ −
0 altceva
+3
+1
+1
Figura 12.19: Suma i fiecare dintre ace ti termeni i multiplica i cu C pentru a ob ine contribu iaț ș ș ț ț ț
de puncte negative la derivatele lui f fa  de u, v i băț ș
w = [u, v]
b
R uă

∂ / u∂

∂ / v∂

∂ / b∂
(1)
[0.000, 1.000] 2.000 oxoooo−

−0.200
0,800 2,100−
(2)
[0,040, 0,840] -1,580 oxoxxx
0,440
0,940 -1,380
(3) [-0,048, 0,652] -1,304 oxoxxx
0,352
0,752 -1,104
(4) [ 0.118, 0.502] 1.083 xxxxxx 0.118 0.198 1.083− − − − −
(5) [-0.094, 0.542] -0.866 oxoxxx
0,306
0,642 0,666−
(6) [-0.155, 0.414] -0.733 xxxxxx
Figura 12.20: Începutul procesului de coborâre în gradient
Lua i în considerare linia (1).ț  Se arat  valoarea ini ial  a w = [0, 1], a a cum am sugerată ăț ș
în Fig. 12.18 a fost valoarea ini ial  a lui w.ăț  Reamintim c  folosim u i v pentruă ș
componente ale lui w, deci u = 0 i v = 1. Vedem i valoarea ini ial  a lui b = 2,ă −ș ș ț
care este valoarea adecvat  pentru hiperplanul ini ial prezentat în Fig. 12.18.ă ț
Trebuie s  folosim aceste valori pentru u, v i b pentru a evalua condi iile din Fig. 12.19.ă ș ț
Prima dintre condi iile din Fig. 12.19 este u + 4v + b  +1.≥ț  Partea stâng  esteă
0 + 4 + (- 2) = 2, deci condi ia este îndeplinit .ăț  Cu toate acestea, a doua condi ie,ț
2u + 2v + b  +1 e ueaz .≥ ăș  Partea stâng  este 0 + 2 + (- 2) = 0. Faptul c  suma esteă ă
0 înseamn  c  al doilea punct (2, 2) se afl  exact pe hiperplanul de separare i nuă ă ă ș
în afara marginii. A treia condi ie este îndeplinit , deoarece 0 + 4 + (- 2) = 2  +1.ă ≥ț
Ultimele trei condi ii sunt, de asemenea, îndeplinite i, de fapt, sunt îndeplinite exact.ț ș  Pentru
de exemplu, a patra condi ie este u + v + b  1.≤ −ț  Partea stâng  este 0 + 1 + (- 2) = 1.ă −
Astfel, modelul oxoooo reprezint  rezultatul acestor ase condi ii, ca i noiă ș ț ș
vezi în prima linie din Fig. 12.20.
Folosim aceste condi ii pentru a calcula derivatele par iale.ț ț  Pentru f / u, noi∂ ∂
folosi i u în locul lui wț  j în ecua ia 12.6.ț  Aceast  expresie devine astfelă
u + C (0 + (- 2) + 0 + 0 + 0 + 0) = 0 +
1
10 ( 2) = 0,2− −
Suma care înmul e te C poate fi explicat  în acest fel.ăț ș  Pentru fiecare dintre cele ase condi iiș ț



din Fig. 12.19, lua i 0 dac  condi ia este îndeplinit  i lua i valoarea înă ăț ț ș ț
coloana etichetat  „pentru u” dac  nu este satisf cut .ă ă ă ă  În mod similar, pentru v în locul lui w j we
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ob ine f / v = 1+∂ ∂ț  1
10 (0 + (- 2) + 0 + 0 + 0 + 0) = 0,8. În cele din urm , pentru b ob inemă ț
∂f / b = 2 +∂ −  1
10 (0 + (- 1) + 0 + 0 + 0 + 0) = 2.1.−
Acum putem calcula noile w i b care apar pe linia (2) din Fig. 12.20.ș
Deoarece am ales  = 0,2, noua valoare a lui u este 0 -η  1
5 (-0,2) = -0,04, noul
valoarea lui v este 1− 1
5 (0,8) = 0,84, iar noua valoare a lui b este 2− −  1

5 ( 2,1) = 1,58.− −
Pentru a calcula derivatele prezentate în linia (2) din Fig. 12.20 trebuie mai întâi s  verific mă ă
condi iile din Fig. 12.19.ț  În timp ce rezultatele primelor trei condi iiț
nu s-au schimbat, ultimii trei nu mai sunt mul umi i.ț ț  De exemplu,
a patra condi ie este u + v + b  1, dar 0,04 + 0,84 + ( 1,58) = 0,7, care este≤ − − −ț
nu mai pu in de -1.ț  Astfel, modelul punctelor rele devine oxoxxx. Noi acum
au mai mul i termeni diferi i de zero în expresiile derivatelor.ț ț  De exemplu

∂f / u = 0,04 +∂  1
10 (0 + (- 2) + 0 + 1 + 2 + 3) = 0,44.
Valorile lui w i b în linia (3) sunt calculate din derivatele luiș
linia (2) în acela i mod în care au fost calculate în linia (2).ș  Noile valori
nu schimba i modelul punctelor rele;ț  este înc  oxoxxx.ă  Cu toate acestea, atunci când noi
repeta i procesul pentru linia (4), constat m c  toate cele ase condi ii sunt nesatisf cute.ă ă ăț ș ț
De exemplu, prima condi ie, u + 4v + b  +1 nu este îndeplinit , deoarece≥ ăț
( 0.118 + 4 × 0.502 + ( 1.083) = 0.807, care este mai mic decât 1. De fapt,− −
primul punct a devenit prea aproape de hiperplanul de separare, chiar dac  esteă
clasificate corespunz tor.ă
Putem vedea c  în linia (5) din Fig. 12.20, problemele cu prima iă ș
al treilea punct este corectat i ne întoarcem la modelul oxoxxx de puncte rele.ș
Cu toate acestea, la linia (6), punctele au devenit din nou prea apropiate de separare
hiperplan, deci ne întoarcem la modelul xxxxxx al punctelor negative. Esti invitat
pentru a continua succesiunea actualiz rilor la w i b pentru mai multe itera ii.ă ș ț
Ne-am putea întreba de ce procesul gradient-coborâre pare s  fie convergentă
pe o solu ie în care cel pu in unele dintre puncte sunt în interiorul marginii, cândț ț
exist  un hiperplan evident (orizontal, la în l imea 1,5) cu o margine de 1/2,ă ă ț
care separ  punctele pozitive i negative.ă ș  Motivul este c  atunci când noiă
ales C = 0,1 spuneam c  nu ne pas  prea mult dacă ă ă
exist  puncte în interiorul marginilor sau chiar dac  punctele sunt clasificate gre it.ă ă ș  Eram
spunând, de asemenea, c  ceea ce era important era o marj  mare (care corespundeă ă
un mic w), chiar dac  unele puncte au înc lcat aceea i marj .ă ă ăș  ✷
12.3.5 Coborârea în gradient stochastic
Algoritmul de coborâre în gradient descris în sec iunea 12.3.4 este adesea numit lotț
coborâre în gradient, deoarece la fiecare rund  sunt luate în considerare toate exemplele de antrenamentă
considerat ca un „lot”. De i este eficient pentru seturile de date mici, poate fi prea mult timpș
consumând pentru a executa pe un set de date mare, unde trebuie s  vizit m fiecare antrenamentă ă
exemplu, de multe ori înainte de convergen .ăț
O alternativ , numit  coborâre de gradient stochastic, consider  un antrenament ex-ă ă ă
amplu sau câteva exemple de instruire la un moment dat i ajusteaz  estimarea curent  aă ăș
func ia de eroare (w în exemplul SVM) în direc ia indicat  numai deăț ț
micul set de exemple de instruire luate în considerare. Sunt posibile runde suplimentare,
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utilizarea altor seturi de exemple de instruire; acestea pot fi selectate aleatoriu sau
conform unor strategii fixe. Re ine i c  este normal ca unii membri aiăț ț
setul de instruire nu este folosit niciodat  într-un algoritm de descindere a gradientului stocastic.ă
Exemplul 12.10: Reamintim algoritmul de descompunere UV discutat în sec.
sec iunea 9.4.3.ț  Acest algoritm a fost descris ca un exemplu de degradare a lotului
arom .ă  Putem privi fiecare dintre intr rile neblane din matricea M care suntemă



încercând s  aproxim m dup  produs UV ca exemplu de instruire i eroareă ă ă ș
func ia este eroarea r d cin -medie-p trat între produsul ma-ă ă ă ăț
trices U i V i matricea M, luând în considerare numai acele elemente în care M esteș ș
nonblank.
Cu toate acestea, dac  M are un num r foarte mare de intr ri non-blank, a a cum ar fiă ă ă ș
cazul dac  M a reprezentat, s  zicem, achizi ii de articole de c tre clien ii Amazon sau filmeă ă ăț ț
pe care clien ii Netflix l-au evaluat, atunci nu este practic s  se fac  repetateă ăț
trece peste întregul set de intr ri neblane ale lui M la ajustarea intr riloră ă
în U i V.ș  O implementare descendent  stocastic  a gradientului ar privi oă ă
o intrare neblank  a lui M i calcula i schimbarea la fiecare element al lui U iă ș ț ș
V care ar face produsul UV s  fie de acord cu acel element al lui M. Am fiă
nu face i schimbarea complet  a elementelor lui U i V, ci alege i mai degrabă ăț ș ț
o anumit  rat  de înv are  mai mic  de 1 i schimb  fiecare element al lui U i V cuă ă ă η ă ăț ș ș
frac iunea  din cantitatea care ar fi necesar  pentru ca UV s  fie egal cu M înη ă ăț
intrarea aleas .ă  ✷
Exist  un compromis între descrierea în gradient a lotului i stochastic numită ș
coborâre în gradient de minibatch. În versiunea minibatch, parti ion m întregulăț
antrenament setat în „minibatch-uri”, de o anumit  dimensiune, de exemplu, 1000 de examene deă
ples. Lucr m la un minibatch la un moment dat, calculând modific rile la w folosindă ă
Ecua ia 12.4, dar însumând doar peste exemplele de antrenament selectate.ț
12.3.6 Implementarea paralel  a SVMă
Prima observa ie este c  descenden a de gradient stochastic este inerent serial ,ă ăț ț
întrucât starea sistemului - vectorul w i constanta b - se schimb  cuăș
fiecare exemplu de instruire luat în considerare. Pe de alt  parte, coborârea în gradient a lotuluiă
este paralelizat cel mai u or, deoarece folose te fiecare exemplu de instruire începând de laș ș
aceea i stare i combin  efectele acestor exemple de antrenament doar la sfâr ităș ș ș
a unei rotunde.
Astfel, putem paralela SVM folosind descenden a gradientului într-un mod analogț
la ceea ce am sugerat pentru perceptroni în sec iunea 12.2.8.ț  Pute i începe cuț
curent w i b i împ r i i exemplele de antrenament în minibatch-uri, creând unulăș ș ț ț
sarcin  pentru fiecare minibatch.ă  Sarcinile aplic  fiecare ecua ia 12.4 minibatch-ului lor,ă ț
iar modific rile aduse st rii, w i b, sunt însumate dup  o rund  paralel .ă ă ă ă ăș
Noua stare este calculat  prin însumarea tuturor modific rilor, iar procesul poateă ă
repeta i cu noua stare distribuit  tuturor sarcinilor.ăț
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12.3.7 Exerci ii pentru sec iunea 12.3ț ț
Exerci iul 12.3.1: Continua i itera iile din Fig. 12.20 pentru înc  trei itera ii.ăț ț ț ț
tiuni.
Exerci iul 12.3.2: Urm torul set de antrenament respect  regula conform c reia pozitivulă ă ăț
toate exemplele au vectori ale c ror componente însumeaz  10 sau mai multe, în timp ce sumaă ă
este mai mic de 10 pentru exemplele negative.
([3, 4, 5], +1) ([2, 7, 2], +1) ([5, 5, 5], +1)
([1, 2, 3], 1) ([3, 3, 2], 1) ([2, 4, 1], 1)− − −
(a) Care dintre ace ti ase vectori sunt vectori suport?ș ș
! (b) Sugera i un vector w i o constant  b astfel încât hiperplanul definit deăț ș
wx + b = 0 este un bun separator pentru exemplele pozitive i negative.ș
Asigura i-v  c  scara lui w este astfel încât toate punctele s  fie în afara marginii;ă ă ăț
adic , pentru fiecare exemplu de antrenament (x, y), ave i y (wx + b)  +1.ă ≥ț
! (c) Începând cu r spunsul dvs. la partea (b), utiliza i coborârea în gradient pentru a g siă ăț
w i b optime.ș  Re ine i c , dac  începe i cu un hiperplan de separare,ă ăț ț ț
i scala i corect w, atunci al doilea termen al ecua iei 12.4 va fiș ț ț

fii întotdeauna 0, ceea ce î i simplific  considerabil munca.ăț
! Exerci iul 12.3.3: Urm torul set de antrenament respect  regula conform c reia pozitivulă ă ăț
exemple au toate vectori ale c ror componente au o sum  impar, în timp ce sumaă ă
este chiar pentru exemplele negative.
([1, 2], +1) ([3, 4], +1) ([5, 2], +1)
([2, 4], 1) ([3, 1], 1) ([7, 3], 1)− − −
(a) Sugera i un vector de pornire w i o constant  b care clasific  cel pu in trei dintreă ăț ș ț
punctele corect.
!! (b) Începând cu r spunsul dvs. la (a), utiliza i coborârea în gradient pentru a g si optimulă ăț
w i b.ș

12.4 Înv area de la vecinii cei mai apropia iăț ț
În aceast  sec iune lu m în considerare câteva exemple de „înv are” în care întregulă ă ăț ț
setul de antrenament este stocat, probabil preprocesat într-un mod util, i apoi utilizatș



pentru a clasifica exemple viitoare sau pentru a calcula valoarea etichetei care este cea mai mare
probabil asociat cu exemplul. Vectorul caracteristic al fiec rui exemplu de antrenamentă
este tratat ca un punct de date într-un anumit spa iu.ț  Când ajunge un punct nou i trebuieș
fie clasificate, g sim exemplul sau exemplele de instruire care sunt cele mai apropiate deă
punct nou, în func ie de m sura distan ei pentru acel spa iu.ăț ț ț  Estimat
eticheta este apoi calculat  prin combinarea exemplelor cele mai apropiate într-un fel.ă
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12.4.1 Cadrul pentru calculele cele mai apropiate
Setul de antrenament este mai întâi preprocesat i stocat.ș  Deciziile au loc când
ajunge un nou exemplu, numit exemplu de interogare i trebuie clasificat.ș
Exist  mai multe decizii pe care trebuie s  le lu m pentru a proiecta ună ă ă
algoritm bazat pe vecin care va clasifica exemple de interogare. Enumer mă
ei aici.
1. Ce m sur  de distan  folosim?ă ă ăț
2. La câ i dintre cei mai apropia i vecini ne uit m?ăț ț
3. Cum ponder m cei mai apropia i vecini?ă ț  În mod normal, oferim o func ieț
(func ia kernel) a distan ei dintre exemplul de interogare iț ț ș
cei mai apropia i vecini din setul de antrenament i utiliza i aceast  func ie pentru a cânt riă ăț ș ț ț
vecini. Dac  nu exist  ponderare, atunci func ia kernel nu trebuie s  fieă ă ăț
specificat.
4. Cum definim eticheta de asociat cu interogarea? Aceast  etichet  esteă ă
o func ie a etichetelor celor mai apropia i vecini, poate ponderat  cuăț ț
func ia kernel sau poate nu.ț
12.4.2 Înv area cu cel mai apropiat vecinăț
Cele mai simple cazuri de înv are cu cel mai apropiat vecin sunt atunci când alegem doarăț
un vecin care este cel mai apropiat de exemplul de interogare. În acest caz, nu are rost
pentru ponderarea vecinilor, deci func ia kernel este omis .ăț  De asemenea este si
de obicei o singur  alegere posibil  pentru func ia de etichetare: lua i etichetaă ă ț ț
interogarea s  fie aceea i cu eticheta celui mai apropiat vecin.ă ș
Exemplul 12.11: Figura 12.21 prezint  câteva exemple de câini care durează ă
a ap rut în Fig. 12.1.ă  Am renun at la majoritatea exemplelor pentru simplitate,ț
r mânând doar trei chihuahua, doi teckel i doi beagle.ă ș  Din moment ce
vectorii în l ime-greutate care descriu câinii sunt bidimensionali, exist  un simpluă ăț
i mod eficient de a construi o diagram  Voronoi pentru punctele, în careăș

bisectoarele perpendiculare ale liniilor dintre fiecare pereche de puncte este construit .ă
Fiecare punct prime te o regiune în jurul s u, con inând toate punctele în care se află ăș ț
cel mai apropiat. Aceste regiuni sunt întotdeauna convexe, de i pot fi deschiseș
infinitul într-o singur  direc ie.ă ț  2 Este, de asemenea, un fapt surprinz tor c , chiar dac  există ă ă ă
O (n 2 ) bisectoare perpendiculare pentru n puncte, diagrama Voronoi poate fi g sită ă
în timp O (n log n).
În Fig. 12.21 vedem diagrama Voronoi pentru cele apte puncte.ș  Limita-
berbecii care separ  câinii de rase diferite sunt prezentate solide, în timp ce limiteleă
2 În timp ce regiunea care apar ine oric rui punct este convex , uniunea regiunilor pentru dou  sauă ă ăț
s-ar putea ca mai multe puncte s  nu fie convexe.ă  Astfel, în Fig. 12.21 vedem c  regiunea pentru toate Dachshundsă
iar regiunea pentru toate Beagles nu este convex .ă  Adic , exist  puncte pă ă  1 i pș  2 care sunt
ambele clasificate Dachshunds, dar punctul de mijloc al liniei dintre p 1 i pș  2 este clasificat ca a
Beagle i invers.ș
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Beagles
Teckelii
Chihuahua

Figura 12.21: Diagrama Voronoi pentru cele trei rase de câini
între câinii din aceea i ras  sunt afi a i în linii.ăș ș ț  S  presupunem un exemplu de interogareă
q este furnizat. Re ine i c  q este un punct din spa iul din Fig. 12.21.ăț ț ț  G simă
regiunea în care se încadreaz  q i da i q eticheta exemplului de antrenament c ruiaă ăș ț
acea regiune apar ine.ț  Re ine i c  nu este prea greu s  g si i regiunea q.ă ă ăț ț ț  Noi
trebuie s  stabilim în ce parte a anumitor linii se încadreaz  q.ă ă  Acest proces este acela iș
a a cum am folosit în sec iunile 12.2 i 12.3 pentru a compara un vector x cu un hiperplanș ț ș
perpendicular pe un vector w. De fapt, dac  liniile care formeaz  de fapt p r i aleă ă ă ț
Diagrama Voronoi este preprocesat  corespunz tor, putem face determinarea înă ă
O (log n) compara ii;ț  nu este necesar s  compara i q cu tot O (n log n)ă ț
liniile care fac parte din diagram .ă  ✷



12.4.3 Înv area func iilor unidimensionaleăț ț
Un alt caz simplu i util de înv are cu cel mai apropiat vecin este unidimensionalăș ț
date. În aceast  situa ie, exemplele de instruire sunt de forma ([x], y), iar noiă ț
le va scrie ca (x, y), identificând un vector unidimensional cu singurul s uă
component .ă  De fapt, setul de instruire este o colec ie de e antioane ale valoriiț ș
a unei func ii y = f (x) pentru anumite valori ale lui x i trebuie s  interpol mă ăț ș
func ia f în toate punctele.ț  Exist  multe reguli care ar putea fi folosite i vom face astaă ș
descrie doar câteva dintre abord rile populare.ă  Dup  cum sa discutat în sec iunea 12.4.1,ă ț
abord rile variaz  în num rul de vecini pe care îi folosesc, indiferent dac  sunt sau nuă ă ă ă
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vecinii sunt ponderati i, dac  da, cum variaz  greutatea în func ie de distan .ă ă ăș ț ț
S  presupunem c  folosim o metod  cu k vecinii cei mai apropia i i x este punctul de interogare.ă ă ă ț ș
Fie x 1 , x 2 , ..., x k cel mai apropiat k vecini ai lui x i s  fie greutatea asociată ăș
cu punct de antrenament (x i , y i ) be w i . Atunci estimarea etichetei y pentru x este

∑ k

i = 1 w i y i / ∑
k

i = 1 w i . Re ine i c  aceast  expresie ofer  media ponderat  deă ă ă ăț ț
etichetele celor mai apropia i vecini.ț
Exemplul 12.12: Vom ilustra patru reguli simple, folosind setul de instruire
(1, 1), (2, 2), (3, 4), (4, 8), (5, 4), (6, 2) i (7, 1).ș  Aceste puncte reprezint  aă
func ie care are un vârf la x = 4 i se descompune exponen ial pe ambele p r i.ăț ș ț ț
Re ine i c  acest set de antrenament are valori de x care sunt uniform distan ate.ăț ț ț  Nu este
cerin a ca punctele s  fie distan ate uniform sau s  aib  orice alt model regulat.ă ă ăț ț
Unele modalit i posibile de interpolare a valorilor sunt:ăț
1
2
3
4
5
6
7
1
2
3
4
5
6
7
(a) Un vecin cel mai apropiat
(b) Media a doi vecini cei mai apropia iț

Figura 12.22: Rezultatele aplic rii primelor dou  reguli din Exemplul 12.12ă ă
1. Cel mai apropiat vecin. Folosi i doar cel mai apropiat vecin.ț  Nu e nevoie
pentru o ponderare. Ia doar valoarea oric rui f (x) pentru a fi eticheta y asociată ă
ated cu punctul de set de antrenament cel mai apropiat de punctul de interogare x. Rezultatul
folosind aceast  regul  pe exemplul de antrenament descris mai sus este prezentat înă ă
Fig. 12.22 (a).
2. Media celor doi vecini cei mai apropia i.ț  Alege i 2 ca num r cel mai apropiatăț
vecinii de folosit. Greut ile acestor dou  sunt fiecare 1/2, indiferent de modul în careă ăț
sunt departe de punctul de interogare x. Rezultatul acestei reguli pe exemplu
setul de antrenament este în Fig. 12.22 (b).
3. Media ponderat  a celor doi vecini cei mai apropia i.ă ț  Alegem din nou două
vecinii cei mai apropia i, dar îi ponder m în propor ie invers  cu dis-ă ăț ț
din punctul de interogare. S  presupunem c  cei doi vecini sunt cei mai apropia i de interogareă ă ț

Pagina 521
12.4. ÎNV ARE DE LA VECINII CELE MAI APROAPATEĂȚ
501
punctul x sunt x 1 i xș  2 . S  presupunem mai întâi c  xă ă  1 <x <x 2 . Apoi greutatea
din x 1 , inversul distan ei sale fa  de x, este 1 / (x - xăț ț  1 ), iar greutatea lui
x 2 este 1 / (x 2 - x). Media ponderat  a etichetelor esteă
(y 1
x - x 1
+
y 2
x 2 - x) / (
1
x - x 1



+
1
x 2 - x)
care, atunci când înmul im num r torul i numitorul cu (x  xă ă −ț ș  1 ) (x 2 x),−
simplific  laă
y 1 (x 2 - x) + y 2 (x - x 1 )
x 2 - x 1
Aceast  expresie este interpolare liniar  a celor mai apropia i doi vecini, caă ă ț
prezentat în Fig. 12.23 (a). Când ambii vecini cei mai apropia i sunt de aceea i parteț ș
din interogarea x, acelea i greut i au sens, iar estimarea rezultat  esteă ăș ț
o extrapolare. Vedem extrapolarea în Fig. 12.23 (a) în intervalul x = 0
la x = 1. În general, când punctele sunt distan ate neuniform, putem g si interogareăț
puncte din interior unde ambii vecini sunt pe o parte.
4. Media celor trei apropia i vecini.ț  Putem media orice num r deă
cei mai apropia i vecini pentru a estima eticheta unui punct de interogare.ț  Figura 12.23 (b)
arat  ce se întâmpl  pe exemplul nostru de antrenament atunci când cele mai apropiate treiă ă
se folosesc vecini, f r  ponderare.ă ă  Ponderarea celor trei vecini,
cum ar fi în propor ie invers  cu distan ele lor pân  la punctul în cauz ,ă ă ăț ț
este o alt  op iune.ă ț
✷
1
2
3
4
5
6
7
1
2
3
4
5
6
7
(a) Media ponderat  a doi veciniă
(b) Media a trei vecini

Figura 12.23: Rezultatele aplic rii ultimelor dou  reguli din Exemplul 12.12ă ă
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12.4.4 Regresia kernelului
O modalitate de a construi o func ie continu  care reprezint  datele unui antrenamentă ăț
stabilit bine este s  ia în considerare toate punctele din setul de antrenament, dar s  pondereze puncteleă ă
folosind o func ie de nucleu care se descompune odat  cu distan a.ăț ț  O alegere popular  este de a utilizaă
o distribu ie normal  (sau „curb  clopot”), deci greutatea unui punct de antrenament xă ăț
când interogarea este q este e - (x  q)−  2 / σ 2 . Aici  este abaterea standard aσ
distribu ie (un parametru pe care îl selecta i) i interogarea q este media.ț ț ș  Aproximativ,
punctele aflate la distan a  de q sunt puternic ponderate, iar cele aflate mai departe auσț
greutate mic .ă  Exist  un avantaj în utilizarea unei func ii kernel, cum ar fiă ț
distribu ie normal , care este continu  i definit  pentru toate punctele antrenamentuluiă ă ăț ș
a stabilit; acest lucru asigur  c  func ia rezultat  înv at  din date este ea îns iă ă ă ă ă ăț ț ș
continuu. (A se vedea exerci iul 12.4.6 pentru o discu ie a problemei atunci când este mai simpluț ț
se utilizeaz  ponderarea.)ă
Exemplul 12.13: S  folosim cele apte exemple de instruire din Exemplul 12.12.ă ș
Pentru a simplifica calculul, nu vom folosi distribu ia normal  caăț
func ia kernel, ci mai degrab  o alt  func ie continu  a distan ei, i anumeă ă ăț ț ț ș
w = 1 / (x - q) 2 . Adic , greut ile se descompun ca p tratul distan ei.ă ă ăț ț  Presupune
interogarea q este 3,5. Greut ile wăț  1 , w 2 , ... w 7 din cele apte exemple de antrenamentș
(x i , y i ) = (i, 8/2 | i  4 |−  ) pentru i = 1, 2, ..., 7 sunt prezentate în Fig. 12.24.
(1) x i
1
2
3
4
5
6
7
(2) y i
1
2
4
8



4
2
1
(3) w i
4/25 4/9
4
4
4/9
25/04/49
(4) w i y i
4/25 8/9 16 32 16/9 8/25 4/49
Figura 12.24: Ponderile punctelor atunci când interogarea este q = 3.5
Liniile (1) i (2) din Fig. 12.24 dau cele apte puncte de antrenament.ș ș  Greutatea
din fiecare când interogarea este q = 3.5 este dat  în linia (3).ă  De exemplu, pentru x 1 = 1,
greutatea w 1 = 1 / (1 - 3,5) 2 = 1 / (- 2,5) 2 = 4/25. Apoi, linia (4) arat  fiecare yă  i
ponderat de greutatea de la linia (3). De exemplu, coloana pentru x 2 are valoare
8/9 deoarece w 2 y 2 = 2 × (4/9).
Pentru a calcula eticheta pentru interogarea q = 3,5 însum m valorile ponderateă
a etichetelor din setul de antrenament, a a cum este dat de linia (4) din Fig. 12.24;ș  aceast  sum  esteă ă
51,23. Împ r im apoi la suma greut ilor din linia (3).ă ăț ț  Aceast  sum  este 9,29,ă ă
deci raportul este 51,23 / 9,29 = 5,51. Aceast  estimare a valorii etichetei pentruă
q = 3.5 pare rezonabil din punct de vedere intuitiv, deoarece q se afl  la jum tatea distan ei dintre dou  puncteă ă ăț
cu etichetele 4 i 8. ✷ș
12.4.5 Tratarea datelor euclidiene de înalt  dimensiuneă
Am v zut în sec iunea 12.4.2 c  cazul bidimensional al datelor euclidiene esteă ăț
destul de usor. Exist  mai multe structuri de date la scar  larg  care au fost dezvoltateă ă ă
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Probleme în limita pentru exemplul 12.13
S  presupunem c  q este exact egal cu unul dintre exemplele de antrenament x.ă ă  Dac  folosimă
distribu ia normal  ca func ie de nucleu, nu exist  nicio problem  cuă ă ăț ț
greutatea lui x; este 1. Cu toate acestea, cu func ia kernel discutat  înăț
Exemplul 12.13, greutatea lui x este 1 / (x  q)−  2 = .∞ Din fericire, aceast  greutateă
apare atât în num r torul, cât i în numitorul expresiei careă ă ș
estimeaz  eticheta q.ă  Se poate ar ta c  în limit  pe m sur  ce se apropie qă ă ă ă ă
x, eticheta lui x domin  to i ceilal i termeni atât în ă ț ț num r tor, cât iă ă ș
numitor, deci eticheta estimat  a lui q este aceea i cu eticheta lui x.ă ș
Acest lucru are un sens excelent, deoarece q = x în limit .ă
a g sit vecini apropia i când num rul dimensiunilor cre te iă ăț ș ș
setul de antrenament este mare. Nu vom acoperi aici aceste structuri, deoarece sub-
ject ar putea umple singur  o carte i exist  multe locuri disponibile pentru a afla mai multeă ăș
aceste tehnici, denumite colectiv structuri de indici multidimensionali. Vezi
note bibliografice pentru acest capitol pentru informa ii despre structuri precumț
kd-Trees, R-Trees i Quad Tree.ș
Din p cate, pentru datele de înalt  dimensiune, este pu in posibil de f cută ă ăț
evita i s  c uta i o mare parte din date.ă ăț ț  Acest fapt este o alt  manifestareă
a „blestemului dimensionalit ii” din sec iunea 7.1.3.ăț ț  Dou  modalit i de a face faă ă ăț ț
„Blestem” sunt urm toarele:ă
1. Fi iere VA.ș  Deoarece oricum trebuie s  analiz m o mare parte din dateă ă
pentru a g si cei mai apropia i vecini ai unui punct de interogare, am putea evita oă ț
structura datelor complex  cu totul.ă  Accepta i c  trebuie s  scan m întregulă ă ăț
fi ier, dar face i acest lucru în dou  etape.ăș ț  În primul rând, este prezentat un rezumat al fi ieruluiș
creat, folosind doar un num r mic de bi i care aproximeaz  valorileă ăț
fiecare component  a fiec rui vector de antrenament.ă ă  De exemplu, dac  folosim doară
de ordin înalt (1/4) al bi ilor din componentele numerice, atunci putem creaț
un fi ier care este (1/4) m rimea setului de date complet.ăș  Cu toate acestea, prin scanare
acest fi ier putem construi o list  de candida i care ar putea fi printre kăș ț
cei mai apropia i vecini ai interog rii q, iar aceast  list  poate fi o mic  parte dină ă ă ăț
întregul set de date. C ut m apoi doar pe ace ti candida i în întregimeă ă ș ț
fi ier, pentru a determina care k sunt cele mai apropiate de q.ș
2. Reducerea dimensiunii. Putem trata vectorii setului de antrenament
ca matrice, unde rândurile sunt vectorii exemplului de antrenament iș
coloanele corespund componentelor acestor vectori. Aplica i una dintreț
tehnicile de reducere a dimensionalit ii din capitolul 11, pentru a comprimaăț
vectori la un num r mic de dimensiuni, suficient de mici încât tehnicileă



pentru indexarea multidimensional  se poate folosi.ă  Desigur, la procesare
un vector de interogare q, aceea i transformare trebuie aplicat  la q înainteăș
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c utând cei mai apropia i vecini ai q.ă ț
12.4.6 Tratarea distan elor neeuclidieneț
Pân  în acest moment, am presupus c  m sura distan ei este euclidian .ă ă ă ăț  Cum-
oricând, majoritatea tehnicilor pot fi adaptate în mod natural la o distan  arbitrară ăț
func ia d.ț  De exemplu, în sec iunea 12.4.4 am vorbit despre utilizarea unui disc normalț
tributarea ca func ie de nucleu.ț  De vreme ce ne gândeam la o dimensiune unidimensională
antrenat într-un spa iu euclidian, am scris exponentul ca - (x  q)−ț  2 . In orice caz,
pentru orice func ie de distan  d, putem folosi ca greutate a unui punct x la distană ăț ț ț
d (x, q) din punctul de interogare q valoarea lui
e - ( d (x  q)−  ) 2

/ σ 2

Re ine i c  aceast  expresie are sens dac  datele sunt în unele dimensiuni ridicateă ă ăț ț
Spa iul euclidian i d este distan a euclidian  obi nuit  sau distan a Manhattan sauă ăț ș ț ș ț
orice alt  distan  discutat  în sec iunea 3.5.2.ă ă ăț ț  De asemenea, are sens dac  d este Jaccardă
distan  sau orice alt  m sur  de distan .ă ă ă ă ăț ț
Cu toate acestea, pentru distan a Jaccard i celelalte m suri de distan  pe care le consider mă ă ăț ș ț
prezentat în sec iunea 3.5 avem, de asemenea, op iunea de a utiliza hashing sensibil la localitate,ț ț
subiectul Capitolului 3. Reamintim c  aceste metode sunt doar aproximative i eleă ș
ar putea produce negative negative - exemple de instruire care erau aproape de vecinii unui
interogare, dar care nu apar într-o c utare.ă
Dac  suntem dispu i s  accept m astfel de erori ocazional, putem construi g le ileă ă ă ăș ț
pentru setul de antrenament i p stra i-le ca reprezentare a setului de antrenament.ăș ț
Aceste g le i sunt concepute astfel încât s  le putem prelua pe toate (sau aproape pe toate, deoarece există ă ăț
s  fie false negative) punctele de preg tire care au o similaritate minim  cu aă ă ă
interogare dat  q.ă  În mod echivalent, va ap rea una dintre g le ile la care interogarea hashează ă ăț
con ine toate acele puncte la o distan  maxim  de q.ă ăț ț  Sper m c  a aă ă ș
mul i dintre cei mai apropia i vecini ai q, a a cum necesit  metoda noastr , vor fi g si i printre ace tiaă ă ăț ț ș ț ș
g le i.ă ț
Cu toate acestea, dac  interog rile diferite au distan e radical diferite de cele mai apropiateă ă ț
vecini, nu totul se pierde. Putem alege mai multe distan e dț  1 <d 2 <d 3 <···.
Construi i g le i pentru hashing sensibil la localitate utilizând fiecare dintre aceste distan e.ăț ț ț
Pentru o interogare q, începe i cu g le ile pentru distan a dăț ț ț  1 . Dac  vom g si destul de aproapeă ă
vecini, am terminat. În caz contrar, repeta i c utarea folosind cupele pentru dăț  2 ,
i a a mai departe, pân  când se g sesc suficien i vecini apropia i.ă ăș ș ț ț

12.4.7 Exerci ii pentru sec iunea 12.4ț ț
Exerci iul 12.4.1: S  presupunem c  am modificat Exemplul 12.11 pentru a ne uita la cele două ă ăț
cei mai apropia i vecini ai unui punct de interogare q.ț  Clasifica i q cu eticheta comun  dac  acesteaă ăț
doi vecini au aceea i etichet  i las  q neclasificat dac  etichetele dină ă ăș ș
vecinii sunt diferi i.ț
(a) Schi a i limitele regiunilor pentru cele trei rase de câini din Fig. 12.21.ț ț
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! (b) Limitele ar consta întotdeauna din segmente de linie dreapt  pentru oricareă
date de instruire?
Exerci iul 12.4.2: S  presupunem c  avem urm torul set de antrenamentă ă ăț
([1, 2], +1) ([2, 1], 1)−
([3, 4], 1) ([4, 3], +1)−
care este setul de instruire utilizat în Exemplul 12.9. Dac  folosim cel mai apropiat-vecină
înv ând cu cel mai apropiat vecin ca estimare a etichetei unei interog riă ăț
punct, ce puncte de interogare sunt etichetate cu +1?
Exerci iul 12.4.3: Lua i în considerare setul de antrenament unidimensionalț ț
(1, 1), (2, 2), (4, 3), (8, 4), (16, 5), (32, 6)
Descrie i func ia f (q), eticheta returnat  ca r spuns la interogareă ăț ț
q, când interpolarea utilizat  este:ă
(a) Eticheta celui mai apropiat vecin.
(b) Media etichetelor celor mai apropia i doi vecini.ț
! (c) Media, ponderat  în func ie de distan , a celor mai apropia i doi vecini.ă ăț ț ț
(d) Media (neponderat ) a celor mai apropia i trei vecini.ă ț



! Exerci iul 12.4.4: Aplica i func ia kernel din Exemplul 12.13 la datele dinț ț ț
Exerci iul 12.4.3.ț  Pentru interog rile q din intervalul 2 <q <4, care este eticheta lui q?ă
Exerci iul 12.4.5: Care este func ia care estimeaz  eticheta punctelor de interogareăț ț
folosind datele din Exemplul 12.12 i media celor mai apropia i patru vecini?ș ț
!! Exerci iul 12.4.6: Func ii simple de ponderare precum cele din Exemplul 12.12ț ț
nu trebuie s  defini i o func ie continu .ă ăț ț  Putem vedea c  func iile construiteă ț
în Fig. 12.22 i Fig. 12.23 (b) nu sunt continue, dar Fig. 12.23 (a) este.ș  Are
media ponderat  a celor mai apropia i doi vecini ofer  întotdeauna o func ie continu ?ă ă ăț ț

12.5 Arbori de decizie
Un arbore de decizie este un program de ramificare care utilizeaz  propriet ile unui vector de caracteristic  pentruă ă ăț
produce clasa c reia îi apar ine acea intrare.ă ț  În general, ar t m deciziileă ă
realizat sub forma unui copac. În aceast  sec iune, vom discuta cum s  proiect mă ă ăț
arbori care clasific  corect datele de antrenament.ă  Într-un arbore de decizie, fiecare nod nonleaf
reprezint  un test pe intrare.ă  Copiii s i sunt fie teste (pe care le denot m prină ă
elipse) sau o frunz  care este o concluzie despre ie ire (notat  printr-un dreptunghi).ă ăș
Copiii unui nod de testare sunt eticheta i dup  rezultatul testului.ăț  De obicei,
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exist  doar dou  rezultate - adev rat sau fals (da sau nu) - dar ar putea existaă ă ă
num rul de rezultate ale unui test.ă
De asemenea, în aceast  sec iune, vom examina modalit ile de a exploata paralelismul în timp ce c ut mă ă ă ăț ț
pentru cel mai eficient copac. Întrucât dotarea excesiv  este o problem  obi nuit , vom face i noiă ă ăș ș
vorbi i despre cum s  simplifica i arborele prin eliminarea nodurilor, pentru a reduce supraadaptareaăț ț
f r  a pierde prea mult  acurate e.ă ă ă ț
12.5.1 Utilizarea unui arbore de decizie
S  începem cu un exemplu de date de antrenament i un arbore care ar puteaă ș
s  fie construite din aceste date.ă  Tabelul din Fig. 12.25 prezint  12 riă ăț
popula ia (în milioane), continentul lor i sportul lor preferat.ț ș  Vom trata
Popula ia i continentul ca tr s turi ale vectorului de intrare i ale sportului preferată ăț ș ș
ca clas  sau ie ire.ă ș  Presupunem c  rile în sine nu sunt cunoscute iă ăț ș
vrem s  prezicem sportul preferat doar de pe continent i popula ie.ă ș ț
În special, vrem s  prezicem sportul preferat al altor ri decât acesteaă ăț
12, doar de pe continentul i popula ia lor.ș ț

arăȚ
Popula ia continentuluiț
Sport
Argentina
SA
44
Fotbal
Australia
Aus
34
Cricket
Brazilia
SA
211
Fotbal
Canada
N / A
36
Hochei
Cuba
N / A
11
Baseball
Germania
Euro
80
Fotbal
India
Asia
1342
Cricket
Italia



Euro
59
Fotbal
Rusia
Asia
143
Hochei
Spania
Euro
46
Fotbal
Regatul Unit
Euro
65
Cricket
Statele Unite
N / A
326
Baseball
Figura 12.25: Sporturile preferate ale rilorăț
Exemplul 12.14: În Fig. 12.26 este un arbore care clasific  corect cei doisprezeceă

rile din Fig. 12.25.ăț  Pentru a clasifica o ar , având în vedere popula ia i continentul s u,ă ăț ț ș
începem de la r d cin  i aplic m testul la r d cin .ă ă ă ă ă ă ăș  Mergem la copilul din stânga dacă
rezultatul testului este adev rat i pentru copilul potrivit dac  nu.ă ăș  Ori de câte ori suntem
la un nod f r  frunze, aplic m testul la acel nod i ne mut m din nou spre stânga sauă ă ă ăș
copil potrivit, în func ie de testul satisf cut sau nu.ăț  Când ajungem la o
frunze, vom scoate clasa la frunza respectiv .ă
Pute i verifica dac  fiecare dintre cele dou sprezece ri este corect clasificat  prin aceastaă ă ă ăț ț
copac. De exemplu, lua i în considerare Spania.ț  Continentul Spaniei este Europa, deci
testul la r d cin  este satisf cut.ă ă ă ă  Astfel, mergem la copilul stâng al r d cinii, careă ă
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Continent =
60 <Pop <70
35 <Pop <200
Continent =
N / A
Cricket
Fotbal
Hochei
Cricket
Baseball
Da
Da
Da
Da
N
N
N
N
SA sau Eur
Figura 12.26: Un arbore de decizie pentru sporturile preferate din riăț
ne cere s  test m dac  popula ia Spaniei este între 60 i 70 de milioane.ă ă ă ț ș
Nu este, a a c  mergem la copilul potrivit, care este o frunz  care ne spune corect că ă ăș
Sportul preferat al Spaniei este fotbalul.
Cu toate acestea, exist  multe ri care nu se afl  în tabelul din Fig. 12.25 iă ă ăț ș
arborele decizional nu merge prea bine pe acestea. De exemplu, lua i în considerare Pakistanul, aț
ar  din Asia cu o popula ie de 182 milioane.ăț ț  Începând de la r d cin , g simă ă ă ă

condi ia de acolo nu este îndeplinit , deoarece Pakistanul nu este unăț
ar  american .ă ăȚ  Astfel, mergem la copilul potrivit al r d cinii.ă ă  Din moment ce pop-

din Pakistan este cuprins  între 35 i 200 de milioane, ne deplas m la stânga,ă ăș
dup  care ni se spune c  sportul preferat în Pakistan este hocheiul.ă ă
Problema cu care ne confrunt m este supra-dotarea.ă  Adic , testul la r d cin  are sens;ă ă ă ă
Fotbalul este cel mai popular în America de Sud i Europa.ș  Dar teste pe popula ieț
sunt probabil inutile, deoarece este pu in probabil ca dimensiunea unei ri s  aib  cevaă ă ăț ț
s  fac  cu ce sport îi place oamenii s i.ă ă ă  În acest exemplu, am folosit pur i simpluș
popula ia s  disting  între num rul mic de ri din Fig. 12.25ă ă ă ăț ț
care ajung la un nod al copacului. Dar, spre deosebire de r d cin , testele de la al doilea nivelă ă ă



nu spune cu adev rat nimic care s  se aplice pentru ansamblul mai mare, nev zut de ri.ă ă ă ăț  ✷
12.5.2 M suri de impuritateă
Pentru a proiecta un arbore de decizie, trebuie s  alegem teste bune la diferite nonleafă
nodurile arborelui. Ne-ar pl cea s  folosim cât mai pu ine niveluri, astfel încât noiă ă ț
punctele de date pot fi clasificate rapid i avem ansa de a evitaș ș
suprasolicitare pe care am v zut-o în Exemplul 12.14.ă  În mod ideal, ne-ar pl cea toate intr rileă ă
care ajung la un anumit nod pentru a avea aceea i clas , de atunci putem face astaăș
nodul unei frunze i clasificarea corect  a tuturor exemplelor de antrenament care ajung la nod.ăș
Putem formaliza proprietatea pe care am dori-o pentru un nod prin no iunea deț
impuritate. Exist  multe m suri de impuritate pe care le-am putea folosi, dar toate le auă ă

Pagina 528
508
CAPITOLUL 12. ÎNV AREA MA INILOR LA SCAR  MAREĂ ĂȚ Ș
proprietatea c  sunt 0 pentru un nod la care se ajunge doar prin exemple de instruireă
cu o singur  clas .ă ă  Iat  trei dintre cele mai comune m suri de impuritate.ă ă  Fiecare
se aplic  unui nod atins prin exemple de instruire cu n clase, cu pă  i fiind
frac iune din acele exemple de instruire care apar in clasei i, pentru i = 1, 2, ..., n.ț ț
1. Acurate e: frac iunea de intr ri care sunt clasificate corect,ăț ț
sau 1 - max (p 1 , p 2 , ..., p n ).
2. Impuritate GINI: 1 - ∑
n

i = 1 (p i ) 2 .
3. Entropie: ∑
n

i = 1 p i log 2 (1 / p i ).
Exemplul 12.15: Lua i în considerare impuritatea r d cinii din Fig. 12.26.ă ăț  Sunt
patru clase. Fotbalul este sportul preferat din 5/12 din rile care particip  la antrenamentă ăț
date. Baseball i Hochei sunt fiecare clasa a 1/6 din exemplele de antrenament,ș
în timp ce Cricket este clasa a 1/4 din exemplele de instruire. Impuritatea
r d cina conform m surii de precizie este deci 1 - 5/12 = 7/12 = .583.ă ă ă
Impuritatea GINI a r d cinii este 1 - (1/6)ă ă  2 - (1/6) 2 - (1/4) 2 - (5/12) 2 =
103/144 = 0,715. Entropia r d cinii esteă ă
1
6
log 2 (6) +
1
6
log 2 (6) +
1
4
log 2 (4) +
5
12
log 2 (12/5) = 1,875
Re ine i faptul c  aceste m suri de impuritate au valori destul de diferite este neuniformă ăț ț
portant. Aceste m suri au diferite game de valori posibile;ă  vezi Exer-
cise 12.5.2.
Copilul stâng al r d cinii este mult mai pu in impur.ă ă ț  Este atins de cei aseș

ri din America de Sud i Europa, dintre care cinci le place fotbalul i unul îi placeăț ș ș
Cricket. Impuritatea acestui nod conform m surii de precizie este astfelă
1 - 5/6 = 1/6 = .167, în timp ce impuritatea GINI este 1 - (1/6) 2 - (5/6) 2 = 5/18 =
.278. Entropia copilului stâng al r d cinii esteă ă  1
6 log 2 (6) + 5

6 log 2 (6/5) = .643.

✷
12.5.3 Proiectarea unui nod arbore de decizie
Scopul proiect rii nodurilor este de a produce copii a c ror impuritate medie ponderată ă ă
este cât mai mic posibil, unde ponderea copiilor este propor ional  cuăț
num rul de exemple de instruire care ajung la nod.ă  În principiu, testul
la un nod ar putea fi orice func ie a intr rii.ăț  A a cum este acest set de posibilit iăș ț
în esen  infinit, trebuie s  ne restrângem la teste simple la fiecare nod.ă ăț
În cele ce urmeaz , vom limita testele posibile la decizii binare bazate peă
unul dintre cei doi factori:
1. Compararea unei caracteristici numerice a vectorului de intrare cu o con-
stant.
2. Un test dac  o caracteristic  categoric  a vectorului de intrare se afl  într-un set deă ă ă ă
valorile posibile.
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Exemplul 12.16: Observa i c  testele la copiii r d cinii din Fig. 12.26ă ă ăț
nu îndeplinesc condi ia (1) pentru caracteristicile numerice.ț  De exemplu, dreptul
copilul r d cinii este I logic al a dou  compara ii, popula ia> 55 iă ă ăȘ ț ț ș
popula ie <200. Totu i, am putea folosi ambele condi ii dac  le-am înlocuiăț ș ț
nodul unic cu dou  noduri, fiecare testând una dintre condi ii.ă ț  Radacina
este un test pentru apartenen a la valoarea caracteristicii Continent din setul de douăț
continentele SA i Eur, deci îndepline te condi ia (2).ș ș ț  ✷
S  presupunem c  ni se d  un nod al arborelui decizional la care este atins un subsetă ă ă
a exemplelor de instruire. Dac  nodul este pur, adic  toate aceste exemple de instruireă ă
au aceea i ie ire, apoi facem nodul o frunz  cu ie irea respectiv  ca valoare.ă ăș ș ș
Cu toate acestea, dac  impuritatea este mai mare decât zero, vrem s  g sim testul careă ă ă
d  cea mai mare reducere a impurit ii.ă ăț  Când select m acest test, suntem liberiă
pentru a alege orice caracteristic  a vectorului de intrare.ă  Dac  alegem o caracteristic  numeric ,ă ă ă
putem alege orice constant  pentru a împ r i exemplele de instruire în dou  seturi, unulă ă ăț
mergând la copilul stâng i cel lalt mergând la copilul potrivit.ăș  Alternativ, dacă
alegem o caracteristic  categoric , apoi putem alege orice set de valori pentruă ă
test de membru. Vom lua în considerare fiecare dintre aceste cazuri pe rând.
12.5.4 Selectarea unui test folosind o caracteristic  numerică ă
S  presupunem c  vrem s  împ r im un set de exemple de instruire pe baza unui numerică ă ă ă ț
caracteristica A. În exemplul nostru curent, A ar putea fi doar Popula ie, una dintre cele douăț
caracteristici - Popula ie i continent - care sunt componente ale vectorilor de caracteristiciț ș
(reamintim presupunem c  nu vedem numele rii; acel nume este folosit doar pentruă ăț
identifica i fiecare exemplu de instruire).ț  Pentru a selecta cel mai bun punct de întrerupere, noi
1. Ordona i exemplele de instruire în func ie de valoarea lor de A. L sa i valorileăț ț ț
din A în aceast  ordine s  fie ună ă  1 , un 2 , ..., un n .
2. Pentru j = 1, 2, ..., n, calcula i num rul de exemple de antrenament din fiecare clasă ăț
dintre un 1 , un 2 , ..., un j . Re ine i c  aceste num r ri se pot face incremental,ă ă ăț ț
întrucât num rul pentru o clas  dup  al doilea exemplu este fie acela i cuă ă ă ș
num ra i pentru j - 1 (dac  al doilea exemplu din aceast  clas ) sau unul mai mult deă ă ă ăț
num rul pentru j - 1 (dac  exemplul al j-lea este în aceast  clas ).ă ă ă ă
3. Din num rul calculat în pasul anterior, calcula i ponderat-ă ț
impuritatea medie presupunând c  testul trimite primele j exemple de antrenamentă
la copilul din stânga i exemplele n - j r mase la nodul din dreapta.ăș
Aici, trebuie s  presupunem c  impuritatea poate fi calculat  din calculele pentruă ă ă
fiecare clas .ă  Acesta este cu siguran  cazul celor trei m suri de impuritate -ă ăț
precizie, GINI i entropie - despre care am discutat în sec iunea 12.5.2.ș ț
4. Selecta i acea valoare a lui j care minimizeaz  impuritatea medie ponderat .ă ăț  Cum-
vreodat , re ine i c  nu orice valoare posibil  a lui j poate fi utilizat  la acest pas, deoareceă ă ă ăț ț
este posibil ca a j = a j + 1 . Trebuie s  ne restrângem alegerea j la acesteaă
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valori astfel încât a j <a j + 1 , astfel încât s  putem folosi A <(aă  j + a j + 1 ) / 2 ca
compara ie.ţ
Exemplul 12.17: S  presupunem c  folosim compara ia r d cinii din Fig. 12.26, careă ă ă ăț
trimite cele ase ri din Europa i America de Sud c tre copilul stâng iă ăș ț ș ș
celelalte ase spre dreapta.ș  Acum, trebuie s  împ r im cele ase ri care ajungă ă ăț ș ț
copilul stâng în a a fel încât impuritatea ponderat  a celor doi copii aiăș
copilul stâng al r d cinii este cât se poate de mic.ă ă  Am putea folosi fie continentul
sau Popula ie caracteristic  pentru a face împ r irea i trebuie s  le lu m în considerare pe ambele în ordineă ă ă ăț ț ș
pentru a g si scindarea care minimizeaz  impuritatea.ă ă  Aici, vom lua în considerare numai
Popula ia, deoarece aceasta este singura caracteristic  numeric .ă ăț  În Fig. 12.27 vedem
ase ri care ajung la copilul stâng al r d cinii, ordonate de popula ia lor.ă ă ăș ț ț

Ctry.
Pop.
Sp.
n S

n C

p S ≤
p C ≤
p S >
p C >



Im≤
Sunt>
Wtd.
Arg.
44
S
1
0
1
0
4/5
1/5
0
25.08
15.04
Spania
46
S
2
0
1
0
3/4
1/4
0
3/8
1/4
Italia
59
S
3
0
1
0
2/3
1/3
0
4/9
2/9
Regatul Unit
65
C
3
1
3/4
1/4
1
0
3/8
0
1/4
Ger.
80
S
4
1
4/5
1/5
1
0
25.08
0
15.04
Sutien.
211
S
5
1
5/6
1/6
-
-
-
-
-
Figura 12.27: Calcularea indicelui GINI pentru fiecare posibil  separareă



Coloanele explic  calculul dup  cum urmeaz .ă ă ă  În primul rând, coloana etichetată

„Sp” este sportul preferat, care pentru acest set de ri este fie Fotbal (S), fieăț
Cricket (C). Coloanele n S i nș  C sunt num r rile cumulative ale num ruluiă ă ă
de rânduri cu fotbal sportiv, respectiv Cricket. De exemplu, pe rând
pentru Germania, vedem n S = 4, deoarece patru din cele cinci rânduri din Argentina în jos
în Germania au fotbal sportiv. În acel rând, avem i nș  C = 1, doar din moment ce
unul dintre primele cinci rânduri are sport Cricket.
Urm toarele dou  coloane, etichetate pă ă  S  i p≤ ș  C  sunt frac iile rândurilor≤ ț
pân  la i inclusiv rândul în cauz , care au fotbal sportiv i cricket,ă ăș ș
respectiv. De exemplu, în rândul pentru Germania, patru din cele cinci rânduri din
Argentina c tre Germania au fotbal sportiv, deci pă  S  = 4/5.≤  Cele dou  coloaneă
dup  aceea, etichetate pă  S > i pș  C >, sunt acelea i frac ii, dar pentru rânduriș ț
care se afl  sub rândul în cauz .ă ă  De exemplu, în rândul pentru Spania vedem
p S > = 3/4, deoarece trei din cele patru rânduri din Italia pân  în Brazilia au sportă
Fotbal, iar unul dintre aceste rânduri are cricket sportiv. Re ine i c  nu avemăț ț
pentru a face un num r cumulativ lucrând rândurile.ă  Putem ob ine num rul 3 pân  laă ăț
sc derea nă  S = 2 pentru Spania din valoarea inferioar  a nă  S (cea pentru Brazilia),
care este 5. În mod similar, tim c  exist  un rând sub Spania cu sport Cricketă ăș
deoarece 1 este diferen a dintre nț  C pentru Brazilia i Spania.ș
Apoi, vedem coloanele pentru impurit i, Im  i Im>.ă ≤ț ș  Acestea sunt GINI
impurit ile copiilor din stânga i din dreapta nodului pe care le proiect m, presupunândă ăț ș
c  folosim o compara ie „popula ie <c”, pentru unele c care se afl  întreă ăț ț
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popula iile pentru rândul în cauz  i rândul urm tor.ă ăț ș  Astfel, în fiecare rând, noi
au Im  = 1 - (p≤  S )≤  2 - (p C )≤  2 i Im> = 1 - (pș  S >) 2 - (p C >) 2 . Pentru
de exemplu, în rândul pentru Spania, avem Im  = 1 - 1≤  2 - 0 2 = 0 iș
Im> = 1 - (3/4) 2 - (1/4) 2 = 3/8
În cele din urm , ultima coloan  este impuritatea GINI ponderat  pentru cei doi copii,ă ă ă
ponderat de num rul rilor care ajung la fiecare dintre ace ti copii.ă ăț ș  Pentru
de exemplu, în rândul pentru Spania, dac  împ r im între popula iile din Spania iă ă ț ț ș
urm toarea ar  mai populat , Italia, apoi dou  ri merg la copilul stâng iă ă ă ă ăț ț ș
patru la copilul potrivit. Astfel, impuritatea ponderat  este (2/6) 0+ (4/6) (3/8) = 1/4.ă
Dintre cele cinci rânduri dup  care este posibil  o împ r ire, îl g sim pe cel mai mic ponderată ă ă ăț
impuritatea s  fie 2/9, pe care o ob inem prin împ r irea dup  Italia.ă ă ăț ț  Adic  am folosiă
un test ca „Popula ia <60” pentru a trimite Argentina, Spania i Italia, toateț ș
ca fotbalul, în stânga. Celelalte trei ri, dintre care dou  le place fotbalul iă ăț ș
un Cricket, sunt trimise copilului potrivit. Deoarece copilul stâng este pur, este o frunză
declarând c  fotbalul este sportul, în timp ce copilul potrivit va trebui împ r it din nou.ă ă ț
Din punct de vedere tehnic, trebuie s  consider m c  testul la copilul stâng ală ă ă
r d cina nu implic  deloc popula ia, ci mai degrab  este un test pe continent.ă ă ă ăț
Cu toate acestea, nu putem face mai bine împ r ind Europa de America de Sud;ă ț  acea
ofer  o impuritate GINI ponderat  de 1/4.ă ă  ✷
12.5.5 Selectarea unui test folosind o caracteristic  categorică ă
Acum ia în considerare modul în care am putea împ r i exemplele de instruire care ajung la un nod, folosindă ț
valoarea unei caracteristici categorice A. Pentru a evita s  ia în considerare tot ce este posibilă
subseturi ale valorilor lui A, vom lua în considerare doar cazul în care există
dou  clase.ă  În exemplul nostru de execu ie, am putea presupune c  cele dou  claseă ăț
sunt Fotbal (S) i orice altceva decât fotbal (N).ș  Când sunt dou  clase, noiă
poate ordona valorile lui A dup  frac ia de exemple de antrenament cu acea valoareă ț
apar inând clasei I.ț
Deoarece exist  doar dou  clase, parti ia valorilor cu cea mai mică ă ăț
impuritatea se va baza cu siguran  pe un set de valori care este un prefix al acestui ordin.ăț
Adic , acest set const  din valorile lui A ale c ror frac iuni din prima clasă ă ă ăț
sunt peste un prag. Astfel, exemplele care merg la copilul stâng vor avea
multe exemple în prima clas , în timp ce exemplele care merg bine vor avea multeă
în clasa a doua.
Procesul de g sire a diviz rii în lista ordonat  de valori care minimizează ă ă ă
impuritatea ponderat  este atunci în esen  aceea i ca i pentru caracteristicile numerice,ă ăț ș ș
pe care le-am explicat în sec iunea 12.5.4.ț  Diferen a este c  acum mergemăț
în jos o list  de valori A, mai degrab  decât o list  de exemple de instruire.ă ă ă  Vom
lucreaz  un exemplu, bazat pe fetura categoric  Continent din alergarea noastră ă ă
exemplu.
Exemplul 12.18: S  vedem cum am putea proiecta r d cina din Fig. 12.26, ca-ă ă ă
însumând c  am recunoscut doar dou  clase: Fotbal (S) i alte sporturi (N).ă ă ș
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La fel ca înainte, vom folosi GINI ca m sur  a impurit ii pentru noduri.ă ă ăț  Figura 12.28
rezum  calculul nostru.ă  În coloanele etichetate S i N, vedem num rulăș
12.25 pentru care sportul preferat este fotbalul iș
altceva. Continentele sunt ordonate în func ie de frac iunea rilor lor dinăț ț ț
clasa de Fotbal. Astfel, America de Sud este prima, deoarece 100% din preg tirea saă
exemplele sunt în clasa S. Apoi vine Europa, unde 75% din preg tirea saă
exemplele sunt în clasa S. Celelalte trei continente au 0% în fotbal
i ar fi putut fi comandat în orice fel.ș

Cont.
S
N
n S

n N

p S ≤
p N ≤
p S >
p N >
Im≤
Sunt>
Wtd.
SA
2
0
2
0
1
0
3/10
7/10
0
21/50
7/20
Euro
3
1
5
1
5/6
1/6
0
1
18.05
0
5/36
N / A
0
3
5
4
5/9
4/9
0
1
40/81
0
27/10
Asia
0
2
5
6
5/11
6/11
0
1
60/121
0
5/11
Aus
0
1
5



7
5/12
7/12
-
-
-
-
-
Figura 12.28: Calcularea indicelui GINI pentru seturi de continente
Urmatoarele coloane din Fig. 12.28 sunt n S i nș  N . Acestea sunt cumulative
sumele num rului de exemple din clasa S i nu din clasa S, respectiv,ă ș
num rând de sus.ă  De exemplu, rândul pentru America de Nord are n S = 5
i nș  N = 4, deoarece printre primele trei rânduri exist  cinci exemple înă

clasa S i patru în clasa N. Re ine i c , în ceea ce prive te caracteristicile numerice, putemăș ț ț ș
calcula i suma cumulativ  printr-o singur  trecere de sus în jos.ă ăț  De asemenea,
putem ob ine numerele din fiecare clas  dintre toate rândurile de mai jos prin sc dereaă ăț
n S sau n N din valoarea sa corespunz toare din rândul de jos.ă
Urm toarele dou  coloane sunt frac iile din fiecare clas  pentru acel rând i mai sus.ă ă ăț ș
Adic , pă  S  = n≤  S / (n S + n N ) i pș  N  = n≤  N / (n S + n N ). Dup  ce vină
cele dou  coloane pă  S > amd p N > care dau frac iile din clasele S iț ș
N dintre toate rândurile de mai jos. De exemplu, în rândul pentru NA, sunt zero
membrii clasei S de mai jos, pe care îi putem vedea deoarece n S = 5 în ambele rânduri
pentru NA i rândul de jos.ș  De asemenea, sunt 3 membri ai clasei N de mai jos,
deoarece valoarea lui N N pentru rândul NA este 4, în timp ce valoarea lui N N în rândul de jos
este 7.
Urmeaz  coloanele Im  i Im>.ă ≤ ș  La fel ca în Exemplul 12.17, acestea sunt GINI
impurit ile copiilor din stânga i din dreapta, asumând rândul în cauz  i toateă ăț ș ș
rândurile de mai sus sunt trimise c tre copilul din stânga i toate rândurile de mai jos sunt trimise c tre copilul din dreapta.ă ăș
Apoi, ultima coloan  ofer  impuritatea GINI ponderat  a copiilor.ă ă ă  Pentru
de exemplu, lua i în considerare intr rile din rândul pentru NA.ăț  Dac  folosim testul pentru a verifica dacă ă
Continent este unul dintre SA, Eur i NA pentru a trimite exemple copilului stâng, apoi nouăș
dintre exemplele de instruire vor merge la stânga, iar restul de trei vor merge la dreapta. Prin urmare,
impuritatea GINI ponderat  pentru aceast  împ r ire este (9/12) (40/81) + (3/12) 0 = 10/27.ă ă ă ț
De departe cea mai bun  divizare vine dup  Eur, cu o impuritate ponderat  de 5/36.ă ă ă
Aceasta a fost împ r irea pe care am folosit-o în Fig. 12.26.ă ț  ✷
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12.5.6 Proiectarea în paralel a arborilor de decizie
Proiectarea arborilor de decizie utilizând metodele descrise tocmai implic  o problem  serioasă ă ă
cantitatea de calcul. Procedura trebuie aplicat  fiec rui nod ală ă
copac. Mai mult, în timp ce am descris ce s  facem cu o caracteristic  aă ă
vector de intrare, acela i lucru trebuie f cut pentru fiecare caracteristic , dup  care alegemă ă ăș
cel mai bine împ r it între toate caracteristicile.ă ț  Dac  caracteristica este numeric , trebuie s  sort m toateă ă ă ă
exemple de instruire care ajung la nod. Dac  caracteristica este categoric , avem nevoieă ă
pentru a grupa mai întâi exemplele de instruire dup  valoarea caracteristicii i apoi a sortaă ș
valorile în func ie de frac iunea de exemple care apar in primei clase.ț ț ț
Mai mult, dac  exist  într-adev r mai mult de dou  clase, trebuie s  lu m în considerare toate modurileă ă ă ă ă ă
s  împart  clasele în dou  grupuri;ă ă ă  aceste grupuri joac  apoi rolul celor două ă
cursuri în discu ia sec iunii 12.5.5.ț ț
Cu toate acestea, pentru a accelera procesul, exist  o mul ime de paralelism u or disponibil.ă ț ș
• La un nod, putem g si cele mai bune împ r iri pentru toate caracteristicile în paralel.ă ă ț
• Toate nodurile de la un nivel pot fi proiectate în paralel. Mai mult, fiecare
exemplul de instruire atinge cel mult un nod la orice nivel. Un examen de instruire-
ple va ajunge exact la un nod la un nivel dat, cu excep ia cazului în care ajunge la o frunz  laăț
un nivel superior. Astfel, chiar i f r  paralelism, ne a tept m la munca totală ă ă ăș ș
la fiecare nivel s  fie aproximativ la fel, mai degrab  decât s  creasc  cu num rulă ă ă ă ă
de noduri.

• Gruparea exemplelor de instruire dup  valoarea unei caracteristici poate fi realizat  eficientă ă
în mod paralel. De exemplu, am discutat despre cum s  face i aceast  sarcin  folosindă ă ăț
MapReduce în sec iunea 2.3.8.ț
• Paralelismul poate accelera considerabil sortarea. În timp ce nu vom discuta
aici, exist  algoritmi cunoscu i care pot sorta n elemente în paralel înă ț
O (log 2 n) trepte paralele în cel mai r u caz, sau O (log n) trepte paralele porniteă
in medie.
S  presupunem acum c  lucr m la proiectarea unui nod folosind unulă ă ă



caracteristica A, poate în paralel cu multe alte perechi nod-caracteristic  în paralel.ă
Dup  grupare (dac  A este nenumeric ) i sortare, trebuie s  calcul m mai multeă ă ă ă ăș
sume acumulate. De exemplu, dac  A este numeric, atunci trebuie s  calcul m pentruă ă ă
fiecare exemplu de antrenament i fiecare clas  num rul de exemple de antrenament cu acestaă ăș
clas , printre acest exemplu de instruire i toate exemplele anterioare din lista sortat .ă ăș
Calculul sumelor acumulate pare a fi inerent serial, dar ca
vom vedea, poate fi paralelizat destul de bine. Odat  ce am acumulată
sumele, putem calcula frac iile necesare i valorile impurit ii asociateăț ș ț
fiecare membru al listei, în paralel. Observa i c  calculele rând cu rândăț
sugerate în Exemplele 12.17 i 12.18 sunt toate independente i atât de deschise c tre aăș ș
implementare paralel .ă
Pentru a completa povestea paraleliz rii pentru arborii de decizie, s  vedem cumă ă
pentru a calcula sumele acumulate în paralel. În mod formal, s  presupunem c  ni se d  oă ă ă
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lista numerelor a 1 , a 2 , ..., a n i dorim s  calcul m xă ăș  i = ∑
eu

j = 1 a j pentru to iț
i = 1, 2, ..., n. Ar putea p rea c  avem nevoie de n pa i pentru a calcula toate xă ă ș  i -urile,
i asta ar putea consuma timp când n este mare;ș  adic  exist  o preg tire amplă ă ă ă

a stabilit. Cu toate acestea, exist  un algoritm de împ r ire i cucerire pentru a calcula toate x-urileă ă ț ș
în pa i paraleli O (log n), dup  cum urmeaz :ă ăș
BAZĂ  : Dac  n = 1, atunci xă  1 = a 1 . Baza necesit  un pas paralel.ă
INDUCERE : Dac  n> 1, împ r i i lista lui într-o jum tate stâng  i o jum tate dreapt ,ă ă ă ă ă ăț ț ș
cât mai uniform posibil. Adic , dac  n este egal, jum tatea stâng  esteă ă ă ă  1 , 2 , ..., a / 2 iș
jum tatea dreapt  este aă ă  n / 2 + 1 , a n / 2 + 2 , ..., a n . Dac  n este impar, atunci jum tatea stâng  se termin  cuă ă ă ă
a ⌊n / 2⌋ i jum tatea din dreapta începe cu unăș  ⌈n / 2⌉ .
Jum tate la stângaă
Sume acumulate
Sume acumulate
Jum tate dreaptă ă
Toate sumele acumulate
n / 2
ad uga i la fiecareă ț
X
Figura 12.29: Pas recursiv în calculul paralel al sumelor acumulate
Pasul recursiv este sugerat de Fig. 12.29. În paralel, aplic m acest lucruă
algoritm la jum t ile stânga i dreapta.ă ăț ș  Odat  ce am f cut acest lucru, ultimulă ă
suma mulat  a jum t ii stângi, prezentat  ca xă ă ă ăț  n / 2 , este apoi ad ugat  în paralel cu fiecareă ă
din sumele acumulate din jum tatea dreapt .ă ă  Ca rezultat, dac  rezultatul ith înă
jum tatea dreapt  este ă ă ∑
eu

j = n / 2 + 1 a j , prin ad ugarea lui xă  n / 2 , i-am schimbat valoarea în
corectul ∑
n / 2 + i
j = 1

a j .
De fiecare dat  când aplic m pasul recursiv, avem nevoie de o singur  ad ugire, f cut  înă ă ă ă ă ă
paralel. Dac  n este o putere de 2, atunci fiecare aplica ie a etapei recursive se împarteă ț
dimensiunea listelor la care trebuie s  lucr m cu 2, deci num rul total de paraleleă ă ă
etapele sunt 1 + log 2 n. Dac  n nu este o putere de 2, de câte ori efectu mă ă
pasul recursiv nu este mai mare decât ceea ce am avea nevoie dac  n ar fi urm torul mai mareă ă
puterea de 2. Astfel, 1 + log⌈  2 n  pa i paraleli este suficient pentru orice n.ș⌉
12.5.7 Tunderea nodului
Dac  proiect m un arbore de decizie folosind cât mai multe niveluri necesare, astfel încât fiecare frunză ă ă
este pur, este posibil s  avem un costum excesiv pentru datele de antrenament.ă  Dac  putem verificaă
proiectare folosind alte exemple - fie un set de testare pe care l-am re inut de laț
date de instruire sau un set de date noi - avem posibilitatea de a simplifica
copac i în acela i timp limiteaz  supra-amenajarea.ăș ș
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G si i un nod N care are doar frunze ca i copii.ă ț ș  Construi i un copac nou prin înlocuireț
N i copiii s i de o frunz , i ofer  acelei frunze clasa sa majoritar  ca rezultat.ă ă ă ăș ș
Apoi, compara i performan a arborilor vechi i noi pe date care nu erauț ț ș



folosit ca exemple de antrenament atunci când am proiectat arborele. Dac  exist  pu in  diferenă ă ă ăț ț
între ratele de eroare ale copacilor vechi i noi, apoi decizia luat  laăș
nodul N a contribuit probabil la supra-amenajarea i nu se adresa unei propriet iăș ț
a întregului set de exemple pentru care a fost destinat arborele decizional. Noi
poate arunca arborele vechi i îl poate înlocui cu arborele nou, mai simplu.ș  Pe de alt  parteă
mân , dac  arborele nou are o rat  de eroare semnificativ mai mare decât vechiul, atunciă ă ă
decizia luat  la nodul N reflect  într-adev r o proprietate a datelor i avem nevoieă ă ă ș
pentru a p stra copacul vechi i a arunca noul.ă ș  În ambele cazuri, ar trebui s  continu mă ă
privind alte noduri ai c ror copii sunt frunze i vezi dac  acestea pot fi înlocuiteă ăș
prin frunze f r  o cre tere semnificativ  a ratei de eroare.ă ă ăș
Exemplul 12.19: S  lu m în considerare nodul din Fig. 12.26 cu testul „Conti-ă ă
nent = NA. ” Are dou  frunze ca copii i astfel poate juca rolul de nodă ș
N deasupra. În datele de antrenament din Fig. 12.25 N este atins de trei antrenamente
exemple, Cuba, SUA i Australia.ș  Pe m sur  ce doi dintre ace ti trei merg la frunză ă ăș
etichetat „Baseball”, vom lua în considerare înlocuirea lui N cu o frunz  etichetat  „Baseball”.ă ă
Lua i în considerare ce se întâmpl  dac  copacii vechi i noi sunt aplica i întreguluiă ăț ș ț
ansamblu de ri ale lumii.ăț  În primul rând, re ine i c  pentru a ajunge la nodul N, o ară ăț ț ț
trebuie s  fie pe unul dintre continentele Americii de Nord, Asia, Australia sau Africa.ă
Mai mult, trebuie s  fie fie o ar  mic  (mai pu in de 35 de milioane de locuitori)ă ă ăț ț
sau o ar  populat  (peste 200 de milioane).ă ăț  Exist  multe astfel de ri,ă ăț
cum ar fi rile mici din Africa sau rile mari precum China sau Indonezia, niciunaă ăț ț
dintre care au cricketul sau baseballul ca sport preferat. Dac  lu m în considerareă ă

rile din Caraibe i America Central  ca apar inând Americii de Nord,ă ăț ș ț
atunci N este atins de multe alte ri, dintre care doar câteva au baseballăț
ca sportul lor preferat.
Concluzia este c  indiferent dac  N este înlocuit sau nu cu o frunz  „Baseball”,ă ă ă
arborele va avea o rat  de eroare semnificativ  în aceste ri i, prin urmare,ă ă ăț ș
rata de eroare a celor doi copaci aplica i tuturor rilor va fi aproximativ aceea i.ăț ț ș  Noi
concluzioneaz  c  acest nod N reflect  doar artefacte ale setului mic i atipică ă ă ș
din dou sprezece exemple de instruire pe care le-am ales.ă  Astfel, N poate fi înlocuit în siguran  cuăț
o frunz  f r  prea mare cre tere a ratei de eroare pe întregul set de ri.ă ă ă ăș ț  ✷
12.5.8 P duri de decizieă
Deoarece un singur arbore de decizie cu mai multe niveluri are probabil multe noduri la
nivelurile inferioare care reprezint  supraadaptarea, exist  o alt  abordare a utiliz riiă ă ă ă
de arbori de decizie care s-au dovedit destul de utili în practic .ă  Este obi nuit s  se utilizezeăș
p duri de decizie de mul i copaci care voteaz  clasa c tre care se refer  un anumit dată ă ă ăț
apartine. Fiecare copac din p dure este proiectat folosind aleatoriu sau sistematică
caracteristicile alese i este limitat  doar la un num r mic de niveluri, de multe ori unul sauă ăș
Dou .ă  Astfel, fiecare copac are o impuritate ridicat  la fiecare dintre frunzele sale, dar colectivă
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Metode de ansamblu
P durile de decizie nu sunt decât un exemplu de strategie important  de luareă ă
decizii bune. Putem folosi mai mul i algoritmi diferi i pentru a face acela i lucruț ț ș
decizie. Apoi, combin m opiniile diferi ilor algoritmi înă ț
într-un fel, poate înv ând cele mai bune greut i a a cum am sugerat în sec iuneaă ăț ț ș ț
sec iunea 12.5.8.ț  În cazul unei p duri de decizie, to i algoritmii care contribuieă ț
sunt de acela i tip: un arbore de decizie.ș  Cu toate acestea, algoritmii de decizie
poate fi, de asemenea, de diferite feluri. De exemplu, solu ia câ tig toare laăț ș
Provocarea Netflix (a se vedea sec iunea 9.5) a fost de acest tip, unde mai multeț
Au fost aplicate fiecare tehnici de înv are automat  i evaluarea filmeloră ăț ș
estim rile combinate pentru a lua o decizie mai bun .ă ă
de multe ori se descurc  mult mai bine la datele testelor decât oricare arborele, oricât de multe niveluri ar fiă
are. Mai mult, putem proiecta fiecare dintre copacii din p dure în paralel, a a că ăș
poate fi chiar mai rapid pentru a proiecta o colec ie mare de copaci pu in adânci decât pentru a proiectaț ț
un copac adânc.
Modul evident de a combina rezultatele tuturor copacilor într-o decizie
p durea trebuie s  ia un vot majoritar.ă ă  Dac  exist  mai mult de dou  clase, atunci noiă ă ă
a tepta i doar o pluralitate de voturi pentru una dintre clase, în timp ce nici o clas  nu poate fi ceaăș ț
alegerea a mai mult de jum tate din copaci.ă  Cu toate acestea, modalit i mai complexe de combinareăț
rezultatele copacilor pot da un r spuns mai precis decât votul simplu.ă
De multe ori putem „înv a” greut ile adecvate pentru a le aplica opiniilor fiec rui copac.ă ă ăț ț
De exemplu, s  presupunem c  avem un set de antrenament (xă ă  1 , y 1 ), (x 2 , y 2 ), ..., (x n , y n )
i o colec ie de arbori de decizie Tș ț  1 , T 2 , ..., T k care constituie decizia noastră

p dure.ă  Când aplic m p durea de decizie la unul dintre exemplele de instruireă ă
(x i , y i ), ob inem un vector de clase cț  i = [c i1 , c i2 , ..., c ik ], unde c ij este rezultatul



a arborelui T j aplicat intr rii xă  i . tim clasa corect  pentru intrarea xăȘ  i ; este
y i . Astfel, avem un nou set de antrenament (c 1 , y 1 ), (c 2 , y 2 ), ..., (c n , y n ), pe care îl putem
folosi i pentru a prezice clasa adev rat  din opiniile tuturor copacilor din p dure.ă ă ăț  Pentru
de exemplu, am putea folosi acest set de instruire pentru a instrui un perceptron sau SVM. Facand
deci, punem greut ile potrivite pe p rerea fiec ruia dintre copaci, pentru aă ă ăț
combin  opiniile lor în mod optim.ă

12.5.9 Exerci ii pentru sec iunea 12.5ț ț
Exerci iul 12.5.1: S  presupunem c  un set de antrenament are exemple în patru clase iă ăț ș
frac iile de exemple din aceste clase sunt 1/2, 1/3, 1/8 i 1/24.ț ș  Ce este
impuritatea r d cinii unui arbore de decizie conceput pentru acest set de instruire, dacă ă ă
m sura impurit ii este (a) Precizia (b) GINI (c) Entropia?ă ăț
Exerci iul 12.5.2: Dac  un set de date const  din exemple apar inând lui n diferiteă ăț ț
clase, care este impuritatea maxim  dac  m sura impurit ii este (a)ă ă ă ăț
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racy (b) GINI (c) Entropie?
! Exerci iul 12.5.3: O proprietate important  a unei func ii f este convexitatea, adică ăț ț
c  dac  x <z <y, atunciă ă
f (z)> z - x
y - x
f (x) + y - z
y - x
f (y)
Mai pu in formal, curba lui f între x i y se afl  deasupra liniei drepteăț ș
între punctele (x, f (x)) i (y, f (y)).ș  În cele ce urmeaz , presupune i c  exist  două ă ă ăț
clasele, i f (x) este impuritatea când x este frac ia de exemple din primaș ț
clas .ă
(a) Dovedi i c  impuritatea GINI este convex .ă ăț
(b) Dovedi i c  m sura Entropiei impurit ii este convex .ă ă ă ăț ț
(c) Da i un exemplu pentru a ar ta c  m sura de precizie a impurit ii nu esteă ă ă ăț ț
mereu convex. Sugestie: Re ine i c  convexitatea necesit  inegalit i stricte;ă ă ăț ț ț  A
linia dreapt  nu este convex .ă ă
Exerci iul 12.5.4: Pentru a vedea de ce este important  convexitatea, repeta i calculul luiăț ț
Fig. 12.27, dar folosind Precizia ca m sur  de impuritate.ă ă  Ce merge prost?
Exerci iul 12.5.5: Exemplul continuu 12.19, s  presupunem c  am înlocuită ăț
nod etichetat „Continent = NA” de o frunz  etichetat  „Baseball”.ă ă  Care alta
nodurile interioare crede i c  pot fi înlocuite cu frunze f r  un semn semnificativă ă ăț
cre te la rata de eroare atunci când arborele este aplicat tuturor rilor lumii?ăș ț

12.6 Compararea metodelor de înv areăț
Fiecare dintre metodele discutate în acest capitol i în alte p r i are avantajele sale.ăș ț
În aceast  sec iune de închidere, vom lua în considerare:ă ț
• Metoda se refer  la caracteristici categorice sau numai la numericeă
Caracteristici?

• Metoda se ocup  în mod eficient de vectori de caracteristici de înalt  dimensiune?ă ă

• Este u or de în eles modelul pe care îl construie te metoda?ș ț ș
Perceptroni i ma ini vector-suport: Aceste metode pot fi manipulateș ș
milioane de caracteristici, dar au sens numai dac  caracteristicile sunt numerice.ă
Sunt eficiente numai dac  exist  un separator liniar sau cel pu in un hiperplană ă ț
care separ  aproximativ clasele.ă  Cu toate acestea, putem separa punctele prin
o delimitare neliniar  dac  mai întâi transform m punctele pentru a face separatorulă ă ă
fie liniar. Modelul este exprimat printr-un vector, normal la separare
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hiperplan. Deoarece acest vector are adesea o dimensiune foarte mare, poate fi foarte
greu de interpretat modelul.
Clasificarea i regresia celui mai apropiat-vecin: Aici, modelul esteș
instruirea sa stabilit, a a c  ne a tept m s  fie u or de în eles.ă ă ăș ș ș ț  Ap-
proach se poate ocupa de date multidimensionale, de i cu cât este mai mare num rul deăș
dimensiuni, cu atât setul de antrenament va fi mai rar i, prin urmare, cu atât este mai pu in probabilș ț
este c  vom g si un punct de antrenament foarte aproape de punctul pe care trebuie s  îl clasific m.ă ă ă ă
Adic , „blestemul dimensionalit ii” face ca metodele cele mai apropiate s  fieă ă ăț



reglabil în dimensiuni ridicate. Aceste metode sunt cu adev rat utile numai pentru numericeă
, de i s-ar putea permite caracteristici categorice cu un num r mic deăș
valori. De exemplu, o caracteristic  categoric  binar , cum ar fi {masculin, feminin}, ar puteaă ă ă
au valorile înlocuite cu 0 i 1, deci nu a existat distan  în aceast  dimensiuneă ăș ț
între indivizi de acela i gen i distan a 1 între alte perechi deș ș ț
indivizi. Cu toate acestea, trei sau mai multe valori nu pot fi atribuite numerelor care sunt
echidistant. În cele din urm , metodele cu cel mai apropiat vecin au mul i parametri de setat,ă ț
inclusiv m sura distan ei pe care o folosim (de exemplu, cosinus sau euclidian), num rul deă ăț
vecinii s  aleag  i func ia kernel de utilizat.ă ă ș ț  Diferite alegeri rezultă
clasificare diferit  i, în multe cazuri, nu este evident ce alegeri producă ș
cele mai bune rezultate.
Copaci de decizie: spre deosebire de alte metode discutate în acest capitol, Decizie
copacii sunt utili atât pentru caracteristicile categorice, cât i pentru cele numerice.ș  Modelele pro-
sunt în general destul de u or de în eles, deoarece fiecare decizie este reprezentat  deăș ț
un nod al copacului. Cu toate acestea, aceast  abordare este cea mai util  pentru dimensiunile reduseă ă
vectori de caracteristici. Dup  cum sa discutat în sec iunea 12.5.7, construirea arborilor de decizie cuă ț
multe niveluri duc adesea la supra-dotare. Dar dac  un arbore de decizie are pu ine niveluri, atunciă ț
nici m car nu poate men iona mai mult decât un num r mic de caracteristici.ă ăț  Ca urmare,
Cea mai bun  utilizare a copacilor de decizie este adesea crearea unei p duri de decizie de multe adâncimi miciă ă
copaci i combin  decizia lor într-un fel.ăș

12.7 Rezumatul capitolului 12
♦ Seturi de antrenament: un set de antrenament const  dintr-un vector de caracteristici, fiecare componentă ă
dintre care este o caracteristic  i o etichet  care indic  clasa la care obiectulă ă ăș
reprezentat de vectorul de caracteristic  apar ine.ă ț  Func iile pot fi categorice -ț
apar inând unei liste enumerate de valori - sau numerice.ț
♦ Seturi de testare i supra-montare: atunci când antrenezi un clasificator pe un set de antrenament,ș
este util s  elimina i o parte din setul de antrenament i s  utiliza i datele eliminateă ăț ș ț
ca set de testare. Dup  producerea unui model sau clasificator f r  a utiliza testulă ă ă
set, putem rula clasificatorul pe setul de testare pentru a vedea cât de bine merge. Dacă
clasificatorul nu func ioneaz  la fel de bine pe setul de testare ca pe setul de antrenamentăț
folosit, atunci ne-am îmbr cat în setul de antrenament conform cu particularit ileă ăț
a datelor setului de instruire care nu sunt prezente în datele în ansamblu.
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♦ Înv area on-line prin loturi: În înv area prin loturi, setul de instruire esteă ăț ț
disponibil oricând i poate fi utilizat în treceri repetate.ș  Înv are on-lineăț
folose te un flux de exemple de instruire, fiecare dintre acestea putând fi utilizat o singur  dat .ă ăș
♦ Perceptroni: Aceast  metod  de înv are automat  presupune c  setul de antrenament areă ă ă ă ăț
doar dou  etichete de clas , pozitive i negative.ă ă ș  Perceptronii func ioneaz  atunci când sunt acoloăț
este un hiperplan care separ  vectorii caracteristici ale exemplelor pozitiveă
din cele ale exemplelor negative. Convergem la acel hiperplan prin
ajustarea estim rii noastre pentru hiperplan cu o frac iune - rata de înv are -ă ăț ț
a direc iei care este media punctelor clasificate gre it în prezent.ț ș
♦ Algoritmul Winnow: Acest algoritm este o variant  a perceptronuluiă
algoritm care necesit  ca componentele vectorilor de caracteristici s  fie 0 sau 1.ă ă
Exemplele de instruire sunt examinate într-un mod round-robin i dacăș
clasificarea chiriei unui exemplu de instruire este incorect , componenteleă
separatorul estimat în care vectorul caracteristic  are 1 este ajustat în sus sauă
în jos, în direc ia care va face mai probabil acest exemplu de antrenamentț
este corect clasificat în runda urm toare.ă

♦ Separatoare neliniare: Când punctele de antrenament nu au o func ie liniarăț
care separ  dou  clase, este înc  posibil s  se utilizeze un perceptronă ă ă ă
pentru a le clasifica. Trebuie s  g sim o func ie pe care o putem folosi pentru a transformaă ă ț
puncte astfel încât în spa iul transformat, separatorul s  fie un hiperplan.ăț
♦ Suport-ma ini vectoriale: SVM îmbun t e te perceptronii prin g sirea-ă ă ăș ț ș
un hiperplan de separare care nu doar separ  pozitivul i negativulă ș
puncte tive, dar o face într-un mod care maximizeaz  marja - distan aă ț
perpendicular pe hiperplan spre cele mai apropiate puncte. Punctele care
se afl  exact la aceast  distan  minim  sunt vectorii de sus inere.ă ă ă ăț ț  Alterna-
tiv, SVM poate fi proiectat pentru a permite puncte prea apropiate de
hiperplan sau chiar pe partea gre it  a hiperplanului, dar minimiza iăș ț
eroarea datorat  unor astfel de puncte deplasate.ă

♦ Rezolvarea ecua iilor SVM: Putem seta o func ie a vectorului careț ț



este normal pentru hiperplan, lungimea vectorului (care determină
marja) i penalizarea pentru puncte de pe partea gre it  a marginilor.ăș ș
Parametrul de regularizare determin  importan a relativ  a unui largă ăț
marj  i o mic  penalizare.ă ăș  Ecua iile pot fi rezolvate prin mai multeț
metode, inclusiv coborârea în gradient i programarea p tratic .ă ăș
♦ Coborâre în gradient: Aceasta este o metod  pentru minimizarea unei func ii de pierdere careă ț
depinde de multe variabile i de un exemplu de antrenament, prin g sirea repetată ăș
(derivatul) func iei de pierdere fa  de fiecare variabil  atunci cândă ăț ț
dat un exemplu de antrenament i mutarea valorii fiec rei variabile înăș
direc ie care scade pierderea.ț  Modificarea variabilelor poate fi fie
acumularea modific rilor sugerate de fiecare exemplu de antrenament (lotă
descendenta gradientului), rezultatul unui singur exemplu de antrenament (gradient stochastic
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descenden ) sau rezultatul utiliz rii unui subset mic de exemple de instruireă ăț
(coborârea gradientului minibatch).

♦ Înv area cea mai apropiat -vecin : În aceast  abordare a înv rii automate,ă ă ă ă ă ăț ț
ca model este folosit întregul set de antrenament. Pentru fiecare punct („interogare”) s  fieă
clasificate, c ut m cei mai apropia i vecini ai s i din setul de antrenament.ă ă ăț  The
clasificarea punctului de interogare este o func ie a etichetelor acestor kț
vecini. Cel mai simplu caz este atunci când k = 1, caz în care putem lua
eticheta punctului de interogare s  fie eticheta celui mai apropiat vecin.ă

♦ Regresie: un caz obi nuit de înv are cu cel mai apropiat vecin, numit regres-ăș ț
siune, apare atunci când exist  un singur vector de caracteristic  i acesta, precum iă ă ș ș
eticheta, sunt numere reale; adic  datele definesc o func ie cu valoare real  aă ăț
o variabil .ă  Pentru a estima eticheta, adic  valoarea func iei, pentru ună ț
punct de date neetichetat, putem efectua unele calcule care implic  kă
cei mai apropia i vecini.ț  Exemple includ medierea vecinilor sau luarea unui
medie ponderat , unde greutatea unui vecin este o func ie descresc toareă ăț
ziunea distan ei sale fa  de punctul a c rui etichet  încerc m s  o determin m.ă ă ă ă ă ăț ț
♦ Arbori de decizie: Aceast  metod  de înv are construie te un copac în care fiecare inte-ă ă ăț ș
nodul rior sus ine un test despre intrare i ne trimite la unul dintre copiii s iăț ș
în func ie de rezultatul testului.ț  Fiecare frunz  ofer  o decizie despreă ă
clasa c reia îi apar ine intrarea.ă ț
♦ M suri de impuritate: Pentru a ajuta la proiectarea unui arbore de decizie, avem nevoie de o m sură ă ă
despre cât de pur, adic , aproape de o singur  clas , este setul de exemple de instruireă ă ă
care ajung la un anumit nod al arborelui decizional. Posibile m suri deă
impuritatea include Acurate ea (frac iunea de exemple de instruire cu gre ealăț ț ș
clas ), GINI (1 minus p tratele frac iilor de exemple din fiecare dintreă ă ț
clasele) i Entropy (suma frac iilor de exemple de instruire dinș ț
fiecare clas  de ori logaritmul inversului acelei frac ii).ă ț
♦ Proiectarea unui nod arbore de decizie: trebuie s  lu m în considerare fiecare caracteristic  posibilă ă ă ă
de testat la un nod i trebuie s  rupem setul de examene de formare-ăș
plesuri care ajung la nod într-un mod care minimizeaz  impuritatea medie aă
copiii s i.ă  Pentru o caracteristic  numeric , putem comanda exemplele traningă ă
prin valoarea acelei caracteristici i utiliza i un test care rupe într-un fel aceast  listă ăș ț
care minimizeaz  impuritatea medie.ă  Pentru o caracteristic  categoric  comand mă ă ă
valorile acelei caracteristici prin frac iunea de exemple de instruire cu acea valoareț
care apar in unei anumite clase i rupe lista pentru a minimiza mediaț ș
impuritate.

12.8 Referin e pentru capitolul 12ț
Perceptronul a fost introdus în [14]. [8] introduce ideea de maximizare a
marginea în jurul hiperplanului de separare. O carte cunoscut  pe aceast  temă ă ă
este [12].
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Algoritmul Winnow este de la [11]. A se vedea, de asemenea, analiza în [2].
Ma inile de suport vector au ap rut în [7].ăș  [6] i [5] sunt sondaje utile.ș  [10]
vorbe te despre un algoritm mai eficient pentru cazul caracteristicilor rare (majoritateaș
elementele vectorilor caracteristici sunt zero). Utilizarea metodelor gradient-coborâre



se g se te în [3, 4].ă ș
Pentru informa ii despre structuri de indici cu dimensiuni ridicate pentru cel mai apropiat vecinț
înv are, vezi capitolul 14 din [9].ăț
Lucrarea ini ial  privind construc ia arborilor de decizie este [13].ăț ț  [1] este popular
lucrare care descrie metodologia utilizat  în acest capitol.ă
1. H. Blockeel i L. De Raedt, „Inducerea de sus în jos a logicii de ordinul întâiș
copaci de decizie, ”Inteligen  artificial  101: 1-2 (1998), pp. 285-297.ă ăț
2. A. Blum, „Suport empiric pentru ceva winnow i majoritar ponderat-ș
rithms: rezultate pe un domeniu de planificare calendaristic , ”Machine Learning 26ă
(1997), pp. 5-23.
3. L. Bottou, „Înv area automat  pe scar  larg  cu gradient stocastic de-ă ă ă ăț
parfum, ”Proc. 19 Intl. Conf. on Computational Statistics (2010), pp. 177–
187, Springer.
4. L. Bottou, „Trucuri de gradient stochastic, re ele neuronale”, în Tricks of theț
Trade, Reloaded, pp. 430-445, editat de G. Montavon, GB Orr i K.-ș
R. Mueller, Note de curs în informatic  (LNCS 7700), Springer,ă
2012.
5. CJC Burges, „Un tutorial privind ma inile vectoriale de suport pentru recunoa terea modelelorș ș
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sity Press, 2000.
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Capitolul 13
Plase neuronale i adâncimeș
Înv areăţ
În sec iunile 12.2 i 12.3 am discutat despre proiectarea „neuronilor” unici (percep ie)ț ș ț
troni). Acestea iau o colec ie de intr ri i, pe baza ponderilor asociateăț ș
aceste intr ri, calculeaz  un num r pe care, în compara ie cu un prag, îl determină ă ă ăț
dac  se afi eaz  „da” sau „nu”.ă ăș  Aceste metode ne permit s  separ m intr rileă ă ă
în dou  clase, atâta timp cât clasele sunt separabile liniar.ă  Cu toate acestea, majoritatea
problemele de interes i importan  nu sunt separabile liniar.ăș ț  In acest capitol,
vom lua în considerare proiectarea re elelor neuronale, care sunt colec ii de perceptroni,ț ț
sau noduri, unde ie irile unui rang (sau strat de noduri) devin intr riăș
la noduri de la urm torul strat.ă  Ultimul strat de noduri produce ie irile deș
întreaga re ea neuronal .ăț  Antrenarea re elelor neuronale cu multe straturi necesităț
un num r enorm de exemple de instruire, dar s-a dovedit a fi extremă
tehnic  puternic , denumit  înv are profund , atunci când poate fi utilizat .ă ă ă ă ă ăț



De asemenea, lu m în considerare mai multe forme specializate de plase neuronale care s-au dovedită
util pentru tipuri speciale de date. Aceste forme se caracterizeaz  prin faptul c  necesit  acest lucruă ă ă
anumite seturi de noduri din re ea împart acelea i greut i.ăț ș ț  De când am înv at totulăț
greutatea tuturor intr rilor c tre toate nodurile re elei este în general aă ă ț
sarcin  dificil  i consumatoare de timp, aceste forme speciale de re ea simplific  foarte multă ă ăș ț
procesul de instruire a re elei pentru a recunoa te clasa sau clasele dorite deț ș
intr ri.ă  Vom studia re elele neuronale convolu ionale (CNN), care suntț ț
concepute în mod special pentru a recunoa te clasele de imagini.ș  De asemenea, vom studia necesit ile recurenteăț
re ele ral (RNN) i re ele de memorie pe termen scurt (LSTM), careț ș ț
sunt concepute pentru a recunoa te clase de secven e, cum ar fi propozi iile (secven e deș ț ț ț
cuvinte).
523
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13.1 Introducere în plasele neuronale
Începem discu ia despre re elele neuronale cu un exemplu extins.ț ț  Dup  care,ă
introducem planul general al unei re ele neuronale i câteva terminologii importante.ț ș
Exemplul 13.1: Problema pe care o discut m este s  înv m conceptul c  „bine”ă ă ă ă ăț
vectorii de bi i sunt cei care au dou  1 consecutive.ăț  Din moment ce vrem s  ne ocup mă ă
doar exemple mici, vom presupune c  vectorii de bi i au lungimea patru.ă ț  Al nostru
exemplele de instruire vor avea astfel forma ([x 1 , x 2 , x 3 , x 4 ], y), unde fiecare dintre
x i sunt bi i, 0 sau 1. Exist  16 exemple posibile de instruire i vom faceăț ș
presupunem c  ni se ofer  ni te subseturi ca set de preg tire.ă ă ăș  Observa i c  optăț
dintre vectorii de bi i posibili sunt buni - au 1 consecutive, i acoloț ș
sunt, de asemenea, opt exemple „rele”. De exemplu, 0111 i 1100 sunt bune;ș  1001 iș
0100 sunt rele. 1
Pentru început, s  ne uit m la o re ea neuronal  care rezolv  exact aceast  problem  simpl .ă ă ă ă ă ă ăț
Modul în care am putea proiecta aceast  re ea din exemple de instruire este adev ratul subiectă ăț
discu ie, dar aceast  re ea va servi drept exemplu pentru ceea ce ne-am doriăț ț
ob ine.ț  Plasa este prezentat  în Fig. 13.1.ă
x 1
x 2
x 3
x 4
x 1
x 2
x 3
x 4
0,5
y
1
1
2.5
1.5
1
1
2
0
0
0
1
1
Figura 13.1: O re ea neuronal  care spune dac  un vector bit are 1 consecutiveă ăț
Plasa are dou  straturi, primul constând din dou  noduri, iar al doileaă ă
cu un singur nod care produce ie irea y.ș  Fiecare nod este un perceptron,
exact a a cum a fost descris în sec iunea 12.2.ș ț  În primul strat, primul nod este
caracterizat prin vectorul de greutate [w 1 , w 2 , w 3 , w 4 ] = [1, 2, 1, 0] i pragul 2,5.ș
Deoarece fiecare intrare x i este fie 0, fie 1, observ m c  singura modalitate de a ajunge la o sumă ă ă

∑ 4

i = 1 x i w i cât 2,5 este dac  xă  2 = 1 i cel pu in unul dintre xș ț  1 i xș  3 este, de asemenea, 1.
Ie irea acestui nod este 1 dac  i numai dac  intrarea este una dintre 1100, 1101, 1110,ă ăș ș
1111, 0110 sau 0111. Adic  recunoa te acei vectori de bi i care încep fieă ș ț
cu dou  1 sau au dou  1 în mijloc.ă ă  Singurele intr ri bune pe care nu le faceă
1 Vom ar ta vectori de bi i ca iruri de bi i în cele ce urmeaz , astfel încât s  putem evita virguleleă ă ăț ș ț
între componente, fiecare dintre ele fiind 0 sau 1.
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recunoa te sunt cele care se termin  cu 11, dar nu au 11 în alt  parte.ă ăș  acestea sunt
0011 i 1011.ș
Din fericire, al doilea nod din primul strat, cu greut i [0, 0, 1, 1] iăț ș
pragul 1.5 d  ie irea 1 ori de câte ori xă ș  3 = x 4 = 1, i nu altfel.ș  Acest
nodul recunoa te astfel intr rile 0011 i 1011, precum i alte bunuriăș ș ș
intr ri care sunt recunoscute i de primul nod.ă ș
Acum, s  ne întoarcem la al doilea strat, cu un singur nod;ă  acel nod are
greut ile [1, 1] i pragul 0,5.ăț ș  Se comport  astfel ca o „poart  SAU”.ă ă  Da
ie ire y = 1 ori de câte ori unul sau ambele noduri din primul strat au ie ireș ș
1, dar d  ie irea y = 0 dac  ambele noduri din primul strat dau ie irea 0. Astfel,ă ăș ș
re eaua neuronal  din Fig. 13.1 ofer  ie irea 1 pentru toate intr rile bune, dar nici unaă ă ăț ș
intr rile proaste.ă  ✷
x 1
x 2
x 3
x 4
x 1
x 2
x 3
x 4
y
1
1
1
2
0
0
0
1
1
1
1

−0,5
1

−2,5
1

−1,5
Figura 13.2: Realizarea pragului 0 pentru toate nodurile
Este util în multe situa ii s  presupunem c  nodurile au un prag deă ăț
0. Reamintim din sec iunea 12.2.4 c  putem converti întotdeauna un perceptron cu unăț
prag diferit de zero la unul cu un prag 0 dac  ad ug m o intrare suplimentar .ă ă ă ă
Aceast  intrare are întotdeauna valoarea 1 i o greutate egal  cu t.ă ă −ș  De exemplu, putem
converti i re eaua din Fig. 13.1 la cea din Fig. 13.2.ț ț
13.1.1 Re elele neuronale, în generalț
Exemplul 13.1 i re eaua sa din Fig. 13.1 sunt mult mai simple decât orice ar fiș ț
s  fie o aplica ie util  a re elelor neuronale.ă ăț ț  Cazul general este sugerat de Fig. 13.3.
Primul, sau stratul de intrare, este intrarea, care se presupune a fi un vector al unora
lungime n. Fiecare component  a vectorului [xă  1 , x 2 , ..., x n ] este o intrare în re ea.ț
Exist  unul sau mai multe straturi ascunse i, în cele din urm , la final, un strat de ie ire,ă ăș ș
care d  rezultatul netului.ă  Fiecare dintre straturi poate avea un num r diferită
de noduri i, de fapt, alegerea num rului potrivit de noduri la fiecare strat este unăș
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o parte important  a procesului de proiectare pentru plasele neuronale.ă  Mai ales, re ine i căț ț
stratul de ie ire poate avea mai multe noduri.ș  De exemplu, re eaua neuronal  ar putea clasificaăț
intr ri în mai multe clase diferite, cu un nod de ie ire pentru fiecare clas .ă ăș
.
.
.
.
.
.
.
.



.

. . .
X
Straturi ascunse
Ie ireș
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X
1
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Figura 13.3: Cazul general al unei re ele neuronaleț
Fiecare strat, cu excep ia stratului de intrare, este format din unul sau mai multe noduri, careț
aranj m în coloana care reprezint  acel strat.ă ă  Ne putem gândi la fiecare nod
ca perceptron. Intr rile c tre un nod sunt ie iri ale unora sau ale tuturor nodurilor dină ă ș
stratul anterior. Astfel încât s  putem presupune c  pragul pentru fiecare nod este zero,ă ă
putem permite, de asemenea, unui nod s  aib  o intrare care este o constant , de obicei 1, caă ă ă
am sugerat în Fig. 13.2. O greutate este asociat  cu fiecare intrare pentru fiecare nod.ă
Ie irea nodului depinde de  x∑ș  i w i , unde suma este peste toate intr rileă
x i i wș  i este greutatea acelei intr ri.ă  Uneori, ie irea este fie 0, fie 1;ș
ie irea este 1 dac  suma respectiv  este pozitiv  i 0 în caz contrar.ă ă ăș ș  Totu i, a a cum vom faceș ș
vezi în sec iunea 13.2, este adesea convenabil atunci când încerci s  înve i ponderile pentruăț ț
o re ea neuronal  care rezolv  unele probleme, pentru a avea ie iri care sunt aproape întotdeaunaă ăț ș
aproape de 0 sau 1, dar poate fi u or diferit.ș  Motivul, intuitiv, este acela
atunci este posibil ca ie irea unui nod s  fie o func ie continu  a acestuiaă ăș ț
intr ri.ă  Putem folosi apoi coborârea în gradient pentru a converge la valorile ideale ale tuturor
greut ile din plas .ă ăț

Pagina 547
13.1. INTRODUCERE ÎN RE ELE NEURALEȚ
527
13.1.2 Interconect ri între noduriă
Re elele neuronale pot diferi în ceea ce prive te modul în care nodurile dintr-un strat sunt conectate la noduriț ș
la stratul din dreapta lui. Cel mai general caz este când fiecare nod prime te caș
intr  ie irile fiec rui nod al stratului anterior.ă ăș  Un strat care prime teș
se spune c  toate ie irile din stratul anterior sunt complet conectate.ă ș  Altele
op iunile pentru alegerea interconect rilor sunt:ăț
1. Aleatoriu. Pentru unii m, alegem pentru fiecare nod m noduri din precedent
strat i face ca acestea, i numai acelea, s  fie intr ri în acest nod.ă ăș ș
2. Împreun .ă  Împ r i i nodurile unui strat într-un anumit num r de clustere.ă ăț ț  În
urm torul strat, care se nume te strat de pooling, exist  un nod pentru fiecareă ăș
cluster, iar acest nod are tot i numai membrul clusterului s u ca intr ri.ă ăș
3. Convolutional. Aceast  abordare a interconect rii, pe care o discut m înă ă ă
mai multe detalii în sec iunea urm toare i sec iunea 13.4, vizualizeaz  nodurile fiec ruiaă ă ăț ș ț
strat a ezat într-o gril , de obicei bidimensional .ă ăș  Într-un convolutional
strat, un nod corespunz tor coordonatelor (i, j) primesc ca intr riă ă
noduri ale stratului anterior care au coordonate într-o regiune mică
în jurul (i, j). De exemplu, nodul (i, j) la un strat convolu ional poateț
au ca intr ri acele noduri din stratul anterior care corespundă
coordonate (p, q), unde i  p  i + 2 i j  q  j + 2 (adic  p tratul≤ ≤ ≤ ≤ ă ăș
a laturii 3 al c rei col  stânga jos este punctul (i, j).ă ț
13.1.3 Re ele neuronale convolu ionaleț ț
O re ea neuronal  convolu ional  sau CNN con ine una sau mai multe convolu ionaleă ăț ț ț ț
straturi. De asemenea, pot exista straturi neconven ionale, cum ar fi straturile complet conectateț
i straturi grupate.ș  Cu toate acestea, exist  o constrângere suplimentar  important :ă ă ă

greut ile la intr ri trebuie s  fie acelea i pentru toate nodurile unei singure convolu ionaleă ă ăț ș ț
strat. Mai exact, s  presupunem c  fiecare nod (i, j) dintr-un strat convolu ională ă ț
prime te (i + u, j + v) ca una dintre intr rile sale, unde u i v sunt constante mici.ăș ș
Apoi, exist  o greutate w asociat  cu u i v (dar nu cu i i j).ă ă ș ș  Pentru
orice i i j, greutatea de pe intrarea în nod pentru (i, j) provenind de laș
ie irea nodului i + u, j + v) din stratul anterior trebuie s  fie w.ăș



Aceast  restric ie face ca formarea unui CNN s  fie mult mai eficient  decât antrenarea unuiă ă ăț
re ea neuronal  general .ă ăț  Motivul este c  exist  mult mai pu ini parametri la fiecareă ă ț
strat i, prin urmare, pot fi utilizate mai pu ine exemple de instruire decât dac  fiecareăș ț
nod sau fiecare strat are propriile greut i pe care le poate descoperi procesul de instruire.ăț
CNN s-au g sit extrem de utile pentru sarcini precum recunoa terea imaginii.ă ș
De fapt, CNN se inspir  din modul în care proceseaz  ochiul umană ă
imagini. Neuronii ochiului sunt aranja i în straturi, în mod similar cu straturileț
a unei plase neuronale. Primul strat preia intr ri care sunt în esen  pixeli aiă ăț
imagine, fiecare pixel rezultatul unui senzor din retin .ă  Nodurile primului
stratul recunoa te caracteristici foarte simple, cum ar fi marginile dintre lumin  i întuneric.ăș ș
Observa i c  un p trat mic de pixeli, s  zicem 3 × 3, ar putea prezenta o margine la aă ă ăț
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unghi special, de exemplu, dac  col ul din stânga sus este u or i ceilal i opt pixeliă ț ș ș ț
întuneric. Mai mult, algoritmul pentru recunoa terea unei margini de un anumit tip esteș
la fel, indiferent unde în câmpul vizual apare acest mic p trat.ă  Acea
observa ia justific  constrângerea CNN c  toate nodurile unui strat folosescă ăț
acelea i greut i.ăș ț  În ochi, straturile suplimentare combin  rezultatele din precedentă
straturi pentru a recunoa te structuri din ce în ce mai complexe: limite lungi, regiuniș
de culoare asem n toare i în cele din urm  fe ele i toate obiectele familiare pe care le vedem zilnic.ă ă ăș ț ș
Vom avea mai multe de spus despre re elele neuronale convolu ionale din Secu-ț ț
sec iunea 13.4.ț  Mai mult, CNN-urile sunt doar un exemplu de re ea neuronalăț
unde anumite familii de noduri sunt constrânse s  aib  acelea i greut i.ă ă ăș ț  Pentru
de exemplu, în sec iunea 13.5, vom lua în considerare re elele neuronale recurente i lungiț ț ș
re ele de memorie pe termen scurt, care sunt special adaptate pentru a recunoa teț ș
propriet i de secven e, cum ar fi propozi ii (secven e de cuvinte).ăț ț ț ț
13.1.4 Probleme de proiectare pentru plasele neuronale
Construirea unei re ele neuronale pentru rezolvarea unei probleme date este par ial art  i par ialăț ț ș ț
tiin .ş ţă  Înainte s  putem începe s  preg tim o plas  g sind greut ile de pe intr riă ă ă ă ă ă ăț

care ne servesc cel mai bine obiectivelor, trebuie s  lu m o serie de decizii de proiectare.ă ă  Aceste
include r spunsul la urm toarele întreb ri:ă ă ă
1. Câte straturi ascunse ar trebui s  folosim?ă
2. Câte noduri vor fi în fiecare dintre straturile ascunse?
3. În ce mod vom interconecta ie irile unui strat la intr riăș
al urm torului strat?ă
Mai mult, în sec iunile ulterioare vom vedea c  exist  i alte decizii care au nevoieă ăț ș
de f cut atunci când antren m re eaua neuronal .ă ă ăț  Acestea includ:
4. Ce func ie de cost ar trebui s  minimiz m pentru a exprima care sunt cele mai bune greut i?ă ă ăț ț
5. Cum ar trebui s  calcul m ie irile fiec rei por i în func ie deă ă ăș ț ț
intr ri?ă  Am sugerat c  modul normal de a calcula ie irea este să ăș
lua i o sum  ponderat  de intr ri i compara i-o cu 0. Dar exist  i alteă ă ă ăț ș ț ș
calcule care servesc mai bine în circumstan e comune.ț
6. Ce algoritm folosim pentru a exploata exemplele de instruire în scopul de a
optimiza i greut ile?ăț ț
13.1.5 Exerci ii pentru sec iunea 13.1ț ț
!! Exerci iul 13.1.1: Dovedi i c  problema din Exemplul 13.1 nu poate fi rezolvată ăț ț
de un perceptron; adic  punctele bune i rele nu sunt separabile liniar.ă ș
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! Exerci iul 13.1.2: Lua i în considerare problema general  a identific rii vectorilor de bi i aiă ăț ț ț
lungimea n având dou  1 consecutive.ă  S  presupunem un singur strat ascuns cu uneleă
num rul de por i.ă ț  Care este cel mai mic num r de por i pe care le pute i avea înă ț ț
strat ascuns dac  (a) n = 5 (b) n = 6?ă
! Exerci iul 13.1.3: Proiecta i o re ea neuronal  care func ioneaz  ca o poart  exclusiv  sauă ă ă ăț ț ț ț
adic  ia dou  intr ri i d  ie irea 1 dac  exact una dintre intr ri esteă ă ă ă ă ăș ș
1 d  ie irea 0 în caz contrar.ă ș  Sugestie: aminti i-v  c  atât greut ile, cât i pragurileă ă ăț ț ș
poate fi negativ.
! Exerci iul 13.1.4: Dovedi i c  nu exist  un perceptron unic care s  se comporte ca.ă ă ăț ț
o poart  exclusiv .ă ă
! Exerci iul 13.1.5: Proiecta i o re ea neuronal  pentru a calcula exclusivitatea - sau a treiăț ț ț
intr ri;ă  adic  ie irea 1 dac  un num r impar al celor trei intr ri este 1 i ie ireaă ă ă ăș ș ș
0 dac  un num r par de intr ri este 1.ă ă ă



13.2 Re ele Feedforward denseț
În sec iunea anterioar , am expus pur i simplu o re ea neuronal  care a func ionat pentruă ăț ș ț ț
Problema „1 consecutiv”. Cu toate acestea, adev rata valoare a re elelor neuronale provineă ț
abilitatea noastr  de a le proiecta date date de instruire.ă  Pentru a proiecta o re ea, exist  multeăț
alegeri care trebuie f cute, cum ar fi num rul de straturi i num rul deă ă ăș
noduri pentru fiecare strat, a a cum sa discutat în sec iunea 13.1.4.ș ț  Aceste alegeri pot
fii mai mult  art  decât tiin .ă ă ăș ț  Partea de calcul a instruirii, care este mai mult
tiin a decât arta, este în primul rând alegerea greut ilor pentru intr rile în fiecare nod.ă ăș ț ț

Tehnicile de selectare a greut ilor implic  de obicei convergen a utilizândă ăț ț
coborâre dient. Dar coborârea în gradient necesit  o func ie de cost, care trebuie s  fie aă ăț
func ia continu  a greut ilor.ă ăț ț  Plasele discutate în sec iunea 13.1.4, peț
pe de alt  parte, utiliza i perceptroni a c ror ie ire este fie 0, fie 1, deci ie irile suntă ăț ș ș
nu sunt în mod normal func ii continue ale intr rilor.ăț  În aceast  sec iune, vomă ț
cuss diferite moduri în care se poate modifica comportamentul nodurilor într-o re ea, astfel încâtț
ie irile devin func ii continue ale intr rilor i, prin urmare, sunt rezonabileăș ț ș
func ia de cost aplicat  rezultatelor va fi, de asemenea, continu .ă ăț
13.2.1 Notare algebr  liniară ă
Putem descrie succint re eaua neuronal  pe care am folosit-o consecutivăț
Problema lui 1 folosind nota ia algebrei liniare.ț  Nodurile de intrare formeaz  un vectoră  2
x = [x 1 , x 2 , x 3 , x 4 ], în timp ce nodurile ascunse formeaz  un vector h = [hă  1 , h 2 ]. The
4 muchii care leag  intrarea de nodul ascuns 1 formeaz  un vector de greutate wă ă  1 =
[w 11 , w 12 , w 13 , w 14 ] i, în mod similar, avem vectorul de greutate wș  2 pentru nodul ascuns 2.
2 Presupunem c  to i vectorii sunt în mod implicit vectori de coloan .ă ăț  Cu toate acestea, este adesea mai convenabil
pentru a scrie vectori de rând i vom face acest lucru în text.ș  Dar în formule, vom folosi transpunerea
operator când vrem de fapt s  folosim vectorul mai degrab  ca rând decât ca coloan .ă ă ă
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De ce s  folosi i algebra liniar ?ă ăț
Concizia notationala este unul dintre motivele pentru care se foloseste notatia algebrelor liniare pentru neu-
re ele ral.ț  O alta este performanta. Se pare c  grafica pro-ă
unit ile de încetare (GPU-uri) au circuite care permit paralelizare ridicată ăț
opera ii liniar-algebrice.ț  Mutiplicarea unei matrice i a unui vector folosind un sin-ș
gle linear algebra operator este mult mai rapid decât codarea aceluia i operatorș
folosind bucle imbricate. Cadrele moderne de înv are profund  (de exemplu, TensorFlow,ă ăț
PyTorch, Caffe) valorific  puterea GPU-urilor pentru a accelera dramatică
calcule de re ea neuronal .ăț
Pragul intr  în nodurile stratului ascuns (de exemplu, negativeleă
vechi) formeaz  un vector 2 b = [bă  1 , b 2 ], numit adesea vectorul de p rtinire.ă  Perceptronul
aplic  func ia de pas neliniar pentru a produce ie irea sa, definit  ca:ă ăț ș
pas (z) = {
1
când z> 0
0
in caz contrar
Fiecare nod ascuns h i poate fi acum descris folosind expresia:
h i = pas (w T
i x + b i ) pentru i = 1, 2
Am putea organiza vectorii de greutate w 1 i wș  2 într-o matrice de greutate 2 × 4
W, unde al doilea rând al lui W este w T
eu . Astfel, nodurile ascunse pot fi descrise
folosind expresia:
h = pas (Wx + b)
În cazul unei intr ri vectoriale, func ia pas opereaz  doar în func ie de elementă ăț ț
vectorul pentru a produce un vector de ie ire de aceea i lungime.ș ș  Putem folosi un similar
aranjament pentru a descrie transformarea care produce rezultatul final din
stratul ascuns. În acest caz, ie irea final  este un y scalar, deci în loc de o greutateăș
matricea W avem nevoie doar de un vector de greutate u = [u 1 , u 2 ] i de o singur  polarizare c.ăș  Noi
astfel ai:
y = pas (u T h + c)
Notarea liniar-algebr  func ioneaz  la fel de bine atunci când avem intr ri mai mari iă ă ăț ș
mai multe noduri într-un singur strat ascuns. Trebuie doar s  scal m matricea de greutateă ă
i vectorul de polarizare în mod corespunz tor.ăș  Adic  matricea W are câte un rând pentru fiecareă

nod în strat i o coloan  pentru fiecare ie ire din stratul anterior (sauăș ș
pentru fiecare intrare, dac  acesta este primul strat);ă  vectorul de polarizare are o componentă
pentru fiecare nod. De asemenea, este u or de tratat cazul în care exist  mai multeăș
nod din stratul de ie ire.ș  De exemplu, într-o problem  de clasificare multiclass, noiă



ar putea avea un nod de ie ire yș  i corespunz tor clasei int  i.ă ăț  Pentru o intrare dat ,ă
ie irile specific  probabilitatea ca intrarea s  apar in  corespunz toareă ă ă ăș ț
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clas .ă  Aceast  aranjare are ca rezultat un vector de ie ire y = [yă ș  1 , y 2 , ..., y n ], unde
n este num rul de clase.ă  Re eaua simpl  din sec iunea anterioar  avea un booleană ăț ț
ie ire, corespunz toare a dou  clase de ie ire (adev rat i fals), a a c  am putea aveaă ă ă ăș ș ș ș
a modelat ie irea la fel de bine ca un vector 2.ș  În cazul unei ie iri vectoriale,ș
conect m straturile ascunse i de ie ire printr-o matrice de greutate adecvată ăș ș
dimensiuni în locul vectorului de greutate pe care l-am folosit pentru exemplu.
Perceptronii din exemplul nostru au folosit o func ie de pas neliniar.ț  Mai gen-
în general, putem folosi orice alt  func ie neliniar , numit  func ie de activare,ă ă ăț ț
în urma transform rii liniare.ă  Descriem activarea utilizat  în mod obi nuită ș
func ii începând cu sec iunea 13.2.2.ț ț
Exemplul nostru simplu a folosit un singur strat ascuns de noduri între intrare
i straturile de ie ire.ș ș  În general, putem avea multe straturi ascunse, a a cum a fost sugeratș

în Fig. 13.3. Fiecare strat ascuns introduce o matrice suplimentar  de greut i iă ăț ș
vector de prejudec i, precum i propria func ie de activare.ăț ș ț  Acest tip de re ea esteț
numit  re ea feedforward, deoarece toate marginile sunt orientate „înainte”, de la intrareă ț
la ie ire, f r  cicluri.ă ăș
S  presupunem c  exist  layers straturi ascunse i un strat de ie ire suplimentar, numerotată ă ă ș ș
ℓ + 1. Fie matricea de greutate pentru stratul ith s  fie Wă  i i s  fie vectorul de polarizareăș
pentru acel strat be b i . Greut ile Wăț  1 , W 2 , ..., W l + 1 i prejudec i băș ț  1 , b 2 , ..., b l + 1

constituie parametrii modelului. Obiectivul nostru este s  înv m cele mai bune valoriă ă ăț
pentru ca ace ti parametri s  realizeze sarcina la îndemân .ă ăș  În curând vom descrie cum
continua i s  înv a i parametrii modelului.ă ăț ț ț
13.2.2 Func ii de activareț
Un nod (perceptron) într-o re ea neuronal  este conceput pentru a da un 0 sau 1 (da sau nu)ăț
ie ire.ș  Adesea, dorim s  modific m c  ie irea este una din mai multe moduri, a a c  aplic mă ă ă ă ăș ș
o func ie de activare la ie irea unui nod.ț ș  În unele cazuri, activarea
func ia preia toate ie irile unui strat i le modific  ca grup.ăț ș ș  the
motivul pentru care avem nevoie de o func ie de activare este dup  cum urmeaz .ă ăț  Abordarea pe care o vom folosi
pentru a afla valori bune ale parametrilor pentru re ea este descenden a în gradient.ț ț  Astfel, noi
au nevoie de func ii de activare care „joac  bine” cu coborâre în gradient.ăț  În special,
c ut m func ii de activare cu urm toarele propriet i:ă ă ă ăț ț
1. Func ia este continu  i diferen iat  peste tot (sau aproapeă ăț ș ț
oriunde).
2. Derivatul func iei nu se satur  (adic  devine foarte mic,ă ăț
tendind spre zero) peste intervalul de intrare a teptat.ș  Deriva foarte mică
tivele tind s  opreasc  procesul de înv are.ă ă ăț
3. Derivatul nu explodeaz  (adic  devine foarte mare, tindând spreă ă
infinit), deoarece acest lucru ar duce la probleme de instabilitate numeric .ă
Func ia pas nu îndepline te condi iile (2) i (3).ț ș ț ș  Derivatul s u explodează ă
la 0 i este 0 peste tot.ș  Astfel, func ia pas nu se joac  bine cuăț
coborâre în gradient i nu este o alegere bun  pentru o re ea neuronal  profund .ă ă ăș ț
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13.2.3 Sigmoidul
Având în vedere c  nu putem folosi func ia pas, c ut m alternative înă ă ăț
clasa de func ii sigmoide - a a-numita datorit  curbei în form  de S pe care acesteaă ăț ș
func iile prezint .ăț  Cea mai frecvent utilizat  func ie sigmoid  este logisticaă ăț
sigmoid:

 (x) =σ
1
1 + e −x

=
e x
1 + e x
Observa i c  sigmoidul are valoarea 1/2 la x = 0. Pentru x mare, sigmoidulăț
se apropie de 1, iar pentru x negativ mare, sigmoidul se apropie de 0.
Sigmoidul logistic, la fel ca toate func iile pe care le vom discuta, se aplicăț
vectori elementar, deci dac  x = [xă  1 , x 2 , ..., x n ] atunci



 (x) = [  (xσ σ  1 ),  (xσ  2 ), ...,  (xσ  n )]
Sigmoidul logistic are mai multe avantaje fa  de func ia de pas ca modalitateăț ț
pentru a defini ie irea unui perceptron.ș  Sigmoidul logistic este continuu i diferitș
ferentabil, deci ne permite s  folosim coborârea în gradient pentru a descoperi cele mai bune greut i.ă ăț
Deoarece valoarea sa este în intervalul [0, 1], este posibil s  se interpreteze ie irile dină ș
re ea ca probabilitate.ț  Cu toate acestea, sigmoidul logistic satura foarte repede
pe m sur  ce ne îndep rt m de „regiunea critic ” în jurul valorii de 0. Deci derivatul mergeă ă ă ă ă
spre zero i înv area bazat  pe gradient se poate opri.ă ăș ț  Adic  greut i aproapeă ăț
nu mai schimba, odat  ce scap  de 0.ă ă
În sec iunea 13.3.3, atunci când descriem algoritmul de propagare înapoi, vom face acest lucruț
vezi c  avem nevoie de derivatele func iilor de activare i ale func iilor de pierdere.ă ț ș ț  La fel de
un exerci iu, pute i verifica c  dac  y =  (x), atunciă ă σț ț
dy
dx = y (1 - y)
13.2.4 Tangenta hiperbolică
Strâns legat  de sigmoid este func ia tangent  hiperbolic , definit  de:ă ă ă ăț
tanh (x) =
e x - e −x

e x + e −x

Simpla manipulare algebric  produce:ă
tanh (x) = 2  (2x) - 1σ
Deci, tangenta hiperbolic  este doar o versiune scalat  i deplasat  a sigmoidului.ă ă ăș
Are dou  propriet i dorite care îl fac atractiv în anumite situa ii:ă ăț ț
ie irea este în intervalul [ 1, 1] i este simetric  în jurul valorii de 0. De asemenea, împ rt e te− ă ă ăș ș ș ș
propriet i bune i problema de satura ie a sigmoidului.ăț ș ț  Pute i ar ta astaăț
dac  y = tanh (x) atunciă
dy
dx = 1 - y 2
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Figura 13.4: Func iile sigmoide logistice (a) i tangente hiperbolice (b)ț ș
Figura 13.4 prezint  func iile tangente sigmoide i hiperbolice logistice.ă ț ș
Observa i diferen a de scar  de-a lungul axei x între cele dou  diagrame.ă ăț ț  Este u orș
pentru a vedea c  func iile sunt identice dup  schimbare i redimensionare.ă ăț ș
13.2.5 Softmax
Func ia softmax difer  de func iile sigmoide prin faptul c  nu func ionează ă ăț ț ț
elementar pe un vector. Mai degrab , func ia softmax se aplic  unui întregă ăț
vector. Dac  x = [xă  1 , x 2 , ..., x n ], atunci softmax µ (x) = [µ (x 1 ), µ (x 2 ), ..., µ (x n )]
Unde
µ (x i ) =
e x i

∑ j e x j

Softmax împinge cea mai mare component  a vectorului c tre 1 în timp ce împinge toateă ă
celelalte componente spre zero. De asemenea, toate ie irile însumeaz  1, indiferentăș
a sumei componentelor vectorului de intrare. Astfel, ie irea fi ieruluiș ș
func ia softmax poate fi interpretat  ca o distribu ie de probabilitate.ăț ț
O aplica ie obi nuit  este utilizarea softmax în stratul de ie ire pentru o clasă ăț ș ș
problem  de ficare.ă  Vectorul de ie ire are o component  corespunz toare fiec ruiaă ă ăș
clasa int , iar ie irea softmax este interpretat  ca probabilitateaă ăț ș
intrare apar inând clasei corespunz toare.ăț
Softmax are aceea i problem  de satura ie ca i func ia sigmoid , de când unaă ăș ț ș ț
componenta devine mai mare decât toate celelalte. Exist  o solu ie simpl  la acest lucruă ăț



problem , totu i, când softmax este utilizat la nivelul de ie ire.ă ș ș  În acest caz, este
obi nuit s  alege i entropia încruci at  ca func ie de pierdere, care anuleaz  exponen iereaă ă ăș ț ș ț ț
în defini ia softmax i evit  satura ia.ăț ș ț  Entropia încruci at  este explicat  înă ăș
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Precizia calculului Softmax
Numitorul func iei softmax implic  calcularea unei sume aăț
forma ∑ j e x j . Când x j -urile iau o gam  larg  de valori, exponen ii loră ă ț
e x j iau o gam  i mai larg  de valori - unele mici i altele foarte mari.ă ăș ș
Ad ugarea unor numere în virgul  mobil  foarte mari i foarte mici duce la numericeă ă ă ș
probleme de inexactitate în reprezent ri în virgul  mobil  cu l ime fix  ă ă ă ă ăț (cum ar fi 32-
sau 64 de bi i).ț  Din fericire, exist  un truc pentru a evita aceast  problem .ă ă ă  Noi
observ  că ă
µ (x i ) =
e x i

∑ j e x j

=
e x i −c

∑ j e x j −c

pentru orice constant  c.ă  Alegem c = max j x j , astfel încât x j - c  0 pentru toate j.≤
Acest lucru asigur  c  eă ă  x j −c este întotdeauna între 0 i 1 i duce la un altș ș
calcul precis. Cele mai multe cadre de înv are profund  vor avea grijă ă ăț
calcula i softmax în acest mod.ț
Sec iunea 13.2.9.ț  Abord m problema diferen ierii func iei softmaxă ț ț
în sec iunea 13.3.3.ț
13.2.6 Unitate liniar  certificată ă
Unitatea liniar  rectificat  sau ReLU este definit  ca:ă ă ă
f (x) = max (0, x) = {
x, pentru x  0≥
0, pentru x <0
Denumirea acestei func ii deriv  din analogia cu rectificarea pe jum tate de und  înă ă ăț
Inginerie Electric .ă  Func ia nu este diferen iat  la 0, dar este diferen iată ăț ț ț
oriunde altundeva, inclusiv în puncte arbitrare apropiate de 0. În practic , „set m”ă ă
derivatul la 0 s  fie fie 0 (derivatul din stânga), fie 1 (derivatul din dreapta).ă
În re elele neuronale moderne, o versiune a ReLU a înlocuit sigmoidul ca de-ț
alegerea defec iunii func iei de activare.ț ț  Popularitatea ReLU deriv  din două ă
propriet i:ăț
1. Gradientul ReLU r mâne constant i nu se satur  niciodat  pentru pozitivă ă ăș
x, accelerarea antrenamentului. S-a constatat în practic  c  re elele careă ă ț
utiliza i ReLU ofer  o accelerare semnificativ  în antrenament în compara ie cu sigmoidă ăț ț
activare.
2. Atât func ia, cât i derivata ei pot fi calculate folosind elementareț ș
i opera ii matematice eficiente (f r  exponen iere).ă ăș ț ț

ReLU sufer  de o problem  legat  de satura ia derivatului s uă ă ă ăț
când x <0. Odat  ce valorile de intrare ale unui nod devin negative, este posibil caă
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Figura 13.5: ReLU (a) i ELU (b), cu func ii  = 1αș ț



ie irea nodului se „blocheaz ” la 0 prin restul antrenamentului.ăș  Aceasta se nume teș
problema ReLU pe moarte.
Leaky ReLU încearc  s  remedieze aceast  problem  definind activareaă ă ă ă
func ioneaz  dup  cum urmeaz :ă ă ăț
f (x) = {
X,
pentru x  0≥

x, pentru x <0α
unde  este de obicei o valoare pozitiv  mic , cum ar fi 0,01.α ă ă  ReLU parametric
(PReLU) face din  un parametru care trebuie optimizat ca parte a procesului de înv are.α ăț
O îmbun t ire atât a func iilor ReLU originale, cât i a celor scurse este Expo-ă ăț ț ș
unitatea liniar  esen ial  sau ELU.ă ăț  Aceast  func ie este definit  ca:ă ăț
f (x) = {
X,
pentru x  0≥

 (eα  x - 1), pentru x <0
unde   0 este un hiperparametru.α≥  Adic ,  este men inut fix în timpul înv riiă α ă ăț ț
proces, dar putem repeta procesul de înv are cu valori diferite de la  laă αț
g si i cea mai bun  valoare pentru problema noastr .ă ă ăț  Valoarea nodului satura la  pentru−α
valori negative mari ale lui x i o alegere tipic  este  = 1. Unitatea ELU esteă αș
activarea medie a nodurilor c tre zero, ceea ce pare s  accelereze înv areaă ă ăț
proces comparativ cu alte variante ReLU.
13.2.7 Func ii de pierdereț
O func ie de pierdere cuantific  diferen a dintre predic iile unui model iăț ț ț ș
valorile de ie ire observate în lumea real  (adic  în setul de antrenament).ă ăș  Presupune

Pagina 556
536
CAPITOLUL 13. RE ELE NEURALE I ÎNV AREA ADânCĂ ĂȚ Ș Ț
ie irea observat  corespunz toare intr rii x este y iar ie irea prezis  esteă ă ă ăș ș
y. Apoi, o pierdere L (y, y) cuantific  eroarea de predic ie pentru acest singleă ț
intrare. De obicei, lu m în considerare pierderea unui set mare de observa ii, de exempluă ț
ca întregul set de antrenament. În acest caz, de obicei pierdem media pe toate
exemple de instruire.
Vom lua în considerare separat dou  cazuri.ă  În primul caz, exist  un singură
nod de ie ire i produce o valoare real .ăș ș  În acest caz, studiem „regresia
pierderi." În al doilea caz, exist  mai multe noduri de ie ire, fiecare dintre ele indicândă ș
c  intrarea este un membru al unei anumite clase;ă  studiem aceast  chestiune subă

„Pierdere din clasificare” în sec iunea 13.2.9.ț
13.2.8 Pierderea de regresie
S  presupunem c  modelul are o singur  ie ire cu valoare continu  i (x, y) este un antrenamentă ă ă ăș ș
exemplu. Pentru aceea i intrare x, s  presupunem ie irea prezis  a re elei neuronaleă ăș ș ț
este y. Atunci pierderea de eroare p trat  L (y, y) a acestei predic ii este:ă ă ț
L (y, y) = (y - y) 2
În general, calcul m pierderea pentru un set de predic ii.ă ț  S  presupunem c  observatulă ă
(adic  setul de antrenament) perechile de intrare-ie ire sunt T = {(xă ș  1 , ˆy 1 ), (x 2 , ˆy 2 ), ..., (x n , ˆy n )},
în timp ce perechile de intrare-ie ire corespunz toare prezise de model sunt P =ăș
{(x 1 , y 1 ), (x 2 , y 2 ), ..., (x n , y n )}. Eroarea medie p trat  (MSE) pentru set este:ă ă
L (P, T) =
1
n
n

∑
i = 1

(y i - ˆy i ) 2
Re ine i c  eroarea medie p trat  este doar p trat  a RMSE.ă ă ă ă ăț ț  Este convenabil
a omite r d cina p trat  pentru a simplifica derivata func iei, pe care o vom faceă ă ă ă ț
utilizarea în timpul antrenamentului. În orice caz, atunci când minimiz m MSE, de asemenea, suntem automată
minimiza i RMSE.ț
O problem  cu MSE este c  este foarte sensibil  la valori aberante datorit  p tratuluiă ă ă ă ă
termen. Câteva valori aberante pot contribui foarte mult la pierdere i pot înmul iș ț
efectul altor puncte, f când procesul de antrenament susceptibil de leag ne s lbatice.ă ă ă
O modalitate de a rezolva aceast  problem  este de a utiliza Huber Loss.ă ă  S  presupunem z = y - y,ă
iar  este o constant .δ ă  Pierderea Huber L δ este dat  de:ă
L δ (z) = {
z 2
dac  | z |ă   ≤ δ
2  (| z | -δ  1



2 ) altfelδ
Figura 13.6 contrasteaz  eroarea p trat  i func iile de pierdere Huber.ă ă ă ș ț
În cazul în care avem un vector y de ie iri, mai degrab  decât o singur  ie ire,ă ăș ș
folosim y - y în loc de | y - y | în defini iile erorii p trate medii iăț ș
Pierderea lui Huber.
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Figura 13.6: Pierderea Huber (linie continu ,  = 1) i Eroare p trat  (linie punctat ) caă δ ă ă ăș
func iile lui z = y - yț
13.2.9 Pierderea clasific riiă
Lua i în considerare o problem  de clasificare multiclas  cu clasele int  Că ă ăț ț  1 , C 2 , ..., C n .
S  presupunem c  fiecare punct din setul de antrenament este de forma (x, p) unde x este intrareaă ă
iar p = [p 1 , p 2 , ..., p n ] este ie irea.ș  Aici p i ofer  probabilitatea caă
intrarea x apar ine clasei Cț  i , cu ∑ i p i = 1. În multe cazuri, suntem siguri că
o intrare apar ine unei anumite clase Cț  i ; în acest caz p i = 1 i pș  j = 0 pentru
i = j. În general, putem interpreta p i ca nivelul nostru de certitudine c  intrarea xă
apar ine clasei Cț  i i p ca distribu ie de probabilitate peste clasele int .ăș ț ț
Ne proiect m re eaua neuronal  pentru a produce ca ie ire un vectoră ăț ș
q = [q 1 , q 2 , ..., q n ]
de probabilit i, cu ă ∑ț  i q i = 1. Ca i mai înainte, interpret m q ca o probabilitateăș
distribu ie pe clasele int , cu qăț ț  i denotând probabilitatea modelului
acea intrare x apar ine clasei int  Căț ț  i . În sec iunea 13.2.5 am descris o sim-ț
pentru a produce un astfel de vector de probabilitate ca ie ire: utiliza i softmaxș ț
func ie de activare în stratul de ie ire al re elei.ț ș ț
Deoarece atât ie irea etichetat , cât i ie irea modelului sunt probabilit i deă ăș ș ș ț
contribu ii, este firesc s  c ut m o func ie de pierdere care s  cuantifice distan aă ă ă ăț ț ț
între dou  distribu ii de probabilitate.ă ț  Reamintim defini ia entropiei dinț
Sec iunea 12.5.2.ț  Adic  H (p), entropia unei distribu ii discrete de probabilitateă ț
p este:
H (p) = -
n

∑
i = 1

p i log p i
Imagina i-v  un alfabet de n simboluri i mesaje folosind aceste simboluri.ăț ș  Cina-
poza la fiecare loca ie din mesaj, probabilitatea ca simbolul i s  apar  esteă ăț
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p i . Apoi, un rezultat cheie din teoria informa iei este c  dac  codific m mesajeă ă ăț
folosind un cod binar optim, num rul mediu de bi i pe simbol necesară ț
codarea mesajelor este H (p).
S  presupunem c  nu am tiut distribu ia probabilit ii simbolului p când noiă ă ăș ț ț
proiecta i schema de codare.ț  În schimb, credem c  simbolurile apar în continuareă
o distribu ie de probabilitate diferit  q.ăț  Ne-am putea întreba care este num rul mediuă
de bi i pe simbol va fi dac  folosim aceast  schem  de codificare suboptimal .ă ă ă ăț  Un bine-
rezultatul cunoscut din teoria informa iei afirm  c  num rul mediu de bi i dină ă ăț ț
acest caz este entropia încruci at  H (p, q), definit  ca:ă ăș
H (p, q) = -
n

∑
i = 1

p i log q i
Re ine i c  H (p, p) = H (p) i, în general, H (p, q)  H (p).ă ≥ț ț ș  Diferen aț
între entropia încruci at  i entropia este num rul mediu de suplimentareă ăș ș



bi i necesari pentru fiecare simbol.ț  Este o m sur  rezonabil  a distan ei dintreă ă ă ț
distribu iile p i q, numite divergen a Kullblack-Liebler (divergen a KL)ț ș ț ț
i notat D (pq):ș

D (pq) = H (p, q) - H (p) =
n

∑
i = 1

p i log
p i
q i
Chiar dac  divergen a KL este adesea privit  ca o distan , nu este cu adev rată ă ă ăț ț
o m sur  de distan  pentru c  nu este comutativ .ă ă ă ă ăț  Cu toate acestea, este perfect
adecvat  ca func ie de pierdere pentru scopurile noastre, deoarece exist  de fapt o inerentă ă ăț
asimetrie în situa ie: p este adev rul la sol, în timp ce q este cel prezisăț
ie ire.ș  Observa i c  minimizarea pierderii KL-divergen  a unui model este echivalentă ă ăț ț
la minimizarea pierderii de entropie încruci at , deoarece termenul H (p) depinde doar deăș
de intrare i este independent de modelul care este înv at.ăș ț
În practic , entropia încruci at  este cea mai frecvent utilizat  func ie de pierdere pentru clasaă ă ăș ț
probleme de clasificare. Re elele proiectate pentru clasificare folosesc adesea un softmaxț
func ie de activare în stratul de ie ire.ț ș  Aceste alegeri sunt atât de comune încât
multe implement ri, cum ar fi TensorFlow, ofer  o singur  func ie careă ă ă ț
bines softmax cu entropie încruci at .ăș  În plus fa  de comoditate, un motiv de f cută ăț
la fel este c  func ia combinat  este mai stabil  numeric, iar derivata eiă ă ăț
ia, de asemenea, o form  simpl , a a cum ar t m în sec iunea 13.3.3.ă ă ă ăș ț
13.2.10 Exerci ii pentru sec iunea 13.2ț ț
Exerci iul 13.2.1: Ar ta i c  pentru sigmoidul logistic , dac  y =  (x), atunciă ă σ ă σț ț
dy
dx = y (1 - y)
Exerci iul 13.2.2: Ar ta i c  dac  y = tanh (x) atunciă ă ăț ț
dy
dx = 1 - y 2
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Exerci iul 13.2.3: Arat  c  tanh (x) = 2  (2x) - 1.ă ă σț
Exerci iul 13.2.4: Ar ta i c   (x) = 1 -  ( x).ă ăσ σ−ț ț
Exerci iul 13.2.5: Ar ta i c  pentru orice vector [vă ăț ț  1 , v 2 , ..., v k ], ∑
k

i = 1 u (v i ) = 1.
1
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Figura 13.7: Re ea neuronal  pentru exerci iul 13.2.6ăț ț
Exerci iul 13.2.6: În Fig. 13.7 este o re ea neuronal  cu valori particulare ar tateă ăț ț
pentru toate greut ile i intr rile.ă ăț ș  S  presupunem c  folosim func ia sigmoid  pentruă ă ăț
calculeaz  ie irile nodurilor la primul strat i folosim softmax pentru a calculaă ș ș
ie irile nodurilor din stratul de ie ire.ș ș
(a) Calcula i valorile ie irilor pentru fiecare dintre cele cinci noduri.ț ș
! (b) Presupunând c  fiecare dintre greut i i fiecare dintre xă ăț ș  i este o variabil , expresă ă
ie irea primului nod de ie ire (de sus) în termeni de greut i iăș ș ț ș
x eu sunt,
! (c) G si i derivata func iei dvs. din partea (b) cu privire laă ț ț
greutatea primului (de sus) intrare la primul nod (de sus) din primul strat.

13.3 Propagarea înapoi i coborârea în gradientș
Trecem acum la problema form rii unei re ele profunde.ă ț  Instruirea unei re eleț
înseamn  g sirea unor valori bune pentru parametrii (greut i i praguri) aleă ă ăț ș
re ea.ţ  De obicei, vom avea acces la un set de instruire cu intr ri / ie iri etichetateă ș
perechi. Procesul de instruire încearc  s  g seasc  valori ale parametrilor care s  minimizezeă ă ă ă ă
pierderea medie pe setul de antrenament. Speran a este c  setul de formare este reprezentatăț
date privind modelul pe care îl va întâlni în viitor i, prin urmare,ș
pierderea medie pe setul de antrenament este o m sur  bun  a erorii medii la toateă ă ă
intr ri posibile.ă  Cu toate acestea, trebuie s  fim aten i;ă ț  întrucât re elele profunde au multeț
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parametrii, este posibil s  se g seasc  parametri care produc pierderi reduse de antrenament, dară ă ă
cu toate acestea, performan a slab  în lumea real .ă ăț  Acest fenomen se nume teș
potrivire, o problem  pe care am men ionat-o de mai multe ori, începând cu sec iunea 9.4.4.ă ț ț
Pentru moment, presupunem c  obiectivul nostru este de a g si parametri care s  minimizezeă ă ă
pierderea a teptat  pe setul de antrenament.ăș  Acest obiectiv este atins prin coborârea în gradient.
Exist  un algoritm elegant numit backpropagation care ne permite s  calcul mă ă ă
ace ti gradien i în mod eficient.ș ț  Înainte de a descrie propagarea înapoi, avem nevoie de câteva
preliminarii.
13.3.1 Calcula i graficeleț
Un grafic de calcul capteaz  fluxul de date al unei re ele profunde.ă ț  În mod formal, un calcul
grafic este un grafic aciclic direc ionat (DAG).ț  Fiecare nod din graficul de calcul are
un operand i, op ional, un operator.ș ț  Operandul poate fi un scalar, un vector,
sau o matrice. Operatorul este un operator de algebr  liniar  (cum ar fi + sau ×), ună ă
func ie de activare (cum ar fi ) sau o func ie de pierdere (cum ar fi MSE).σț ț  Când un nod
are atât un operand, cât i un operator, operatorul este scris deasupra operandului.ș
Când un nod are doar un operand, ie irea acestuia este valoarea asociat  cuăș
operandul. Ie irea unui nod cu un operator este rezultatul aplic riiăș
operatorul s u predecesorilor s i imedia i din grafic i apoi atribuireaă ă ț ș
rezultatul operandului. În general, operatorul poate fi o expresie arbitrară
care î i folose te intr rile pentru a produce o ie ire.ăș ș ș  3
Exemplul 13.2: Figura 13.8 prezint  graficul de calcul pentru un dens cu un singur strată
re ea descris  de y =  (Wx + b) unde x este intrarea i y este ie irea.ă σț ș ș
Apoi calcul m o pierdere MSE în raport cu ie irea setat  de antrenament y.ă ăș  Adic  noiă
au un singur strat de n noduri. Vectorul y are lungimea n i reprezintăș
ie irile fiec ruia dintre aceste noduri.ăș  Exist  k intr ri i (x, y) reprezint  unaă ă ăș
exemplu de instruire. Matricea W reprezint  greut ile pe intr rile nodurilor;ă ă ăț
adic  Wă  ij este greutatea pentru intrarea j la nodul ith. În cele din urm , b reprezintă ă
n p rtiniri, deci elementul s u i este negativul pragului nodului i.ă ă
tu
v
y
y
X
W
b
L
MSE
σ



Figura 13.8: Calcula i graficul pentru o re ea dens  cu un singur stratăț ț
Pentru graficul din Fig. 13.8, avem:
3 Uneori conteaz  ordinea operanzilor pentru operator.ă  Vom ignora acest detaliu
aici i presupunem c  este în eles din context.ăș ț
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u = Wx
v = u + b
y =  (v)σ
L = MSE (y, y)
Fiecare dintre ace ti pa i corespunde unuia dintre cele patru noduri din rândul din mijloc,ș ș
în ordine din stânga. Primul pas corespunde nodului cu operand
u i operator ×.ș  Iat  un exemplu în care trebuie în eles că ăț
nodul etichetat W este primul argument. Dac  este necesar, am putea eticheta fiecare intrareă
marginea cu un num r pentru a indica ordinea acestuia, dar în acest caz ordinea ar trebui s  fieă ă
evident, deoarece un vector de coloan  x nu ar putea multiplica o matrice W decât dacă ă
matricea a avut un singur rând. Al doilea pas corespunde
nod cu operator + i operand v. Aici, ordinea argumentelor nuș
materie, deoarece + pe vectori este comutativ. ✷
13.3.2 Gradien i, iacobieni i regula lan uluiț ș ț
Scopul algoritmului de propagare înapoi este de a calcula gradientul
func ia de pierdere în raport cu parametrii re elei.ț ț  Atunci, putem
regla i u or parametrii în direc iile care vor reduce pierderea iț ș ț ș
repeta i procesul pân  când ajungem la o selec ie de valori ale parametrilor pentru care pu inăț ț ț
este posibil  îmbun t irea pierderii.ă ă ăț  Reamintim defini ia gradientului: dat aț
func ia f: Rț  N  R de la un vector cu valoare real  la un scalar, dac  x = [x→ ă ă  1 , x 2 , ..., x n ]
i y = f (x) atunci este dat gradientul lui y fa  de x, notat cu ă ∇ș ț  x y

de

∇ x y = [
.Y

∂x 1
,
.Y

∂x 2
, ...,
.Y

∂x n ]
Exemplul 13.3: Am putea l sa func ia f s  fie func ia de pierdere, de ex.ă ăț ț
pierderea de eroare, pe care o denot m L. Aceast  pierdere este o func ie scalar  a ie iriiă ă ăț ș
y:
L (y) = y - y
2

=
n

∑
i = 1

(y i - y i ) 2
Deci putem nota cu u urin  gradientul lui L fa  de y:ă ăș ț ț
∇ y L = [2 (y 1 - y 1 ), (y 2 - y 2 ), ..., 2 (y n - y n )] = 2 (y - y)

✷
Generalizarea gradientului c tre func ii cu valoare vectorial  se nume teă ăț ș
Jacobian. S  presupunem c  avem o func ie f: Ră ă ț  m  R→  n i y = f (x).ș  The
Jacobian J x (y) este dat de: 4
4 Jacobianul este uneori definit ca transpunerea defini iei noastre.ț  Formul rileă
sunt echivalente. Reamintim c  presupunem c  to i vectorii sunt vectori de coloan , cu excep ia cazului în care sunt transpu i,ă ă ăț ț ș
dar le ar t m ca vectori de rând, astfel încât s  poat  fi scrise în linie.ă ă ă ă
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J x (y) = ����


1y 1

∂x 1



...

∂y n

∂x 1

...

...

...
1y 1

∂x m

...

∂y n

∂x m






Vom folosi regula lan ului pentru derivate din calcul.ț  Dac  y = g (x)ă
i z = f (y) = f (g (x)), atunci regula lan ului spune:ș ț

dz
dx
=
dz
dy
dy
dx
De asemenea, dac  z = f (u, v) unde u = g (x) i v = h (x), atunciă ș
dz
dx
=

∂z

∂u
du
dx
+

∂z

∂v
dv
dx
Pentru func iile vectorilor, putem reformula regula lan ului în termeni de gradien i iț ț ț ș
Iacobeni. S  presupunem c  y = g (x) i z = f (y) = f (g (x)) atunci:ă ă ș
∇ x z = J x (y) ∇ y z
Dac  z = f (u, v) unde u = g (x) i v = h (x), atunciă ș
∇ x z = J x (u) ∇ u z + J x (v) ∇ v z

13.3.3 Algoritmul Backpropagation
Scopul algoritmului de propagare înapoi este de a calcula gradientul pierderii
func ioneaz  în raport cu parametrii re elei.ăț ț  Lua i în considerare calcululț
grafic din Fig. 13.8. Aici func ia de pierdere L este func ia MSE.ț ț  Vom
utiliza i nota ia g (z) pentru a reprezenta ∇ț ț  z (L), adic  gradientul pierderiiă
func ia L fa  de un vector z.ăț ț  tim deja gradientul lui LȘ
în ceea ce prive te ie irea y:ș ș
g (y) = ∇ y (L) = 2 (y - y)
Lucr m înapoi prin graficul de calcul, aplicând regula lan ului laă ț
fiecare etap .ă  În fiecare moment, alegem un nod pe care to i succesorii îl au dejaț
a fost procesat. S  presupunem c  a este un astfel de nod i s  presupunem c  are doar unul imediată ă ă ăș
succesorul b din grafic (re ine i c  în graficul de calcul simplu din Fig. 13.8,ăț ț
fiecare nod are doar un succesor imediat). Deoarece am procesat deja
nodul b, am calculat deja g (b). Acum putem calcula g (a) folosind
regula lantului:
g (a) = J a (b) g (b)
În cazul în care nodul a are mai mult de un nod succesor, vom folosi mai mult
versiunea sum  general  a regulii lan ului.ă ă ț  Adic  g (a) ar fi sumaă
termenii de mai sus pentru fiecare succesor b al lui a.
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Deoarece va trebui s  calcul m aceste gradiente de mai multe ori, o dat  pentru fiecareă ă ă
itera ia coborârii în gradient, putem evita calculele repetate prin ad ugareăț
noduri suplimentare la graficul de calcul pentru propagarea înapoi: un nod pentru fiecare
calcul de gradient. În general, iacianul J a (b) este o func ie a ambelorț
a i b, i astfel nodul pentru g (a) va avea arcuri de la nodurile pentru a,ș ș
b i g (b).ș  Cadrele populare pentru înv area profund  (de exemplu, TensorFlow) tiuă ăț ș
cum se calculeaz  expresia func ional  pentru iacobieni i gradien i aiă ăț ș ț
operatori folosi i în mod obi nuit, cum ar fi cei care apar în Fig. 13.8.ț ș  În acest caz,
dezvoltatorul trebuie doar s  furnizeze graficul de calcul i cadrulă ș
va ad uga noile noduri pentru propagarea înapoi.ă  Figura 13.9 arat  rezultatulă
calcula i graficul cu noduri de gradient ad ugate.ăț
g ( W )
g ( v )
g ( y )
tu
v
y
σ
L
MSE
y
( b )
g
g ( u )
W
X
b
Figura 13.9: Calcula i graficul cu noduri de gradientț
Exemplul 13.4: Vom elabora expresiile func ionale pentru gradien iț ț
a tuturor nodurilor din Fig. 13.8. tim deja g (y).Ș  Deci urm torul nod pe care îl alegemă
a procesa este v.
g (v) = ∇ v (L) = J v (y) ∇ y (L) = J v (y) g (y)

tim c  y =  (v).ă σȘ  Deoarece  este un operator în elept, Jacobianulσ ț
J v (y) ia o form  deosebit de simpl .ă ă  Folosind derivatul pentru logistică
func ia sigmoid  din sec iunea 13.2.2, vedem că ăț ț
Iy i

∂v j = {
y i (1 - y i ) dac  i = jă
0
in caz contrar
Prin urmare, Jacobianul este o matrice diagonal :ă
J v (y) = ����


y 1 (1 - y 1 )
0
...
0
0
y 2 (1 - y 2 ) ...
0
...
...
...
...
0
0
... y n (1 - y n )
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S  presupunem c  s = [să ă  1 , s 2 , ..., s n ] este un vector definit de s i = y i (1 - y i ) (adic ,ă
diagonala matricei iacobiene). Putem exprima g (v) simplu ca
g (v) = s  g (y)◦
unde a  b este vectorul rezultat din produsul elementar al lui a i b.◦ ș  5
Acum c  avem g (v), putem calcula g (b) i g (u).ă ș  Avem g (b) =
J b (v) g (v) i g (u) = Jș  u (v) g (v). De cand
v = u + b
este simplu s  verific m astaă ă
J b (v) = J u (v) = I n
unde I n este matricea de identitate n × n. Deci avem
g (b) = g (u) = g (v)
Am ajuns în cele din urm  la matricea W. Amintim c  u = Wx.ă ă  Exist  un poten ială ț
problema aici, pentru c  toate utilajele pe care le-am instalat func ioneaz  pentru vectori, în timp ceă ăț
W este o matrice. Reamintim îns  din sec iunea 13.2.1 c  am asamblat matricea Wă ăț
dintr-un set de vectori w 1 , w 2 , ..., w n , unde w T
i este al doilea rând al lui W. Trucul
este s  ia în considerare fiecare dintre ace ti vectori separat i s - i calculeze gradientul folosindă ăș ș ș
formula obi nuit .ăș
g (w i ) = J w i (u) g (u)

tim c  uăȘ  i = w T
i x i niciunul dintre celelalte uș  j nu au nicio dependen  deăț
w i pentru i = j. Prin urmare, J w i (u) iacobian este zero peste tot cu excep ia ithț
coloan , care este egal  cu x.ă ă  Astfel avem
g (w i ) = g (u i ) x

✷
Exemplul 13.5: Dup  cum am men ionat, re elele neuronale pentru clasificare se folosesc adeseaă ț ț
o activare softmax în stratul final urmat  de o pierdere de entropie încruci at .ă ăș  Vom
acum calcula i gradientul operatorului combinat.ț
S  presupunem c  intrarea la operatorul combinat este y;ă ă  s  fie q = µ (y) i s  l =ă ăș
H (p, q), unde p reprezint  adev ratul vector de probabilitate pentru corespunz toră ă ă
exemplu de instruire. Noi avem:
log (q i ) = log (
e y i

∑ j e y j

)
= y i - log (∑ j
e y j )
5 Aceast  opera ie numit  uneori produsul Hadamard, pentru a nu-l confunda cuă ăț
produsul obi nuit cu puncte, care este suma componentelor produsului Hadamard.ș
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Prin urmare, observând c  ă∑ i p i = 1, avem:
l = H (p, q)
= - ∑ i
p i log q i
= - ∑ i
p i (y i - log (∑ j
e y j ))
= - ∑ i
p i y i - log (∑ j
e y j ) ∑ i
p i
= - ∑ i
p i y i - log (∑ j
e y j )
Diferen iat, ob inem:ț ț
∂l

∂y k
= p−  k +
e y k

∑ j e y j



= p−  k + µ (y k )
= q k - p k
Prin urmare, ajungem la rezultatul destul de îngrijit:

∇ y l = q - p
Acest gradient combinat nu satureaz  sau explodeaz  i duce la o bun  înv areă ă ă ăș ț
comportament. Aceast  observa ie explic  de ce func ioneaz  pierderea softmax i a entropiei încruci ateă ă ăț ț ș ș
atât de bine împreun  în practic .ă ă  ✷
13.3.4 Coborârea gradientului iterant
Având în vedere un set de exemple de antrenament, rul m graficul de calcul în ambele direc iiă ț
pentru fiecare exemplu: înainte (pentru a calcula pierderea) i înapoi (pentru a calculaș
gradien ii).ț  Punem în medie pierderile i gradien ii din setul de instruireș ț
calcula i pierderea medie i gradientul mediu pentru fiecare vector parametru.ț ș
La fiecare itera ie actualiz m fiecare vector parametru în direc ia opusă ăț ț
pân  la gradientul s u, deci pierderea va tinde s  scad .ă ă ă ă  S  presupunem c  z este un parametruă ă
vector. Noi am stabilit:
z  z - g (z)← η
Aici  este un hiperparametru, rata de înv are.η ăț  Ne oprim fie coborârea în gradient
atunci când pierderea dintre itera iile succesive se modific  doar cu o cantitate mic  (de exemplu,ă ăț
am atins un minim local) sau dup  un num r fix de itera ii.ă ă ț
Este important s  alege i cu aten ie rata de înv are.ă ăț ț ț  O valoare prea mic  înseamnă ă
coborârea în gradient ar putea necesita un num r foarte mare de itera ii pentru a converge.ă ț  De asemenea
o valoare mare poate provoca oscila ii mari în valorile parametrilor i niciodatăț ș
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conduc la convergen .ăț  De obicei, alegerea ratei de înv are potrivite este o chestiune de încercareăț
i eroare.ș  De asemenea, este posibil i obi nuit s  varia i rata de înv are.ă ăș ș ț ț  Începe cu

o rat  de înv are ini ial  ă ă ăηț ț  0 . Apoi, la fiecare itera ie, înmul i i rata de înv areăț ț ț ț
cu un factor  (0 <  <1) pân  când rata de înv are atinge o valoare suficient de mic .β β ă ă ăț
Când avem un set mare de antrenament, este posibil s  nu dorim s  folosim întregulă ă
set de instruire pentru fiecare itera ie, deoarece ar putea consuma prea mult timp.ț  Deci pentru fiecare
itera ie e antion m aleatoriu un „minibatch” de exemple de antrenament.ăț ș  Aceast  variantă ă
se nume te descenden  în gradient stocastic ”, a a cum sa discutat în sec iunea 12.3.5, deoareceăș ț ș ț
estim m gradien ii folosind un e antion diferit al setului de antrenament la fiecareă ț ș
repetare.
Am l sat deschis  întrebarea despre cum sunt ini ializate valorile parametriloră ă ț
înainte de a începe coborârea în gradient. Abordarea obi nuit  este s  le alege i laă ăș ț
Aleatoriu. Abord rile populare includ e antionarea fiec rei intr ri în mod uniformă ă ăș
dom în [ 1, 1] sau alegerea aleatorie folosind o distribu ie normal .− ăț  Observa asta
ini ializarea tuturor greut ilor la aceea i valoare ar cauza toate nodurile dintr-un stratăț ț ș
s  ne comport m în acela i mod i astfel nu am profita niciodat  de avantajul de a aveaă ă ăș ș
diferite noduri dintr-un strat recunosc diferite caracteristici ale intr rii.ă

13.3.5 Tensori
Anterior, ne-am imaginat c  intr rile într-o re ea neuronal  sunt unidimensionaleă ă ăț
vectori. Dar nu exist  niciun motiv pentru care nu putem vedea intrarea ca având o valoare mai mareă
dimensiune.
Exemplul 13.6: O fotografie la scar  de gri ar putea fi reprezentat  printr-o imagine bidimensională ă ă
matrice de numere reale, corespunz toare intensit ii fiec rui pixel.ă ă ăț  Fiecare pixel
pentru o imagine color necesit  de obicei 3 dimensiuni.ă  Adic  fiecare pixel în sine esteă
un vector cu trei componente, s  zicem pentru intensitatea pixelului în ro u,ă ș
culori verzi i albastre.ș  Un mod util de a vizualiza o imagine color ca intrare într-un
re eaua neuronal  este s  gândim fiecare exemplu de antrenament ca o matrice bidimensional  deă ă ăț
pixeli, unde valoarea fiec rui pixel nu este un num r real, a a cum avem pân  acumă ă ăș
imaginat, dar un vector cu trei dimensiuni, câte una pentru fiecare dintre cele trei culori.

✷
În mod similar, am v zut fiecare strat al unei re ele neuronale ca o coloan  de noduri.ă ăț
Dar nu exist  niciun motiv pentru care nu ne putem imagina nodurile dintr-un strat care urmeaz  s  fie organizateă ă ă
ca o matrice bidimensional  sau chiar o matrice de dimensiuni mai mare de dou .ă ă
În cele din urm , am v zut valorile de intrare ca numere reale i vizualizate în mod similară ă ș
valorile produse de fiecare nod ca num r real.ă  Dar ne-am putea gândi i la astaș
valorile ata ate fiec rei intr ri sau ie iri a unui nod ca vector sau caă ăș ș
structura dimensionala. Generalizarea natural  a vectorilor i matricelor esteă ș
tensorul, care este o matrice n-dimensional  de scalari.ă
Din p cate, algoritmul de propagare invers  pe care l-am descris func ioneaz  pentru veciniă ă ăț
tori, nu tensori de dimensiuni superioare. În astfel de cazuri, apel m la acela i trucă ș
am folosit în sec iunea 13.3.3, unde am derulat matricea W în colec ia deț ț



Pagina 567
13.3. REPROPAGARE I DESCEN  GRADIENTĂ ĂȘ Ț
547
vectori. A a cum consider m o matrice m × n ca un set de m n-vectori, putem re-ăș
gard un tensor tridimensional de dimensionalitate l × m × n ca un set de lm n-vectori,
i în mod similar pentru tensorii de dimensiuni superioare.ș

Exemplul 13.7: Acest exemplu se bazeaz  pe setul de date MNIST.ă  6 Acest set de date
este format din 28 × 28 de imagini monocrome, fiecare reprezentat  printr-o dimensiune bidimensională ă
matrice de bi i p trate ale c ror laturi au lungimea de 28. Scopul nostru este s  construim o re ea neuronală ă ă ăț ț
care determin  dac  o imagine corespunde unei cifre scrise de mân  (0-9) iă ă ă ș
dac  da, care.ă  Lua i în considerare o singur  imagine X, care este o matrice de 28 × 28.ăț  Presupune
primul strat al re elei noastre este un strat densț  7 format din 49 de noduri ascunse,
pe care îl vom imagina este aranjat într-o matrice 7 × 7. Model m stratul ascunsă
ca matrice 7 × 7 H, unde ie irea nodului din rândul i i coloana j este hș ș  ij .
Putem modela greut ile pentru fiecare dintre intr rile de 28 × 28 i pentru fiecare dintreă ăț ș
7 × 7 noduri ca tensor de greutate W cu dimensiunile 7 × 7 × 28 × 28. Adic  Wă  ijkl

reprezint  greutatea pixelului de intrare în rândul i i coloana j a imaginii laă ș
nodul a c rui pozi ie în matricea de noduri este rândul k i coloana l.ă ț ș  Apoi:
h ij =
28

∑
k = 1
28

∑
l = 1

w ijkl x kl pentru 1  i, j  7≤ ≤
unde omitem termenul de p rtinire pentru simplitate (adic  presupunem toate pragurile tuturoră ă
nodurile sunt 0.
Un mod echivalent de a gândi la aceast  structur  pentru a aplata intrarea X înă ă
un vector x de lungime 784 (din 28 × 28 = 784) i stratul ascuns H într-unș
vectorul h de lungime 49. Aplatiz m tensorul de greutate W dup  cum urmeaz : ultimele două ă ă ă
dimensiunile sunt aplatizate într-o singur  dimensiune pentru a se potrivi cu x i cu primele două ăș
dimensiunile sunt aplatizate într-o singur  dimensiune pentru a se potrivi cu vectorul ascuns h,ă
rezultând o matrice de greutate de 49 × 784. S  presupunem c , ca în sec iunea 13.2.1, avemă ă ț
w T
i indica rândul i - lea al acestei noi matrice de greutate. Acum putem scrie:
h i = w T
i x pentru 1  i  49≤ ≤
Este simplu s  vezi c  exist  o mapare 1-la-1 între ascunsă ă ă
noduri în vechile i noile aranjamente.ș  Mai mult, ie irea fiec rui ascunsăș
nodul este determinat de un produs punct, la fel ca în sec iunea 13.2.1.ț  Astfel tensorul
nota ia este doar o modalitate convenabil  de grupare a vectorilor.ăț  ✷
Astfel tensorii utiliza i în re elele neuronale au pu ine în comun cuț ț ț
tensori folosi i în Fizic  i alte tiin e matematice.ăț ș ș ț  Un tensor în con-
textul este doar o colec ie imbricat  de vectori.ăț  Singura opera ie tensoric  pe care o vom faceăț
necesitatea este aplatizarea unui tensor prin îmbinarea dimensiunilor ca în Exemplul 13.7. Noi
poate utiliza algoritmul de propagare înapoi descris în sec iunea 13.3.3 pentru tensoriț
odat  ce i-am aplatizat în mod corespunz tor.ă ă
6 A se vedea yann.lecun.com/exdb/mnist/.
7 În realitate, primul strat de re ea pentru aceast  problem  este probabil un strat convolu ional.ă ăț ț
A se vedea sec iunea 13.4ț
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13.3.6 Exerci ii pentru sec iunea 13.3ț ț
Exerci iul 13.3.1: Acest exerci iu folose te re eaua neuronal  din Fig. 13.7.ăț ț ș ț  In orice caz,
presupunem c  ponderile tuturor intr rilor sunt mai degrab  variabile decât constanteă ă ă
afi ate.ș  Re ine i, totu i, c  unele intr ri nu alimenteaz  unul dintre nodurile dină ă ăț ț ș
primul strat, deci aceste greut i sunt fixate la 0. S  presupunem c  vectorul de intrare este x,ă ă ăț
vectorul de ie ire este y, iar ie irea celor dou  noduri din stratul ascuns esteăș ș
vectorul z. De asemenea, s  fie matricea i vectorul de polarizare care conecteaz  x la z s  fie Wă ă ăș  1 iș
b 1 , în timp ce matricea i vectorul de polarizare care leag  z de y sunt Wăș  2 i bș  2 . S  presupunemă
c  func ia de activare a stratului ascuns este tangenta hiperbolic  iă ăț ș
func ia de activare la ie ire este func ia de identitate (adic , nicio modificare laăț ș ț
se realizeaz  ie irile).ă ș  În cele din urm , presupune i c  func ia de pierdere este o eroare p trat  medie,ă ă ă ăț ț
unde y este adev ratul vector de ie ire pentru un anumit vector de intrare x.ă ș  Desena i calcululț



grafic care arat  cum se calculeaz  y din x.ă ă
Exerci iul 13.3.2: Pentru re eaua descris  în exerci iul 13.3.1:ăț ț ț
(a) Ce este J y (z)?
(b) Ce este J z (x)?
(c) Exprima i g (x) în termeni de g (tanh (z)).ț
(d) Exprima i g (x) în func ie de func ia de pierdere.ț ț ț
(e) Desena i graficul de calcul cu calcul de gradient pentru întreaga re eaț ț
munc .ă

13.4 Re ele neuronale convolu ionaleț ț
Lua i în considerare un strat de re ea complet conectat pentru procesarea imaginilor de 224 × 224, cuț ț
fiecare pixel codificat folosind 3 valori de culoare (adesea numite canale - valorile de
intensitate pentru ro u, verde i albastru)).ș ș  8 Num rul de parametri de greutate dină
stratul de conexiune pentru fiecare nod de ie ire este 224 × 224 × 3 = 150, 528. S  presupunemăș
am avut 224 de noduri în stratul de ie ire.ș  Am ajunge cu un total de peste
33 de milioane de parametri! Având în vedere c  setul nostru de formare de imagini este de obicei ală
ordinea a zeci sau sute de mii de imagini, num rul imens de parametriă
ar duce rapid la supradezionare chiar i folosind doar un singur strat.ș
O re ea neuronal  convolutional  (CNN) reduce considerabil num rul de pa iă ă ăț ș
rametere profitând de propriet ile datelor de imagine.ăț  CNN prezintă
dou  noi variet i de straturi de re ea: straturi convolu ionale i straturi de grupare.ă ăț ț ț ș
8 Aceasta este dimensiunea majorit ii imaginilor de pe ImageNet, de exemplu.ăț
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13.4.1 Straturi convolu ionaleț
Straturile convolu ionale utilizeaz  faptul c  caracteristicile imaginii sunt adesea descriseă ăț
de mici zone adiacente din imagine. De exemplu, la prima convolu ionalăț
strat, am putea recunoa te mici sec iuni de margini în imagine.ș ț  La straturile ulterioare,
structuri mai complexe, cum ar fi caracteristici care arat  ca petale de flori sau ochiă
ar putea fi recunoscut. Ideea care simplific  calculul este faptul că ă
recunoa terea caracteristicilor precum marginile nu depinde de locul din imagineș
marginea este. Astfel, putem antrena un singur nod pentru a recunoa te o mic  sec iune aăș ț
margine, s  spunem o margine printr-o regiune de pixeli 5 × 5.ă  Aceast  idee ne avantajeaz  în două ă ă
c i.ă
1. Nodul în cauz  are nevoie doar de intr ri de la 25 pixeli corespunz toareă ă ă
orice p trat 5 × 5, nu intr ri din to i 224 × 224 pixeli.ă ă ț  Asta ne salvează
mult în reprezentarea CNN instruit.
2. Num rul de greut i pe care trebuie s  le înv m în procesul de instruire esteă ă ă ă ăț ț
redus mult. Pentru fiecare nod din strat, avem nevoie de o singur  greutateă
pentru fiecare intrare în acel nod - spune i 75 de greut i dac  un pixel este reprezentat deă ăț ț
Valorile RGB, nu cele 150.528 de greut i pe care le-am sugerat mai sus ar fiăț
necesare pentru un strat obi nuit, complet conectat.ș
Ne vom gândi la nodurile dintr-un strat convolu ional ca la filtre pentru înv areăț ț
Caracteristici. Un filtru examineaz  o mic  zon  spa ial  contigu  a imaginii -ă ă ă ă ăț
în mod tradi ional, o zon  p trat  mic , cum ar fi un p trat de 5 × 5 de pixeli.ă ă ă ă ăț  În plus,
deoarece multe caracteristici de interes pot ap rea oriunde în imaginea de intrare ( iă ș
posibil în mai multe loca ii), aplic m acela i filtru în multe loca iiăț ș ț
pe intrare.
Pentru a simplifica lucrurile, s  presupunem c  intrarea const  din imagini monocromatice,ă ă ă
adic , imagini la scar  de gri ale c ror pixeli au fiecare o singur  valoare.ă ă ă ă  Fiecare imagine este
astfel codificat de o matrice bidimensional  de pixeli cu dimensiunea 224 × 224. Un filtru 5 × 5 Fă
este codificat de o matrice de greutate 5 × 5 W i un parametru b de polarizare simpl .ăș  Cand
filtrul este aplicat pe o regiune p trat  de dimensiuni similare a imaginii de intrare X cuă ă
col ul din stânga sus al filtrului aliniat cu imaginea pixel xț  ij , r spunsulă
filtrul la aceast  pozi ie, notat ră ț  ij , este dat de:
r ij =
4

∑
k = 0
4

∑
l = 0

x i + k, j + l w kl + b
(13.1)
Acum glis m filtrul de-a lungul lungimii i l imii imaginii de intrare, aplicândă ăș ț
filtrul la fiecare pozi ie, astfel încât s  capt m fiecare regiune p trat  5 × 5 posibilă ă ă ă ăț
de pixeli în imagine. Observa i c  putem aplica filtrul în loca iile de intrareăț ț



1  i  220 i 1  j  220, de i nu se „potrive te” la pozi iile cu a≤ ≤ ≤ ≤ș ș ș ț
mai mare i sau j. Setul de r spunsuri rezultate ră  ij este apoi trecut printr-un
func ia de activare pentru a forma harta de activare R a filtrului.ț  În cele mai multe cazuri,
func ia de activare este ReLU sau una dintre variantele sale.ț  Când este instruit, adică
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greut ile wăț  ij ale filtrului sunt determinate, filtrul va recunoa te o caracteristic  aăș
imaginea i harta de activare indic  dac  (sau în ce m sur ) acest caracteră ă ă ăș
este prezent la fiecare pozi ie a imaginii.ț
Exemplul 13.8: În Fig. 13.10 (b), vedem un filtru 2 × 2, care urmeaz  s  fie aplicată ă
la imaginea 4 × 4 din Fig. 13.10 (b). Pentru a face acest lucru, a ez m filtrul peste toate cele nouă ăș
cele 2 × 2 p trate ale imaginii.ă  În figur , suger m plasarea filtruluiă ă
peste p tratul 2 × 2 din col ul din dreapta sus.ă ț  Dup  suprapunerea filtrului, noiă
înmul i i fiecare dintre elementele de filtrare cu elementul de imagine corespunz tor iăț ț ș
apoi ia suma produselor. În principiu, atunci trebuie s  ad ug m o p rtinireă ă ă ă
termen, dar în acest exemplu, vom presupune c  p rtinirea este 0.ă ă
1 0 1 0
0 1 0 1
1 1 0 0
0 0 0 1
1 0
0 1−
0 0 0
1 1 1−

−1 1 0
(a) 4 4 imagine
(b) 2 2 filtru
(c) 3 3 r spunsă
Figura 13.10: Aplicarea unui filtru unei imagini
O alt  modalitate de a privi acest proces este c  transform m filtrul într-un vectoră ă ă
prin concatenarea rândurilor sale, în ordine, i facem acela i lucru cu p tratul dinăș ș
imagine. Apoi, lu m produsul punct al vectorilor.ă  De exemplu, filtrul
poate fi gândit ca vectorul [1, 0, 0, 1] i p tratul din stânga sus− ăș
col ul imaginii poate fi considerat vectorul [1, 0, 0, 1].ț  Produsul dot
dintre ace ti vectori este 1 × 1 + 0 × 0 + 0 × 0 + (- 1) × 1 = 0. Astfel, rezultatul, prezentatș
în Fig. 13.10 (c), are un 0 pentru intrarea sa din stânga sus.
Pentru un alt exemplu, dac  glis m filtrul în jos pe un rând, produsul punct ală ă
filtrul ca vector i vectorul format din primele dou  elemente aleăș
al doilea i al treilea rând al imaginii este 1 × 0 + 0 × 1 + 0 × 1 + (- 1) × 1 = 1.−ș
Astfel, primul element al celui de-al doilea rând al convolu iei este -1.ț  ✷
Când avem de-a face cu imagini color, intrarea are trei canale. Adic  fiecareă
pixelul este reprezentat de trei valori, una pentru fiecare culoare. S  presupunem c  avem o culoareă ă
imagine de dimensiune 224 × 224 × 3. Ie irea filtrului va avea, de asemenea, trei canale,ș
i astfel filtrul este acum codificat de o matrice de greutate 5 × 5 × 3 W i simplăș ș

parametru de p rtinire b.ă  Harta de activare R r mâne înc  5 × 5, cu fiecare r spunsă ă ă
dat de:
r ij =
4

∑
k = 0
4

∑
l = 0
3

∑
d = 1

x i + k, j + l, d w kld + b
(13.2)
În exemplul nostru, ne-am imaginat un filtru de dimensiunea 5. În general, dimensiunea filtrului este
un hiperparametru al stratului convolu ional.ț  Filtrele de dimensiunea 3, 4 sau 5 sunt cele mai multe
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deseori folosit. Re ine i c  dimensiunea filtrului specific  doar l imea i în l imeaă ă ă ăț ț ț ș ț
filtrul; num rul de canale al filtrului se potrive te întotdeauna cu num rul deă ăș



canale de intrare.
Harta de activare din exemplul nostru este pu in mai mic  decât intrarea.ăț  În
în multe cazuri, este convenabil ca harta de activare s  aib  aceea i dimensiune caă ă ș
intrare. Putem extinde repsonse folosind zero padding: ad ugare suplimentară ă
rânduri i coloane de zerouri pentru tamponarea intr rii.ăș  O umplere zero de p corespunde
pentru a ad uga p rânduri de zerouri fiecare în partea de sus i în jos i p coloane în stângaă ș ș
i dreapta, m rind dimensionalitatea intr rii cu 2p de-a lungul ambelor l imiă ă ăș ț
i în l ime.ăș ț  O umplere zero de 2 în exemplul nostru ar m ri dimensiunea de intrareă

pân  la 228 × 228 i rezult  într-o hart  de activare cu dimensiunea 224 × 224, aceea i dimensiune caă ă ăș ș
imaginea de intrare original .ă
Al treilea hiperparametru de interes este pasul. În exemplul nostru, am presupus
c  aplic m filtrul în orice punct posibil al imaginii de intrare.ă ă  Am putea
gândi i-v , în loc s  aluneca i filtrul câte un pixel, de-a lungul l imii i în l imiiă ă ă ăț ț ț ș ț
din intrare, corespunzând unui pas s = 1. În schimb, am putea glisa
filtra i de-a lungul l imii i în l imii imaginii cu doi sau trei pixeli odat ,ă ă ăț ț ș ț
corespunzând unui pas s de 2 sau 3. Cu cât pasul este mai mare, cu atât este mai mic
harta de activare comparativ cu intrarea.
S  presupunem c  intrarea este un m × m p trat de pixeli, ie irea un n × n p trat,ă ă ă ăș
dimensiunea filtrului este f, pasul este s i umplerea zero este p.ș  Se vede u or c :ăș
n = (m - f + 2p) / s + 1
(13,3)
În special, trebuie s  fim aten i s  alegem hiperparametrii astfel încât s  fie uniformă ă ăț
împarte m - f + 2p; altfel am avea un aranjament nevalid pentru convorbiri
stratul lutional i majoritatea implement rilor software ar face excep ie.ăș ț
Ne putem gândi intuitiv la un filtru c utând o caracteristic  de imagine, cum ar fiă ă
o pat  de culoare sau o margine.ă  Clasificarea unei imagini necesit  de obicei identificareaă
multe caracteristici. Prin urmare, folosim multe filtre, ideal unul pentru fiecare caracteristic  util .ă ă
În timpul instruirii CNN, sper m c  fiecare filtru va înv a s  se identificeă ă ă ăț
una dintre aceste caracteristici. S  presupunem c  folosim k filtre;ă ă  pentru a p stra lucrurile simple, noiă
constrânge i toate filtrele pentru a utiliza aceea i dimensiune, pas i umplutur  zero.ăț ș ș  Apoi ie ireaș
con ine k h r i de activare.ăț ț  Prin urmare, dimensionalitatea stratului de ie ire esteș
n × n × k, unde n este dat de ecua ia 13.3.ț
Setul de k filtre împreun  constituie un strat convolu ional.ă ț  Date de intrare
cu d canale, un filtru de dimensiunea f necesită parametri df 2 +1 ( parametrii greut iiăț  df 2)

eteri i 1 parametru de polarizare).ș  Prin urmare, un strat convolu ional de k astfel de filtreț
folose teș  parametri k (df 2 + 1).
Exemplul 13.9: Continuând exemplul ImageNet, s  presupunem c  intrarea constă ă ă
de 224 × 224 × 3 imagini i folosim un strat convolu ional de 64 de filtre, fiecare de dimensiuneș ț
5, stride 1 i zero padding 2. Dimensiunea stratului de ie ire este 224 × 224 × 64.ș ș
Fiecare filtru are nevoie de 3 × 5 × 5 + 1 = 76 de parametri (inclusiv unul pentru prag)
iar stratul convolu ional con ine 64 × 76 = 4864 parametri - ordine deț ț
magnitudine mai mic  decât num rul de parametri pentru un strat complet conectată ă
cu acelea i dimensiuni de intrare i ie ire.ș ș ș  ✷
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13.4.2 Convolu ie i corela ie încruci atăț ș ț ș
Aceast  subsec iune este un scurt ocol pentru a explica de ce re elele neuronale convolu ionaleă ț ț ț
sunt numite astfel. Nu este o condi ie prealabil  pentru niciunul dintre celelalte materiale din acest documentăț
capitol.
Stratul convolu ional este numit datorit  asem n rii pe care o are cuă ă ăț
opera ie de convolu ie din analiza func ional , care este adesea utilizat  în semnală ăț ț ț
prelucrarea i teoria probabilit ii.ăș ț  Func iile date f i g, definite de obiceiț ș
în domeniul timpului, convolu ia lor (f  g) (t) este definit  ca:∗ ăț
(f  g) (t) = ∗ ∫

∞
−∞ f ( ) g (t - ) d  = τ ττ ∫

∞
−∞ f (t - ) g ( ) dτ τ τ
Aici suntem interesa i de versiunea discret  a convolu iei, unde f i g suntăț ț ș
definit peste numerele întregi:
(f  g) (i) =∗

∞
∑
k = −∞



f (k) g (i - k) =

∞
∑
k = −∞

f (i - k) g (k)
Adesea convolu ia este privit  ca folosind func ia g pentru a transforma func ia f.ăț ț ț  În
în acest context, func ia g este numit  uneori nucleu.ăț  Când nucleul este
finit, deci g (k) este definit doar pentru k = 0, 1, ..., m  1, defini ia se simplific  la:− ăț
(f  g) (i) =∗
m  1−

∑
k = 0

f (i - k) g (k)
Putem extinde defini ia la func ii bidimensionale:ț ț
(f  g) (i, j) =∗
m  1−

∑
k = 0
m  1−

∑
l = 0

f (i - k, j - l) g (k, l)
S  definim h pentru a fi nucleul ob inut prin r sucirea g, adic  h (i, j) = g ( i, j)ă ă ă − −ț
pentru i, j  {0, ..., m  1}.∈ −  Se poate verifica c  convolu ia f  h a f cuă ∗ț
nucleul r sturnat h este dat de:ă
(f  h) (i, j) =∗
m  1−

∑
k = 0
m  1−

∑
l = 0

f (i + k, j + l) g (k, l)
(13,4)
Observa i similaritatea ecua iei 13.4 cu ecua ia 13.1, ignorând termenul de p rtinire b.ăț ț ț
Func ionarea stratului convolu ional poate fi gândit  ca o convolu ie aăț ț ț
intrarea cu un nucleu r sturnat.ă  Aceast  similitudine este motivul pentru care convolu ională ț
straturile sunt denumite astfel, iar filtrele sunt uneori numite nuclee.
Corela ia încruci at  f g este definit  de (f g) (x, y) = (f  h) (x, y) undeă ⋆ ă ⋆ ∗ț ș
h este versiunea r sturnat  a g.ă ă  Astfel, func ionarea stratului convolu ional poateț ț
de asemenea, poate fi v zut  ca o corela ie încruci at  a intr rii cu filtrul.ă ă ă ăț ș
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13.4.3 Straturile de punere în comun
Un strat de grupare ia ca intrare ie irea unui strat convolu ional i produceș ț ș
o ie ire cu întindere spa ial  mai mic .ă ăș ț  Reducerea dimensiunii se realizeaz  prină
folosind o func ie de pooling pentru a calcula agregate pe regiuni contigue miciț
a intr rii.ă  De exemplu, am putea folosi pooling-ul maxim peste non-suprapunere 2 × 2
regiunile de intrare; în acest caz exist  un nod de ie ire corespunz toră ăș
fiecare regiune 2 × 2 care nu se suprapune a intr rii, valoarea ie irii fiindă ș
valoarea maxim  dintre cele 4 intr ri din regiune.ă ă  Agregarea func ioneazăț
independent pe fiecare canal al intr rii.ă  Stratul de ie ire rezultat este de 25%ș
dimensiunea stratului de intrare. Exist  trei elemente în definirea unui strat de pooling:ă
1. Func ia de pooling, care este cel mai frecvent func ia max, dar ar puteaț ț
în teorie s  fie orice func ie agregat , cum ar fi media.ă ăț
2. Dimensiunea f a fiec rui pool, care specific  faptul c  fiecare pool folose te un p trat f × fă ă ă ăș
de intr ri.ă
3. Pasul dintre piscine, analog pasului folosit în convolu-
stratul tional.
Cele mai frecvente cazuri de utilizare în practic  sunt f = 2 i s = 2, care specifică ăș
2x2 regiuni care nu se suprapun i f = 3, s = 2, care specific  3 × 3 regiuniăș
cu unele suprapuneri. Valorile mai mari ale lui f duc la pierderea prea mare a informa iilor înț
practic .ă  Re ine i c  opera iunea de punere în comun mic oreaz  în l imea i l imeaă ă ă ăț ț ț ș ț ș ț
strat de intrare, dar p streaz  num rul de canale.ă ă ă  Func ioneaz  independentăț
pe fiecare canal al intr rii sale.ă  Re ine i c , spre deosebire de stratul de convolu ie, nu esteăț ț ț
practic  obi nuit  de a utiliza umplutura zero pentru stratul maxim de grupare.ă ăș
Ponderea este adecvat  dac  credem c  caracteristicile sunt aproximativ in-ă ă ă



variant  la traduceri mici.ă  De exemplu, s-ar putea s  ne pese de rudă ă
loca iile caracteristicilor, cum ar fi picioarele sau aripile, i nu loca iile exacte ale acestora.ț ș ț  În
astfel de cazuri de punere în comun pot reduce foarte mult dimensiunea stratului ascuns care se formează
intrarea în straturile ulterioare ale re elei.ț
Exemplul 13.10: S  presupunem c  aplic m gruparea maxim  cu dimensiunea = 2 i stride =ă ă ă ă ș
2 la ie irea 224 × 224 × 64 a stratului convolu ional din Exemplul 13.9.ș ț
Rezultatul rezultat este de dimensiunea 112 × 112 × 64. ✷
13.4.4 Arhitectura CNN
Acum c  am v zut elementele de baz  ale re elelor neuronale convolu ionale,ă ă ă ț ț
le putem pune împreun  pentru a construi re ele adânci.ă ț  Un CNN tipic alternează
straturi convolu ionale i de strângere, care se termin  cu unul sau mai multe straturi complet conectateăț ș
care produc rezultatul final.
Exemplul 13.11: De exemplu, Fig. 13.11 este o arhitectur  de re ea simpl  pentruă ăț
clasificarea imaginilor ImageNet într-una din cele 1000 de clase de imagini, inspirate în mod liber de
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VGGnet. 9 Aceast  re ea simpl  alterneaz  strict convolu ional i poolingă ă ăț ț ș
straturi. În practic , re elele performante sunt bine adaptate sarcinii lor,ă ț
i poate stiva straturi convolu ionale direct unul peste altul cuș ț

strat de pooling ocazional între. Mai mult, exist  adesea mai mult de unulă
strat complet conectat înainte de ie irea final .ăș  Intrarea în primul strat este
224 × 224, imagine cu 3 canale. Intrarea în fiecare strat ulterior este ie ireaș
a stratului anterior.
Tipul stratului
M rime Num r filtru tampon M rime ie ireă ă ă ș
Convolu ieţ
3
1
1
64
224 × 224 × 64
Max Pool
2
2
0
64
112 × 112 × 64
Convolu ieţ
3
1
1
128
112 × 112 × 128
Max Pool
2
2
0
128
56 × 56 × 128
Convolu ieţ
3
1
1
256
56 × 56 × 256
Max Pool
2
2
0
256
28 × 28 × 256
Convolu ieţ
3
1
1
512



14 × 14 × 512
Max Pool
2
2
0
512
14 × 14 × 512
Convolu ieţ
3
1
1
1024
14 × 14 × 1024
Max Pool
2
2
0
1024
7 × 7 × 1024
Complet conectat
1 × 1 × 1000
Figura 13.11: Straturi ale unei re ele neuronale convolu ionaleț ț
Primul strat este un strat convolu ional, format din 64 de filtre, fiecare cuț
trei canale, cum ar fi cazul oric rui procesor de imagine color.ă  Filtrele
sunt 3 × 3, iar pasul este 1, deci fiecare 3 × 3 p trat al imaginii este o intrare pentruă
filtrul. Exist  o unitate de zero-padding, deci num rul de ie iri al acestuiaă ă ș
stratul este egal cu num rul de intr ri.ă ă  Mai mult, observa i c  putem vizualiza rezultatulăț
ca o alt  matrice 224 × 224.ă  Fiecare element al acestei matrice este format din 64 de filtre,
fiecare dintre ele este un pixel cu 3 canale.
Ie irea primului strat este alimentat  c tre un strat de pool maxim, în care ne împ r imă ă ăș ț
matricea 224 × 224 în 2 × 2 p trate (deoarece atât dimensiunea cât i pasul sunt 2).ă ș
Astfel, matricea 224 × 224 a devenit matrice 112 × 112 i exist  încă ăș
acelea i 64 de filtre.ș
La al treilea strat, care este din nou convolu ional, lu m 112 × 112ăț
matrice de pixeli din al doilea strat ca intrare. Acest strat are mai multe filtre
decât primul strat - 128 mai exact. Motivul intuitiv al cre terii esteș
c  primul strat recunoa te structuri foarte simple, precum marginile, i există ăș ș
nu prea multe structuri simple diferite. Cu toate acestea, al treilea strat ar trebui s  fieă
recunoscând caracteristici ceva mai complexe, iar aceste caracteristici pot implica o
6 × 6 p trat al imaginii de intrare, datorit  grup rii efectuate la al doilea strat.ă ă ă
În mod similar, fiecare strat convolu ional ulterior ia intr ri din precedentăț
9 K. Simonyan i A. Zussman, „Re ele convolu ionale foarte profunde pentru imagini la scar  largă ăș ț ț
Recunoa tere ”, arXiv: 1409–1556v6.ș
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Câte noduri dintr-un strat convolu ional?ț
Ne-am referit la un nod al unui strat convolu ional ca „filtru”.ț  Acea
filtrul poate fi un singur nod sau, ca în Exemplul 13.11, un set de mai multe noduri,
câte unul pentru fiecare canal. Când antren m CNN, stabilim greut ile pentruă ăț
fiecare filtru, deci exist  relativ pu ine noduri.ă ț  De exemplu, în primul strat
în Exemplul 13.11, exist  192 de noduri, trei pentru fiecare dintre cele 64 de filtre.ă
Cu toate acestea, atunci când aplic m CNN instruit la o intrare, aplic m fiecareă ă
filtra i la fiecare pixel din intrare.ț  Astfel, în Exemplul 13.11, fiecare dintre cele 64
filtrele primului strat se aplic  la 224 × 224 = 50, 176 pixeli.ă  Cheia
de re inut este faptul c , de i CNN are o reprezentare succint ,ă ăț ș
aplicarea re elei neuronale reprezentate la date necesit  o semnificativă ăț
cantitatea de calcul. La fel, apropo, se poate spune i pentru cel laltăș
forme specializate de re ea neuronal  pe care le discut m în sec iunea 13.5.ă ăț ț
stratul de grupare i filtrele sale pot reprezenta structuri de dimensiuni progresiv mai mariș
i complexit i.ăș ț  Astfel, num rul de filtre a fost ales pentru a se dubla la fiecareă

stratul de convolu ie.ț
În cele din urm , al unsprezecelea i ultimul strat este un strat complet conectat.ă ș  Are 1000
noduri, corespunz toare celor 1000 de clase de imagini pe care încerc m s  le înv mă ă ă ă ăț
recunoa te.ş  Fiind complet conectat, fiecare dintre aceste 1000 de noduri ia toate 7 × 7 × 3 =
147 ie iri din al 10-lea strat;ș  factorul 3 provine din faptul c  toate filtrele deă
straturile anterioare au trei canale. ✷



Proiectarea CNN i a altor arhitecturi de re ea profund  este înc  mai mult  art  decâtă ă ă ăș ț
tiin .ş ţă  Cu toate acestea, în ultimii ani, au ap rut câteva reguli generaleă

care merit  re inute:ă ț
1. Re ele profunde care utilizeaz  multe straturi convolu ionale, fiecare folosind multe miciăț ț
filtrele sunt mai bune decât re elele superficiale care utilizeaz  filtre mari.ăț
2. Un model simplu este de a folosi straturi convolu ionale care p streaz  spa iulă ăț ț
extinderea intr rii lor cu umplutur  zero i reducerea dimensiunii efectuată ă ăș
clusiv prin strângerea straturilor.
3. Pa ii mai mici func ioneaz  mai bine în practic  decât pa ii mai mari.ă ăș ț ș
4. Este foarte util s  ave i dimensiunea de intrare uniform divizibil  de 2 de multe ori.ă ăț
13.4.5 Implementare i instruireș
O examinare a ecua iei 13.1 (generalizat , astfel încât filtrul este mai degrab  f × f decâtă ăț
5 × 5) sugereaz  c  putem exprima fiecare intrare în ie irea convolu iei caă ă ș ț
produsul punct al vectorilor, urmat de o sum  scalar .ă ă  Pentru a face acest lucru, trebuie s  ne aplatiz mă ă
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filtrul F i regiunea corespunz toare din intrarea în vectori.ăș  Considera
convolu ia unui tensor m × m × 1 X (adic  X este de fapt o matrice m × m)ăț
cu un filtru f × f F i polarizare b, pentru a produce ca ie ire matricea n × n Z.ș ș
Acum explic m cum s  implement m opera ia de convolu ie folosind o singură ă ă ăț ț
multiplicare vector-matrice.
Mai întâi aplatiz m filtrul F într-ă  un vector g 2 × 1. Apoi cre m matriceă
Y din X dup  cum urmeaz : fiecare regiune p trat  f × f a lui X este aplatizat  în afă ă ă ă ă  2 × 1
vector i to i ace ti vectori sunt alinia i ca coloane pentru a forma un singur fș ț ș ț  2 × n 2
matricea Y. Construi iț  vectorul n 2 × 1 b astfel încât toate intr rile sale s  fie egale cuă ă
p rtinire b.ă  Apoi
z = Y T g + b
produce un vector 2 × 1 z. Mai mult, fiecare element al z este un singur element în
convolu ie.ţ  Prin urmare, putem rearanja intr rile din z într-o matrice n × nă
Z care d  ie irea convolu iei.ă ș ț
Observa i c  matricea Y este mai mare decât intrarea X (aproximativ cu aăț
factorul f 2 ), deoarece fiecare intrare a lui X se repet  de multe ori în Y.ă  Prin urmare,
aceast  implementare folose te mult  memorie.ă ăș  Cu toate acestea, înmul ind o matrice iț ș
un vector este extrem de rapid pe hardware-ul modern, cum ar fi Procesarea grafică
Unit i (GPU-uri), i a a este metoda utilizat  în practic .ă ă ăț ș ș
Aceast  abordare a circumvolu iilor de calcul poate fi u or extins  la cază ăț ș
de intr ri cu mai multe canale.ă  Mai mult, putem face fa  cazuluiăț
unde avem mai degrab  k filtre decât doar 1. Trebuie apoi s  înlocuim vectorulă ă
g cu o matrice df 2 × k G i utiliza i o matrice Y mai mare (dfș ț  2 × n 2 ). De asemenea, avem nevoie
pentru a utiliza o matrice de polarizare n 2 × k B, unde fiecare coloan  repet  termenul de polarizare aă ă
filtrul corespunz tor.ă  În cele din urm , ie irea convolu iei este exprimat  prină ăș ț
o n 2 × k matrice C, cu o coloan  pentru ie irea fiec rui filtru, unde:ă ăș
C = Y T F + B
Am explicat cum se efectueaz  trecerea înainte prin convolu-ă
stratul tional. În timpul antrenamentului, va trebui s  ne propag m înapoi prin strat.ă ă
Deoarece fiecare intrare în ie irea convolu iei este un produs punctat de vectori urm ri iăș ț ț
cu o sum , putem folosi tehnicile din sec iunea 13.3.3 pentru a calcula derivateleă ț
tives. Se pare c  derivata unei convolu ii poate fi exprimat  i caă ăț ș
o convolu ie, dar nu vom intra în detalii aici.ț
13.4.6 Exerci ii pentru sec iunea 13.4ț ț
Exerci iul 13.4.1: S  presupunem c  imaginile sunt 512 × 512 i c  vom folosi un filtru care esteă ă ăț ș
3 × 3.
(a) Câte r spunsuri vor fi calculate pentru acest strat al unei CNN?ă
(b) Cât  umplutur  zero este necesar  pentru a produce o ie ire de dimensiuni egaleă ă ă ș
la intrare?
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(c) S  presupunem c  nu facem nicio umplutur  zero.ă ă ă  Dac  ie irea unui strat esteă ș
de intrare în urm torul strat, dup  câte straturi nu va exista ie ire laă ă ș
toate?
Exerci iul 13.4.2: Repeta i exerci iul 13.4.1 (a) i (c) pentru cazul în care existăț ț ț ș
un pas de trei.



Exerci iul 13.4.3: S  presupunem c  avem ie irea unui m × m convolu ională ăț ș ț
strat cu k filtre, fiecare având d canale. Aceste ie iri sunt alimentate c tre un poolingăș
strat cu m rimea f i stride s.ă ș  Câte valori de ie ire are stratul de poolingș
legume i fructe?ș
Exerci iul 13.4.4: Pentru acest exerci iu, presupune i c  intr rile sunt bi i simpli 0 (alb)ă ăț ț ț ț
i 1 (negru).ș  Lua i în considerare un filtru 3 × 3, ale c rui greut i sunt wă ăț ț  ij , pentru 0  i  2 i≤ ≤ ș

0  j  2 i a c rui p rtinire este b.≤ ≤ ă ăș  Sugereaz  valori i p rtiniri, astfel încât rezultatulă ăș
acest filtru ar detecta urm toarele caracteristici simple:ă
(a) O delimitare vertical , unde coloana din stânga este 0 i celelalte dou  coloaneă ăș
sunt 1.
(b) O margine diagonal , în care doar triunghiul de trei pixeli în partea superioară ă
col ul din dreapta sunt 1.ț
(c) un col , în care p tratul 2 × 2 din dreapta jos este 0 i cel laltă ăț ș
pixeli sunt 1.

13.5 Re ele neuronale recurenteț
A a cum CNN este o familie specializat  de re ele neuronale pentru procesarea 2-ăș ț
date de imagine dimensionale, re elele neuronale recurente (RNN) sunt re ele specializateț ț
conceput în mod special pentru prelucrarea datelor secven iale.ț  Datele secven iale apar în mod naturalț
în multe set ri: o propozi ie este o succesiune de cuvinte;ă ț  un videoclip este o secven  deăț
imagini; un ticker bursier este o succesiune de pre uri.ț
Lua i în considerare un exemplu simplu din domeniul proces rii limbajului.ăț  Fiecare intrare
este o propozi ie, modelat  ca o succesiune de cuvinte.ăț  Dup  procesarea fiec rui prefix ală ă
secven a, am dori s  prezicem urm torul cuvânt din propozi ie;ă ăț ț  ie ireaș
la fiecare pas este un vector de probabilitate între cuvinte. Exemplul nostru sugereaz  două ă
considerente cheie de proiectare:
1. Rezultatul în fiecare punct depinde de întregul prefix al propozi ieiț
pân  în acel moment i nu doar ultimul cuvânt.ă ș  Re eaua trebuie s  se men ină ăț ț
ceva „amintire” a trecutului.
2. Modelul lingvistic de baz  nu se schimb  între pozi iile dină ă ț
secven , deci ar trebui s  folosim aceia i parametri (greut i pentru fiecare dintreă ă ăț ș ț
noduri) la fiecare pozi ie.ț
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Figura 13.12: Arhitectura RNN
Aceste considera ii conduc în mod natural la un model de re ea recurent, în care noiț ț
efectua i aceea i opera ie la fiecare pas, cu intrarea la fiecare pasț ș ț
depinde de ie irea din pa ii anteriori.ș ș  Figura 13.12 prezint  structuraă
a unei re ele neuronale recurente tipice.ț  Intrarea este o secven  xăț  1 , x 2 , ..., x n ,
iar ie irea este, de asemenea, o secven  yăș ț  1 , y 2 , ..., y n . În exemplul nostru, fiecare intrare
x i reprezint  un cuvânt, iar fiecare ie ire yă ș  i este un vector de probabilitate pentru urm torulă
cuvânt în secven .ăț  Intrarea x i este de obicei codificat  ca un vector 1 fierbinte -ă
un vector de lungime egal cu num rul de cuvinte posibile,ă  10 cu un 1 în
pozi ia corespunz toare cuvântului introdus i un 0 în toate celelalte pozi ii.ăț ș ț  Acolo
sunt dou  diferen e importante între o re ea neuronal  general  i RNN:ă ă ăț ț ș
1. RNN are intr ri la toate (sau aproape toate) straturile i nu doar la primulă ș
strat.
2. Greut ile la fiecare dintre primele n straturi sunt constrânse s  fie acelea i;ă ăț ș
aceste greut i sunt matricile U i W din ecua ia 13.5 de mai jos.ăț ș ț  Prin urmare,
fiecare dintre primele n straturi are acela i set de noduri i corespundeș ș
nodurile din fiecare dintre straturi împart greut i ( i sunt astfel într-adev ră ăț ș
acela i nod), la fel ca i nodurile unui CNN care reprezint  loca ii diferiteăș ș ț
greut i i sunt astfel într-adev r acela i nod.ă ăț ș ș
La fiecare pas t, avem un vector de stare ascuns s t care func ioneaz  ca memorieăț
în care re eaua codific  informa ii despre prefixul secven ei saleăț ț ț
a v zut.ă  Starea ascuns  la momentul t este o func ie a intr rii la momentul t iă ăț ș
starea ascuns  la momentul t - 1:ă
s t = f (Ux t + Ws t  1−  + b)
(13,5)
10 Deoarece ar putea exista, în principiu, un num r infinit de cuvinte, în practic  am putea dedicaă ă
componente ale vectorului doar la cele mai comune cuvinte sau la cele mai importante
atât în cererea în cauz .ă  Alte cuvinte ar fi reprezentate de un singur supliment
component  a vectorului.ă
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Aici f este o func ie de activare neliniar , cum ar fi tanh sau sigmoid.ăț  U i W suntș
matrici de greut i, i b este un vector de p rtiniri.ă ăț ș  Definim s 0 ca un vector al
toate zerourile. Ie irea la momentul t este o func ie a st rii ascunse la momentul t, după ăș ț
fiind transformat de o matrice de parametri V i o func ie de activare g:ș ț
y t = g (V s t + c)
În exemplul nostru, g ar putea fi func ia softmax pentru a se asigura c  ie irea este aăț ș
vector de probabilitate valid.
RNN din Figura 13.12 are o ie ire la fiecare pas de timp.ș  În unele aplica iiț
cationi, cum ar fi traducerea automat , avem nevoie de o singur  ie ire la sfâr itul anuluiă ă ș ș
fiecare propozitie. În astfel de cazuri, ie irea unic  a RNN este procesat  în continuare deă ăș
unul sau mai multe straturi complet conectate pentru a genera ie irea final .ăș
Este cel mai simplu s  presupunem c  intr rile RNN noastre sunt secven e de lungime fixă ă ă ăț
de lungime n. În acest caz, derul m pur i simplu RNN pentru a con ine n pa i de timp.ă ș ț ș
În practic , multe aplica ii trebuie s  se ocupe de secven e de lungime variabil , de exemplu,ă ă ăț ț
propozi ii de diferite lungimi.ț  Exist  dou  abord ri pentru a face fa  acestei situa iiă ă ă ăț ț
ziune:
1. C ptu eal  zero.ă ăș  Remedia i n pentru a fi cea mai lung  secven  pe care o proces m i tampona iă ă ăț ț ș ț
secven e mai scurte pentru a avea lungimea n.ț
2. Bucketing. Grupa i secven ele în func ie de lungime i construi i o separareț ț ț ș ț
RNN pentru fiecare lungime.
Se utilizeaz  o combina ie a acestor dou  abord ri.ă ă ăț  Putem crea o g leat  pentru ună ă
un num r mic de lungimi diferite i atribui i o secven  cupei deă ăș ț ț
cea mai scurt  lungime care este cel pu in la fel de lung  ca secven a.ă ăț ț  Apoi, într-o g leată ă
folosim padding pentru secven e care sunt mai scurte decât lungimea maxim  pentruăț
galeata aia.
13.5.1 Instruirea RNN-urilor
Folosim propagarea înapoi pentru a antrena un RNN, la fel cum am face orice re ea neuronal .ăț
Haide i s  trecem printr-un exemplu.ăț  S  presupunem c  intrarea noastr  const  din secven e deă ă ă ă ț
lungime n. Re eaua noastr  folose te func ia de activare tanh pentru actualizarea st rii,ă ăț ș ț
softmax pentru ie ire, iar func ia de pierdere este entropia încruci at .ăș ț ș  Din moment ce re eauaț
are mai multe ie iri, una la fiecare pas de timp, c ut m s  minimaliz m eroarea totală ă ă ă ăș
e, definit ca suma pierderilor e i la fiecare etap  i:ă
e =
n



∑
i = 1

e i
Pentru a simplifica notarea, folosim urm toarele conven ii.ă ț  S  presupunem c  x i y suntă ă ș
vectori, iar z este un scalar. Definim:
dz
dx = ∇ x z
dy
dx
= J x (y)
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Mai mult, s  presupunem c  W este o matrice i w este vectorul ob inut prin concatenareă ă ș ț
rândurile lui W. Apoi:
dz
dW
=
dz
dw
dy
dW
=
dy
dw
Aceste conven ii se extind în mod natural i la derivatele par iale.ț ș ț
Folosim backpropagation pentru a calcula gradien ii erorii cu respectț
la parametrii de re ea.ț  Ne concentr m peă  de
dW

; gradien ii pentru U i V suntț ș
similar, i l sat ca exerci ii pentru cititor.ăș ț  Este clar c :ă
de
dW
=
n

∑
t = 1

de t
dW
Concentrându-ne pe pasul t, avem:
de t
dW
=
ds t
dW
de t
ds t
L s m ca exerci iu s  verific m c :ă ă ă ă ăț
de t
ds t
= V T (y t - y t )
(13,6)
Setarea R t = ds t

dW , observ m c  să ă  t = tanh (z t ), unde z t = Ws t  1−  + Ux t + b,
noi avem:
R t =
ds t
dz t
dz t
dW
Este simplu s  verific m dacă ă ă ds t
dz t

este matricea diagonal  A definit  de:ă ă
a ij = {
1 - s 2
t i

când i = j
0



in caz contrar
Ar trebui s  fim aten i s  observ m c  ză ă ă ăț  t este o func ie a lui W atât direct, cât iț ș
indirect, deoarece s t  1−  depinde i de W. Deci trebuie s  exprim mă ăș  dz t

dW ca sum  deă
doi termeni:
dz t
dW
=

∂z t

∂W
+

∂z t

∂s t  1−

ds t  1−

dW
Se verific  cu u urin  c :ă ă ăș ț
∂z t

∂s t  1−

= W T
Forma lui ∂z t

∂W

este un pic mai complicat. Este o matrice B cu majoritatea zero intr ri,ă
elementele nenule fiind intr ri din să  t  1−  . L s m calculul lui Bă ă
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ca exerci iu pentru cititor.ț  Acum, observând asta
ds t  1−

dW

este doar R t  1−  , avem
reapari ie:ț
R t = A (B + W T R t  1−  )
Setând P t = AB i Qș  t = AW T , vom termina cu:
R t = P t + Q t R t  1−

(13,7)
Putem folosi aceast  recuren  pentru a stabili o evaluare iterativ  a Ră ă ăț  t i de acoloș
de

dW . Ini ializ m itera ia setând Răț ț  0 la matrice cu toate zerourile. Acest
metoda iterativ  pentru calcularea gradien ilor unui RNN se nume te Backpropa-ă ț ș
gation Through Time (BPTT), deoarece dezv luie efectele pa ilor anteriori anterioriă ș
pe etapele de timp ulterioare.
13.5.2 Gradiente de dispari ie i explozieț ș
RNN-urile sunt un model simplu i atr g tor pentru înv area din secven e iă ă ăș ț ț ș
algoritmul BPTT este u or de implementat.ș  Din p cate, RNNă
au un defect fatal care limiteaz  utilizarea lor în multe aplica ii practice.ă ț  ei
sunt eficiente numai la înv area conexiunilor pe termen scurt între elementele din apropiereăț
în ordine i ineficient la înv area conexiunilor la distan .ă ăș ț ț  Lung-
conexiunile la distan  sunt cruciale în multe aplica ii;ăț ț  de exemplu, se poate
fie un num r arbitrar de cuvinte sau clauze care separ  un verb sau un pronume deă ă
subiectul cu care este asociat.
Pentru a în elege cauza acestei limit ri, haide i s  derul m Equa-ă ă ăț ț
sec iunea 13.7:ț
R t
= P t + Q t R t  1−

= P t + Q t (P t  1−  + Q t  1−  R t  2−  )
= P t + Q t P t  1−  + Q t Q t  1−  R t  2−

...
Rezult  în cele din urm :ă ă
R t = P t +
t  1−

∑
j = 0

P j
t

∏
k = j + 1



Q k
(13,8)
Din ecua ia 13.8, este clar c  contribu ia pasului i la Răț ț  t este dat  de:ă
R i
t = P i
t

∏
k = i + 1

Q k
(13,9)
Ecua ia 13.9 include produsul mai multor matrice care arat  ca diagonală ăț
matrice A. Fiecare intrare în A este strict mai mic  de 1. La fel ca produsul multoraă
numere, fiecare strict mai mic  de 1, se apropie de zero pe m sur  ce ad ug m mai multe multiplic riă ă ă ă ă ă
bomboane, termenul ∏
t

k = i + 1 Q k se apropie de zero pentru i  t.≪  Cu alte cuvinte,
gradientul la pasul t este determinat în întregime de câ iva pa i de timp anteriori, cuț ș
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foarte pu in  contribu ie din pa ii de timp mult mai anteriori.ăț ț ș  Acest fenomen se nume teș
problema degrad rii gradien ilor.ă ț
Ecua ia 13.9 are ca rezultat gradien ii de dispari ie deoarece am folosit ac iunea tanhț ț ț ț
func ia de activare pentru actualizarea st rii.ăț  Dac  în schimb folosim alte func ii de activareă ț
cum ar fi ReLU, ajungem la produsul multor matrice cu intr ri mari,ă
rezultând problema exploziei gradien ilor.ț  Gradien ii care explodeaz  sunt mai u oriăț ș
de manipulat decât gradien ii care dispar, deoarece putem decupa gradientul la fiecareț
pas pentru a se afla într-un interval fix. Cu toate acestea, RNN-urile rezultate înc  au problemeă
înv area asocia iilor la distan .ă ăț ț ț
13.5.3 Memorie pe termen scurt (LSTM)
Modelul LSTM este un rafinament al modelului RNN de baz  pentru a aborda problemeleă
lema înv rii asocia iilor la distan .ă ă ăț ț ț  În ultimii ani, LSTM a f cut-oă
a devenit popular ca model de înv are secven ial  de facto i a fost folosită ăț ț ș
cu succes în multe aplica ii.ț  S  în elegem intui ia din spateleă ț ț
Modelul LSTM înainte de al descrie formal. Principalele elemente ale LSTM
modelul sunt:
1. Capacitatea de a uita informa iile prin cur area lor din memorie.ăț ț  De exemplu,
atunci când analiz m un text, am putea dori s  arunc m informa ii despre ună ă ă ț
propozi ie când se termin .ăț  Sau atunci când se analizeaz  secven a de cadre dintr-ună ț
film, s-ar putea s  dorim s  uit m de loca ia unei scene atunci cândă ă ă ț
urm toarea scen  începe.ă ă
2. Capacitatea de a salva informa iile selectate în memorie.ț  De exemplu, când
proces m recenziile produselor, s-ar putea s  dorim s  salv m doar cuvinte care exprimă ă ă ă ă
opiniile (de exemplu, excelente, teribile) i ignor  alte cuvinte.ăș
3. Capacitatea de a se concentra doar asupra aspectelor memoriei care sunt imediat
relevante. De exemplu, concentra i-v  doar pe informa ii despre personajeleăț ț
scena curent  a filmului sau doar la subiectul propozi iei în prezentă ț
fiind analizat. Putem implementa acest accent folosind o arhiv  pe dou  niveluriă ă
tectur : o memorie pe termen lung care re ine informa ii despre întregă ț ț
prefixul procesat al secven ei i o memorie de lucru restric ionatăț ș ț
la elementele de relevan  imediat .ă ăț
Modelul RNN are un singur vector de stare ascuns s t la momentul t. LSTM
modelul adaug  un vector de stare suplimentar că  t , numit starea celulei, de fiecare dat  t.ă
Intuitiv, starea ascuns  corespunde memoriei de lucru i st rii celuleiă ăș
corespunde memoriei pe termen lung. Ambii vectori de stare au aceea i lungime,ș
i ambele au intr ri în intervalul [-1, 1].ăș  Ne putem imagina memoria de lucru

având cele mai multe intr ri aproape de zero, cu doar intr rile relevante activate.ă ă
Ingredientul arhitectural care permite abilitatea de a uita, a salva i aș
focalizarea este poarta. O poart  g este doar un vector de aceea i lungime ca un vector de stareă ș
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s; fiecare dintre intr rile por ii este între 0 i 1. Produsul Hadamardă ț ș  11 s  g◦
ne permite s  trecem selectiv prin anumite p r i ale st rii în timp ce filtr mă ă ă ăț
al ii.ț  De obicei, un vector poart  este creat printr-o combina ie liniar  a ascunsuluiă ăț



starea i intrarea curent .ăș  Apoi aplic m o func ie sigmoid  pentru a-i „squash”ă ăț
intr rile se situeaz  între 0 i 1. În general, un LSTM poate utiliza mai multeă ă ș
tipuri de vectori de poart , fiecare pentru un scop diferit.ă  La momentul t, putem crea un
poarta g dup  cum urmeaz :ă ă
g =  (Wsσ  t  1−  + Ux t + b)
Aici W i U sunt matrici de greutate i b este un vector de polarizare.ș ș
La momentul t, calcul m mai întâi un vector de actualizare a st rii candidat hă ă  t bazat pe
starea ascuns  anterioar  i intrarea curent :ă ă ăș
h t = tanh (W h s t  1−  + U h x t + b h )
(13.10)
Re ine i c  W, U i b cu indicele h sunt dou  matrice de greutate i o polarizareă ăț ț ș ș
vector pe care îl înv m i îl folosim doar pentru a calcula hă ăț ș  t pentru fiecare t.
De asemenea, calcul m dou  por i, poarta de uitare fă ă ț  t i poarta de intrare iș  t . The
uita poarta determin  ce aspecte ale memoriei pe termen lung p str m.ă ă ă  The
poarta de intrare determin  ce p r i ale actualiz rii st rii candidate trebuie salvate înă ă ă ăț
memorie pe termen lung. Aceste por i sunt calculate folosind diferite matrice de greutateț
i vectori de p rtinire, care, de asemenea, trebuie înv a i.ă ăș ț ț  Indic m aceste matrice iă ș

vector cu indicele f i respectiv i.ș
f t
=  (Wσ  f s t  1−  + U f x t + b f )
(13.11)
eu nu

=  (Wσ  i s t  1−  + U i x t + b i )
(13.12)
Actualiz m memoria pe termen lung folosind por ile i actualizarea candidatuluiă ț ș
vector dup  cum urmeaz :ă ă  12

c t = c t  1−   f◦  t + h t  i◦  t
(13.13)
Acum c  am actualizat memoria pe termen lung, trebuie s  actualiz mă ă ă
memorie. Facem acest lucru în doi pa i.ș  Primul pas este crearea unei por i de ie ireț ș
o t . Al doilea pas este de a aplica aceast  poart  pe memoria pe termen lung, urmat  deă ă ă
o activare tanh: 13

o t
=  (Wσ  u s t  1−  + U u x t + b u )
(13.14)
s t
= tanh (c t  o◦  t )
(13.15)
11 Produsul Hadamard al vectorilor [x 1 , x 2 , ..., x n ] i [yș  1 , y 2 , ..., y n ] este vectorul a c ruiă
componentele sunt produsele componentelor corespunz toare ale celor doi vectori de argumente,ă
adic  [xă  1 y 1 , x 2 y 2 , ..., x n y n ]. Aceea i opera ie poate fi aplicat  oric ror matrice care auă ăș ț
acelea i dimensiuni.ș
12 Din punct de vedere tehnic, o intrare de 1 în poarta de uitare are ca rezultat p strarea memoriei corespunz toareă ă
intrare; deci poarta uit rii ar trebui s  fie numit  cu adev rat poarta amintirii.ă ă ă ă  În mod similar, poarta de intrare
s-ar putea numi mai bine poarta de salvare. Aici urm m conven ia de denumire folosit  în mod obi nuită ăț ș
in literatura.
13 Înc  o dat , poarta de ie ire ar putea fi denumit  mai bine poarta de focalizare, deoarece focalizează ă ă ăș
memoria de lucru pe anumite aspecte ale memoriei pe termen lung.
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Aici, folosim indicele u pentru a indica dou  matrici de greutate suplimentare i o polarizareă ș
vector - cele referitoare la rezultat - care trebuie înv at.ăț
În cele din urm , ie irea la momentul t este calculat  exact în acela i mod caă ăș ș
Ie ire RNN:ș
y t = g (V s t + d)
(13,16)
unde g este o func ie de activare, V este o matrice de greutate i d este un vector de polarizare.ț ș
Ecua iile 13.10 pân  la 13.16 descriu opera iunile de actualizare a st rii la aă ăț ț
pasul t de timp unic al unui LSTM. Ne putem gândi la RNN simplu ca la un caz special
din LSTM. Când set m poarta uit rii la toate 0 (a a c  le arunc m pe toate dinainteă ă ă ăș
memorie pe termen lung) i poarta de intrare c tre toate 1 (salveaz  întreaga stare candidată ă ăș
actualizare), i poarta de ie ire c tre toate 1 (memoria de lucru este aceea i ca pe termen lungăș ș ș
memorie), ob inem ceva care arat  foarte aproape de un RNN, singura diferenă ăț ț
fiind un factor tanh suplimentar.
Abilitatea de a uita selectiv permite LSTM-urilor s  evite dispari ia-ă ț
problem  de gradient în detrimentul introducerii multor mai mul i parametri decâtă ț
vanilie RNN's. De i nu vom oferi o dovad  riguroas  aici, observ m că ă ă ăș
cheia pentru evitarea gradien ilor de dispari ie este actualizarea pe termen lung a memoriei înț ț
sec iunea 13.13.ț  Au fost propuse mai multe variante ale modelului LSTM de baz ;ă



cea mai obi nuit  variant  este modelul de unitate recurent  închis  (GRU), care folose teă ă ă ăș ș
un singur vector de stare în loc de doi vectori de stare (pe termen lung i pe termen scurt).ș
Un GRU are mai pu ini parametri decât un LSTM i ar putea fi potrivit în uneleț ș
situa ii cu seturi de date mai mici.ț
13.5.4 Exerci ii pentru sec iunea 13.5ț ț
Exerci iul 13.5.1: În acest exerci iu, vi se cere s  proiecta i greut ile de intrareă ăț ț ț ț
pentru unul sau mai multe noduri ale st rii ascunse a unui RNN.ă  Intrarea este o secven ăț
de bi i, doar 0 sau 1.ț  14 Re ine i c  pute i utiliza alte noduri pentru a ajuta la nodăț ț ț
solicitat. De asemenea, re ine i c  pute i aplica o transformare la ie irea dinăț ț ț ș
nod, astfel încât un r spuns „da” are o valoare i un r spuns „nu” are o alt  valoare.ă ă ăș
(a) Un nod pentru a semnaliza când intrarea este 1 i intrarea anterioar  este 0.ăș
! (b) Un nod pentru a semnaliza când ultimele trei intr ri au fost toate 1.ă
!! (c) Un nod pentru a semnaliza când intrarea este aceea i cu intrarea anterioar .ăș
! Exerci iul 13.5.2: Verifica i ecua ia 13.6.ț ț ț
! Exerci iul 13.5.3: Da i formulele pentru gradien iiț ț ț  de
dU

iș  de
dV

pentru gen-
RNN eral din Fig.13.12.
14 Ar trebui s  în elegem c  RNN, ca orice re ea neuronal , trebuie înv at din date,ă ă ă ăț ț ț
nu a fost conceput a a cum v  suger m s  face i aici.ă ă ăș ț
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13.6 Regularizare
Pân  în prezent, ne-am prezentat obiectivul ca unul de minimizare a pierderilor (adic  predic ieă ă ț
eroare) pe setul de antrenament. Coborâre în gradient i coborâre în gradient stocasticș
ajut -ne s  atingem acest obiectiv.ă ă  În practic , obiectivul real al antrenamentului esteă
pentru a minimiza pierderile de intr ri noi i nev zute pân  acum.ă ă ăș  Speran a noastr  este că ăț
setul nostru de formare este reprezentativ pentru intr rile viitoare necunoscute, deci o pierdere mic  peă ă
setul de instruire se traduce prin performan e bune la intr ri noi.ăț  Din p cate,ă
modelul instruit uneori înva  idiosincrasia datelor de instruire care permităț
are pierderi reduse de antrenament, dar nu generalizeaz  bine la intr ri noi - familiareă ă
problema suprasolicit rii.ă
Cum ne putem da seama dac  un model are costum?ă  În general, împ r im disponibilulă ț
date într-un set de antrenament i un set de testare.ș  Antren m modelul folosind doară
date de set de antrenament, re inând setul de testare.ț  Apoi evalu m performan aă ț
a modelului de pe setul de testare. Dac  modelul se comport  mult mai prost pe setul de testareă ă
decât pe setul de antrenament, tim c  modelul are overfit.ăș  Presupunând puncte de date
sunt independen i unul de cel lalt, putem alege o frac iune din datele disponibileăț ț
puncte la întâmplare pentru a forma setul de testare. Un raport comun pentru antrenament: test
împ r irea este 80:20.ă ț  adic  80% din datele pentru antrenament i 20% pentru test.ă ș  Noi trebuie sa
fi i aten i, totu i: în problemele de înv are secven ial  (de exemplu, modelarea seriilor temporale),ă ăț ț ș ț ț
starea secven ei în orice moment al timpului codific  informa ii despreăț ț
trecut. În astfel de cazuri, piesa final  a secven ei este un set de testare mai bun.ă ț
Suprapunerea este o problem  general  care afecteaz  toate modelele de înv are automat .ă ă ă ă ăț
Cu toate acestea, re elele neuronale profunde sunt deosebit de susceptibile la supraadaptare,ț
deoarece utilizeaz  mult mai mul i parametri (greut i i p rtiniri) decât alte tipuri deă ă ăț ț ș
modele. Au fost dezvoltate mai multe tehnici pentru a reduce supraadaptarea în adâncime
re elelor, de obicei prin tranzac ionarea unei erori de formare superioar  pentru o mai bun  generalizare.ă ăț ț  The
procesul este denumit regularizarea modelului. În aceast  sec iune descriem câtevaă ț
dintre cele mai importante metode de regularizare pentru înv area profund .ă ăț
13.6.1 Penaliz ri ale normeloră
Coborârea în gradient nu este garantat  pentru a înv a parametrii (greut i i p rtiniri)ă ă ă ăț ț ș
care reduc pierderile de antrenament la un minim absolut. În practic , pro-ă
cedure înva  parametri care corespund unui minim local în cadrul form riiă ăț
pierderi. De obicei, exist  multe minime locale, iar unele ar putea duce la o mai bun  generareă ă
eralizare decât altele. În practic , s-a observat c  solu iile undeă ă ț
greut ile înv ate au valori absolute sc zute tind s  se generalizeze mai bine decâtă ă ă ăț ț
solu ii cu greut i mari.ăț ț
Putem for a coborârea în gradient pentru a favoriza solu iile cu valori de greutate reduse pân  laăț ț
ad ugând un termen func iei de pierdere.ă ț  S  presupunem c  w este vectorul întregii greut iă ă ăț
valorile din model, iar L 0 este func ia de pierdere utilizat  de modelul nostru.ăț  Definim a
func ie nou  de pierdere L dup  cum urmeaz :ă ă ăț
L = L 0 +  wα
2

(13,17)
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Func ia de pierdere L penalizeaz  valorile mari ale greut ii.ă ăț ț  Aici  este un hiperparametruα
care se schimb  între minimizarea func iei originale de pierdere Lă ț  0 i penalizareș
asociat cu L 2 -normul greut ilor.ăț  În loc de L 2 -norm , am puteaă
penaliza i Lț  1 -norma greut ilor:ăț
L = L 0 +  α∑ i
| w i |
(13.18)
În practic , se observ  că ă ă pedeapsa normală L 2 func ioneaz  cel mai bine pentru majoritateaăț
aplica ii.ț  Pedeapsa normală L 1 este util  în unele situa ii care necesit  modelă ăț
compresie, deoarece tinde s  produc  modele în care sunt multe dintre greut iă ă ăț
zero.
13.6.2 abandon
Abandonul este o tehnic  care reduce supraadaptarea prin modific ri aleatoriiă ă
re eaua neuronal  profund  subiacent .ă ă ăț  Aminti i-v  c  atunci când ne antren m folosind stochastică ă ăț
coborâre în gradient, la fiecare pas, e antion m la întâmplare un minibatch de intr ri laă ăș
proces. Când folosim abandonul, select m, de asemenea, la întâmplare o anumit  frac iune (s  spunemă ă ăț
jum tate) din toate nodurile ascunse din re ea i terge i-le, împreun  cuă ăț ș ș ț
orice margini conectate la acestea. Apoi efectu m propagare înainte i înapoiă ș
propagarea pentru minibatch folosind aceast  re ea modificat  i actualiza iă ăț ș ț
greut i i prejudec i.ă ăț ș ț  Dup  procesarea minibatch-ului, restaur m toate cele terseă ă ș
noduri i margini.ș  Când e antion m urm torul minibatch, tergem altulă ăș ș
subset aleatoriu de noduri i repeta i procesul de instruire.ș ț
Frac ia de noduri ascunse terse de fiecare dat  este un hiperparametru numităț ș
rata abandonului. Când antrenamentul este complet i folosim de fapt întregulș
re ea, trebuie s  lu m în considerare faptul c  întreaga re ea con ine o re ea mai mareă ă ăț ț ț ț
num rul de noduri ascunse decât re elele utilizate pentru instruire.ă ț  Prin urmare, avem nevoie
pentru a scala greutatea pe fiecare margine de ie ire dintr-un nod ascuns de abandonș
rat .ă
De ce abandonul excesiv reduce supraadaptarea? Au fost puse mai multe ipoteze
înainte, dar poate cel mai conving tor argument este c  abandonul permite oă ă
re ea neuronal  unic  pentru a se comporta eficient ca o colec ie de re ele neuronale.ă ăț ț ț
Imagina i-v  c  avem o colec ie de re ele neuronale, fiecare cu o altă ă ăț ț ț
topologie de re ea.ț  S  presupunem c  am instruit fiecare re ea în mod independent folosindă ă ț
date de instruire i a folosit un fel de schem  de votare sau de calculare a mediilor pentru a crea unăș
model de nivel superior. O astfel de schem  ar func iona mai bine decât oricare dintreă ț
re ele viduale.ț  Tehnica abandonului simuleaz  aceast  configurare f r  a fi explicită ă ă ă ă
crearea unei colec ii de re ele neuronale.ț ț
13.6.3 Oprirea timpurie
În sec iunea 13.6.1 am sugerat iterarea prin exemple de instruire (sau mini-ț
loturi) pân  când atingem un minim local în func ia de pierdere.ă ț  În practic , acest lucruă
abordarea duce la supra-dotare. S-a observat c  în timp ce pierderea peă
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setul de antrenament (pierderea antrenamentului) scade prin procesul de antrenament, pierderea
pe setul de testare (pierderea testului) se comport  adesea diferit.ă  Pierderea testului scade pe durata
parte ini ial  a antrenamentului i apoi mul i au atins un minim i de faptăț ș ț ș
cre te dup  un num r mare de itera ii de antrenament, chiar dac  pierderea antrenamentuluiă ă ăș ț
continu  s  cad .ă ă ă
Intuitiv, punctul în care pierderea testului începe s  creasc  este punctul înă ă
pe care procesul de instruire a început s  înve e idiosincrazii ale instruiriiă ț
mai degrab  decât un model generalizabil.ă  O abordare simpl  pentru a evita acest lucruă
problema este oprirea antrenamentului atunci când pierderea testului înceteaz  s  scad .ă ă ă  Exist , cumă
vreodat , o problem  subtil  cu aceast  abordare: s-ar putea s  ne potrivim din gre eală ă ă ă ă ăș
datele de testare (mai degrab  decât datele de antrenament) prin oprirea antrenamentului la punctul respectivă
a pierderii minime de testare. Prin urmare, eroarea de test nu mai este o m sur  de încredereă ă
a adev ratei performan e a modelului pe intr ri nev zute pân  acum.ă ă ă ăț
Solu ia obi nuit  este utilizarea unui al treilea subset de intr ri, setul de validare, laă ăț ș
stabili i punctul în care oprim antrenamentul.ț  Împ r im datele nu doar înă ț
seturi de instruire i testare, dar în trei grupe: instruire, validare i testare.ș ș
Atât seturile de validare, cât i cele de testare sunt re inute din procesul de instruire.ș ț  Cand



pierderea din setul de validare înceteaz  s  scad , oprim procesul de instruire.ă ă ă
Deoarece setul de testare nu a jucat niciun rol în procesul de instruire, eroarea de testare
r mâne un indicator fiabil al adev ratei performan e a modelului.ă ă ț
13.6.4 Augmentarea setului de date
Precizia majorit ii modelelor de înv are automat  cre te atunci când furniz mă ă ă ăț ț ș
date de preg tire condi ionat .ă ăț  De obicei, seturile de antrenament mai mari conduc, de asemenea, la o supra-dotare mai mic .ă
Când datele reale de formare disponibile sunt limitate, putem crea adesea
exemple sintetice de antrenament sintetice prin aplicarea de transform ri sau ad ugarea de zgomot.ă ă
De exemplu, lua i în considerare problema de clasificare a cifrelor în care am întâlnitț
Exemplul 13.7. Este clar c  dac  rotim o imagine corespunz toare unei cifreă ă ă
cu câteva grade, r mâne în continuare o imagine cu aceea i cifr .ă ăș  Putem m riă
datele de instruire prin aplicarea sistematic  a transform rilor de acest fel.ă ă  unu
modalitatea de a gândi acest proces este ca o modalitate de a codifica cuno tin e suplimentare de domeniuș ț
(de exemplu, o imagine u or distorsionat  a unei pisici este înc  o imagine a unei pisici).ă ăș

13.7 Rezumatul capitolului 13
♦ Re ele neuronale: o re ea neuronal  este o colec ie de perceptroni (noduri), de obiceiăț ț ț
organizate în straturi, unde ie irile dintr-un strat ofer  intr ri c treă ă ăș
straturile urm toare.ă  Primul strat (inout) ia intr ri externe, iară
ultimul strat (ie ire) indic  clasa intr rii.ă ăș  Alte straturi din
mijlocul se nume te straturi ascunse i, în general, sunt instrui i s  recunoască ăș ș ț
concepte intermediare necesare pentru determinarea rezultatului.

♦ Tipuri de straturi: Multe straturi sunt complet conectate, ceea ce înseamn  c  fiecare nodă ă
în strat are toate nodurile stratului anterior ca intr ri.ă  Alte straturi
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sunt grupate, ceea ce înseamn  c  nodurile stratului anterior sunt parti ionate,ă ă ț
iar fiecare nod al acestui strat ia ca intrare doar nodurile unui bloc
a parti iei.ț  Straturile convolu ionale sunt, de asemenea, utilizate, în special în imagineț
procesarea cererilor.

♦ Straturi convolu ionale: straturile convolu ionale pot fi vizualizate ca i cum ar fi nodurile lorț ț ș
au fost organizate într-o matrice bidimensional  de pixeli, cu fiecare pixelă
reprezentat  de aceea i colec ie de noduri.ă ș ț  Greut ile corespunz toareă ăț
nodurile din pixeli diferi i trebuie s  fie acelea i, deci sunt efectiv acelea iăț ș ș
nod, i trebuie s  înv m doar un set de greut i pentru fiecare familie de noduri,ă ă ă ăș ț ț
câte unul din fiecare pixel.

♦ Func ii de activare: este determinat  ie irea unui nod într-o re ea neuronală ăț ș ț
luând mai întâi suma ponderat  a intr rilor sale, folosind greut ile care suntă ă ăț
înv at în timpul procesului de formare a re elei.ăț ț  O func ie de activareț
se aplic  apoi acestei sume.ă  Func iile comune de activare includț
func ia sigmoid , tangenta hiperbolic , softmax i diverse forme deă ăț ș
func ii liniare recificate ale unit ii.ăț ț
♦ Func ii de pierdere: acestea m soar  diferen a dintre rezultatulă ăț ț
net i ie irea corect  în func ie de setul de antrenament.ăș ș ț  Deseori folosit
func iile de pierdere includ pierderea de eroare p trat , pierderea Huber, pierderea clasific rii,ă ă ăț
i pierderea entropiei încruci ate.ș ș

♦ Antrenarea unei re ele neuronale: instruim o re ea neuronal  calculând în mod repetatăț ț
ie irea re elei pe exemple de instruire i calcularea medieiș ț ș
pierderea exemplelor de instruire. Greut ile pe noduri sunt apoi ajustate cuăț
propagarea pierderii înapoi prin net, folosind propagarea înapoi
algoritm.

♦ Propagare înapoi: alegând func iile noastre de activare i func iile de pierdereț ș ț
pentru a fi diferen iat, putem calcula o deriva ie a func iei de pierdere cuț ț ț
respect  fiecare greutate din re ea.ă ț  Astfel, putem determina
direc ia în care s  regla i fiecare greutate pentru a reduce pierderea.ăț ț  Folosind lan ulț
regula, aceste direc ii pot fi calculate strat cu strat, de la ie ire laț ș
Intrarea.

♦ Re ele neuronale convolu ionale: acestea constau de obicei dintr-un num r mareăț ț
ber de straturi convolu ionale, împreun  cu straturi reunite i complet conectateăț ș
straturi. Sunt potrivite pentru prelucrarea imaginilor, unde primul convolu-
straturile opera ionale recunosc caracteristici simple, cum ar fi marginile i straturile ulterioareț ș
recunoa te tr s turi progresiv mai complexe.ă ăș
♦ Re ele neuronale recurente: acestea sunt concepute pentru a recunoa te secven e,ț ș ț



precum propozi ii (secven e de cuvinte).ț ț  Exist  un strat pentru fiecare pozi ieă ț
în secven , iar nodurile sunt împ r ite în familii, pe care fiecare le areă ăț ț
câte un nod la fiecare strat. Nodurile unei familii sunt constrânse s  aibă ă
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acelea i greut i, deci procesul de instruire trebuie, prin urmare, s  se ocupe de ună ăș ț
num r relativ mic de greut i.ă ăț
♦ Re ele de memorie pe termen scurt: acestea se îmbun t esc pe RNN prin ad ugareă ă ăț ț
un al doilea vector de stare - starea celulei - pentru a permite unele informa ii despreț
secven a care trebuie p strat , în timp ce majoritatea informa iilor sunt uitate dup  ună ă ăț ț
in timp ce. În plus, înv m vectori de poart  care controleaz  ce sunt informa iileă ă ă ăț ț
re inute de la intrare, stare i ie ire.ț ș ș
♦ Evitarea supra-dot rii: exist  o serie de tehnici specializateă ă
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